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RØsumØ

Dans cette thŁse nous prØsentons nos travaux qui s’articule autour du domaine
d’aide au diagnostic mØdical plus particuliŁrement en traitement de sØquences, rØa-
lisØs sur deux types de donnØes (signal ECG et image cytologique) avec des tâches
di�Ørentes (classi�cation, segmentation). Nos contributions concernent d’une part
la proposition d’un classi�eur supervisØ dØdiØ à la reconnaissance des extrasystoles
ventriculaires par les modŁles de Markov cachØs oø nous avons intØgrØ une tâche
de symbolisation des di�Ørents attributs utilisØs a�n d’augmenter l’interprØtabilitØ
de notre systŁme pour justi�er la prise de dØcision. Aussi, un classi�eur neuro-�oue
(ANFIS) est implØmenter pour pouvoir comparer l’aspect probabiliste dans les HMM
et l’aspect interprØtable de la logique �oue. Les HMMs sont des modŁles probabi-
listes qui fournis une information de probabilitØ sur la classe reconnues tandis que
le classi�eur neuro-�oue (ANFIS) nous donne une transparence dans le systŁme de
reconnaissance par les rŁgles gØnØrØs. D’autre part, l’apprentissage par ces mŒmes
approches est appliquØ à la classi�cation pixellaire des cellules cytologique dans un
but de segmentation pour une classi�cation future des cellules sanguines.

Mots clés

Classi�cation, InterprØtabilitØ, HMM,ANFIS, ECG, Images cytologiques, Segmen-
tation.
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Abstract

In this thesis we present our works that are focused on the �eld of medical diag-
nosis more particularly in the treatment of sequences, performed on two types of
data (ECG signal and cytological images) on di�erent tasks (classi�cation and seg-
mentation). Our contributions concern the proposal of a supervised classi�er for the
recognition of the ventricular premature beats by hidden Markov models, where we
have integrated a symbolization stage for the di�erent used attributes to increase
transparency of our system to justify making of the decision . Also, a neuro-fuzzy
classi�er (ANFIS) is implemented to compare probabilistic side in the HMM and
interpretable aspect of fuzzy logic. HMMs are probabilistic models that provided
information on the likelihood of recognized class while the neuro-fuzzy classi�er
(ANFIS) gives transparency in the recognition system by the generation of the dif-
ferent rules. Also, the learning by the same approach is applied to the classi�cation
of pixels of the cytological images for segmentation goals for future classi�cation of
blood cells.

Keywords

Classi�cation, Interpretability, HMM, ANFIS, ECG, Cytological images, Segmen-
tation.
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Introduction générale

1 Contexte

La prise de dØcision lors d’un diagnosticrØalisØ par des mØdecins est une tâche
qui nØcessite d’une part des donnØes mØdicales validØes par des connaissances des
experts en santØ et d’autre part l’analysedu nombre important de ces informations
qui sont en croissancecontinue. Cette di�cultØ con�rme le besoin d’automatisØ cer-
taines taches mØdicales.
Le dØveloppement de systŁmes d’aide au diagnostic, simulant le raisonnement mØdi-
cal, nØcessite la modØlisation de ce dernier [5], d’oø la collecte de donnØes expertisØes
par desmedecins experts est une phase indispensable a�n d’extraire desconnaissances
qui sont dØcrites comme un processus interactif de prØparation des donnØes brutes
(sØlection de descripteurs, prØparations de base de donnØes, discrØtisation des don-
nØes, �ltrage des bruits, etc. . . ), d’extraction de connaissances à l’aide d’algorithmes
d’apprentissage, de visualisation et d’interprØtation des rØsultats, lors de l’utilisation
par l’expert.

Les erreurs dans le traitement ou la saisie de donnØes peuvent Œtre à l’origine
d’importantes erreurs dans la prise de dØcision ce qui in�ue sur la �abilitØ du systŁme.
Une traçabilitØ concernant des rØsultats vient pour s’imposer face à ce problŁme en
faisant appel à des mØthodes interprØtables et probabilistes pour justi�er la prise de
dØcision.

Pour exploiter au mieux des donnØes, et en tirer des informations pertinentes,
nous utilisons principalement des mØthodes statistiques. Cependant la statistique
ne se limite pas à l’analyse de donnØes, mais elle s’occupe aussi de leur collecte
et de leur interprØtation. De plus, la statistique possŁde deux principales mØthodes
d’analyse, l’analyse exploratoire des donnØes et l’infØrence statistique. Cette derniŁre
est un ensemble de mØthodes permettant de tirer des conclusions �ables à partir
d’Øchantillons statistiques (thØorie des probabilitØs) Les approches probabilistes se
fondent essentiellement sur l’analyse de donnØes. Elles ont largement ØtØ appliquØes
au diagnostic mØdical. D’oø vient l’intØrŒt de l’emploi des modŁles Markoviens qui
constituent un trŁs bon compromis entre richesse d’expression et facilitØ de mise en
÷uvre. Logiquement ils se sont avØrØs comme des modŁles les plus performants dans
de nombreuses taches de modØlisation et de classi�cationde signaux et de sŁquences.
Les modeles de Markov cachØs (Hidden Markov Models : HMM) en gØnØrant une
probabilitØ qui maximise une sØquence donnØe.

Aussi les interprØtations fournis par un systŁme d’infØrence �ou permettent un
traitement des donnØes mØdicales transparent, explicite et proche du raisonnement
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Introduction générale

humain. Cette qualitØ fait la puissance des systŁmes d’infØrence �ous dans de nom-
breux domaines d’application. L’une des motivations pour l’utilisation de systŁmes
à base de logique �oue est due à leurs interprØtabilitØ, cequi permet de vØri�er la
plausibilitØ d’un systŁme, conduisant à une maintenance aisØe de ce dernier. Il peut
Øgalement Œtre utilisØ pour acquØrir des connaissances à partir d’un problŁme carac-
tØrisØ par des donnØes numØriques [6].
La modØlisation �oue, dØveloppØe par les systŁmes basØs sur les rŁgles �oues linguis-
tiques, nous permet de traiter des systŁmes en Øtablissant un modŁle linguistique
comprØhensible par des utilisateurs.

2 ProblØmatique

Dans le cadre de cette thŁse de doctorat nous faisons des traitement de sØ-
quences, rØalisØs sur deux types de donnØes (signaux ECG et image cytologique)
avec des tâches distinctes (classi�cation, segmentation). Nos contributions majeur
concernent d’une part la proposition d’un classi�eur supervisØ pour la reconnais-
sance des extrasystoles ventriculaires par les modŁles de Markov cachØs et par un
classi�eur neuro-�oue (ANFIS). Les HMMs sont des modŁles probabilistes qui four-
nis une information de probabilitØ sur la classe reconnue tandis que le classi�eur
neuro-�oue (ANFIS) nous donne une transparence dans le systŁme de reconnais-
sance par les rŁgles gØnØrØs.

D’autre part, la segmentation pixellaire par les HMMs est appliquØe sur des
images des cellules cytologiques. La segmentation d’images basØe sur les HMMs nØ-
cessite tout d’abord la transformation de l’image 2D en une sØquence d’observations
1D, pour garder la notion du voisinage de chaque pixel, ensuite une classi�cation
pixelaire est rØalisØe a�n d’obtenir une image segmentØ ce qui facilite leurs caractØ-
risations et classi�cation future.

3 Organisation de la thŁse

Les travaux menØs dans le cadre de cette thŁse et les rØsultats obtenus sont
structurØs en cinq chapitres. Le chapitre 2 prØsente un Øtat de l’art gØnØral des tra-
vaux qui traitent le problŁme de la classi�cation automatique et la reprØsentation
des donnØes mØdicales. A ce titre, nous introduisons les di�Ørents types de donnØes
pouvant Œtre soumis à une approche de classi�cation automatique. Nous prØsentons
Øgalement une synthŁse des mØthodes classiques de classi�cation automatique four-
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nies par la littØrature.

Le troisiŁme chapitre, est consacrØ à prØsenter les concepts thØoriques et les outils
requis pour la comprØhension et l’utilisation des modŁles de Markov cachØs. Nous
exposons en dØtails les formalismes utilisØs et les di�Ørentes Øtapes de l’approche.
Nous prØsenterons Øgalement un Øtat de l’art gØnØral des travaux qui traite le pro-
blŁme de la classi�cation par les modŁles de Markov cachØs en domaine biomØdical.

Au niveau du quatriŁme chapitre nous introduisons les termes et concepts es-
sentiels de la logique �oue et nous montrons l’importance deriere la mise en ÷uvre
d’un classi�eur �oue pour fournir des rØsultats interprØtable.

Dans le cinquiŁme chapitre, nous abordons nos contributions relatives à la mise
en ÷uvre, d’une part, de deux classi�eurs supervisØs dØdiØs à la reconnaissance des
extrasystoles ventriculaire, et d’autre part, la segmentation des images cytologique.
En�n, une conclusion gØnØrale synthØtise le contenu de cette thŁse et prØsente les
perspectives de ce thŁme de recherche.
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Chapitre1

1 Introduction

Avec l’expansion des outils informatiques au cours des derniŁres dØcennies, un
nombre considØrable de donnØes de la vie de tous les jours est mis à disposition
des analystes. L’archivage de ces donnØes crØe la mØmoire de notre sociØtØ, mais la
mØmoire ne vaut pas grande chose sans l’intelligence. L’intelligence nous permet de
mettre de l’ordre dans notre mØmoire en observant des formes, en Øtablissant des
rŁgles, en trouvant des nouvelles idØes qui mØritent d’Œtre essayØ et en faisant des
prØdictions.

La fouille de donnØes (Data Mining en anglais) [7, 8], ou encore analyse intel-
ligente des donnØes, dØsigne l’ensemble de mØthodes destinØes à l’exploration et
l’analyse des donnØes informatiques, de façon automatique ou semi-automatique, en
vue de dØtecter dans ces donnØes des rŁgles, des tendances inconnues ou cachØes, des
structures particuliŁres restituant l’essentiel de l’information pertinente. La fouille
de donnØes permet d’ajouter de l’intelligence aux archives de donnØes pour Œtre ca-
pable ensuite de dØcider.

Avant d’atteindre l’Øtape de la prise de dØcision, plusieurs traitements peuvent
etre rØaliser sur les donnØes numØrisØes, cet ensembles de mØthodes de traitement et
de classi�cation sont prØsentØes dans ce chapitre.

2 ReprØsentation des donnØes

2.1 Collecte et prétraitement des données

La premiŁre Øtape est Øvidemment la collecte des donnØes. Deux cas peuvent se
prØsenter :

1. le modŁle doit Œtre conçu à partir d’une base de donnØes prØexistante, que l’on
ne peut pas enrichir ; là encore, il faut distinguer deux situations :

ˆ donnØes sont peu nombreuses ; il faut construire des modŁles aussi parcimo-
nieux que possible en nombre de paramŁtres en s’e�orçant de tirer la meilleur
partie de ces donnØes ;

ˆ donnØes sont trŁs nombreuses : on peut alors mettre en ÷uvre des mØthodes
dites de plani�cation expØrimentale ou d’apprentissage actif, a�n de ne retenir
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que les exemples qui apportent une rØelle information au modŁle [9].

2. le concepteur du modŁle peut spØci�er les expØriences qui doivent Œtre e�ec-
tuØes pour amØliorer le modŁle. Dans un tel cas, il est trŁs souhaitable de
mettre en ÷uvre des mØthodes de plani�cation expØrimentale, surtout si les
expØriences sont longues ou coßteuses. Les plans d’expØrience permettent en
e�et de limiter le nombre d’expØriences, en n’e�ectuant que celles qui sont
rØellement utiles pour la conception du modŁle.

Une fois les donnØes sont disponibles, il convient de les traiter de maniŁre à
rendre la modØlisation aussi e�cace que possible.

2.2 Prétraitement des données

Une fois les donnØes sont disponibles, il faut e�ectuer un prØtraitement qui per-
mette de rendre la modØlisation aussi e�cace que possible. Ces prØtraitements dØ-
pendent de la tâche à e�ectuer et des particularitØs des donnØes que l’on manipule.
Dans tous les cas, le prØtraitement minimal consiste à normaliser et à centrer les don-
nØes, de maniŁre à Øviter, par exemple, que certaines variables aient de trŁs grandes
valeurs numØriques par rapport à d’autres, ce qui rendrait les algorithmes d’appren-
tissage ine�caces [10]. Le prØtraitement le plus simple consiste donc à e�ectuer le
changement de variables suivant, pour les variablesx comme pour la grandeur à
modØliseryp :

u0 =
u � h ui

su

Oø hui dØsigne la moyenne de la grandeuru considØrØe

hui =
1
N

NX

k=1

uk ;

et su est l’estimateur de l’Øcart-type deu :

su =

vu
u
t 1

N � 1

NX

k=1

(u � h ui )2
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3 SØlection des variables

la complexitØ du modŁle croît avec le nombre de variables : par exemple, la
dimension de Vapnik-Chervonenkis de polynômes de degrØd vaut (n+ d)!

n!d! oø n est le
nombre de variables ; elle croît donc trŁs rapidement avecn. Conserver un contrôle
sur le nombre de variables est donc un ØlØment important dans une stratØgie de
modØlisation qui cherche à maîtriser la complexitØ des modŁles.

Il existe de nombreux avantages de la sØlection de variables : faciliter la visuali-
sation des donnØes et la comprØhension des donnØes, ce qui rØduit les exigences en
matiŁre de mesure et de stockage, ce qui rØduit le temps d’apprentissage, dØ�ant la
malØdiction de la dimensionnalitØ pour amØliorer les performances de classi�cation.

Les rØsultats de la sØlection de variables sont susceptibles de remettre en cause
des idØes reçues concernant le phØnomŁne à modØliser, ou, au contraire, de conforter
des conjectures ou des intuitions concernant l’in�uence des variables candidates sur
la grandeur à modØliser.
On peut Øgalement souhaiter diminuer le nombre de variables en rØduisant la dimen-
sion de l’espace de reprØsentation de la grandeur que l’on cherche à modØliser. Les
principales mØthodes utilisØes dans ce but sont l’Analyse en Composantes Principales
(ACP), l’Analyse en Composantes IndØpendantes (ACI, ou ICA pour Independent
Component Analysis) ou encore l’Analyse en Composantes Curvilignes (ACC) [10].

4 Les di�Ørents types de donnØes rencontrØs

La classi�cation intervient sur des donnØes qui rØsultent d’une suite de choix qui
vont in�uencer les rØsultats de l’analyse. Classiquement, les donnØes sont dØcrites
dans un tableau individus/variables par une valeur unique. On parlera alors de�
tableau de descriptions univaluées ou classiques �.Dans les applications rØelles, oø
le grand souci est de prendre en compte la variabilitØ et la richesse d’informations
au sein des donnØes, il est courant d’avoir a�aire à des donnØes complexes et hØ-
tØrogŁnes (ou mixtes). Ce qui se traduit par le fait que chaque case du tableau de
descriptions peut contenir non seulement une valeur unique mais Øgalement un en-
semble de valeurs, un intervalle de valeurs ou une distribution sur un ensemble de
valeurs. On dira alors que la classi�cation va porter sur un� tableau de descriptions

symboliques �.
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4.1 Description classique d'une variable

Classiquement, une variableYh est dØ�nie par une application :

Yh : X ! Oh

X i 2 X ! Yh(X i )

Oø X = f X 1; X 2; : : : X ng est l’ensemble des individus. L’ensemble d’arrivØeOh est
appelØe domaine d’observation de la variableYh. Un individu est alors dØcrit sur
une variableYh par une valeur unique deOh. [11]
On distingue schØmatiquement deux types de variables : les variablesquantitatives

dites aussi numØriques et les variablesqualitatives dites aussi catØgorielles.

Les variables quantitatives

Une variable quantitative prend des valeurs ordonnØes (comparable par la re-
lation d’ordre 6 ) pour lesquelles des opØrations arithmØtiques telles que di�Ørence
et moyenne aient un sens. Une variable quantitative peut Œtre binaire, continue ou
discrŁte. Les variables binaires ne peuvent prendre que deux valeurs, le plus souvent
associØes à {0,1}, {absence, prØsence} ou {succŁs, Øchec} (exemple: le sexe d’un
nouveau-nØ). Les variables continues ou d’Øchelle sont les variables dont les valeurs
forment un sousensemble in�ni de l’ensembleR des rØels (exemple: la durØe d’un
intervalle RR, la frØquence d’un signal). Les variables discrŁtes sont celles dont les
valeurs forment un sous ensemble �ni ou in�ni de l’ensembleN des entiers naturels
(exemple: l’âge, le nombre d’enfants) [11].

Les variables quantitatives

Une variable qualitative (ou aussi catØgorielle) est une donnØe dont l’ensemble
des valeurs est �ni. Elle prend des valeurs symboliques qui dØsignent en fait des
catØgories ou aussi modalitØs (exemple: le code de la ville, la couleur des cheveux).
On ne peut e�ectuer aucune opØration arithmØtique sur ces variables. Les variables
catØgorielles sont parfois ordonnØes : on parle alors de variables ordinales (exemple:
faible, moyen, fort). Les variables ordinales peuvent Œtre rangØes dans la famille des
variables discrŁtes et traitØes comme telles. Les variables catØgorielles non ordonnØes
sont dites nominales et lorsque ces variables ont pour valeur des textes non codØs,
Øcrits en langage naturel, elles sont dites variables textuelles (exemple: rapports,
nom de �lm) [11].
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5 DiscrØtisation des donnØes

Dans les mØthodes purement bayesiennes, les tests donnant des valeurs continues
doivent Œtre discrØtisØs, impliquant ainsi une perte d’information. L’analyse discri-
minante permet d’Øviter cette perte d’information que reprØsente la transformation
des variables continues en variables discrŁtes et Øvite ainsi de crØer des incertitudes
supplØmentaires. Certains auteurs estiment au contraire, qu’une discrØtisation des
variables permet de se rapprocher du raisonnement de l’expert mais elle pose le pro-
blŁme de l’interprØtation des valeurs frontiŁres et nØcessite d’intØgrer des graphes de
distribution des frØquences [12].

6 Intelligence arti�cielle

6.1 Classi�cation automatique

La classi�cation automatique cherche à identi�er une typologie des individus en
groupes homogŁnes et bien sØparØs. AppliquØe aux sØquences de donnØes tempo-
relles, les individus manipulØs sont cette fois des sØquences dont on cherche à mettre
en relation statistique leurs di�Ørents enregistrements. De façon gØnØrale, la classi-
�cation automatique est utile comme prØalable à d’autres opØrations de fouille de
donnØes. En e�et, une dØmarche frØquente du data mining est de trouver des classes
d’individus qui ont le mŒme type de comportement, a�n d’ensuite pouvoir identi�er
la classe à laquelle appartient un nouvel individu en exploitant son historique (clas-
sement) et Øvaluer ainsi son comportement futur (prØvision).

6.2 Classi�cation et apprentissage

Le terme classi�cation est souvent associØ à la notion d’apprentissage. En e�et in
associe souvent l’action de classer a celle d’apprendre à classer. Selon [13] qui ont un
point de vue axØ apprentissage, le terme classi�cation peut avoir deux signi�cation
distinct. La classi�cation peut Œtre l’action de regrouper en di�Ørentes catØgories des
objets ayant certains points communs ou faisant partie d’un mŒme concept, on parle
alors de problŁme de clustering et apprentissage non supervisØ. Cependant la clas-
si�cation peut aussi correspondre à l’action d’a�ecter d’objets à des catØgories bien
dØ�nies, on parle dans ce cas de problŁme d’a�ectation et d’apprentissage supervisØ.
L’apprentissage non supervisØ consiste donc à dØcouvrir des catØgories d’objets (ou
clusters) alors que l’apprentissage supervisØ consiste à mettre à jour une fonction

5. DISCRÉTISATION DES DONNÉES 10



Chapitre1

d’a�ectation d’objets à des catØgories et à l’utiliser en vue de d’a�ecter de nouveaux
objets. Il convient de noter que la notion d’apprentissage n’est pas nØcessairement
prØsente dans les mØthodes de classi�cation.

6.3 Le problème de la classi�cation

Le problŁme de la classi�cation Øtant d’organiser un ensemble d’objets en classes
homogŁnes, il nous faut donc dØ�nir ce que sont une partition, une classe (on utilisera
Øgalement la notion de groupe) et ce que sont les ØlØments que l’on cherche à classer.

Le problème de la généralisation

L’objectif de la classi�cation est de fournir une procØdure ayant un bon pouvoir
prØdictif c’est-à-dire garantissant des prØdictions �ables sur les nouveaux exemples
qui seront soumis au systŁme. La qualitØ prØdictive d’un modŁle peut Œtre ØvaluØe
par le risque rØel ou espØrance du risque, qui mesure la probabilitØ de mauvaise
classi�cation d’une hypothŁseh.

Évaluation d'une hypothèse de classi�cation

Pour avoir une estimation non optimiste de l’erreur de classi�cation, il faut re-
courir à une base d’exemples qui n’ont pas servi pour l’apprentissage : il s’agit de la
base de test.
La base de test contient elle aussi des exemples ØtiquetØs qui permettent de com-
parer les prØdictions d’une hypothŁseh avec la valeur rØelle de la classe. Cette base
de test est gØnØralement obtenue en rØservant une partie des exemples supervisØs
initiaux et en ne les utilisant pas pour la phase d’apprentissage [14].

Partition et classe

La question se pose alors de savoir ce qu’est une classe et quel type de structure
va Œtre utilisØ pour modØliser l’espace des objets. D’un point de vue mathØmatique,
une classe est un sous-ensemble de l’ensemble E des objets à classer. Il existe deux
approches di�Ørentes pour dØcrire une classe : l’approche gØnØrative et l’approche
discriminative. La premiŁre dØcrit une classe par les propriØtØs caractØristiques des
objets qui la composent alors que la seconde dØcrit une classe par sa frontiŁre avec
ses voisines. La structure la plus couramment utilisØe est celle de la partition qui
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se dØ�nit de la façon suivante :

Dé�nition : L’ensembleP = C1; : : : ; Ck est une partition de l’ensembleE en k

classes si et seulement si :

1. Ci 6= ; pour i = 1; : : : ; k ;

2. Uk
i =1 Ci = E;

3. Ci \ Cl = ; pour tout i 6= l

6.4 Clustering et apprentissage non-supervisé

La classi�cation non supervisØe dØsigne un corpus de mØthodes ayant pour objec-
tif de dresser ou de retrouver une typologie existante caractØrisant un ensemble den

observations, à partir de p caractØristiques mesurØes sur chacune des observations.
Par typologie, on entend que les observations, bien que collectØes lors d’une mŒme
expØrience, ne sont pas toutes issues de la mŒme population homogŁne, mais plutôt
deK populations. Deux exemples peuvent Œtre considØrØs :

� l’ensemble des clients d’une banque est une collection den observations, cha-
cune de ces observations Øtant caractØrisØe par la nature desp transactions
bancaires qu’elle rØalise. Il existe certainement di�ØrentsK pro�ls types de
clients. L’objectif est alors d’une part de retrouver ces pro�ls types à partir
de l’information sur les transactions bancaires, et d’autre part de dØterminer,
pour chaque observation, à quel pro�l type elle correspond.

� une cohorte de patients reprØsente un ensemble den observations, chacune
dØcrite parp mesures physiologiques. Bien qu’ayant tous la mŒme pathologie,
ces patients n’ont pas tous le mŒme historique mØdical. On souhaite donc dans
un premier temps Øtablir une typologie de ces patients enK groupes selon
leurs caractØristiques physiologiques. Dans un deuxiŁme temps, on Øtudiera si
la rØponse au traitement di�Łre pour des patients issus de groupes di�Ørents.

6.5 L'apprentissage supervisé

L’apprentissage supervisØ, utilise des exemples ØtiquetØs ou classØs. Ces Øti-
quettes ou ces classes peuvent Œtre vues comme fournies par un expert ou un super-
viseur, d’oø le nom d’apprentissage supervisØ. Le but de l’apprentissage est alors de
produire une fonction de classi�cation, appelØe hypothŁse, permettant de dØterminer
la classe d’un exemple.

6. INTELLIGENCE ARTIFICIELLE 12



Chapitre1

L’apprentissage supervisØ a donc pour but de dØterminer une reprØsentation en in-
tension d’un concept (l’hypothŁse) à partir d’un sous ensemble de son extension
(les exemples). Il rØalise un saut inductif en passant des exemples particuliers à une
fonction de classi�cation gØnØrale.
Autrement dit, Øtant donnØ un ensemble d’exemples sous la forme {(x i ; yi )} avec
x i des objets d’un domaineD et yi les classes associØes, le but de l’apprentissage
supervisØ est de dØterminer une hypothŁseh tel que y = h(x) pour tout x de D . Les
x i sont appelØs les observations.
Notons que l’on utilise classiquement le mŒme terme d’exemples pour dØsigner d’une
part les exemples d’apprentissage qui servent à fabriquer une hypothŁse, et d’autre
part les objets sur lesquels cette hypothŁse sera appliquØe pour dØterminer leur
classe. En cas d’ambiguïtØ, nous appellerons ces objets des nouveaux exemples à
classer, pour les di�Ørencier des exemples d’apprentissage.

7 La classi�cation des donnØes sØquentielles

Plusieurs techniques de classi�cation automatique des donnØes sØquentielles ont
ØtØ dØveloppØes ces derniŁres annØes. Elles ont ØtØ appliquØes dans di�Ørents do-
maines comme l’analyse de sØquences biologiques [15], l’Øtude de la mobilitØ des
objets dans les vidØos [16], ou d’autres domaines pour lesquels l’individu joue un
rôle central, à savoir la classi�cation des patients sur la base de leurs groupes san-
guins [15], la modØlisation du comportement d’utilisateurs sur le Web [17], etc.
Parmi cette variØtØ de mØthodes de classi�cation, les plus rØpandues sont les ap-
proches markoviennes.

8 Aspects probabilistes d’une classi�cation automa-
tique

L’aspect probabiliste d’une classi�cation se rapporte à l’Øvaluation d’une simila-
ritØ ou d’une association entre 2 entitØs comme un objet et un attribut, ou une classe
et un paramŁtre de fonction de distribution. Le calcul est donc souvent indØpendant
de la reprØsentation des donnØes. En e�et, on trouve des coe�cients d’association
probabiliste aussi bien avec des modŁles de vecteurs de caractØristiques qu’avec des
descriptions d’attributs symboliques.
Il est presque impossible de prØsenter un algorithme unique ou gØnØrique concernant
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la description probabiliste d’extraction de classes puisque chaque mØthode pose ses
propres hypothŁses de fonctions de distribution et de dØpendances conditionnelles
avec son lot d’hypothŁses de simpli�cation pour Øviter l’explosion exponentielle de
recherche des paramŁtres.

8.1 Modélisation probabiliste en classi�cation

Les premiŁres approches qui ont ØtØ proposØes en classi�cation Øtaient algorith-
miques, heuristiques ou gØomØtriques et reposaient essentiellement sur la dissimila-
ritØ entre les objets à classer.
L’approche statistique, plus rØcente, se base sur des modŁles probabilistes qui for-
malisent l’idØe de classe. Cette approche permet en outre d’interprØter de façon
statistique la classi�cation obtenue.
Les modŁles probabilistes prennent en compte des fonctions de distribution para-
mØtriques (fonction gaussienne, fonctions multinomiales. . . ) exigeant de trouver les
paramŁtres optimum (moyenne, Øcart-type, poids . . .) pour maximiser la vraisem-
blance. Par exemple une classe sera reprØsentØe par une fonction de probabilitØf ,
le but sera d’estimer des paramŁtres concernant les classes grâce à la vraisemblance
(probabilitØ d’avoir la totalitØ d’un systŁme de variables) en estimant les paramŁtres
grâce aux donnØes observØes.

9 InterprØtabilitØ

Le concept de l’interprØtabilitØ apparait dans la littØrature sous di�Ørents noms :
transparence, intelligibilitØ, comprØhensibilitØ. L’interprØtabilitØ d’un systŁme qui
est la facilitØ d’analyse de son comportement, dØpend à la fois du nombre de ses
variables et la complexitØ du modŁle, ainsi qu’aux mØcanismes d’apprentissage.
L’interprØtabilitØ reprØsente la force motrice la plus importante derriŁre la mise en
÷uvre des systŁmes de classi�cation automatique pour les problŁmes d’application
mØdicale.
L’expert devrait Œtre capable de comprendre le classi�eur et d’Øvaluer ses rØsultats,
elle permet de vØri�er la plausibilitØ d’un systŁme, conduisant à une maintenance
aisØe de ce dernier. Il peut Øgalement Œtre utilisØ pour acquØrir des connaissances à
partir d’un problŁme caractØrisØ par des exemples numØriques [6]. Une amØlioration
de l’interprØtabilitØ peut augmenter les performances de gØnØralisation lorsque l’en-
semble des donnØes est petit.
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10 Conclusion

L’automatisation de la prise de dØcision exige un traitement et une analyse des
donnØes collectØes en allant vers une classi�cation via di�Ørentes mØthodes. Ce cha-
pitre a ØtØ consacrØ à une prØsentation dØtaillØe des techniques de traitement des
donnØes mØdicales d’une part et d’autre par des outils d’intelligence arti�cielle dans
le but d’aide au diagnostic.
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1 Introduction

Les modŁles de Markov cachØs (HMMs : Hidden Markov Models) constituent
des outils statistiques qui fondent sur une thØorie solide. Ils se caractØrisent par une
grande e�cacitØ et souplesse dans les algorithmes qu’ils o�rent pour la modØlisation
des problŁmes traitØs.

Ces modŁles sont rØcemment largement utilisØs en domaine de reconnaissance
pro�tant de leurs grand succŁs dans la reconnaissance de la parole oø les HMMs
sont initialement et frØquemment employØs.

Grâce à leur relative simplicitØ, robustesse et ØlasticitØ, les HMMs ont ØtØ utilisØs
dans plusieurs domaines. Parmi ces domaines : la modØlisation des langages, la mo-
dØlisation de la mØtØorologie ou de climats, la cardiologie, l’Øvaluation des scØnarios
lors de la simulation du dØplacement d’un robot, la thØorie de codage, la modØlisa-
tion des �nances, le contrôle biologique, la bioinformatique,. . .etc.
Le but de ce chapitre est de prØsenter les concepts thØoriques et les outils requis
pour la comprØhension et l’utilisation des HMMs. Il est organisØ comme suit :

La premiŁre partie rappelle les di�Ørentes dØ�nitions nØcessaires pour la comprØ-
hension des concepts liØs aux HMMs. La deuxiŁme partie prØsente l’application de
cet outil en domaine mØdical.

2 DØ�nitions

Les modŁles de Markov cachØs sont une famille d’outils mathØmatiques proba-
bilistes parfaitement adaptØs à la modØlisation de sØquences temporelles. Il existe
plusieurs types de modŁles de Markov cachØs a�n de rØpondre à des problŁmes spØ-
ci�ques. Dans le cadre de cette Øtudes et plus particuliŁrement de ce chapitre, nous
nous intØresserons principalement aux modŁles de Markov cachØs discrets du premier
ordre, que nous abrŁgerons par la suite HMM. Pour pouvoir prØsenter les HMM, il
est nØcessaire de commencer par prØsenter les modŁles de Markov et les propriØtØs
qui leur sont associØes.
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2.1 Les chaines de Markov discrètes

En calcul de probabilitØs, on dØ�nit une variable alØatoire(v.a.) rØelle comme
une fonction mesurableX : 
 �! R: 
 est appelØ l’univers. Dans de nombreux
cas de �gure, 
 est l’ensemble des rØelsR, l’ensemble des entiers positifs ou un de
leurs sous ensembles.

Dé�nition 1 un processus stochastique est une famillef X tgt2 T de v.a. dØ�nies
sur 
 ( X t : 
 ! R).

L’ensembleT reprØsente souvent la notion de temps mais il peut Øgalement cor-
respondre à la notion de position spatiale de dimension 2 ou à toute autre notion en
autant de dimension que nØcessaire. Dans le cas oøT reprØsente la notion de temps
et si T est discret, on parle de processus stochastique en temps discret, tandis que
le processus est dit en temps continu, lorsqueT est continu.

Dé�nition 2 Les Øtats d’un processus stochastique dØ�ni par lesv:a: X t : 
 ! R

pour tout 2 T sont les valeurs prises par cesv:a: lorsquet varie. On noteS l’ensemble
des � Øtats � du processus.

A.A. Markov fut le premier à Øtudier et à poser les bases mathØmatiques per-
mettant l’Øtude des chaines qui portent son nom. La dØ�nition de ces chaines est la
suivante :

Dé�nition 3 Un processusf Stgt2 T (St : 
 ! S) est une chaine de Markov s’il
vØri�e les trois conditions suivantes :

1. T est dØnombrable ou �ni. Dans ce cas et pour simpli�er les notations ul-
tØrieurs, il est toujours possible de prendreT � N� = f 1; 2; : : : g . Cette
condition signi�e que le processus ne change de valeur qu’à des instants dØter-
minØs à priori.

2. L’ensembleS des Øtats du processus est dØnombrables. Dans la suite, suppo-
serons Øgalement queS est �ni. Nous pouvons alors dØ�nirS= f s1; : : :; sN g

cet ensemble.

3. Le processus est associØ à une fonction de probabilitØP vØri�ant la propriØtØ
markovienne : �la probabilitØ que le processus soit dans un Øtat particulier à
un instant t ne dØpend que de l’Øtat dans lequel se trouve le processus au temps
t � 1�. Soit Q = ( qt )t2 T une suite d’Øtats du processus(qt 2 S). La propriØtØ
de Markov vØri�e la relation suivante, pour toute suite d’ØtatsQ et pour tout
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instant t 2 T :

P (St = qt=St � 1 = qt � 1; : : : ; S1 = q1) = P (St = qt=St � 1 = qt � 1) (2.1)

La probabilitØ P (St = qt=St � 1 = qt � 1) correspond à la probabilitØ de transi-
tion de l’Øtat qt � 1 à l’instant t � 1 vers l’Øtatqt à l’instant t.

Dé�nition 4 Une chaine de Markov est homogŁne (dans le temps) si et seule-
ment si les probabilitØs de transition ne dØpendent pas du tempst (les proba-
bilitØs de transition sont stationnaire), c’est-à-dire que pour tout

�
t; t

0�
2 T2 ,

on a :
P (St+1 = sj =St = si ) = P (St0+1 = sj =St0 = si ) (2.2)

On note ai;j cette probabilitØ.

Une chaine de Markov homogŁne est donc totalement dØ�nie par la donnØe des
Øtats, des probabilitØs des Øtats initiaux� et des probabilitØs de transitions
entre ØtatsA avec :

�=

0

B
B
@

� 1
...

� N

1

C
C
A = ( � 1; : : : ; � N )

0
et � i = P (S1 = si ) (2.3)

A =( ai;j )1� i;j � N et ai;j = P (St+1 = si =St = sj ) (2.4)

Dé�nition 5 Vecteurs et matrices stochastiques :

� Un vecteur V = ( v1; : ::; vN ) de dimensionN (ou, de maniŁre Øquivalente,
son transposØ) est stochastique si et seulement si :

� Pour tout i = 1 : : : N; 0 � vi � 1.
�

P N
i =1 vi = 1

� Une matrice M = ( mi;j )1� i;j � N de dimensionNxN est dite stochastique si
et seulement si :

� pour tout i = 1 : : : N et j = 1 : : : N; 0 � mi;j � 1;

� pour tout i = 1 : : : N;
P N

j =1 mi;j = 1 .
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CaractØristiques d’une chaine de Markov :

� Une matrice est stochastique si et seulement si les lignes qui la composent
sont des vecteurs stochastiques.

� Le systŁme est forcØment dans un et un seul Øtat particulier au dØpart donc
� est un vecteur stochastique.A est une matrice stochastique car, en partant
d’un Øtatsi à l’instant t, le processus transite forcØment vers l’un desN Øtats
du systŁme au tempst + 1 .

� A tout couple formØ d’un vecteur stochastiqueV de dimensionN et d’une
matrice stochastiqueM de dimensionNxN , il est possible d’associer une
chaine de Markov caractØrisØe par le couple(V; M).

Dé�nition 6 Une chaine de Markov peut Œtre reprØsentØe graphiquement.
Pour cela, on a associØ à la chaine de Markovf Stgt2 T un graphe G dont
l’ensemble des sommets est en bijection avec l’ensemble des ØtatsS et dont
l’ensemble des arcsU (orientØs dans le sens des transitions) est dØ�ni par

(si ; sj ) 2 U () ai;j > 0 (2.5)

A�n de simpli�er les notations, l’ensemble des sommets du grapheG sera re-
prØsentØ par l’ensembleS.

La �gure 4.1 reprØsente la reprØsentation graphique associØe à la chaine de
Markov (� ; A).

Figure 2.1 � ReprØsentation graphique de la chaine de Markov(� ; A).

Les chaines de Markov peuvent servir à modØliser de nombreux processus sto-
chastiques.
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Voici quelques exemples :

� ModØlisation des jours de pluie et de soleil sous certains climats. Pour cela,
on suppose qu’une journØe ne peut Œtre que pluvieuse ou qu’ensoleillØ et on
estime avec une distribution de Bernouilli les probabilitØs en fonction du
jour t : soleil avec une probabilitØp(t) et pluie avec une probabilitØ1� p(t)

avec l’hypothŁse que le temps au jourt ne dØpend que du temps au jourt � 1

et que, sur une pØriode assez longue, il y a une certaine stabilitØ statistique
du temps (homogØnØitØ du processus).

� ModØlisation du nombre d’absents et de prØsents dans une entreprise. Ce
nombre change alØatoirement chaque jour. On aSt = St � 1+� St . On suppose
alors que� St ne dØpend que de� St � 1.

� ModØlisation stochastique de la gØnØration de la parole utilisØe en recon-
naissance de la parole par ordinateur. Par exemple,St correspond à la clas-
si�cation grammaticale (substantif, adjectif, verbe, pronom,. . . ) dut-iŁme
mot de la phrase.

� ModØlisation et traitement d’images numØrique,St , correspondant à l’Øtat
d’un pixel (son niveau de gris), est supposØ ne dØpendre que des quelques
pixels prØcØdents.

Cependant, dans certains cas, ces modŁles ne permettent pas d’exprimer le
comportement du systŁme avec su�samment de prØcision. Pour amØliorer cette
prØcision, les modŁles de Markov cachØs ont ØtØ dØveloppØs.

2.2 Les modèles de Markov cachés discrets

Dé�nitions

Un modŁle de Markov cachØ discret correspond à la modØlisation de deux pro-
cessus stochastique : un processus cachØ parfaitement modØlisØ par une chaine
de Markov discrŁte et un processus observØ dØpendant des Øtats du processus
cachØ.

Dé�nition 7 soit S= f s1; : : :; sNg l’ensemble desN Øtats cachØs du systŁme.
Soit S = (S1; : : :; ST ) un T-uple dev:a: dØ�nies surS. Soit V= f v1; : : :; vM g

l’ensemble deM symboles Ømissibles par le systŁme. SoitV = f V1; : : :; VT g

un T-uple dev:a: dØ�nies surV.
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Un modŁle de Markov cachØ discret du premier ordre est alors dØ�ni par les
probabilitØs suivantes :

� Les probabilitØs d’initialisation des Øtats cachØs :P(S1 = s1)

� Les probabilitØs de transition entre Øtats cachØs :P((St = sj )=(St � 1 = si )) .
� Les probabilitØs d’Ømission des symboles dans chaque Øtat cachØ :P((Vt =

vj )=(St = si )) .

Si le modŁle est de Markov cachØ est stationnaire alors les probabilitØs de
transition entre Øtats cachØs et les probabilitØs d’Ømission des symboles dans
chaque Øtat cachØ sont indØpendantes du tempst > 1. On peut alors dØ�nir,
pour tout t > 1 quelquonque,A = ( ai;j )1� i;j � N avecai;j = P (S t =s j=St � 1=s i),
B = ( bi (j ))1� i � N;1� j � M avecbi (j ) = P (V t =v j=St =s i) et � = ( � 1; : : : ; � N )

0
t

avec � i = P (S1=s i).

Un modŁle de Markov cachØ stationnaire du premier ordre est dØ�ni par le
triplet (A; B; �) . Par la suite, nous utiliserons la notion� = (A ; B;�) et nous
emploierons le terme HMM pour des modŁles de Markov cachØ du premier
ordre. Les relations de dØpendance entre les di�Ørentes variables alØatoires
d’un HMM sont schØmatisØes par la �gure 2.2. Dans cette prØsentation, les
�Łches partent de lav:a: qui conditionne et se termine au niveau de la variable
alØatoire conditionnØe. Dans la �gure, seuls les transitions au tempst � 1, et
t + 1 sont reprØsentØes.

Figure 2.2 � Relations de dØpendance entre les variables alØatoires d’un HMM.

On note que Q = ( q1; : : : ; qT ) 2 ST une sØquence d’Øtats cachØs etO =

(o1; : : : ; oT ) 2 VT une sØquence de symboles observØs. La probabilitØ de rØa-
lisation de la sØquence d’Øtats cachØsQ et la sØquence d’observationO par
rapport au HMM � est alors

P (V = O ; S = Q=A; B; �) (2.6)
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Ou plus simplement

P (V = O ; S = Q=� ) (2.7)

En utilisant les dØpendances de probabilitØs conditionnelles, on dØduit que :

P (V = O ; S = Q=� ) = P (V = O ; S = Q=� ) P (S = Q=� ) (2.8)

De plus,

P (V = O ; S = Q=� ) =
TY

t=1

P(Vt = ot=St = qt ; � ) (2.9)

P (S = Q=� ) = P(S1 = q1=� ) =
T � 1Y

t=1

P(St+1 = qt+1 =St = qt ; � ) (2.10)

A partir d’un HMM � , d’une sØquence d’Øtats cachØsQ et d’une sØquence
d’observationsO, il est possible de calculer l’adØquation entre le modŁle� et
les deux sØquencesQ et O . Pour cela, il su�t de calculer la probabilitØ que la
sØquence d’observationO ait e�ectivement ØtØ engendrØe par le modŁle� en
suivant la sØquence d’Øtats cachØsQ.

Lorsque la sØquence d’Øtats cachØs n’est pas connue, il est possible d’Øvaluer
la vraisemblance d’une sØquence d’observationsO par rapport à un modŁle
� . La vraisemblance correspond à la probabilitØ P(V = O =� ) que la sØquence
d’observations ait ØtØ engendrØe par le modŁle pour l’ensemble des sØquences
d’Øtats cachØs possibles. On remarque alors que la formule suivante est vØri�Øe :

P (V = O =� ) =
X

Q2 ST

P (V = O ; S = Q=� ) (2.11)

Les HMM , pour Œtre utiles, nØcessitent la rØsolution de plusieurs problŁmes
principaux : le calcul de l’Øvaluation, le dØcodage/ segmentation de sØquence
d’observation et l’apprentissage.

2.3 Évaluation de la probabilité d'une séquence d'obser-

vations

Il existe plusieurs techniques d’Øvaluer la vraisemblance d’une sØquence d’ob-
servation, parmi lesquelles on peut citer l’Øvaluation directe et l’Øvaluation par
les fonctions Forward backward [18].
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La question posØe est : Étant donnØ une sØquence d’observationsO = f o1; : : : ; ong

et un modŁle� = A; B; � comment peut-on calculer e�cacement la probabilitØ
de la sØquenceO par rapport au modŁle� , c’est-à-dire P(O=� ).

Évaluation directe

L’Øvaluation directe consiste à dØterminerP(O=� ), en sommant sur tous les
chemins d’Øtats possiblesQ = q1; : : : ; qN des probabilitØs conjointes deO et
de Q soit :

P (O=� ) =
X

Q

P (O; Q=� ) =
X

Q

P(O=Q;� )P(Q=� ) (2.12)

La probabilitØ d’emprunter le cheminQ et en utilisant les hypothŁses Marko-
viennes est :

P(Q=� ) = P (s1; : : :; sn j� ) = � 1 � a12 � a23 � � � � an� 1n (2.13)

Et la probabilitØ pour que cette sØquence d’ØtatsQ Ømette les observations de
la sØquence.
O est :

P(O=Q; � ) = P (O=S1; S2 : : :; Sn ; � ) = b1(o1) � b2(o2) � � � � bn (on ) (2.14)

(HypothŁse d’indØpendance des observations entre elles conditionnellement à
la sØquence d’Øtats cachØsQ) :
On obtient �nalement :

P (O=� ) =
X

Q

� 1 � a12 � b1(o1) � a23 � b2(o2) � � � � � an� 1n � bn (on ) (2.15)

Pour un modŁle à N Øtats et pourT observations, cet algorithme nØcessite
(2T � 1)N T multiplications et N T � 1 additions. Soit de 2TN T opØrations,
c’est-à-dire une complexitØ eno(N T ). Ce qui est pratiquement incalculable
pour des valeurs deT raisonnables. Par exemple, pourN = 5 Øtats etT = 100

observations, il faut, approximativement,2:100:5100 � 1072 opØrations.
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Procédure Forward-Backward

Constitue une autre maniŁre d’Øvaluation de la probabilitØP(O=� ), le principe
considŁre que l’observation peut se faire en deux Øtapes suivantes :
La variable Forward : reprØsente l’Ømission de la sØquence d’observationsO =

o1; : : : ; ot et la rØalisation de l’Øtatqt au temps t, soit :

� t (i ) = P(O; qt = si =� ) (2.16)

Qui constitue la probabilitØ de gØnØrerO = o1; : : : ; ot et de se trouver dans
l’Øtat qt à l’instant t (Figure 2.3).

Figure 2.3 � Calcul de la variable Forward.

� t (i ) F orward�! � t+1 (j ) (2.17)

La probabilitØ� t (i ) est calculØe de maniŁre rØcursive comme suit (Algorithme
1) :

Algorithm 1 Algorithme de Forward.
Pour i = 1 à N Faire

� 1(i ) = � i bi (o1)
Fin pour
Pour t = 1 à T � 1 Faire

Pour j = 1 à N Faire
� t+1 (j ) = (

P N
i =1 � t (i )aij )bj (ot+1 )

Fin pour
Fin pour

Sortie : P(V = O=� =
P N

i =1 � T (i )

La variable Backward : reprØsente l’Ømission de la sØquence d’observations
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O = ot+1 ; : : : ; oT en partant de l’Øtatqt au temps t , soit :

� t (i ) = P(O; qt = si =� ) (2.18)

Qui constitue la probabilitØ de gØnØrerO = ot+1 ; : : : ; oT en sachant que l’on
est dans l’Øtatqt à l’instant t

Figure 2.4 � Calcul de la variable Backward.

� t (i ) Backward�! � t+1 (j ) (2.19)

On dØduit� t (i ) et � t+1 par l’algorithme suivant (Algorithme 2) :

Algorithm 2 Algorithme de Backward.
Pour i = 1 à N Faire

� T (i ) = 1
Fin pour
Pour t = T � 1 à 1 Faire

Pour i = 1 à N Faire
� t (i ) = (

P N
j =1 aij � t+1 (j )bj (ot+1 )

Fin pour
Fin pour

Sortie : P(V = O=� =
P N

i =1 � i bi (o1)� 1(i )

L’algorithme Forward � backward considŁre que l’observation peut se faire
par l’Ømission au dØbut de la sØquenceO(1 : t) et d’aboutir à qt à l’instant t,
puis, Ømission de la �n de l’observationO = ( t + 1 : T) en partant de l’Øtatqt

au tempst, connaissant� . Le calcul de� t (i ) se fait avect croissant tandis que
celui de� t (i ) se fait avect dØcroissant, d’oø l’expressionForward� Backward.
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P(O=� ) peut Œtre dØ�ni à chaque instantt 2 [1; T] par :

P (O=� ) =
NX

i =1

� t (i ) � � t (i ) (2.20)

Dans le cas oø(t = 0) ( T = 0) on obtient :

P (O=� ) =
NX

i =1

� T (i ) =
NX

i =1

� i � 0(i ) (2.21)

En totalitØ, le nombre d’opØrations dans ces deux algorithmes, se rØduit à
N (N + 1)( T � 1)+ Nmultiplications et N (N � 1)(T � 1) additions soit une
complexitØ eno(N 2T). Ainsi, pour l’exemple de l’Øvaluation direct prØcØdent
(N = 5; T = 100), nous avons environ3000opØrations à exØcuter, contre1072

opØrations par la mØthode directe, ce qui permet donc un gain trŁs important
en complexitØ de calcul.

2.4 Décodage/ segmentation de séquences d'observations

Le dØcodage d’un modŁle consiste à dØterminer le chemin correspond à l’ob-
servation O = o1; : : : ; ot , c’est-à-dire de chercher et trouver la meilleure suite
d’ØtatsQ = q1; : : : ; qt qui maximise la vraisemblance de la sØquence d’obser-
vations O = o1; : : : ; ot (Figure 2.5)

Figure 2.5 � ReprØsentation de dØcodage.

Pour rØsoudre ce problŁme on a recourt à l’algorithme de Viterbi [19,20]. Cette
solution est la plus utilisØe. Elle est basØe sur les techniques de programmation
dynamique. Viterbi est un algorithme rØcursif qui permet de trouver à partir
d’une suite d’observations, une solution optimale au problŁme d’estimation de
la suite d’Øtats.
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� ProbabilitØ du meilleur dØbut de chemin de taille t �nissant parsi est donnØe
par :

� t (i ) = max
I

P(o1; o2; : : : ; ot ; st = si j� ) (2.22)

� RŁgle d’induction

� 1 (i ) = � i � bi (o1) (2.23)

� t+1 (i ) = max
j =1 ::n

(� t (j ) � aj;i ) � bi (ot+1 ) (2.24)

On sauve aussi, à chaquet , l’Øtat optimal qui mŁne à l’Øtat i au tempst +1

	 t+1 (i ) = argmax j
j =1 ::n

(� t (j ) � aj;i ) (2.25)

On stocke ainsi lesn � 1 meilleurs Øtats successifs intermØdiaires

RØsultat �nal : Prendre le chemin qui maximise� n (i ) (Algorithme 3)

Algorithm 3 Algorithme de Viterbi.
Pour i = 1 à N Faire

� 1(i ) = � i bi (o1)
Fin pour
Pour t = 2 à T Faire

Pour j = 1 à N Faire
 t (j ) = argmax

1� i � N
f � t � 1(i )aij g

� t (j ) = max
1� i � N

f � t � 1(i )aij gbj (ot ) = � t � 1( t (j ))a t ( j ) j bj (ot )

Fin pour
Fin pour
q�

T = argmax
1� i � N

f � T (i )g

O(V = O; S = Q� ) = argmax
1� i � N

f � T (i )g = � T (q�
T )

Pour t = T � 1 à 1 Faire
q�

t =  t+1 (q�
t+1 )

Fin pour

Cet algorithme est basØ sur la programmation dynamique qui optimise le coßt
d’une trajectoire entre deux points. Si une trajectoire peut à chaque instant
prendre une valeur parmiN , pour chaque point intermØdiaire, chaque sous-
trajectoire est aussi optimale. La �gure 2.6 ci-dessous prØsente un schØma
illustratif de cet algorithme. Ainsi, le calcul direct d’une trajectoire de longueur
L qui peut prendre N valeurs aurait une complexitØ enNL , mais le calcul
d’une demi-trajectoire est enNL=2. En itØrant L fois ce processus, on obtient
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une approche �diviser pour rØgner� dont le coßt est enLN 2.

en arriŁre.jpg

Figure 2.6 � Le retour en arriŁre.

2.5 Maximisation de la vraisemblance

Le critŁre de maximum de vraisemblance consiste à trouver le modŁle� � maxi-
misant la probabilitØP(O=� ) [21]. En gØnØral, il n’est pas possible de trouver ce
modŁle optimal. NØanmoins, pour tenter de rØsoudre ce problŁme, il existe prin-
cipalement une mØthode : utiliser l’algorithme Experctation-Maximisation.

Introduction à l'algorithme Expectation Maximization

L’algorithme Expectation Maximization (EM ) est une mØthode gØnØrale d’op-
timisation en prØsence d’information incomplŁte. L’algorithme permet, à partir
d’un modŁle initial m0, de trouver n modŁlem qui augmente la vraisemblance.
Dans cette section, nous ne dØmontrerons pas l’algorithmeEM , nous nous
contenterons juste d’exposer les principes et formules qui nous serons nØces-
saires par la suite. ParticuliŁrement bien adapter à des probabilitØs, l’algo-
rithme EM repose sur deux hypothŁses principales :

� Maximiser P (X = x=M = m) est Øquivalent à maximiserlnP (X = x=M = m) .
� L’introduction de variables non observØes ou cachØesY dØ�nies surY dans

l’expression de la vraisemblance permet d’e�ectuer les calculs plus facile-
ment.

Dans le cas de variables alØatoires discrŁtes, on dØ�nit� x (m; m
0) par :

� x

�
m; m

0
�

=
X

y2 Y

P
�

Y = y=X = x; M = m
0
�

lnP (X = x; Y = y=M = m)
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=E y2 Y [lnP (X = x; Y = y=M = m) =X = x; M = m0(2.26)Avec EY[f ] l’espØ-
rance mathØmatique def sur l’ensembleY.

L’algorithme EM [22, 23] consiste donc à construire, à partir d’un modŁle
initial m1, une suite de modŁles(mt )t> 0 vØri�ant

� x (mt+1 ; mt ) � � x (mt ; mt ) (2.27)

Une condition su�sante est alors de rechercher le modŁlemt+1 qui maximise
la fonction � x (mt+1 ; mt ):Lasuite (mt )t> 0) vØri�e, pour tout t > 1 et mt+1 mt , la
relation

P (X = x; M = mt+1 ) > P (X = x; M = mt ) (2.28)

L’une des plus cØlŁbres applications de l’algorithmeEM est l’algorithme Baum-
Welch permettant l’apprentissage desHMM [24].

L'algorithme Baum-Welch

Dans le cas desHMM , on cherche à maximiserP(O=� ) oø O dØsigne une
sØquence deT observations. En appliquant l’algorithmeEM à la maximisation
de cette probabilitØ [24], on est amenØ à maximiser�( �; �

0) , avec� = ( A; B; �)

le nouveau modŁle et� 0 le modŁle connu (ou actuel) :

� O

�
;
0
�

=
X

Q2 ST

P (S = Q=V = O; � 0) lnP (V = O; S = Q=� ) (2.29)

En e�ectuant les di�Ørents calculs, on obtient :

� i = P (S1 = si =O; � 0) (2.30)

ai;j =
P T � 1

t=1 P (St = si ; St+1 = sj =V = O; � 0)
P T � 1

t=1 P (St = si =V = O; � 0)
(2.31)

bi (j ) =

P T
t=1 P

�
St = si =V = O; �

0�
� (ot = j )

P T
t=1 P (St = si =V = O; � 0)

(2.32)

Les formules de rØ-estimation obtenus ci-dessus peuvent s’interprØter de la
façon suivante :

� i = Probabilit d0etre dans l0etat si l0instant t = 1 (2.33)
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ai;j =
nombre de transition de l0 etat si vers l0etatsj

nombre de fois oø l0on quitte l0etat si
(2.34)

bi (j ) =
nombre d0apparitions simultanes de l 0etat sj et du symbole vk

nombre d0apparition de l0etat sj
(2.35)

Les probabilitØs utilisØes pour la rØ-estimation des matrices peuvent Œtre obte-
nues par les algorithmesForwardetBackward. L’algorithme de Baum-Welch
[25] est donnØ par l’algorithme 4. Sa complexitØ estO(N 2T + NMT ).

Algorithm 4 Algorithme Baum-Welch.
Choisir un modŁle initial � 0

t = 0
Répéter
t  t + 1
Calculer les variableForward et Backward pour le modŁle� t � 1

Calculer � de � t

Calculer A de � t

Calculer B de � t

Tant que P(V = O=� t = > P (V = O=� t � 1))et(t > t max )

Remarques :

� Le choix du modŁle initial in�ue sur les rØsultats. Par exemple, si certaines
valeurs deA et B sont Øgales à0 au dØpart, elles le resteront jusqu’à la
�n d’apprentissage. Ceci permet en particulier de garder la topologie des
modŁles notamment pour la structure gauche- droite qui est trŁs utilisØe en
reconnaissance de l’Øcriture.

� L’algorithme converge vers des valeurs de paramŁtres qui assurent un maxi-
mum local de P(O=l). Il est donc important, si l’on veut Œtre aussi prŁs
que possible du maximum global, de bien choisir la structure et les valeurs
initiales des paramŁtres.

� Le nombre d’itØrations est �xØ empiriquement. L’expØrience prouve que, si
le point prØcØdent a ØtØ correctement traitØ, la stabilisation des paramŁtres
ne correspond pas à un sur apprentissage : il n’y a donc en gØnØral pas besoin
de contrôler la convergence par un ensemble de validation.

� Il existe d’autres mØthodes d’apprentissage basØ sur le principeEM , parmi
ces mØthodes on cite l’apprentissage Viterbi : qui reprØsente une variante
modi�Øe de la procØdure de Baum-Welsh dans laquelle on rØalise le comptage
par l’algorithme de Viterbi plutôt que par les fonctions Backward-Forward.
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Dans ce cas, on ne s’intØresse plus à tous les chemins ayant gØnØrØ une
observation, mais seulement au plus probable.

3 Application des HMMs dans le domaine bio-
mØdical

3.1 Classi�cation des arythmies cardiaque par les HMM

dans la littérature

L’emploi des HMM en classi�cation est une mØthode gØnØrative consistant
à entrainer (algorithme de Baum-Welch) dans un premier temps un modŁle
par classe de battement puis, pour une sØrie d’observations donnØe, de dØ-
terminer quel est le modŁle parmi ceux prØcØdemment Øtablis le plus a mŒme
de produire cette sØquence d’observations, en�n pour un modŁle donnØe il
est possible de retrouver (algorithme de Viterbi) la sØquence d’Øtats cachØes
la plus a-mŒme de produire la sØquence d’observations en question.

Le cas gØnØral d’un HMM est celui ou l’automate des Øtats cachØs forme
un graphe entiŁrement connexe. En reconnaissance de battement cardiaque,
on contraindra le modŁle à un graphe ou les Øtats transitent uniquement de
gauche à droite avec le temps [26] (Figure 2.7)

Figure 2.7 � Exemple d’HMM a cinq Øtats de gauche à droite.

Les HMM sont largement employØ dans le traitement des signaux biomØdi-
caux [27�29] et plus particuliŁrement dans l’analyse de l’ECG.

A.Rodrigoet al. [26] ont implØmentØ un modŁle markovien incrØmentale pour
l’analyse du signal ECG. Les HMM sont utilisØs pour modØliser le signal
ECG comme une sØquence d’onde ØlØmentaires connectØs. Une fois que ces
modŁles sont disponibles, un processus d’adaptation est mis en ÷uvre pour
les adapter au signal ECG de chaque individu en particulier, grâce à un ap-
prentissage incrØmentale des HMM en ligne. Les mØthodes abordØes sont ba-
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sØs sur le maximum de vraisemblance (ML) et maximum a posteriori (MAP)
comme critŁres d’optimisation. L’Øvaluation des performances a ØtØ faite
pour la dØtection d’ischØmie et ils obtenu une sensibilitØ de 86%. S.Krimi
et al. [30] ont proposØ une mØthode qui consiste en deux Øtapes : à la pre-
miŁre Øtape ; l’extraction d’un ensemble de caractØristiques, y compris ceux
morphologiques, et la deuxiŁme Øtape est d’utilisØ les arbres HMM pour la
classi�cation des arythmies cardiaques , les performance ont ØtØ mesurØ en
terme de spØci�citØ et sensibilitØ oø ils ont obtenus 97,46% et 99,22%.

Selon le type de la probabilitØ de distributions utilisØes dans les HMM, elles
peuvent Œtre classØes comme modŁle de Markov cachØ continu (CHMM) et
modŁle de Markov cachØ discrŁte (DHMM). Le DHMM fournit des rØsul-
tats de reconnaissance plus stables et un apprentissage plus rapide avec la
prØcision de reconnaissance qui n’est pas moins de CHMM [31] Dans ce
mŒme travail, les auteurs ont utilisØ un DHMM pour la classi�cation de 4
anomalies cardiaques et ils ont obtenu un taux de reconnaissance de 73%.
Thomas et al. [32], 2006, ont utilisØ une approche d’apprentissage pour la
segmentation du signal ECG consiste à construire un modŁle pour le si-
gnal, et en utilisant la sØquence d’Øtat le plus probable pour une sØquence
d’observation donnØe a�n de trouver les transitions d’onde. Pour Œtre en
mesure de segmenter un signal ECG quelconques avec une grande prØcision,
ils ont mis en ÷uvre une approche multi-HMM. Cette mØthode consiste à
e�ectuer un regroupement bayØsien de la base d’apprentissage [33]. La base
d’apprentissage est divisØ en K classes de ECG qui ont des similitudes et K
HMM sont formØs pour l’apprentissage et exploitØs pour fournir de grandes
capacitØs de gØnØralisation et une grande prØcision en mŒme temps. Cet
algorithme de clustering HMM est tout simplement une variation de l’algo-
rithme K-Means, oø les clusters sont dØ�nies par HMM plutôt que par les
centres dans l’espace de donnØes [32].

4 Conclusion

Les approches probabilistes permettent d’interprØter de façon statistique la
classi�cation obtenue. Les approches markoviennes se fondent sur des bases
mathØmatiques solides, qui sont explicitement abordØ dans ce chapitre d’une
part, et d’autre part des concepts thØoriques ainsi que des outils requis pour
la comprØhension et l’utilisation des HMMs ont ØtØ aussi prØsentØ.
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1 Introduction

La logique �oue a pour objectif l’Øtude de la reprØsentation des connaissances
imprØcises, des raisonnements approchØs [34] et elle cherche à modØliser les
notions vagues du langage naturel pour pallier l’inadØquation de la thØorie
des ensembles classiques dans ce domaine [35].

La logique �oue fut dØveloppØe par Lofti A. Zadeh en 1965 à partir de
sa thØorie des sous-ensembles �ous [36]. Les sous-ensembles �ous sont une
maniŁre mathØmatique de reprØsenter l’imprØcision de la langue naturelle,
ils peuvent Œtre considØrØs comme une gØnØralisation de la thØorie des en-
sembles classiques [36] [37] [38] [39] [40] [35].

Dans ce chapitre nous introduisons les termes et concepts essentiels de la
logique �oue et nous montrons l’importance derriŁre la mise en ÷uvre d’un
classi�eur �oue pour fournir des rØsultats interprØtable.

2 Principe de la logique �oue

2.1 Notion d'appartenance partielle

Dans la thØorie des ensembles, un ØlØment appartient ou n’appartient pas à
un ensemble.
La thØorie des ensembles �ous repose sur la notion d’appartenance partielle :
chaque ØlØment appartient partiellement ou graduellement aux ensembles
�ous qui ont ØtØ dØ�nis. Les contours de chaque ensemble �ou 3.1 ne sont
pas � nets �, mais � �ous � ou � graduels �.

Figure 3.1 � Comparaison d’un ensemble classique et d’un ensemble �ou
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2.2 Fonctions d'appartenance

Soit X un ensemble, un sous-ensemble A deX est caractØrisØ par une fonc-
tion d’appartenance� A : X [0; 1], cette fonction d’appartenance est l’Øqui-
valent de la fonction caractØristique d’un ensemble classique. Le choix de la
fonction d’appartenance est fait de façon arbitraire au �l des tests on choisit
si c’est la forme sigmoïde, hyperbolique, tangente, exponentielle, gaussienne,
triangulaire ou autres, qui convient le mieux à notre problŁme. Prenons
comme exemple l’Øvaluation de risque d’AVC, il nous faudra redØ�nir des
fonctions d’appartenance pour chaque sous-ensemble �ou de chacune des
trois variables :

� Input1 : DonnØes biochimiques sanguine (glycØmie, urØmie, . . . )
Sous ensemble :{ Bonnes � mauvaises - TrŁs mauvaise}

� Input2 :Comportement à risque (Tabagisme � sØdentaritØ -alcoolisme)
Sous ensemble :{ FrØquent, occasionnel, rare}

� Input3 :Anomalies cardiologiques (Hyper Tension ArtØrielle(HTA), es-
sou�ement, tachycardies . . . )
Sous-ensemble : {Existante � inexistante �Øpisodique}

� Input4 :DonnØes divers (âges, sexe, antØcØdent)
Sous-ensemble : {ElevØ �TrŁs ØlevØ - modØrØ � bas}

� Output : Risque de survenue d’attaque cØrØbrale
Sous-ensemble :{important � modØrØ � faible}

Dans ce mŒme exemple, l’HTA constitue un risque minime en dessous de
12.7 et ØlevØe au-dessus de cette valeur. On souhaite caractØriser le risque
d’AVC en rØpondant par exemple à la question �L’HTA est-elle ØlevØe ? �.

En logique boolØenne, la rØponse à cette question s’Ønonce de la maniŁre
suivante 4.2 :

ˆ Le risque est ØlevØ à 100% au-dessus de 20.10 et à 0% en dessous.
ˆ L’HTA est normale en dessous de 13.7. On peut donc dire qu’en dessous
de ce chi�re, Le risque est bas avec un taux de con�ance de 0 %.
ˆ L’HTA est ØlevØe au-dessus de 20.10, le risque est grand avec un taux de
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con�ance de 100 % au-dessus de ces chi�res.
ˆ Aux stades intermØdiaires, on considŁre que le risque est moyen à 50 % de
con�ance à 16.9 et à 25 % de con�ance à 15.3.

Figure 3.2 � Comparaison entre la formalisation en logique boolØenne (à gauche)
et en logique �oue (à droite)

Soit X un ensemble,� A est la fonction d’appartenance caractØrisantA
lesous-ensemble �ou deX ;
� La hauteur : La hauteur deA notØeh(A), correspond à la borne supØ-

rieure de l’ensemble d’arrivØe de sa fonction d’appartenance
h(A) = Supf � A (x)jx 2 X g

� La normalité : A est dit normaliser, si et seulement si la hauteur h(A)
est Øgale à 1. En pratique, il est extrŒmement rare de travailler sur des
ensembles �ous non normalisØs.

� Le support : Le support de A est l’ensemble des ØlØments de X appar-
tenant au moins un peu à A. Autrement dit, c’est l’ensemble
Sup(A) = f x 2 X j� A (x) > 0g

� Le noyau : le noyau de A c’est l’ensemble des ØlØments de X appartenant
totalement à A, autrement dit c’est l’ensemble des noyaux :
Sup(A) = f x 2 X j� A (x) = 1 g

Par construction Noy(A) � Sup(A)

� Une � coupe : C’est un sous-ensemble classique des ØlØments ayant un
degrØ d’appartenance supØrieure ou Øgale à� :
� � coupe(� ) = f x 2 X j� A (x) > � g

Remarquons que siA Øtait un ensemble classique, nous aurions simplement
Sup(A) = Noy(A) et h(A) = 1 (ouh(A) = 0 si A = ? ). Donc on retrouve
bien les propriØtØs usuelles des ensembles classiques.
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2.3 Les variables �oues

A l’inverse de la logique classique oø les variables binaires sont dØ�nies par
deux Øtats � vrai � ou� faux �, Les variables �oues supportent toute une
gradation entre ces deux possibilitØs, l’exemple qui suit permet de mieux
comprendre la di�Ørence entre les variables binaires et les variables �oues :
Si l’on dØsire classer un groupe de personne suivant leur activitØ physique
journaliŁre en dØ�nissant la catØgorie des sØdentaires avec en moyenne 30
mn de marche, la catØgorie de actifs avec en moyenne 75 mn de marche et
en�n la catØgorie des dynamiques avec plus de 75 mn de marche par jour.
La logique binaire donne la reprØsentation de la �gure 4.3 pour les trois
variables � sØdentaire �, � actif � et �dynamique �.

Figure 3.3 � ReprØsentation de l’activitØ journaliŁre d’un individu(logique clas-
sique)

De prime abord nous relevons deux failles :
- On reprØsente l’Øtat de la variable à l’aide de son degrØ de vØritØ, en asso-
ciant la valeur 1 (100%) à l’Øtat � vrai � et la valeur nulle (0%) à l’Øtat �
faux �.
- On constate que cette façon de faire, est trŁs ØloignØe de ce qu’on fait .
L’Œtre humain lorsqu’il rØsout ce genre de problŁme ne fait pas naturelle-
ment une distinction franche entre les variables en termes clairs Il utilise
des expressions du genre � je suis plutôt actif � pour quali�er une activitØ
quotidienne lØgŁrement infØrieur à 75 mn, et � plutôt dynamique � pour une
activitØ lØgŁrement supØrieure à cette valeur.
En conclusion, la logique binaire malgrØ sa simplicitØ, elle reste assez Øloi-
gnØe de la logique utilisØe naturellement par l’Œtre humain.
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En logique �oue, les variables ne sont plus binaires mais prØsentent une
multitude de valeurs possibles entre le � vrai � et le �Faux � (Figure4.4).

Figure 3.4 � ReprØsentation de l’activitØ journaliŁre d’un individu(logique �oue)

Les variables linguistiques

Les variables linguistiques sont fortement liØes au concept de fonction d’ap-
partenance vu prØcØdemment qui permet d’Øtablir le lien entre elles et la
logique �oue.
Dans un systŁme �ou, les variables linguistiques sont reprØsentØes par un
triplØ (V; X; Tv), oø V est une variable,X est la plage des valeurs de la
variable et Tv un ensemble �ni ou in�ni de sous ensembles �ous.

Exemple

V : Comportement à risques (Tabagisme � sØdentaritØ � alcoolisme...).
X : [1; 30] jours.
Tv : Rare �frØquent- chronique

Les opérateurs �ous

Appliquer les opØrateurs de la thØorie des ensembles classique sur la logique
�oue nØcessite certaines modi�cations a�n de les adapter aux fonctions d’ap-
partenances propres à celle-ci et dont les valeurs varient entre l’intervalle 0
et 1, comme nous pouvons le voir sur le tableau 3.1
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Table 3.1 � Les opØrateurs logiques
DØnomination Intersection ET : RØunion OU : ComplØment NON :

� A\ B (x) � A[ B (x) � �A (x)

OpØrateurs de Zadeh min (� A (x); � B (x)) max(� A (x); � B (x)) 1 � � A (x)
MIN/MAX
Probabiliste � A (x) � � B (x) � A (x) + � B (x) 1 � � A (x)

PROD/PROBOR � A (x) � � B (x)

Les propriØtØs de commutativitØ, distributivitØ et associativitØ sont les mŒmes
pour les opØrateurs de la logique classique à deux exception prŁs.

� Le tiers exclus contredit : en logique �oueA [ �A 6= X , c.à.d � A[ �A 6= 1 .
� L'ubiquité : en logique �oue un ØlØment peut appartenir àA et �A au

mŒme temps, cela donneA \ �A? , autrement dit � A\ �A 6= 0 , notons que
ces ØlØments correspondent à l’ensemble àSup(A) � Noy(A).

2.4 Les règles d'inférence

On appelle rŁgles d’infØrence, l’ensemble des di�Ørentes rŁgles reliant les
variables �oues d’entrØe d’un systŁme aux variables �oues de sortie de ce
systŁme. Ces rŁgles sont reprØsentØes sous la forme :

Si condition 1 et/ou condition 2 (et/ou...) Alors action sur les sorties.

Exemple

Si la tension artØrielle est trŁs ØlevØe ou il y a des antØcØdents familiaux
d’AVC alors le risque est majeur
Si la tension artØrielle est bonne et pas de comportements à risquealors le
risque est mineur
Si la tension artØrielle est moyennement ØlevØe et pas d’antØcØdents fami-
liaux ou tabagismealors le risque est moyen.

Ces rŁgles rØsument en fait l’expØrience de l’expert, le mØdecin dans notre
cas, de ce fait elles ne sont pas immuables.

8
><

>:

Si:::alors:::ou

Si:::alors:::ou

: : :
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Bien que l’opØrateurou ne soit pas explicitement mentionnØ.

3 SystŁme D’infØrence Floue

Un classi�eur est considØrØ comme � opaque � lorsque sa modØlisation n’est
pas interprØtable et que la façon dont il est parvenu a ce rØsultat ne peut
Œtre expliquØe a postØriori [41]. On parle aussi de boite noire, ce qui est le
cas des rØseaux de neurones. Les modŁles �ous, sont trŁs souvent utilisØs en
intelligence arti�cielle notamment pour la reconnaissance ou la classi�cation.
D’ou l’intØrŒt de leurs applications dans le domaine mØdicale, notamment
lorsque le mØcanisme de dØcision doit Œtre interprØtable pour l’utilisateur.
Un SystŁme d’InfØrence Floue (SIF) a comme but de transformer les donnØes
d’entrØe en donnØes de sortie à partir de l’Øvaluation d’un ensemble des
rŁgles. Les entrØes sont issues du processus de fuzzi�cation et l’ensemble
de rŁgles normalement sont dØ�nies par le savoir-faire de l’expert. Un SIF
(Figure 4.5) est constituØe de trois Øtapes : a)Fuzzi�cation, b) InfØrence et
c) DØfuzzi�cation.

Figure 3.5 � Structure d’un SIF

Un systŁme d’infØrence �oue peut Œtre classi�Ø selon quartes catØgories prØ-
sentØes dans le tableau4.2 suivant [3] :
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Table 3.2 � La classi�cation des paramŁtres du SIF [3]
Classe ParamŁtre

Logique Le mØcanisme de raisonnement
Les opØrateurs �ous
Les types des fonctions d’appartenance
La mØthode de dØ�uzzi�cation

Structurelle Le nombre des fonctions d’appartenance,
des rŁgles, des variables linguistiques

Connective AntØcØdents et consØquences des regles.
OpØrationnel Les valeurs des fonctions d’appartenances.

� Les paramŁtres logiques : incluent les opØrateurs de la logique �oue appli-
quØe pour les mØthodes d’implication, d’agrØgation et de de�uzzi�cation
ainsi que le type des opØrateurs adaptØs pour And, Or . . .

� Les paramŁtres structurels : incluent le nombre des variables participant
à l’infØrence, le nombre des fonctions d’appartenance qui dØ�nit chaque
variable linguistique ainsi que le nombre des rŁgles utilisØes.

� Les paramŁtres connectifs : dØ�nis la topologie du systŁme .Ceci incluent
la connexion entre les di�Ørentes instances linguistiques (les antØcØdents,
conclusions, et les poids des rŁgles).

� Les paramŁtres opØrationnels : Ces paramŁtres dØ�nissent la correspon-
dance entre la reprØsentation linguistique et numØrique des variables.

Un systŁme d’infØrence �ou, aussi appelØ : le modŁle �ou, le systŁme à base
de rŁgles �oues, ou : le systŁme �ou est construit a partir de trois compo-
sants conceptuels :

� Base de règles: Une base des rŁgles �oues est composØe de rŁgles qui sont
gØnØralement dØclenchØes en parallŁle.

� Base de données: dØ�nie les fonctions d’appartenance utilisØes pour les
rŁgles �oues.

� Le mécanisme de raisonnement: reprØsente la procØdure d’infØrence ap-
pelØe aussi la gØnØralisation dumodus-ponensou raisonnement approxi-
mative.

3.1 Principe de fonctionnement du SIF

GØnØralement, un systŁme d’infØrence �ou comprend trois Øtapes [1], dØ-
crit dans la �gure 4.7
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Figure 3.6 � SystŁme d’infØrence �ou [1]

Fuzzi�cation

L’opØration de fuzzi�cation permet de passer du domaine rØel au domaine
du �ou. Elle consiste à dØterminer le degrØ d’appartenance d’une valeur
(mesurØe par exemple) à un ensemble �ou. Par exemple Une donnØe pro-
venant d’un capteur pourrait Œtre : tension artØrielle = 13.8, aprŁs Fuzzi-
�cation on aurait donc tension = 55% moyenne ,42 % Bonne.

Le moteur d'inférence

La deuxiŁme Øtape est le moteur d’infØrence, qui est un mØcanisme per-
mettant de condenser l’information d’un systŁme au travers d’un en-
semble de rŁgles dØ�nies pour la reprØsentation d’un problŁme quelconque.
Chaque rŁgle dØlivre une conclusion partielle qui est ensuite agrØgØe aux
autres rŁgles pour fournir une conclusion (agrØgation).

La Défuzzi�cation

C’est l’Øtape qui permet de fusionner les di�Ørentes commandes gØnØrØs
par le moteur d’infØrence pour lui donner qu’une seule commande de sortie
et de transformer cette variable linguistique qualitative de sortie en donnØe
numØrique quantitative , ce qui revient donc à trouver la meilleure valeur
quantitative en fonction des fonctions d’appartenances des variables lin-
guistiques.
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3.2 Type des SIF

Il existe principalement deux types de systŁmes �ous :

Système �ou de Mandani

Dans ce type de systŁmes �ous, la prØmisse et la conclusion sont �oues.
AprŁs la rØalisation de l’infØrence �oue, une Øtape du � dØfuzzi�cation �
est obligatoire pour le passage du symbolique au numØrique. Un exemple
de ce SIF est illustrØ dans la �gure4.8 [2].

Figure 3.7 � Exemple du SIF de Mandani [2]

Système �ou de Takagi-Sugeno

Ce modŁle est proposØ par Takagi, Sugeno et Kang [39]. Il est composØ
d’une base de rŁgles �oues de la forme :
Si x est A i et y est B i Alors z = f (x; y). Avec f est une fonction nette.
Dans ce type de SIF, la conclusion correspond a une constante ou une ex-
pression polynomiale .Il permet d’obtenir directement la sortie dØfuzzi�Øe
à partir des rŁgles linguistiques. La �gure 4.9 montre un exemple de SIF
de Sugeno.
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Figure 3.8 � Exemple du SIF de Sugeno [2]

Les systŁmes �oues sont connues par leurs capacitØs de traitement qui se
fait au niveau symbolique ainsi que leurs reprØsentation de l’imprØcision
et l’incertitude d’un expert humain [42] .Ceci a augmentØ le nombre des
domaines d’application qui utilisent la logique �oue parmi les quelles, on
trouve la mØdecine.
La logique �oue et les rØseaux de neurones forment aujourd’hui la base de
la majoritØ des systŁmes intelligents d’aide au diagnostic et à la dØcision.
Il serait intØressant de fusionner les deux pour exploiter la richesse des
deux approches.

4 Vers les systŁmes Neuro-Flous

La logique �oue et les rØseaux de neurones arti�ciels sont des techno-
logies complØmentaires. Ces techniques ont chacune leurs forces et leurs
faiblesses .La combinaison de ces deux approches dans un systŁme intØ-
grØ semble plus prometteuse pour le dØveloppement des systŁmes intelli-
gents [43].

4.1 Hybridation Neuro-�oue

Types d'hybridation

Il existe plusieurs mØthodes pour mettre en ÷uvre la technique neuro-
�oue de modØlisation. En gØnØral, l’hybridation neuro-�oue est faite de
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deux façons [44] :

� Un rØseau de neurones ØquipØ de la capacitØ de manutention du trai-
tement de l’information �oue, est appelØ un rØseau de neurones �ou
(FNN)

� Un systŁme �ou combinØ avec les rØseaux de neurones pour l’amØliora-
tion de certaines de ses caractØristiques, comme la �exibilitØ, la vitesse
et la capacitØ d’adaptation, est appelØ un systŁme neuro �ou (NFS)

Figure 3.9 � System Neuro-Flou (NFS)

Dans le cadre de notre travail nous nous intØresserons au second modŁle
(Figure4.10), le bloc de rØseau de neurones entraîne le systŁme d’infØrence
�oue pour gØnØrer les dØcisions correspondantes.

4.2 Cas du modèle ANFIS

Le modŁle ANFIS est un rØseau de neurones �ou proposØ par Jang [45].
Ce rØseau est composØ de cinq couches reprØsentØes sur la Figure 4.11.
ci-dessous avec deux entrØes X et Y. Pour simpli�er la prØsentation de
l’architecture d’ANFIS, deux rŁgles �oues � si alors � du modŁle de Su-
geno de premier ordre sont considØrØes :

RŁgle 1 : Si(x estA1) et (y estB1) alors (f 1 = a1x + b1y + c1)

RŁgle 2 : Si(x est A2) et (y estB2) alors (f 2 = a2x + b2y + c2)
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Figure 3.10 � Architecture ANFIS

1ere couche ( Fuzzy�cation) : Cette couche permet de convertir les va-
riables d’entrØes dans l’espace �ou à l’aide des fonctions d’appartenance.

O1
i = � Ai (X ) avec: i = 1; 2

O1
i = � Bi � 2(Y) avec: i = 3; 4

oø � Ai (X ) et � Bi � 2(Y) sont les degrØs d’appartenance duime terme
de la partition �oue des variables d’entrØe. Di�Ørents types de fonctions
d’appartenance peuvent Œtre utilisØs : triangle, trapŁze ou gaussienne par
exemple. Les paramŁtres dØ�nissant ces fonctions sont appelØs prØmisses.

2eme couche ( Pondération des règles �oues) : Chaque neurone est
associØ à une rŁgle �oue et permet de dØ�nir le poids de cette rŁgle à l’aide
d’une t-norme. La t-norme la plus employØe est le produit :

O2
i = wi = � Ai (X )� Bi � 2(Y) i = 1; 2

3eme couche (Normalisation) : Cette couche a pour but de normaliser
les di�Ørents poids.

O3
i = �wi = wi

w1+ w2
i = 1; 2

4eme couche(Défuzzy�cation) : Cette couche donne une sortie dØ�nie
par une fonction du premier ordre des entrØes pondØrØes (approche de
Takagi-Sugeno).
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O4
i = wi f i avecf = ai :X + bi :Y + ci ou i=1,2

La fonction f i peut aussi Œtre constante. Dans ce cas, tous lesai = bi = 0 . Les
paramŁtresai ; bi et ci des fonctionsf i sont appelØs paramŁtres consØquents.

5eme couche (Calcul de la sortie) : La sortie O5
i est dØ�nie par la somme des

sorties de la couche prØcØdente :

O5
i =

P 2
i =1 wi f i =

P 2
i =1 wi f i

w1+ w2

Phase d'Apprentissage

L’ajustement des paramŁtres de l’ANFIS est rØalisØ lors de la phase d’apprentissage.
Pour cela un ensemble de donnØes associant les sØquences d’entrØes et de sorties est
nØcessaire. Pour la rØalisation de cette phase, l’algorithme d’apprentissage hybride
est utilisØ.
L’algorithme d’apprentissage hybride utilisØ est une combinaison de deux mØthodes
celle de descente de gradient et la mØthode d’estimation des moindres carrØs. La
premiŁre permet d’ajuster les prØmisses en �xant les paramŁtres consØquents tandis
que la seconde LSM (Least square Method) ajuste les paramŁtres consØquents en
�xant les prØmisses [46].

5 Conclusion

Les outils fournis par la logique �oue permettent une modØlisation des phØnomŁnes
pouvant en un certain sens s’approcher du raisonnement humain. Le fait de trans-
cender le tout ou rien des ordinateurs introduit une souplesse faisant la puissance
des outils �ous dans de nombreux domaines. Dans ce chapitre, nous avons soulevØ
l’importance derriŁre la mise en ÷uvre d’un classi�eur �oue pour fournir des rØsul-
tats interprØtable.
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1 Proposition 1 : Reconnaissance des Extrasystoles
ventriculaire par les HMMs

1.1 Introduction

L’objectif de cette patrie du chapitre est de dØvelopper deux classi�eurs supervisØs
pour la dØtection des ESV. Le premier classi�eur se base sur les modŁles de Markov
cachØs tandis que le deuxiŁme est un classi�eur neuro-�ou. Dans cette partie, nous
dØcrivons briŁvement les modŁles de classi�cation utilisØs et les Øtapes de prØtraite-
ment, puis nous discutons les rØsultats obtenues de la classi�cation des signaux ECG.

1.2 LE SIGNAL ELECTROCARDIOGRAMME

Principes

Une �bre cardiaque en cours de dØpolarisation peut Œtre assimilØe à un dipôle de
courant. A un instant donnØ, le front de l’onde d’activation formØ par l’ensemble
des dipôles ØlØmentaires crØe un champ Ølectrique qui est fonction des moments di-
polaires.
L’enregistrement de l’Øvolution temporelle du champ Ølectrique rØsultant, e�ectuØ
au moyen d’Ølectrodes cutanØes, se nomme l’Ølectrocardiogramme de surface.

Ondes de l'ECG enregistrées et terminologie

Pour chaque battement cardiaque, l’Ølectrocardiogramme enregistre successivement
5 ondes : P, Q, R, S et T (Figure4.1). GØnØralement les ondes Q, R et S sont groupØes
et nous parlons plutôt du complexe QRS.
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Figure 4.1 � Un cycle cardiaque

Sur chaque battement cardiaque nous pouvons identi�er :

� La ligne isoØlectrique (Figure4.2) : Le premier repŁre sur un tracØ Ølectrocardiogra-
phique est la ligne isoØlectrique. Elle est la ligne de base correspondante à l’absence
de phØnomŁne Ølectrique. Au-dessus de celle-ci, on parle d’onde positive, en dessous,
d’onde nØgative. Une onde peut Œtre aussi diphasique si une partie de celle-ci se situe
au-dessus et l’autre partie au-dessous de la ligne isoØlectrique. Toutes les ondes se
mesurent du dØbut de leur phase initiale, à la ligne isoØlectrique.

Figure 4.2 � La ligne isoØlectrique

� L’onde P4.1 : Elle reprØsente la dØpolarisation auriculaire. Sa durØe est de l’ordre
de 90 ms. C’est une onde positive dont l’amplitude est normalement infØrieure ou
Øgale à 0.2 mV.

� Le complexe QRS (Figure4.1) : Il correspond à la dØpolarisation ventriculaire prØ-
cØdant l’e�et mØcanique de contraction. Sa durØe normale est comprise entre 85 et
95 ms.
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� L’onde T4.1 : Elle correspond à la repolarisation des ventricules. Elle est asymØ-
trique, d’une branche ascendante lØgŁrement oblique et d’une branche descendante
plus abrupte. Son amplitude est infØrieure à 2 mm. L’onde T normale à une ampli-
tude plus faible que le complexe QRS.

� Le segment PR (Figure4.3) : Il correspond à la pause de 1/10e de seconde entre l’ac-
tivation auriculaire et l’activation ventriculaire, par le passage de l’in�ux du n÷ud
auriculo- ventriculaire au faisceau de His. Il se mesure de la �n de l’onde P jusqu’au
dØbut du QRS et correspond à 0,03 à 0,04 secondes.

Figure 4.3 � Segment PR

� Le segment ST (Figure4.4) : Il correspond à la pØriode d’excitation uniforme des
ventricules jusqu’à la phase de rØcupØration des ventricules. On le mesure de la �n
de l’onde S ou R jusqu’au dØbut de l’onde T. Il est normalement horizontal ou
lØgŁrement oblique +/- isoØlectrique. Un sur-dØcalage ou un sous-dØcalage de plus
de 1 mm par rapport à la ligne isoØlectrique est anormal.

Figure 4.4 � Segment ST

Le rythme cardiaque

L’Øtude du rythme cardiaque se fait à partir du repØrage des ondes R ; ce rythme
est caractØrisØ par deux propriØtØs : la frØquence des ondes R, exprimØe en nombre
de battements par minute (bpm), et leur rØgularitØ.
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En l’absence de toute pathologie, le rythme est rØgulier et sa frØquence est comprise
entre 60 et 100 bpm la journØe et 40 et 80 bpm la nuit. Hors de ces limites, il peut
y avoir trouble du rythme. Cependant, toute irrØgularitØ n’est pas pathologique : en
e�et, le systŁme nerveux autonome, exerçant un contrôle permanent, peut fortement
accØlØrer le rythme en rØponse à un contexte particulier : une pØriode de stress ou
d’e�ort, par exemple. Il est donc essentiel de prendre en considØration l’activitØ du
patient avant de poser un diagnostic.

Le battement cardiaque standard et ses caractéristiques

Une analyse pertinente du signal ECG est fondØe sur l’analyse de quelques batte-
ments cardiaques successifs ; l’Øtude d’un seul battement ne fournit que peu d’in-
dications pour la pose d’un diagnostic, mais les variations des paramŁtres caractØ-
ristiques de chaque battement au cours de l’enregistrement constituent une source
d’information essentielle.
Parmi ces paramŁtres caractØristiques nous citons :

� Les durØes des ondes P, Q, R, S et T, et les amplitudes mesurØes par
rapport à la ligne de base (Figure 4.5). La ligne de base est la ligne
isoØlectrique du c÷ur au repos, qui est prise comme rØfØrence pour me-
surer l’amplitude des ondes : pendant l’inactivitØ cardiaque, le potentiel
mesurØ est donc normalement nul par rapport à cette rØfØrence. C’est
le cas au niveau :

ˆ de l’intervalle entre les ondes T et P de deux battements successifs,
ˆ l’intervalle entre les ondes P et Q d’un mŒme battement,
ˆ l’intervalle entre les ondes S et T (en l’absence de pathologie)

� Les distances entre ces ondes.
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Figure 4.5 � ParamŁtres d’intØrŒt pour la description d’un battement

Les valeurs des paramŁtres du signal ECG de la �gure 4.5 couramment constatØes
chez l’adulte en bonne santØ sont prØsentØes dans le tableau 3.1.

Table 4.1 � Valeurs habituelles des di�Ørents paramŁtres caractØrisant un batte-
ment cardiaque [4]

Onde Intervalle Complexe Intervalle Intervalle Onde
P PQ QRS ST QT T

DurØe (s) 0.08-0.1 0.12-0.2 0.06-0.1 0.2 0.36 0.2

Amplitude (mV) 0.2 IsoØlectrique
Q<0
R>0
S<0

IsoØlectrique - T>0

1.3 Extrasystole ventriculaire (ESV)

L’extrasystole ventriculaire (ESV) est un battement anormal et qui s’observent sur
quasiment tous les enregistrements, principalement en pØriode de rØcupØration aprŁs
un e�ort. Bien que leur prØsence n’indique aucune pathologie particuliŁre, si, de fa-
çon rØcurrente, leur nombre par minute est supØrieur à 6, elles peuvent Œtre un signe
prØcurseur d’une tachycardie ventriculaire, qui, constitue une pathologie majeure.

Contrairement aux battements normaux qui ont pour origine la dØpolarisation des
cellules sinusales, l’ESV naît de la dØpolarisation spontanØe d’un petit groupe de
cellules ventriculaires, appelØ alors foyer ectopique ventriculaire. L’impulsion Ølec-
trique crØØe n’emprunte pas la voie normale de conduction (faisceau de His), et se
propage donc plus lentement dans les ventricules. La contraction ventriculaire ainsi
ØtalØe dans le temps perd de son e�cacitØ.

1. PROPOSITION 1 : RECONNAISSANCE DES EXTRASYSTOLES VENTRICULAIRE PAR LES HMMS 55



Le tracØ d’un battement ESV est caractØrisØ par deux propriØtØs : l’onde R n’est
pas prØcØdØe d’une onde P, puisqu’il n’y a pas eu d’activitØ auriculaire prØalable, et
la durØe du complexe est supØrieure à la durØe d’un complexe QRS normal (�gure
4.7).

Figure 4.6 � Extrasystole ventriculaire (ESV).

Le battement ESV a pour origine la dØpolarisation spontanØe d’un groupe de cellules
des ventricules : il n’est donc pas prØcØdØ d’une onde P, et il est plus large qu’un
complexe QRS. Les ESV sont pathologiques si leur nombre par minute est supØrieur
à 6.

1.4 Diagnostic à partir du rythme

Deux points essentiels sont à Øtudier lors d’un diagnostic d’un enregistrement Hol-
ter : le rythme cardiaque (frØquence et rØgularitØ) et la forme des ondes (distances
relatives, amplitudes, durØes,. . . ).
L’analyse du rythme ne nØcessite que le repØrage des ondes R : elle fut donc l’un
des premiers traitements automatiques du signal cardiaque. Cette analyse est fondØe
sur l’extraction, à partir du signal, des deux paramŁtres caractØristiques suivants :
la frØquence des battements et leur rØgularitØ.

Le tracØ d’un battement ESV est caractØrisØ par certaines propriØtes dont il faut
tenir en compte pour le dØtecter :
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� L’onde R n’est pas prØcØdØe d’une onde P, puisqu’il n’y a pas eu d’ac-
tivitØ auriculaire prØalable.

� La durØe du complexe QRS est supØrieure à la durØe du complexe QRS
normal car l’impulsion Ølectrique n’emprunte pas la voie normale de
conduction et se propage donc lentement dans les ventricules.

� Le complexe QRS prØsente une forme atypique.
� Ces battements sont prØmaturØs.

1.5 La base de données MIT-BIH

La base de donnØes physiologiques MIT/BIH est formØe par di�Ørentes bases dont
la plus utilisØe est la base MIT/BIH d’arythmie [47]. Cette base contient 48 enregis-
trements de signaux ECG de 47 cas di�Ørents. Chaque enregistrement dure environ
30mn, la frØquence d’Øchantillonnage est à 360 Hz et la rØsolution est de 200 Øchan-
tillons par mV . L’ensemble des enregistrements regroupe plus de 109 000 battements
classØs en 15 types de battements cardiaques di�Ørents. Les di�Ørentes pathologies
sont divisØes selon la base MIT-BIH en classe d’arythmies. Approximativement, la
classe la plus abondante est la classe des rythmes normaux (NOR) avec 70% des
battements.

Le choix des enregistrements utilisØs est liØ essentiellement à la prØsence des pa-
thologies ciblØs disponibles mais aussi nous avons essayØ de collectØ des patients de
mŒme sexe et d’âge semblable (les hommes qui ont plus de 55ans) sachant que les
caractØristiques du signal ECG dØpendent de l’âge et du sexe.

Le tableau 4.2 reprØsente les patients choisis de la base MIT :

Table 4.2 � Les patients choisis pour constituer la base de donnØes
Enregistrement Sexe Age Sous mØdicament anti-arythmique

116 M 68 non
200 M 64 oui
201 M 68 oui
210 M 89 non
223 M 73 non
233 M 57 oui

Notons que la base de donnØes MIT-BIH est formØe principalement des enregistre-
ments acquis par la dØrivation DII, ce qui limite la gØnØralisation de ce travail vers
d’autres types de pathologies qui apparaissent mieux sur d’autres voies que la voie
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DII

1.6 Description du système de classi�cation

Les modŁles de Markov cachØs (HMMs) ont ØtØ largement appliquØs dans la recon-
naissance de la parole et les rØsultats sont prometteurs [48, 49]. Dans le cadre des
travaux de cette thŁse nous avons envisagØ de voir l’apport de ces modŁles dans le
domaine de diagnostic mØdical.

Notons que le systŁme de classi�cation comporte 2 blocs : le premier consiste à col-
lecter les mesures avec les paramŁtres de reconnaissance extraits à partir des signaux
ECG de la base MIT-BIH. Ces mesures sont utilisØes pour le second bloc comme
corpus d’apprentissage et corpus de test servant à la conception du classi�eur HMM.
Dans la phase d’apprentissage, les deux tiers des donnØes choisis sont utilisØes comme
corpus d’apprentissage. Les algorithmes de Baum- Welch 4 et forward-Backward1
assurent ces deux taches.
Dans la phase de reconnaissance, le tiers restant des donnØes est utilisØ comme cor-
pus de test. L’Øvaluation de ce classi�eur considŁre le taux de reconnaissance comme
critŁre de performance qui reprØsente le pourcentage des cardiopathies correctement
reconnus. Cette phase fournit aussi une matrice de confusion qui nous donne un
rapport dØtaillØ des rØsultats de classi�cation.
Les modŁles automatiques d’analyse et la classi�cation des signaux ECG ont ØtØ
dØveloppØs depuis le dØbut des annØes 1980 et plusieurs approches statistiqueq ont
ØtØ adoptØ pour amØliorer la prØcision des systŁmes de classi�cation. Dans le cadre
de notre travail de thŁse, nous prØsentons un classi�eur HMM, qui constitue une
bonne base mathØmatique pour rØsoudre le problŁme de classi�cation, dans le but
d’amØliorer la transparence de la dØcision �nale de notre systŁme.

1.7 Méthode HMM adaptée

Supposons que nous avons un ensemble de classesK à classi�er (battements nor-
maux et battements ECG pathologiques), chaque classe doit Œtre modØlisØ par un
modŁle HMM distinct. Sachant que, pour chaque classe dans notre base de don-
nØes, nous avons un ensemble d’apprentissageL t rain (les battements de l’ECG) de
chaque classe oø chaque cas de la classe constitue une sØquence d’observation, et les
observations sont des reprØsentations appropriØes des caractØristiques de la classe.
Nous rØalisons les opØrations suivantes pour chaque tache de classi�cation :
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� Pour chaque classekin dans notre base de donnØes, nous devons construire
un modŁle HMM � k , nous estimons les paramŁtres du modŁle(A; B; �)

qui permettent d’optimiser la probabilitØ de l’observation de l’ensemble
d’apprentissage pour lakth classe.

� Pour chaque nouvelle observation à classi�er, le traitement de signal
reprØsentØ sur la �gure 4.7 doit Œtre e�ectuØe. Comme le �ltrage du
bruit, ensuite la dØtection du complexe QRS [50] et en�n une extraction
de caractØristiques est rØalisØe. Le bloc de prØ-traitement est suivi par
le calcul des probabilitØs pour tous les modŁles possibles,P(Oj� k), 1 �

k � K et en�n le modŁle dont la probabilitØ d’observation est la plus
ØlevØ, est choisi, à savoir
k� = arg max

1� k� K
P(Oj� k)

L’Øtape de calcul de la probabilitØ est e�ectuØe en utilisant l’algorithme de Forward-
Backward 1.

Figure 4.7 � Les Øtapes du systŁme de reconnaissance

1.8 Reconnaissance des extrasystoles ventriculaires par HMM

Le problŁme de la classi�cation de battement cardiaque peut Œtre e�ectuØ directe-
ment par le HMM [51]. L’idØe principale dans les travaux de Koski et al. [51] est de
considØrer chaque modŁle de battement spØci�que à chaque type de battement et
en utilisant la fonction de densitØ de probabilitØ continue pour l’analyse du signal
d’ECG.
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Dans notre travail, les di�Ørents attributs sont discritisØs et transformØs en symboles
selon des intervalles de temps choisis par les experts dans le but de concevoir le mo-
dŁle HMM avec les observations interprØtables. Les intervalles de di�Ørents attributs
sont prØsentØs dans le tableau 4.3.

Table 4.3 � Valeurs des intervalles des attributs utilisØs
Attribut Symbole Signi�cation Intervalle (s)

Intervalle RR R
IR

RØgulier
IrrØgulier

1-1.6
<1 et >1.6

Complexe QRS N
L

Normal
Large

<0.1
>0.1

Il est connu que les battements ESV ont deux caractØristiques bien dØ�nies 1.3 qui
sont su�santes pour les distinguer des autres classes de battements. La premiŁre
caractØristique est liØe au battement prØmaturitØ. Cela signi�e que le rythme ESV
est caractØrisØ par un intervalle R-R plus long que le prØcØdent (voir la �gure 4.7).
La deuxiŁme caractØristique concerne la morphologie du complexe QRS. En fait, un
battement de ESV est aussi un type de battement ventriculaire, qui est caractØrisØ
par un complexe QRS plus large que ceux des battements normaux (N).

A partir des informations extraites du type de battement, le modŁle de battement est
construit, et pour classer la sØquence de battement, deux modŁles de battement sont
nØcessaires : un pour les battements normaux et l’autre pour les battements de ESV.

Deux ensembles d’apprentissage sont gØnØrØs, en fonction de deux modŁles, corres-
pondant chacune à l’une des deux classes.
Pour notre systŁme de classi�cation, nous avons utilisØ les 4 attributs les plus per-
tinents :

� RRp : La distance entre le pique R actuel et le pique R prØcØdant .
� RRs : La distance entre le pique R suivant et le pique R suivant.
� RRs/RRp : le rapport entre les distances RR suivant et RR prØcØdant.
� QRS : La durØe du complexe QRS.

L’Øvaluation de notre classi�eur HMM est faite sur la base de donnØes MIT-BIH,
nous avons choisi les enregistrements dont les battements de type normaux ou ESV.

A partir des donnØes ECG prØsentØs dans le tableau 4.4, on choisit au hasard deux
tiers de la base de donnØes pour la phase d’apprentissage pour chacune des deux
classes (ESV) et normales. De la base de donnØes d’apprentissage, nous gØnØrons un
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modŁle initial, qui sera construit pour obtenir les deux modŁles HMM �naux.

Table 4.4 � Nombre de battements pour chaque enregistrement
Enregistrement Normal ESV

116 2175 108
200 1726 815
201 1325 176
210 2100 181
223 1986 449
233 1029 813

Total 12041 2545

Le diagramme d’apprentissage et de la classi�cation est prØsentØ dans la �gure 4.8.
Dans la premiŁre Øtape de la phase d’apprentissage, le type de modŁle et le nombre
d’Øtats sont identi�Øs.

Ensuite, les paramŁtres du modŁle(A; Bet �) obtenus pour chaque classe sont enre-
gistrØs pour Œtre utilisØ dans la phase de classi�cation.
Quand un modŁle est donnØ, la probabilitØ d’observer un ensemble de donnØes par-
ticulier de ce modŁle est obtenu par le calcul la probabilitØ de vraisemblance. Les
probabilitØs de vraisemblances trouvØes lors de la phase d’apprentissage des modŁles
DHMM sont prØsentØes dans la Figure4.9.

Figure 4.9 � Courbe de la probabilitØ de vraissemblance

D’aprŁs le tableau 4.5, nous remarquons que notre modŁle de classi�cation a obtenu
de bons rØsultats avec un taux de classi�cation de 96,59%.
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Figure 4.8 � Diagramme de la phase d’apprentissage et de test
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Le taux de classi�cation des battements de l’enregistrement 210 est Øgale à 89,25%.
Notons que cet enregistrement prØsente beaucoup de battement succesives.

Table 4.5 � Performances du classi�eur HMM
Enregistrement FN FP TN TP Se(%) Sp(%) Tc(%)

116 0 1 757 36 100 99.87 99.87
200 9 9 570 264 96.70 98.45 97.89
201 0 18 519 66 100 96.65 97.01
210 5 88 716 56 91.80 89.05 89.25
223 2 7 665 156 98.73 98.96 98.92
233 5 14 726 270 98.18 98.11 98.13

Moyenne 97.57 96.85 96.59

Dans la littØrature un grand nombre de travaux ont ØtØ rØalisØ pour la classi�cation
des battements ESV. Ebrahimzadeh et al. [52] ont utilisØ un rØseau de neuronaux
(MLP) avec un nombre di�Ørent de couches, et neuf algorithmes d’apprentissage ont
ØtØ appliquØs. Les performances des rØseaux en termes de vitesse de convergence et
de prØcision de classi�cations ont ØtØ validØes sur sept enregistrements de la base de
donnØes MIT-BIH, ils ont obtenu un taux de classi�cation de 95,4%.
N. Asyiqin et al. [53] ont proposØ une transformØe en ondelette DiscrŁte optimale
(DWT) pour classi�er les battements ESV et les battements normaux en utilisant
un classi�eur neuronale. Les auteurs ont remarquØ que les ondelettes �haar�, �db3
� et � sym3 � produisent des rØsultats prometteurs en testant 400 battements.
V. mahesh et al. [54] ont prØsentØ un classi�eur des arythmies cardiaque à partir
des donnØes de l’ECG, en utilisant le model LMT (Logistic Model Tree) ; ils ont
obtenus une prØdiction de 98% en utilisant seulement 1281 battements de la base
de donnØes MIT-BIH, par contre le taux de prØdiction Øtait de 86,48% en restant
quatre enregistrements de la base de donnØes MIT-BIH.
P. ghorbanian et al. [55] ont implØmentØ un modŁle de classi�cation basØ sur la trans-
formØe en ondelettes continue (CWT), l’analyse en composante principale (PCA) et
un rØseau de neurones multicouches (MNP) pour classi�er six classes de l’ECG en
utilisant seulement 600 battements à partir de di�Ørents enregistrement de la base
de donnØes MIT-BIH, ils ont obtenu un taux de classi�cation de 99,17%.

A partir des travaux rØalisØs dans la litØrature, nous remarquons clairement que les
rØsultats de classi�caton obtenus dans les travaux de V. mahesh et al. et P. ghorba-
nian et al [54] et [55] sont trŁs performants mais en utilisant un nombre rØduit de
battement. D’autre part, dans notre travail nous avons utilisØ six enregistrements
complets de la base de donnØes MIT-BIH avec un nombre total de14 586 batte-
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ments, nous avons obtenus une meilleure prØcision de la classi�cation avec un taux
de 96.59%.

2 Proposition 2 : Reconnaissance des Extrasystoles
ventriculaire par un modŁle Neuro Floue

Le classi�eur neuro-�ou que nous avons dØveloppØ met en application un systŁme
d’infØrence �oue (SIF) de type Takagi-Sugeno d’ordre zero (la fonction de conclusion
est une constante) et un rØseau de neurones adaptatif. Une description des systŁmes
d’infØrences �oues est dØjà prØsentØe dans le chapitre 3.

Le modŁle neuro-�ou implØmentØ est un modŁle hybride qui possŁde la capacitØ de
modØlisation et d’adaptation des rØseaux de neurones et la facilitØ d’interprØtation
et d’intØgration des connaissances des systŁmes d’infØrences �oue.

2.1 Le choix des fonctions d'appartenances

La dØtermination du nombre et du type des fonctions d’appartenances pour chaque
variable d’entrØe (RRp, RRs /RRp, QRS) est faite d’une maniŁre empirique, et en
tenant compte des critŁres de prØcision (erreur quadratique moyenne globale) et de
complexitØ (nombre de rŁgles).

Le tableau 4.6 reprØsente les erreurs quadratiques moyennes atteintes et le nombre de
rŁgles gØnØrØes lors de l’apprentissage pour di�Ørents choix du nombre des fonctions
d’appartenance.

Table 4.6 � Erreurs quadratiques moyennes pour di�Ørentes con�gurations

Con�guration Nombre de rŁgles Erreur atteinte lors de
l’apprentissage

2� 2 � 2 8 0.210
2� 3 � 3 18 0.105
3� 2 � 3 18 0.173
3� 3 � 2 18 0.201
3� 3 � 3 27 0.103

D’aprŁs les rØsultats que nous avons obtenus, nous remarquons que plus le nombre
des fonctions d’appartenances est grand, plus l’erreur entre la sortie rØelle du clas-
si�eur et la classe à prØdire est minimale. Cette prØcision est achevØe au prix d’une
complexitØ au niveau des rŁgles gØnØrØes, ce qui rend la lisibilitØ de la base de rŁgle
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di�cile avec trop de rŁgles globalement similaires.

Nous avons donc choisis un compromis entre la prØcision du classi�eur et la com-
plexitØ de la base des rŁgles.

Il est à noter qu’une partition de plus de trois fonctions d’appartenances pour les
trois variables d’entrØes n’apporte aucune amØlioration au niveau des rØsultats.

Ainsi, le classi�eur neuro-�ou retenu vØri�e la con�guration suivante :

Nombre de fonctions d’appartenances pour chaque variable :

� RRp : 2 fonctions d’appartenance (petit, moyen)
� RRs /RRp : 3 fonctions d’appartenance (petit, moyen,grand)
� QRS : 3 fonctions d’appartenance (petit, moyen,grand)

Cette con�guration est la meilleure car elle donne une erreur minimale de(0:1052)

tout en gardant un nombre raisonnable de rŁgles (18 rŁgles).

En ce qui concerne le type des foncions d’appartenance, nous avons choisi une fonc-
tion � trapØzoide � pour toutes les variables du vecteur d’entrØe. Ce type de fonction
est prØfØrable aux fonctions gaussiennes car elles permettent une meilleure lisibilitØ
des di�Ørentes rŁgles qui contribuent à la dØcision �nale.

2.2 Choix des points modaux

L’initialisation des points modaux est faite d’une façon manuelle on se basant sur
les connaissances mØdicales de l’expert.

Les points modaux initiaux sont rØsumØs dans le tableau 4.7 et les fonctions d’ap-
partenances initiales sont illustrØes dans la �gure4.10

Table 4.7 � les points modaux initiaux
Petit Moyen Grand

RRp 0.55 1 0.5 0.95
Rapport 0.6 0.95 0.75 0.9 1.1 1.25 1.1 1.35

QRS 0.045 0.075 0.055 0.075 0.1 0.135 0.1 0.135
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Figure 4.10 � les fonctions d’appartenances pour les trois entrØes
(RRp,RRs/RRp,QRS)

Apres avoir choisi la con�guration initiale de notre classi�eur, nous lançons l’ap-
prentissage par la mØthode hybride qui se base sur la combinaison de l’algorithme
de rØtropropagation de l’erreur pour modi�er les fonctions d’appartenances dans la
premiŁre couche (couche de fuzzi�cation) et la methode de l’estimation des moindres
carrØes pour l’optimisation de la constante de sortie (4Łme couche).

L’apprentissage est lancØ en �xant les critŁres d’arrŒt suivant :

� Le nombre d’itØration �xØ à 100 a permis un bon apprentissage. En
e�et, si nous choisissons un nombre trop grand, il va y avoir un sur-
apprentissage, par contre s’il est trop petit, l’apprentissage ne sera pas
conduit à son terme.

� Le seuil de l’erreur globale est �xØ à 0.01.

La valeur de l’erreur globale atteinte aprŁs 100 itØrations d’apprentissage est de
0.16, l’Øvolution de cette erreur pendant l’apprentissage en fonction des itØrations
est illustrØe par la �gure4.11
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Figure 4.11 � L’Øvolution de l’erreur globale

L’apprentissage du modŁle a ØtØ rØalisØ avec une base d’exemple contenant 1400
battements (700 battements de chaque classe N et ESV). Ce choix est Øtabli pour
Øviter le problŁme de la spØcialisation vers la reconnaissance des battements prØdo-
minants dans la base d’exemple (les battements normaux dans notre cas).

L’apprentissage a permis une optimisation du classi�eur neuro-�ou par la modi�-
cation de l’emplacement des fonctions d’appartenances des trois variables d’entrØe.
Les points modaux �naux sont prØsentØs dans le tableau 4.8

Table 4.8 � les points modaux �naux
Petit Moyen Grand

RRp 0.41 0.08 0.52 0.80
Rapport 0.59 0.97 0.76 0.9 1.09 1.26 1.06 1.32

QRS 0.05 0.088 0.079 0.087 0.116 0.135 0.134 0.149

Nous avons testØ notre classi�eur neuro-�ou sur la totalitØ des battements prØsentØs
dans le tableau 2 et le test a ØtØ e�ectuØ sur chaque enregistrement a�n de calculer
la sensibilitØ et la spØci�citØ et le taux de classi�cation. 4.10
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Figure 4.12 � les fonctions d’appartenances �naux pour les trois entrØes
(RRp,RRs/RRp,QRS)

Les rØsultats obtenus par le classi�eur Neuro-Flou sont explicites et interprØtables, il
permet de gØnØrer une base de connaissance (18 rŁgles) pour justi�er la classi�cation.

Table 4.9 � Performances du classi�eur Neuro-Flou
Enregistrement FN FP TN TP Se Sp Tc

116 9 2 2262 9 98.14 99.60 99.54
200 379 46 1357 379 94.02 78.16 83.35
201 313 55 1296 313 72.22 80.55 79.63
210 699 15 1712 699 91.80 71.01 72.47
223 18 45 1997 18 90.48 99.11 97.47
233 564 28 1655 564 96.60 74.58 80.54

Moyenne 90.54 83.83 85.50

Nous calculons le degrØ de sollicitation de chaque rŁgle par le rapport du nombre
d’exemples qui active une rŁgle (avec degrØ d’activation supØrieur à 50%) sur le
nombre total des battements pour chaque classe (N, ESV). Parmi les 18 rŁgles, la
rŁgle 4 est la rŁgle la plus sollicitØ avec 40.07% des battements normaux et la rŁgles
9 est la rŁgle la plus sollicitØ avec 73,61% des battements ESV. Ces deux rŁgles sont
trŁs conformes avec le raisonnement du cardiologue.

Les battements correctement classØs par le classi�eur Neuro-Flou sont devisØs en
deux groupes :

� Battements reconnu en activant une seule rŁgle (les prototypes)
� Battements reconnu en activant plusieurs rŁgles (le plus souvent deux),
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ces battement sont eux mŒme devisØs en deux sous groupes :

ˆ Battement reconnu en activant plusieurs rŁgles avec une seule rŁgle dominante
(prototype)
ˆ Battements reconnu en activant plusieurs rŁgles avec plus d’une rŁgles dominante ;
ce type de battement nØcessite une intervention du mØdecin expert.

2.3 Les méthodes interprétables et probabilistes

Dans notre travail nous avons optØ pour deux approches de classi�cation ; les mo-
dŁles de Markov cachØs et la logique �oue. L’approche probabiliste nous a permis
d’extraire des probabilitØs a�n de pouvoir di�Ørencier les battements ESV des bat-
tements normaux par le calcul de maximum de vraissemblance de chaque sØquence
prØsentØe.

Le passage par une Øtape de symbolisation nous a permis d’intØgrer dans notre sys-
tŁme de classi�cation la notion d’interprØtabiltØ.
Dans la �gure4.13 nous prØsentons un battement normal dont les caractØristiques
sont : RRprgulier , RRsrgulier et un QRSnormal, ces caractØristiques sont compre-
hensive par le mØdecin expert et cette mŒme sØquence nous a donnØs une probabilitØ
de � 0; 1696pour le modŁle normal et� 10; 2607pour le modŁle ESV, alors dans ce
cas l’utilisateur dispose de l’information probabiliste et de l’information interprØ-
table avec un taux de reconnaissance de96; 59%.

Figure 4.13 � caractØristique d’un battement normal
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Le mŒme battement illustrØ dans la �gure 4.13 a ØtØ dØtectØ en activant les rŁgles
10 et 13 avec la rŁgle 13 dominante (Figure 4.14)

Figure 4.14 � Les rŁgles activØ par un battement normal

Dans la �gure4.15 nous prØsentons un battement ESV dont les caractØristiques sont :
RRprgulier , RRsirrgulier et un QRSlarge, cette sØquence d’observation nous a
donnØs une probabilitØ de� 6; 678pour le modŁle normal et� 0; 129pour le modŁle
ESV.

Figure 4.15 � CaractØristique d’un battement ESV

La �gure 4.16 illustre un battement normal avec un repos compensatoire qui a ØtØ
bien dØtectØ par le classi�eur HMM mais qui a ØtØ mal classi�er par le classi�eur
neuro �ou (Faux NØgatif) en activant la rŁgle 16 et 6 avec la rŁgle 16 dominante.
Le classi�eur HMM nous a donnØ une probabiltØ de� 4; 212Pour le modŁle normal
est � 5; 900 pour le modŁle ESV ; qui sont des probabilitØs proche mais reste la
probabilitØ du modŁle normal la plus ØlevØ.
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Figure 4.16 � CaractØristique d’un battement normal

La �gure 4.17 illustre un battement ESV qui a ØtØ bien dØtectØ par le classi�eur
HMM mais qui a ØtØ mal classi�er par le classi�eur neuro �ou (Faux positif) en
activant la rŁgle 14 .Le classi�eur HMM nous a donnØ une probabiltØ de� 3; 401

pour le modŁle ESV et� 4; 417 pour le modŁle normal ; qui sont des probabilitØs
proche mais reste la probabilitØ du modŁle ESV la plus ØlevØ.

Figure 4.17 � CaractØristique d’un battement ESV bien dØtectØ par approche HMM
et non dØtectØ par approche neuro �oue

L’utilisation d’un classi�eur neuro-�ou peut nous fournir un systŁme transparent
et interprØtable en gØnØrant une base de connaissance (18 rŁgles) pour justi�er la
classi�cation mais avec un taux de reconnaissance moins signi�catif (85,50%).
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DeuxiŁme partie

ConsidØration 2 : Segmentation
d’images par HMM

72



3 Introduction

Les mØthodes de segmentation ont ØtØ l’objet de nombreuses recherches, car elles
dØbouchent sur de multiples applications pratiques. L’imagerie mØdicale est tout
particuliŁrement concernØe. La reconnaissance des cellules, notamment des cellules
tumorales tels les plasmocytes et les blastes est indispensable pour l’orientation
diagnostique de certaines maladies cancØreuses comme le myØlome et la leucØmie
respectivement. La segmentation des images cytologiques sanguines et mØdullaires
constitue un axe de recherche qui prend de plus en plus d’ampleur, cet engouement
est dß essentiellement aux informations cruciales que peut apporter l’analyse de
telles images aux experts humains (mØdecins cytologistes).

Plusieurs raisons nous ont motivØes pour adopter l’approche des chaînes de Mar-
kov(HMMs) comme mØthode de segmentation. L’une d’entre elles est l’attention
croissante portØe sur le rôle du contexte spatial dans la segmentation des images. De
mŒme les modŁles statistiques et plus prØcisØment les modŁles markoviens montrent
leur e�cacitØ pour la segmentation des images en rØgions.

L’objectif de cette deuxiŁme partie du travail est de prØsenter de façon dØtaillØe
le principe de la segmentation supervisØe d’images basØe sur le modŁle des chaînes
de Markov cachØes. Les principes fondamentaux nØcessaires à la comprØhension des
nouveaux modŁles prØsentØs dans le deuxiŁme chapitre y sont entiŁrement utilisØs.

4 Parcours de Hilbert-Peano

La premiŁre Øtape de tous les algorithmes de segmentation d’images basØs sur le
modŁle des HMM consiste donc à transformer l’image en un vecteur. Tous les trai-
tements s’e�ectuent sur ce vecteur, puis, une fois la segmentation de la chaîne ache-
vØe, l’image thØmatique est �nalement reconstruite. Dans la suite, nous utilisons
donc une structure 1D pour reprØsenter une image et pour s’adapter à la structure
monodimensionnelle d’une chaine. Quand nous parlerons d’image, il faudra donc
comprendre la sØquence issue de la transformation de l’image par le parcours de
Hilbert-Peano.

Le parcours de Hilbert-Peano appartient à la famille des � Space Filling Curves �
(SFCs), qui incluent les parcours en zigzag, le balayage en Z et les parcours stan-
dards (ligne par ligne, colonne par colonne) [56]. Les SFCs ont ØtØ employØes dans
une grande variØtØ d’applications de traitement d’image telles que la compression,
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le tramage demi-tons (� half-toning �), la reconnaissance de formes et l’analyse de
texture. Tous ces parcours peuvent Œtre employØs pour convertir un ensemble 2D de
pixels en sØquence 1D.

NØanmoins, le parcours de Hilbert-Peano fournit une bonne exploitation du voisi-
nage 2D, essentiellement grâce à la contrainte qu’il respecte : � tout pixel de la
chaîne possŁde comme voisins, deux pixels voisins sur l’image �. Cette propriØtØ,
ainsi que l’aspect pseudo-alØatoire des changements de directions, implique que le
parcours de Hilbert-Peano fonctionne bien (du point de vue statistique) pour de
nombreuses familles d’images. La Figure 4.18 prØsente la construction du parcours
de Hilbert-Peano pour une image 8x8.

Figure 4.18 � Construction du parcours de Peano pour une image de 8x8

La segmentation des images microscopiques de cytologie consiste en l’extraction
des di�Ørents constituants cellulaires. L’image acquise depuis le microscope englobe
les globules rouges (hØmaties), les globules blancs (leucocyte), les plaquettes et le
plasma (fond ou background). Les plaquettes(ou thrombocytes) sont de trŁs petites
cellules sans noyau que nous avons jugØ utile de les supprimer. L’annulation de cette
classe est justi�Øe par deux points : ce type de cellules ne contribue nullement dans le
diagnostic du mØdecin expert et leurs tailles sont nØgligeables par rapport aux autres
constituants de l’image. Le leucocyte est formØ d’un noyau et d’un cytoplasme ; ce
qui revient à dire que notre image sera composØe de quatre classes : noyau, cyto-
plasme, globule rouge et fond 4.19.
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Figure 4.19 � Image cytologique mØdullaire

5 Travaux de l’Øtat de l’art

La majoritØ des travaux dans la littØrature ayant trait à ce domaine n’excŁde pas
deux dØcennies, car cette discipline a beaucoup bØnØ�ciØ du progrŁs d’acquisition
d’images et des moyens informatiques, ainsi que le foisonnement des techniques de
segmentation qui ont permis d’ouvrir une voie de dØveloppement trŁs prometteuse.
Nous prØsentons dans cette partie quelques travaux de segmentation et classi�cation
des globules blancs dans les images sanguines :

Une mØthode non supervisØe pour dØtecter la rØgion du noyau Øtait proposØ par [57],
en calculant l’histogramme dans le canal vert. Le cytoplasme est obtenu en utilisant
une segmentation supervisØe dans l’espace CIELab et les rØgions d’intØrŒt sont dØ-
coupØes à partir des noyaux. La caractØrisation des cellules est rØalisØe en calculant
la matrice de co-occurrence GLCM (Gray Level Co-occurrence Matrix). Pour rØduire
le nombre de caractØristiques une sØlection des attributs avec forward sequential se-
lection (fss) et backward sequential selection (bss) est rØalisØe avant d’entrainer le
classi�eur les di�Ørentes classes de cellules.

H. Zhang et al. et N.Guo et al. [58] et [59] ont utilisØ des images multispectrales.
Ces images sont stockØes en norme RGB, ils ont ajoutØ des attributs spatiaux pour
tirer une information spectrale pour chaque pixel. Ils ont e�ectuØ un seuillage sur
l’image convertie au niveau de gris a�n d’Øliminer le fond (classe plasma). Ils ont
utilisØ l’algorithme sequential minimal optimization (smo) pour la sØlection des at-
tributs issus des bandes spectrales dans le but de rØduire le temps d’apprentissage.
L’approche de segmentation adaptØe est basØe sur une classi�cation des pixels par
l’algorithme SVM.

T. Markiewicz et al. [60]ont proposØ un dØnombrement des globules blancs dans
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des images mØdullaires, dix di�Ørents types de globules blancs sont considØrØs. En
premier lieu ils ont fait appel à des opØrations morphologiques de fermetures et
d’Ørosions a�n de lisser les contours des cellules, aprŁs ils ont rØalisØ une segmen-
tation couleur par ligne de partage des eaux en identi�ant chaque bassin dans une
imagette, cette derniŁre contiendra une seule cellule. Une Øtape de caractØrisation
est nØcessaire a�n de calculer les attributs comme : taille, forme, texture, granula-
tion, couleur et intensitØ des images associØes aux di�Ørents types de cellules. Un
classi�eur de type SVM a ØtØ utilsØ pour identi�er les di�Ørentes classes.

M. Hamghalam [61] ont adoptØ une segmentation avec un seuillage pour identi�er les
limites du noyau, et ils ont utilisØ l’algorithme des contours actifs pour reconnaitre
avec prØcision le cytoplasme. Ils ont �xØ dans ce travail cinq types de globules blancs
dans le frottis sanguin. Plusieurs caractØristiques (forme, texture, couleur) ont ØtØ
utilisØes pour identi�er le leucocyte.

E. Wang et al. [62] considŁrent que l’image compte six couleurs de base, une pour le
cytoplasme, deux pour les globules rouges et trois pour les plaquettes et leucocytes.
À l’aide de l’algorithme fuzzy clustering ils rØalisent une distribution des pixels en
fonction des couleurs considØrØs, ensuite ils ont fait une projection pour Øliminer les
globules rouges et le cytoplasme et ne garde que les leucocytes et les plaquettes. En-
�n, une reconnaissance automatique des globules blancs est rØalisØe en supprimant
les plaquettes à cause de leurs petites tailles.

La mØthode de segmentation proposØe par SH. Rezato�ghi et al. [63] est basØe sur
l’algorithme Gram-Schmidt orthogonalization, suivie d’une combinaison avec l’algo-
rithme snake pour dØlimiter les rØgions noyau et cytoplasme. Plusieurs caractØris-
tiques sont extraites, ils ont utilisØ que les plus pertinents aprŁs une sØlection par
SFS (sequential forward selection) à partir des rØgions segmentØes. En�n une clas-
si�cation des cellules est faite par un classi�eur neuronal a�n de classer cinq types
de globules blancs.

Les travaux de M. Benazzouz et al. [64] se sont basØs sur la classi�cation pixelaire
des cellules mØdullaires a�n de sØparer les di�Ørents composants de l’mage cellulaire
(globule rouge, cytoplasme, noyau, fond).

Le modŁle adoptØ est basØ sur les deux stratØgies suivantes ; classi�er sØparØment les
donnØes issues de di�Ørentes sources pour ensuite fusionner les dØcisions ou bien de
combiner ces donnØes en vue de les classi�er. Une caractØrisation est rØalisØe a�n de
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fournir des descripteurs pertinents aux constituants cellulaires prØcØdemment seg-
mentØs : cytoplasme et noyau. Ensuite un classi�eur est construit pour identi�er et
dØnombrer les di�Ørents types de cellules ce qui va aider à la reconnaissance de la
pathologie ciblØe.

AprŁs leurs travaux basØs essentiellement sur la texture, LB. Dorini et al. [65] sim-
pli�ent l’image par rØgularisation des contours, cette opØration est rendue possible
grâce à l’opØration Self-Dual Multiscale Morphological Toggle (SMMT). Ils seg-
mentent le noyau avec deux mØthodes bien connues : la ligne de partage des eaux
et la mØthode level set. Quant au cytoplasme, ils utilisent une analyse des granules
pour le dØ�nir.

6 ExpØrimentation

Nous avons e�ectuØ un apprentissage sur un ensemble de 10 images cytologiques.
Avec l’assistance d’un expert en cytopathologie, autant d’images ont ØtØ manuelle-
ment segmentØes pour crØer ce qu’on appelle image vØritØ terrain (�gure 4.20) qui
vont servir pour la comparaison avec les travaux de la littØrature [64].

Figure 4.20 � (a) image originale (b) image vØritØ terrain

Dans la �gure 4.20, nous avons optØ pour des couleurs a�n de distinguer les di�Ø-
rentes classes (Noyau : Vert, Cytoplasme : Jaune, Globule rouge : Rouge et Back-
ground : Noir).

6.1 Base d'apprentissage

Nous avons remarquØ l’existence de variabilitØ intra classe, particuliŁrement dans la
classe cytoplasme avec des couleurs di�Ørentes, ce qui nous a poussØs à penser et
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crØer une base d’apprentissage composØe de 10 images.
La segmentation d’images basØe sur les HMM nØcessite tout d’abord la transfor-
mation de l’image 2D en une sØquence d’observations 1D. Nous e�ectuons cette
transformation à l’aide du parcours de Hilbert-Peano de l’image.
Chaque espace de l’image est transformØe en vecteur 1D tout en respectant la notion
de voisinage de chaque pixel (Figure 4.21).

Figure 4.21 � Tansformation 2D en 1D de l’image couleur

Nous avons prØparØ notre base d’apprentissage de façon qu’à partir de portions sØ-
lectionnØes de chaque classe, nous enregistrons leurs coordonnØes spatiales (n° ligne,
n° colonne) et la classe de chaque pixel dans une base.
Chaque classe est reprØsentØ par un modŁle HMM ; dont chaque modŁle est composØ
de trois Øtats cachØs (R-G-B) et de 255 observations (intensitØ de couleur) (Figure
4.22).

Figure 4.22 � ModŁle HMM pour chaque classe

6.2 Résultats

Nous prØsentons dans la table 4.10 les rØsultats de la classi�cation des pixels dans
chaque canal distinctement. Nous pouvons rapidement statuer qu’il y a impossibi-
litØ de trouver un espace parfait ; c’est-à-dire qui se comporte bien en matiŁre de
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classi�cation avec l’intØgralitØ des classes.

La premiŁre observation est, que les scores plus faibles sont ceux de la classe des
globules rouges, cela est justi�Ø par la variabilitØ de ses pixels constitutifs, crØant
trŁs souvent une confusion avec le cytoplasme.

Table 4.10 � Taux de reconnaissance des di�Ørentes classes par HMM
Taux de

reconnaissance
du cytoplasme

Taux de
reconnaissance

du noyau

Taux de
reconnaissance

des globules rouges

Taux de
reconnaissance

du fond
Canal rouge 70,39% 23,93% 68,24% 88,52%
Canal vert 91,93 % 55,47% 70,57% 96,50%
Canal bleu 33,25% 56,62% 41,58% 90,25%

RGB 90,92% 93,85% 72,66% 95,79%

Une partie des rØsultats de segmentation visuels est prØsentØe dans la �gure 4.23. Un
post-traitement est nØcessaire pour amØliorer la qualitØ de la segmentation obtenue
par Ølimination des artefacts, et aussi en Øliminant les petites zones rouges dans la
rØgion de cytoplasme.
Les principales erreurs ont ØtØ causØes ou provoquØes par les raisons suivantes. Tout
d’abord, une confusion dans la classi�cation se fait principalement entre les classes
qui sont Øtroitement liØes (globules rouges et dans certaines rØgions de cytoplasme),
aucune distinction n’est faite entre elles puisque les donnØes sont encore une fois
similaire.
Les rØsultats les plus prometteurs ont ØtØ obtenus par la segmentation de la classe
noyau, nØanmoins la couleur du cytoplasme ressemble souvent à des globules rouges
comme le montre le chevauchement entre ces deux classes [64] par consØquent, les
rØsultats de segmentation sont parfois inexactes.

7 Conclusion

La premiŁre partie de ce chapitre prØsente la classi�cation en utilisant les HMM sur
des ensembles de battements cardiaques. Les modŁles HMMs reprØsentent deux types
de battement en utilisant la base de donnØes d’arythmie MIT / BIH. Nous avons
constatØ que le HMM est une mØthode trŁs appropriØe pour classer les signaux ECG
en produisant des valeurs de probabilitØ, qui donnent plus d’informations comparØ à
une simple dØcision binaire (oui / non) comme elle donne de meilleurs performances
par rapport à un classi�eur à base de rŁgles �oue qui est un classi�eur interprØtable
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Images segmentØes Images vØritØ terrain

Figure 4.23 � RØsultats de segmentation.
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mais cette transparence diminue ses performance de reconnaissance.
Mais d’un autre côtØ, dans le cas d’un classi�eur HMM, quand un cardiologue reçoit
deux probabilitØs trŁs proches les uns des autres, les modŁles ne sont pas discrimina-
toires donc un examen plus approfondi est nØcessaire. Aussi, si les probabilitØs sont
trŁs faibles, nous pouvons distinguer la prØsence d’un nouveau type de battement
qui n’a pas dØjà ØtØ dans les donnØes de l’apprentissage.

Nous avons traitØ en deuxiŁme partie de ce chapitre un autre type de donnØes qui
sont les images cytologiques, ou nous avons optØ pour une classi�cation pixelaire
dans le but de segmenter des images bruitØes (aucun prØtraitement), qui contiennent
souvent des scŁnes complexes, traduites par un chevauchement ou une condensation
de cellules. Les rØsultats obtenus ont pu atteindre une prØcision de segmentation
satisfaisante.
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Dans ce manuscrit nous nous sommes intØressØs à deux approches de classi�-
cation, une approche probabiliste basØe sur les modŁles de Markov cachØs, et une
approche �oue basØe sur les systŁmes d’infØrences �ou. En e�et, les HMMs per-
mettent de modØliser chaque cas indØpendamment (modŁle HMM pour cas sain et
d’autres pour les cas pathologiques) ainsi d’extraire une information probabiliste
sur les donnØes traitØs tandis que l’approche �ou nous a permis d’avoir des rØsultats
interprØtables et modØlisable par des rŁgles linguistique.
Pour valider notre dØmarche, nous avons appliquØ nos propositions sur des donnØes
sØquentielles pour une classi�cation supervisØe des signaux ECG a�n de dØtecter
les battements extrasystoles ventriculaires et pour une classi�cation pixellaire des
images cytologiques a�n de segmenter et localiser le noyau, les globules blanches et
rouges.

Les modŁles de Markov nous ont permis d’extraire des probabilitØs a�n de pouvoir
di�Ørencier les battements ESV des battements normaux par le calcul de maximum
de vraissemblance de chaque sØquence prØsentØe. Le passage par une Øtape de sym-
bolisation nous a permis d’intØgrer dans notre systŁme de classi�cation la notion
d’interprØtabiltØ.
D’une autre part, un classi�eur �ou peut Œtre un outil pratique dans le processus de
diagnostic.Il se compose de rŁgles linguistiques qui sont faciles à interprØter par l’ex-
pert humain. Ceci est trŁs important pour les systŁmes de prise de dØcision, car les
experts n’acceptent pas une Øvaluation sur ordinateur, à moins qu’ils comprennent
pourquoi et comment une recommandation a ØtØ donnØe mais d’une autre part le
taux de reconnaissance dØcroit. Les avantages des classi�eurs �ous peuvent Œtre prin-
cipalement vus dans leur interprØtabilitØ linguistique, la manipulation intuitive et la
simplicitØ, qui sont des facteurs importants pour l’acceptation et l’utilisation d’une
solution.
L’utilisation d’un classi�eur neuro-�ou peut nous fournir un systŁme transparent
et interprØtable en gØnØrant une base de connaissance (les rŁgles) pour justi�er la
classi�cation mais avec un taux de reconnaissance moins signi�catif.

La deuxiŁme partie dans ce manuscrit a ØtØ consacrØe à la classi�cation pixe-
laire par les modŁles de Markov cachØs dans le but de segmenter des images brui-
tØes (aucun prØtraitement), qui contiennent souvent des scŁnes complexes, traduites
par un chevauchement ou une condensation de cellules. La premiŁre Øtape de tous
les algorithmes de segmentation d’images basØs sur le modŁle des HMM consiste
à transformer l’image en un vecteur par l’algorithme d’hilbert et PØano. Tous les
traitements s’e�ectuent sur ce vecteur, puis, une fois la segmentation de la chaîne
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achevØe, l’image thØmatique est �nalement reconstruite.

Perspectives

Dans la continuitØ directe de notre travail de thŁse, deux groupes de travaux
sont envisagØs, Le premier est liØ à l’aspect reprØsentation de la connaissance et
le deuxiŁme est liØ à la classi�cation oø nous pouvons proposer plusieurs pistes de
recherche nØcessitant plus d’attention.

Concernant la reprØsentation, une piste intØressante est l’exploitation ( la prise en
compte d’autres attributs) d’images (contours, texture, . . . ) et de signaux, aussi la
gØnØralisation de notre modŁle de classi�cation sur d’autres pathologies cardiaques
peut enrichir le systŁme a�n de couvrir la majoritØ de cardiopathies existantes.

D’autre part une hybridation avec d’autres classi�eurs pour �xer les para-
mŁtres initiaux des modŁles HMMs crØØs peut amØliorer les rØsultats obtenus. Aussi,
une quanti�cation �oue des intervales des di�erents attributs peuvent apporter une
meilleur interprØtabilitØ et transparence au systŁme de classi�cation.

Une autre alternative interssante pour les travaux futures concernerait, l’investi-
gation dans l’aspect relative à l’apprentissage enligne dans les systŁmes ambulatoires
par les modŁles Markoviens font partie de nos perspective.
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