— J

T g

{ L ) H Ldj) i np“ 4_1)_1 j
REPUBLIQUE ALGERIENNE DEMOCRATIQUE ET POPULAIR
ol do 4,1 1 i)

Ministere de I’Enseignement Supérieur et de la Recherche
Scientifique

| il ¢ >

Université Aboubakr Belkaid - Tlemcen -
Faculté de TECHNOLOGIE

MEMOIRE

Présenté pour I'obtention du diplome de MASTER
En : Génie Biomédical
Spécialité : Imagerie Médicale
Par : ELANDALOUSSI Fatima Zohra & REGUIG Abderrahmen

Sujet

Etude de I'impact des techniques d’équilibrage des
données sur la performance de la classification dans le
domaine médical

Soutenu publiquement, le / / , devant le jury composé de :

M LAZOUNI Amine MCA Université de Tlemcen Président
Mme ILES Amel Professeur Université de Tlemcen Examinatrice
Mme BELAIDI Asma MCB Université de Tlemcen Encadrante
Mme BELAROUCI Sara MCB Université de Tlemcen Co-Encadrante

Année universitaire : 2025 /2026




Dédicace

Louange a Allah, le Trés-Haut, le Trés-Miséericordieux, qui m’a
accordé la force, la patience et la persévérance pour franchir chaque
etape de ce parcours.

Je dédie ce modeste travail : A mes parents bien-aimés,

Il n’ existe ni mots ni pages suffisantes pour traduire la profondeur de
Ce gue je ressens pour vous.
Merci pour votre amour sans conditions, vos sacrifices silencieux et
vos invocations constantes. Vous étes mon refuge, ma force et ma
fierte.

A mes chéres saeurs et a mon cher frére,
Merci pour votre présence, vos encouragements et votre confiance en
moi. Vous étes les piliers de mon équilibre.

A leurs enfants,
Vos sourires et votre innocence apportent de la lumiére dans ma vie.
Puissiez-vous grandir sous la protection divine et réaliser vos réves.

A mes fideles amis : Ikram, Amani, Aya, Chaima, hadjer, Raouda....
Merci pour les souvenirs, Les annéees d'études ont étée remplies de
moments inoubliables grace a vous. Vous avez été mes compagnons de
route, merci pour votre patience et votre présence a mes cotés dans les
moments d’effort comme de doute. Vous avez enrichi ce voyage.

A chacun de vous, je dis avec reconnaissance :

Ce mémoire est bien plus qu’un document academique, il est le fruit
d 'un chemin parcouru avec vous, dans la foi, /‘amour et la gratitude.

Fatima



Dédicace

Je dédie ce mémoire

A mes parents bien-aimés, En témoignage de mon
profond respect et de ma gratitude infinie. Votre soutien constant, vos
sacrifices silencieux, vos prieres sinceres et votre amour inconditionnel
ont été le socle sur lequel j 'ai pu m ‘appuyer tout au long de ce parcours.

A mes fréres : Vos sourires, votre spontanéité ont été pour moi
une source de réconfort et de motivation. Votre présence joyeuse a
allégé les moments de fatigue et donné du sens a mes efforts. Je
formule pour vous les veeux les plus sinceres de réussite et
d’épanouissement, Sous la bienveillance d’Allah. Puisse votre chemin
étre éclairé par la sagesse, la foi et la réussite.

A mes amies et collégues, Votre soutien tout au long de ce
parcours universitaire a éeté d'un grand reconfort. Merci pour votre
solidarité, vos conseils et les moments partagés, qui ont enrichi cette
expérience tant sur le plan humain qu'intellectuel.

Ce mémoire constitue [’aboutissement d’un cheminement exigeant,
rendu possible grace a [ 'appui indéfectible de mes proches, et s inscrit
dans une dynamique de reconnaissance, de foi et de gratitude.

Abdelrahmane



REMERCIMENT

Nous tenons tout d’abord a exprimer notre profonde reconnaissance a Mme Belaidi Asma,
notre encadrante, pour sa disponibilité constante, son accompagnement rigoureux et ses
conseils avisés tout au long de ce travail. Sa bienveillance, sa pédagogie et son exigence
scientifique ont été determinants dans [’aboutissement de ce mémoire.

Nos remerciements s’adressent également a Mme Belarouci Sara, notre co-encadrante, pour
son soutien technique, ses remarques pertinentes et son engagement sans faille. Sa contribution
a largement enrichi notre réflexion et renforcé la qualité scientifique de notre projet.

Nous remercions tout particulierement Monsieur le Président du jury et Madame [’Exa-
minatrice, d’avoir accepté de présider et d’examiner ce travail. Leur disponibilité, leur
attention et leurs retours seront pour nous une source précieuse d’apprentissage. Enfin, nous
remercions toutes les personnes qui nous ont soutenus de prés ou de loin tout au long de cette
aventure acadéemique.



Résume
Ce mémoire s'intéresse a la détection automatique du diabéte par des techniques

d'apprentissage automatique (Machine Learning) et d'apprentissage profond (Deep Learning).
Cette pathologie chronique majeure, qui touche des millions de personnes dans le monde, est
caracterisée par un dysfonctionnement de la régulation glycémique lié a un défaut de sécrétion
ou d'action de l'insuline. Dans ce travail, nous évaluons plusieurs modéles de classification sur
une base de données clinique, en comparant rigoureusement leurs performances selon deux
scénarios : avec et sans équilibrage des classes. La gestion du déséquilibre des données
constitue en effet un enjeu critique en informatique médicale, ou les classes pathologiques sont

souvent minoritaires.

Les résultats expérimentaux montrent que l'algorithme Extra Trees saffirme comme le
modele le plus performant dans toutes les configurations : il atteint un score F1 de 97,82 %
sans traitement préalable, et affiche des performances maximales de 100 % sur I'ensemble des
métriques lorsqu'il est combiné avec la méthode de sur-échantillonnage SMOTE. Les modeéles
d'ensemble (Random Forest, Gradient Boosting, XGBoost) suivent de pres ces performances,
tandis que les approches linéaires et probabilistes montrent des limites évidentes. L'étude
comparative révele que I'équilibrage par SMOTE, ADASYN et améliore significativement la
sensibilité des modeles, contrairement a I'approche RandomUnderSampler qui dégrade les
performances en supprimant des informations cruciales. Par ailleurs, un réseau de neurones
convolutionnels unidimensionnel (CNN 1D) a été implementé ; bien que compétitif avec un
score F1 de 96,83 % obtenu via SMOTE, il reste legérement inférieur aux modeéles d'ensemble

optimisés.

Pour concrétiser ces travaux, une interface graphique d'aide au diagnostic médical a été
développee. Ce systéme permet aux professionnels de santé de saisir les données d'un nouvel
échantillon clinique afin d'obtenir une prédiction instantanée, fiable et automatisée du risque
de diabete. En conclusion, le couplage entre Extra Trees et SMOTE offre la solution de
détection la plus robuste et la plus fiable. Ce travail démontre qu'une gestion appropriée du
déséquilibre des classes est indispensable en médecine pour minimiser les faux négatifs, un

impératif vital 1a ou un retard de diagnostic peut entrainer de graves complications cliniques.

Mots-clés : Diabéte, Machine Learning, Deep Learning, Déséquilibre des classes, SMOTE,

Extra Trees, Interface d'aide au diagnostic, Informatique médicale.



Abstract
This dissertation focuses on the automatic detection of diabetes utilizing both Machine

Learning and Deep Learning techniques. As a major chronic pathology affecting millions of
people worldwide, this disease is characterized by a dysfunction in glycemic regulation

stemming from a defect in insulin secretion or action.

In this work, we evaluate several classification models on a clinical dataset, rigorously
comparing their performance across two scenarios: with and without class balancing. Managing
data imbalance constitutes a critical challenge in medical informatics, where pathological
classes are frequently underrepresented.

Experimental results indicate that the Extra Trees algorithm achieves the best overall
performance in all configurations. It yields an F1-score of 97.82% without prior processing and
reaches maximum performance scores of 100% across all metrics when combined with the
SMOTE oversampling method. Ensemble models (Random Forest, Gradient Boosting,
XGBoost) closely follow these performance levels, whereas linear and probabilistic approaches
exhibit clear limitations. The comparative study reveals that balancing techniques such as
SMOTE, ADASYN, significantly improve model sensitivity. Conversely, the
RandomUnderSampler approach degrades performance by eliminating crucial information.
Furthermore, a one-dimensional Convolutional Neural Network (1D CNN) was implemented,
although competitive with an F1-score of 96.83% obtained via SMOTE, it remains slightly
inferior to optimized ensemble models. To operationalize this research, a graphical user
interface for medical diagnosis support was developed. This system enables healthcare
professionals to input data from a new clinical sample to obtain an instantaneous, reliable, and
automated prediction of diabetes risk. In conclusion, the coupling of Extra Trees and SMOTE
offers the most robust and reliable detection solution. This work demonstrates that proper
management of class imbalance is indispensable in medicine to minimize false negatives, a vital

imperative where diagnostic delays can lead to severe clinical complications.

Keywords: Diabetes, Machine Learning, Deep Learning, Class Imbalance, SMOTE, Extra

Trees, Diagnosis Support Interface, Medical Informatics.
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Introduction générale

Le diabéte constitue I'une des pathologies chroniques les plus répandues et préoccupantes
au monde, touchant plus de 500 millions de personnes selon I'Organisation Mondiale de la
Santé (OMS). Cette maladie métabolique, caractérisée par une hyperglycémie persistante due
a un defaut de sécrétion ou d'action de I'insuline, représente un défi majeur de santé publique.
Sa prévalence croissante s'accompagne de complications graves a long terme, telles que les
atteintes rétiniennes, les néphropathies, les neuropathies, les maladies cardiovasculaires et les
accidents vasculaires cérébraux (AVC). Face a cette realité, I'amélioration du dépistage
précoce et le développement d'outils de prédiction du risque diabétique apparaissent comme
des priorités absolues.

Les approches conventionnelles de diagnostic, principalement fondees sur la glycémie a
jeun, I'némoglobine glyquée (HbALc) et I'hyperglycémie provoquée par voie orale, présentent
plusieurs limites en pratique. Le sous-diagnostic reste alarmant, particulierement dans les
contextes a ressources limitées, tandis que la phase préclinique asymptomatique retarde
fréquemment l'intervention thérapeutique. L'explosion de la charge mondiale de cette maladie,
passant de 200 millions de cas en 1990 a plus de 830 millions en 2022, démontre l'urgence de

faire évoluer les stratégies actuelles.

Dans ce contexte, I'émergence de l'intelligence artificielle (1A) et de l'apprentissage
automatique (Machine Learning) offre des perspectives prometteuses pour révolutionner le
diagnostic médical. Ces technologies permettent d'exploiter massivement les données
cliniques, d'identify des relations complexes entre les variables biologiques et de construire
des modeles prédictifs performants capables d'assister les professionnels de santé. Cependant,
I'application de ces méthodes en médecine se heurte a un défi technique majeur : le
déséquilibre des classes. En effet, les bases de données cliniques présentent souvent une
répartition inégale, ou les cas pathologiques sont minoritaires. Ce phénoméne biaise
I'apprentissage des modeles en les orientant vers la classe majoritaire (les patients sains),
réduisant ainsi leur capacité a détecter correctement les patients réellement atteints — une
problématique critique ou l'omission d'un diagnostic positif peut avoir des conséquences

clinigues dramatiques.

C'est dans cette problématique que s'inscrit le présent mémoire, intitulé « Equilibrage et

classification du diabéte a I'aide des techniques d'apprentissage automatique ». Ce travail
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vise a développer une approche méthodologique rigoureuse, combinant des techniques
d'équilibrage de données et des algorithmes de classification, afin d'optimiser la prédiction du
diabéte. L'objectif principal est de démontrer que la prise en compte explicite de l'asymétrie
des classes constitue un levier déterminant pour fiabiliser les performances diagnostiques. De
plus, cette étude ne se limite pas a la phase de modélisation théorique : elle se matérialise par
la conception d'un systéme d'aide a la décision clinique, offrant une interface intuitive capable

de guider les praticiens dans I'évaluation du risque chez de nouveaux patients.

Pour mener a bien cette étude, notre manuscrit est structuré en trois chapitres

complémentaires :

o Chapitre 1 : Aspects médicaux du diabete — Ce chapitre pose les bases cliniques de
I'étude. Il aborde la définition, la physiopathologie, les différentes formes de la maladie
(type 1, type 2, gestationnel), son épidémiologie, ses facteurs de risque ainsi que les
criteres diagnostiques actuels et les limites des approches conventionnelles.

e Chapitre 2 : Cadre théorique et méthodologique — Consacré aux fondements
théoriques, ce chapitre détaille la problématique du désequilibre des données et
présente les méthodes de rééchantillonnage envisagées (sur-échantillonnage, sous-
échantillonnage, SMOTE, ADASYN, Tomek Links). Il introduit également les
modeéles d'apprentissage automatique et profond retenus pour la classification
(Regression Logistique, SVM, Arbres de décision, Forét Aléatoire, KNN, Naive
Bayes, XGBoost, Gradient Boosting, CNN 1D), avant de clore sur une revue critique
des travaux connexes.

o Chapitre 3 : Contribution, résultats expérimentaux et déploiement — Ce chapitre
est dédié a la mise en ceuvre pratique du projet. Il décrit la base de données « Early
Stage Diabetes Risk Prediction », les étapes de prétraitement, ainsi que I'évaluation
comparative de deux scénarios (sans et avec application des techniques d'équilibrage).
L'analyse de l'impact de ces méthodes sur les différents classifieurs y est menée a
travers des métriques quantitatives (exactitude, précision, rappel, score F1) et des outils
d'interprétabilit¢ (SHAP). Enfin, ce chapitre présente le développement et
l'architecture de l'interface utilisateur congue pour tester de nouveaux échantillons en
temps réel, offrant ainsi un véritable outil de support technologique pour le diagnostic

médical.
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A travers cette structure, ce mémoire ambitionne d'apporter une contribution utile au
domaine de l'informatique médicale, en démontrant qu'une gestion rigoureuse de la structure
des données alliée a un déploiement applicatif concret permet de concevoir des systemes de

prédiction du diabéte a la fois robustes, précis et cliniquement exploitables.
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Chapitre 1 : Aspects médicaux du diabete

1. Introdution

Le diabete est une maladie métabolique chronique caractérisée par une hyperglycémie
résultant d’un défaut de sécrétion d’insuline, d’une résistance a son action, ou de I’association
de ces deux mécanismes. Sur le plan clinique, on distingue principalement le diabete de type
1, d’origine auto-immune et généralement d’apparition précoce, le diabete de type 2, le plus
fréquent, associé a des facteurs génétiques, comportementaux et environnementaux, ainsi que

le diabéte gestationnel, qui survient au cours de la grossesse.

L’évolution de cette pathologie peut rester asymptomatique pendant de nombreuses années,
retardant ainsi son diagnostic et favorisant I’apparition de complications. Lorsqu’ils sont
présents, les symptémes incluent notamment la polyurie, la polydipsie, la fatigue et une perte

de poids inexpliquée, bien que certains patients puissent rester asymptomatiques.

Le diagnostic repose sur des critéres biologiques standardisés, notamment la glycémie a
jeun et le taux d’hémoglobine glyquée (HbAlc). En I’absence d’un controle glycémique
adéquat, le diabete peut entrainer des complications microvasculaires et macrovasculaires,

telles que les maladies cardiovasculaires et les accidents vasculaires cérébraux.

La prise en charge du diabéte repose sur une approche globale incluant I’adoption d’un
mode de vie sain, un suivi médical régulier, I’éducation thérapeutique du patient et, selon les

cas, un traitement médicamenteux ou une insulinothérapie.

Dans les sections suivantes de ce chapitre, nous allons présenter les principaux aspects
médicaux du diabete. Nous aborderons notamment la définition et les différents types de cette
maladie, ainsi que ses méthodes de diagnostic, ses traitements et les statistiques relatives a sa
prévalence. Nous examinerons également les principaux facteurs de risque associés au
développement du diabéte afin de mieux comprendre son impact sur la santé publique et
I’importance d’une prise en charge précoce.

2. Physiopathologie et concepts fondamentaux du diabéte
Le diabéte est une maladie métabolique chronique définie par une hyperglycémie
persistante. Il apparait lorsque le pancréas ne sécréte pas suffisamment d’insuline ou lorsque

I’organisme n’utilise pas efficacement 1’insuline produite. L’insuline joue un rdle central dans
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la régulation de la glycémie et dans I'utilisation du glucose par les cellules. Ainsi, 1’altération
de sa sécrétion ou de son action entraine une élévation durable du glucose sanguin [1].

La figure 1.1 illustre le mécanisme de régulation de la glycémie par les deux principales
hormones pancréatiques : ’insuline et le glucagon. L’insuline intervient principalement lors
d’une augmentation du taux de glucose sanguin en favorisant son absorption et son stockage
par les cellules, tandis que le glucagon agit en cas de diminution de la glycémie en stimulant la
libération du glucose dans le sang. L’action complémentaire de ces deux hormones permet ainsi

de maintenir I’équilibre glycémique de I’organisme.

Foie

La glycémie - La glycémi
ycémie
augmente \ / / Glycogéne # d?minue

& Glucose

Cellules
tissulaires
Dégradation / stimule I"absorption
@

du glycogéne du glucose sanguin

Insuline
Glycémie
élevée

Pancréas

stimule la sécrétion stimule la sécrétion
de glucagon d'insuline

Figure 1.1 : Régulation de la glycémie par P’insuline et le glucagon [75].

Sur le plan clinique, le diabéte est classé principalement en diabéte de type 1, diabéte de
type 2 et diabete gestationnel [2]. En I’absence d’un contrdle glycémique approprié,
I’hyperglycémie chronique peut provoquer des atteintes progressives des vaisseaux sanguins,
des nerfs, des reins, des yeux et du cceur.

Le diabéte constitue donc un enjeu majeur de santé publique, justifiant un dépistage

précoce, un suivi continu et une prise en charge multidisciplinaire [3].
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2.1 Typologie et formes cliniques du diabéte

Le diabéte est une affection métabolique chronique se manifestant par une élévation
persistante du taux de glucose dans le sang, causée par une altération de la production
d’insuline, de son efficacité, ou par I’association de ces deux anomalies.

Selon les standards internationaux, notamment ceux de I’ American Diabétes Association,
le diabéte est classé en plusieurs catégories cliniques, dont les plus fréquentes sont le diabete
de type 1, le diabéte de type 2 et le diabéte gestationnel [2].

2.1.1 Diabéte de type 1

Le diabéte de type 1 est une forme auto-immune qui se caractérise par une destruction
progressive des cellules B des Tlots de Langerhans du pancréas, responsables de la production
d’insuline. Cette destruction entraine une carence absolue en insuline, nécessitant un
traitement substitutif a vie par insulinothérapie [2].

Cette forme de diabete survient généralement chez ’enfant ou I’adulte jeune, bien qu’elle
puisse apparaitre a tout age. Elle est souvent associée a la présence d’auto-anticorps
spécifiques et peut évoluer rapidement vers des complications aigués telles que 1’acidocétose
diabétique en I’absence de traitement [1].

2.1.2 Diabéte de type 2

Le diabete de type 2 est la forme la plus répandue, représentant la majorité des cas de
diabéte dans le monde. Il résulte d’une combinaison de deux mécanismes principaux:

e Une insulinorésistance, ou les cellules de ’organisme répondent moins efficacement

a I’insuline ;

e Une diminution progressive de la sécrétion d’insuline par les cellules [

pancréatiques.

Cette forme est fortement associée a des facteurs de risque tels que 1’obésité, la sédentarité,
I’age avancé et les antécédents familiaux. Contrairement au diabete de type 1, le diabete de
type 2 évolue souvent de maniére progressive et peut rester asymptomatique pendant plusieurs
années, ce qui retarde son diagnostic [4].

2.1.3 Diabéte gestationnel

Le diabéte gestationnel correspond a une hyperglycémie diagnostiquée pour la premiére
fois pendant la grossesse, généralement au cours du deuxiéme ou du troisiéme trimestre, chez
une femme ne présentant pas de diabete connu auparavant [4].

Cette forme de diabete est liée aux modifications hormonales de la grossesse, qui entrainent

une insulinorésistance accrue. Bien que le diabete gestationnel soit souvent transitoire et
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disparaisse aprés I’accouchement, il représente un facteur de risque important pour la santé de
la mére et du foetus.

Sur le plan pronostique, il augmente le risque de complications materno-feetales, telles que
la macrosomie, I’accouchement prématuré et les troubles métaboliques néonatals. De plus, les
femmes ayant présenté un diabéte gestationnel ont un risque accru de développer un diabéte
de type 2 a long terme [4].

La figure 1.2 présente la classification des principaux types de diabéte, a savoir le diabéte
de type 1, le diabéte de type 2 et le diabéte gestationnel.

Diabete sucré (Diabetes mellitus)

Hyperglycémie chronique (défaut de sécrétion et/ou d’action de l'insuline)

e

Type 1 Type 2
Destruction auto-immune Insulinorésistance
des cellules B
— déficit absolu en insuline

Diabeéte gestationnel

Diagnostiqué au 2e/3e trimestre

+ déficit progressif de sécréti?n »
z s non clairement présent avant la grossesse)
- hyperglycémie

Remarque : d'autres catégories existent (diabétes « autres causes »),
mais ce schéma présente les trois formes principales.

Figure 1.2 : Classification des types de diabéete (Type 1, Type 2, gestationnel).

Afin de syntheétiser les différences cliniques et physiopathologiques entre les principales
formes de diabeéte, le tableau suivant présente une comparaison détaillée entre le diabéte de type
1, le diabéte de type 2 et le diabete gestationnel. 1l met en évidence les éléments clés permettant
de les distinguer, notamment les mécanismes sous-jacents, les caractéristiques cliniques, le
contexte d’apparition et les stratégies de prise en charge. Cette comparaison facilite la

comprehension globale de la maladie et oriente la décision médicale.

Critére Diabéte type 1 Diabéte type 2 Diabéte gestationnel

Mécanisme Destruction  auto-immune | Insulinorésistance + | Hyperglycémie pendant
des cellules déficit insulinique grossesse

Age fréquent Enfant / jeune Adulte Femme enceinte

Début Rapide Progressif Pendant grossesse

Poids fréquent

Normal / maigre

Surpoids fréquent

Variable

Symptdmes Polyurie, amaigrissement Souvent discrets Souvent asymptomatique
Traitement Insuline obligatoire Hygiéne + ADO z | Hygiéene % insuline
principal insuline

Tableau 1.1 : Classification clinique des types de diabéte
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L’analyse comparative met en évidence que chaque type de diabéte posséde des
caracteristiques physiopathologiques et cliniques spécifiques, ce qui implique des approches
thérapeutiques différentes. Elle souligne également 1’importance du dépistage précoce, en
particulier pour le diabéte de type 2 et le diabete gestationnel, afin de prévenir les
complications. Cette distinction est essentielle pour une prise en charge personnalisée et
efficace des patients.

2.2 Apercu des statistiques épidémiologiques récentes

Les données internationales récentes confirment une progression continue du diabete. Le
nombre de personnes vivant avec un diabete est passé de 200 millions en 1990 a 830 millions
en 2022 [1].

La figure 1.3 illustre I’évolution du nombre de personnes vivant avec le diabete dans le
monde entre 1990 et 2022. Elle met en évidence une augmentation continue et marquee du
nombre de cas au cours de cette période, traduisant une progression importante de la maladie
a I’échelle mondiale. Cette tendance souligne I’ampleur croissante du diabéte en tant que
probléme majeur de santé publique et I’'importance du renforcement des stratégies de

prévention et de prise en charge.
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Figure 1.3 : Evolution du nombre de personnes vivant avec le diabéte dans le monde
(1990-2022).

D’apres la Fédération Internationale du Diabéte Diabetes Atlas (11e édition), environ 589
millions d’adultes (20-79 ans) vivaient avec le diabéte en 2024 (soit environ 1 adulte sur 9),
et ce nombre pourrait atteindre 853 millions d’ici 2050 [5]. La charge de mortalité demeure
élevée, avec environ 3,4 millions de décés attribués au diabéte en 2024 [6]. A I’échelle des
Etats-Unis, les statistiques nationales rapportent environ 38,4 millions de personnes vivant
avec le diabéte, soit 11,6 % de la population, incluant une proportion importante de cas non

diagnostiqués [7]. Concernant I’ Algérie, les estimations de la Fédération Internationale du
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Diabéte en 2024 indiquent environ 4 761 800 adultes (20-79 ans) vivant avec le diabéte, pour
une prévalence d’environ 17,5 % ; les projections annoncent une hausse a environ 7,9 millions
de cas d’ici 2050 [8]. Ces indicateurs confirment que le diabéte reste une priorité de santé
publique mondiale et nationale, en particulier dans les contextes ou le dépistage précoce et
I’acceés aux soins doivent étre renforcés [1][5].

Le tableau 1.2 présente les statistiques épidémiologiques du diabéte selon différentes
régions du monde. Il met en évidence une disparité importante de la prévalence et du nombre
de cas estimés entre les régions. A 1’échelle mondiale, le diabéte touche environ 589 millions
de personnes, avec une prévalence de 10,5 %. La région MENA enregistre la prévalence la
plus élevée (16,2 %), suivie de I’Europe et de I’ Asie du Sud-Est, tandis que I’ Afrique présente
une prévalence plus faible mais reste fortement concernée par 1’augmentation progressive des
cas. Ces données soulignent I’'impact global du diabéte et la nécessité d’actions de prévention
adaptees a chaque région.

Tableau 1.2: Statistiques épidemiologiques du diabéte

Région Cas estimés | Prévalence
Monde 589 millions | 10.5 %
Afrique 24 millions 4.5 %
Europe 61 millions 9.2 %
Moyen-Orient et Afrique du Nord. 95 millions 16.2 %
Asie du Sud-Est 90 millions 8.8 %

2.3 Facteurs de risque

Les facteurs de risque du diabéte varient selon le type de diabete, mais plusieurs
déterminants sont bien établis pour le diabete de type 2 [1]. Les principaux facteurs
modifiables incluent le surpoids/obésité, la sédentarité et une alimentation déséquilibrée, qui
favorisent I’insulinorésistance et I’apparition de I’hyperglycémie [8]. La figure 1.4 présente

les principaux facteurs de risque associés au diabete.
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Figure 1.4 : Principaux facteurs de risque du diabete [76].

Parmi les facteurs non modifiables figurent I’age, les antécédents familiaux de diabéte et
certaines susceptibilités génétiques. Des comorbidités comme 1’hypertension artérielle, la
dyslipidémie, le prédiabéte et le syndrome des ovaires polykystiques augmentent également
le risque de diabete de type 2 [9]. Concernant le diabéte gestationnel, les facteurs de risque
fréquemment rapportés sont le surpoids avant grossesse, ’antécédent personnel de diabete
gestationnel, les antécédents familiaux de diabéte de type 2 et I’age maternel plus éleve [10].
Au niveau populationnel, I’urbanisation, le vieillissement démographique et la diminution de
’activité physique contribuent a I’augmentation du fardeau du diabete dans de nombreux pays
[11].

L’identification précoce de ces facteurs est essentielle pour orienter les stratégies de
prévention primaire, de dépistage ciblé et d’éducation thérapeutique [1].

Le tableau 1.3 présente les principaux facteurs de risque du diabéte en les classant en deux

catégories : les facteurs non modifiables et les facteurs modifiables.

Tableau 1.3 : Facteurs de risque du diabete

Facteurs non modifiables Facteurs modifiables
Age Obésité

Antécedents familiaux Sédentarité
Prédisposition génétique Mauvaise alimentation
Diabete gestationnel antérieur Tabagisme

Syndrome des ovaires polykystiques | Hypertension

Origine ethnique Dyslipidémie
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2.4 Principales complications du diabéte
A long terme, ’hyperglycémie chronique active plusieurs voies délétéres (stress oxydatif,

inflammation, dysfonction endothéliale), responsables des Iésions vasculaires et tissulaires.
Les complications du diabéte se répartissent en deux grandes catégories :
e Les complications microvasculaires, comprenant la rétinopathie, la néphropathie et la

neuropathie.

e Les complications macrovasculaires, incluant la cardiopathie ischémique, 1’accident

vasculaire cérébral ainsi que I’artériopathie périphérique.

La figure 1.5 illustre les principales complications du diabéte, en distinguant les atteintes

microvasculaires et macrovasculaires.

Complications microvasculaires Complications macrovasculaires

~
Maladie cérébrovasculaire
(risque d’accident

vasculaire cérébral)

Rétinopathie
(affections oculaires)

Maladies
cardiovasculaires
(risque de crise
cardiaque)

Néphropathie
(dommages
causés aux reins)

~
Maladie vasculaire
périphérique
(mauvaise
circulation dans
les membres)

(Iésions nerveuses)

[Neuropathie

Figure 1.5 : Complications microvasculaires et macrovasculaires du diabete [77].
Le diabete augmente aussi le risque d’ulcéres du pied et d’amputation, notamment en
présence de neuropathie et de troubles circulatoires. Ces complications justifient une prise en
charge précoce et intégrée, centrée sur le contrble glycémique, la réduction des facteurs de

risque cardiovasculaire et le dépistage régulier des atteintes d’organes cibles [13].
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Tableau 1.4: Complications du diabéte

Type Complications principales
Microvasculaires Rétinopathie, néphropathie, neuropathie
Macrovasculaires AVC, infarctus, artériopathie

Pied diabétique Ulceres, infections, amputations
Complications Hypoglycémie, acidocétose

aigués

3. Diagnostic et bilan initial
3.1 Criteres cliniques

Les critéres cliniques du diabéte reposent d’abord sur I’identification de Symptomes
évocateurs d’hyperglycémie. Les manifestations les plus fréquentes sont la polyurie, la
polydipsie, I’amaigrissement involontaire, la fatigue et la vision floue. Chez certains patients,
notamment dans le diabete de type 2, la symptomatologie peut étre discréte ou d’installation
progressive, ce qui retarde le diagnostic [1]. Sur le plan diagnostique, la présence de
symptomes classiques associée a une glycémie plasmatique aléatoire > 200 mg/dL (11,1
mmol/L) constitue un critére clinique majeur en faveur du diabéte. En ’absence de symptomes
francs ou d’hyperglycémie évidente, la confirmation doit reposer sur des tests biologiques
standardisés (HbAlc, glycémie a jeun, HGPO) selon les recommandations en vigueur [2].
L’¢évaluation clinique initiale inclut également ’examen des signes de déshydratation, la
recherche de perte pondérale, I’évaluation cardiovasculaire de base (pression artérielle,
fréquence cardiaque) et le dépistage précoce des complications (neuropathie périphérique,
atteinte rénale et oculaire). Ainsi, les criteres cliniques ont une double utilité : orienter le
diagnostic et stratifier le risque pour adapter rapidement la prise en charge [14].

Tableau 1.5 : Signes cliniques évocateurs du diabete

Signe clinique Description
Polyurie Urines fréquentes
Polydipsie Soif excessive
Polyphagie Faim augmentée

Amaigrissement Perte de poids

Fatigue Asthénie persistante

Vision floue Trouble visuel temporaire

Infections répétées | Mycoses, infections urinaires
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3.2 Critéres biologiques
Le diagnostic biologique du diabéte repose sur des seuils internationaux standardisés. Il

peut étre retenu devant I’un des critéeres suivants : HbAlc > 6,5 % (48 mmol/mol), glycémie
plasmatique a jeun > 126 mg/dL (7,0 mmol/L), glycémie plasmatique a 2 heures apres
HGPO 75 g > 200 mg/dL (11,1 mmol/L), ou glycémie plasmatique aléatoire > 200 mg/dL
(11,1 mmol/L) en présence de  signes classiques d’hyperglycémie.
En I’absence d’hyperglycémie évidente, le diagnostic doit &tre confirme par un second résultat
anormal (méme test répété ou test différent), afin de limiter les faux positifs [2].
Les seuils de prédiabéte sont également utiles pour le dépistage : HbAlc entre 5,7 et 6,4 %,
glycémie a jeun entre 100 et 125 mg/dL, ou glycémie a 2 h HGPO entre 140 et 199 mg/dL
[15].

L’HbAlc refléte I’exposition glycémique moyenne des 2-3 derniers mois, mais son
interprétation peut étre biaisée dans certaines situations (anémies, hémoglobinopathies,
insuffisance rénale avancée), ou les mesures directes de glucose restent prioritaires [2]. Ainsi,
’association des parameétres glycémiques (a jeun, post-charge, aléatoire) et de ’HbA 1¢ permet
un diagnostic plus robuste et une meilleure stratification du risque métabolique [2].

Afin de synthétiser les principaux seuils biologiques utilisés en pratique clinique pour le
diagnostic du diabete, le Tableau 1.6 présente les tests de référence et leurs critéres
diagnostiques.

Tableau 1.6 : Critéres diagnostiques du diabete (OMS/ADA)

Test (méthode) Critére diagnostique du Remarques
diabéte
Glycémie a jeun (FPG) > 7,0 mmol/L (> 126 Jeline > 8 h.
mg/dL)
HGPO /OGTT 75¢ > 11,1 mmol/L (> 200 Mesure a 2 h aprés charge orale de 75
(glycémie a 2 h) mg/dL) g de glucose.
HbAlc > 6,5 % (> 48 mmol/mol) Méthode de labo standardisée
recommandée (critere ADA).
Glycémie “au hasard” + >11,1 mmol/L (> 200 Avec symptomes classiques (polyurie,
symptdmes mg/dL) polydipsie, amaigrissement...) ou

hyperglycémie franche.

Le diagnostic du diabete repose sur des critéres biologiques standardisés définis par
I’Organisation Mondiale de la Santé (OMS) et I’ American Diabétes Association (ADA). Ces
critéres incluent la glycémie a jeun, I’HbAlc, I’hyperglycémie provoquée par voie orale
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(HGPO) ainsi que la glycémie aléatoire associée a des symptomes cliniques.

3.3 Outils d’aide au diagnostic
Les outils d’aide au diagnostic du diabéte regroupent des approches biologiques, cliniques

et numeriques complémentaires.

En premiére intention, les tests de laboratoire (glycémie a jeun, HGPO, HbALc) constituent
la base diagnostique et permettent de confirmer ou d’exclure le diabéte selon des seuils
standardisés [16].

La figure 1.6 présente le processus général de diagnostic du diabete, depuis le dépistage

initial jusqu’a la confirmation du diagnostic.

Repérage ] | Repérage | | Dépistage systématique | | Repérage ‘ Symptémes évocateurs
en médecine en médecine ‘ ‘ Urgences (précarité) communautalire : Polyunie. polydipsie,

du travail | générale Hospitalisation i amalgrissement ou complication
- / e / \ J : \
! \ \ ¥ J,
Dépistage : 1" glycémie veineuse a jeun . Glycémie veineuse
Aprés un jelne nocturne de 10 & 12 heures : A n'importe quel moment
| de La journée
<1109/ 1,1051,25g/1 =1,26 g/l z2g/l

| v

2* glycémie veineuse & jeun*

dans le mois
A
v v
1,1041,25g/1 21269/l
v v . <
PP.udde d.“’dbé:):- Prédiabéte Diabéte
as de prédiabéte .
e P;' ; Contréle des FOR Diagnostic du type de daabéte
ontrdle des facteurs modifiables ‘ Annonce du diagnostic
de risque modifiables
: Dépistage annuel Prise en charge initiale
Dépistage régulier du DT2 Mise en place du parcours de soins

1 43 ans selon risque

Figure 1.6 : processus genéral de diagnostic du diabete [78].

Au quotidien, les médecins utilisent des questionnaires simples et des mesures rapides
(comme 1’age, le poids ou les habitudes de vie) pour repérer d'abord les patients les plus en
danger. Cela permet de cibler efficacement les personnes qui devront passer, dans un second
temps, des examens biologiques ou des prises de sang pour confirmer le diagnostic [17].

Dans les stratégies de dépistage, des recommandations de santé publique proposent un
ciblage des adultes asymptomatiques a risque (notamment en surpoids/obésite), afin
d’améliorer la détection précoce du prédiabete et du diabéte [18]. Pour le suivi et I'aide a la
décision thérapeutique, les outils numériques (dossiers médicaux électroniques, calculateurs
de risque, alertes cliniques, et parfois mesures continues du glucose chez les patients déja
diagnostiqués) peuvent renforcer la personnalisation des décisions médicales [19]. Cependant,

ces outils ne remplacent pas le jugement clinique : leur interprétation doit tenir compte du
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contexte du patient, des comorbidités et de la qualité des données disponibles [16]. Ainsi, une
approche intégrée combinant évaluation clinique, tests biologiques et outils d’aide a la
décision améliore la pertinence diagnostique et I’orientation précoce des patients [17].

4. Prévention et prise en charge

4.1 Mesures hygiéno-diététiques

Les mesures hygiéno-diététiques constituent la base de la prévention et de la prise en charge
du diabete, en particulier du diabéte de type 2. Elles visent a améliorer le contrdle glycémique,
réduire le risque cardiovasculaire et prévenir les complications a long terme [1]. Sur le plan
nutritionnel, les recommandations privilégient une alimentation de qualité (légumes, fruits
entiers, légumineuses, céréales complétes, protéines maigres), avec réduction des sucres
ajoutés, des aliments ultra-transformés et des graisses de mauvaise qualité. La perte pondérale
est un objectif central chez les patients en surpoids ou obeses : une réduction modeste du poids
corporel améliore déja les paramétres métaboliques, tandis qu’une perte plus importante peut
améliorer fortement 1’équilibre glycémique [20]. L’activité physique régulicre est également
essentielle : chez I’adulte, les recommandations internationales soutiennent au moins 150
minutes/semaine d’activité d’intensité modérée (ou équivalent), en limitant la sédentarité [21].
Enfin, ’arrét du tabac, la réduction de la consommation d’alcool, I’éducation thérapeutique et
I’accompagnement comportemental renforcent ’adhésion et I’efficacité des mesures hygiéno-
diététiques [22]. 4.2 Traitements médicamenteux Le traitement médicamenteux du diabete doit
étre individualisé selon le type de diabéte, le profil du patient et la présence de comorbidités
cardio-rénales. Dans le diabéte de type 1, I’insulinothérapie est indispensable dés le diagnostic,
avec schémas basal-bolus ou perfusion sous-cutanée continue selon les besoins cliniques [23].
Dans le diabéte de type 2, la metformine reste un traitement de référence en premiere ligne
chez de nombreux patients, en association avec les mesures hygiéno-diététiques, sauf contre-
indication.

En cas de contrble glycémique insuffisant ou de risque cardiovasculaire/rénal éleve, les
recommandations privilégient I’ajout d’agents & bénéfice démontré, notamment les inhibiteurs
SGLT2 et/ou les agonistes des récepteurs GLP-1, indépendamment dans certains cas de la
valeur initiale de ’'HbAlc [24].

Les autres classes (inhibiteurs DPP-4, sulfamides hypoglycémiants, thiazolidinediones,
insuline) gardent une place selon I’efficacité attendue, le risque d’hypoglycémie, le poids, la
fonction rénale, le colt et I’accessibilité [25]. L’intensification thérapeutique doit étre
progressive et évaluée régulierement par le suivi de I’'HbAlc, de la glycémie, des effets

indésirables et de 1’adhésion thérapeutique [24]. Ainsi, la prise en charge pharmacologique
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moderne repose sur une stratégie centrée patient, orientée non seulement vers la baisse de la
glycémie, mais aussi vers la réduction du risque cardiovasculaire, rénal et de mortalité [26]. 4.3
Suivi clinique et pronostic Le suivi clinique du diabete est un processus continu visant a évaluer
I’équilibre glycémique, prévenir les complications et ajuster le traitement de maniére
individualisée. L’évaluation réguliére inclut en priorité ’HbA 1c, I’autosurveillance glycémique
(ou CGM selon le profil), la pression artérielle, le bilan lipidique, la fonction rénale (eGFR) et
I’albuminurie [27]. Pour le diabéte de type 2, les recommandations de pratique insistent sur un
rythme de contrdle périodique de I’HbAlc (plus rapproché si le traitement change ou si
I’objectif n’est pas atteint), puis espacé quand 1’équilibre est stable [28]. Le suivi doit aussi
intégrer le dépistage systématique des complications : fond d’ceil, examen des pieds, évaluation
neuropathique et surveillance rénale, afin d’identifier précocement les atteintes
microvasculaires. Sur le plan pronostique, la qualité du contrble glycémique et la prise en
charge des facteurs de risque cardiovasculaire (HTA, dyslipidémie, tabac, obésité) influencent
fortement 1’évolution a long terme [29]. Un suivi structuré, multidisciplinaire et centré sur le
patient améliore I’adhésion thérapeutique, réduit les hospitalisations et diminue le risque de
complications invalidantes [30]. Ainsi, le pronostic du diabéte dépend moins d’un parametre
isolé que de la continuité du suivi clinique et de I’intensification thérapeutique précoce quand
nécessaire [30].

Tableau 1.7: Suivi clinique du diabéte

Parametre Frequence Objectif

HbAlc Tous les 3-6 mois Contréle glycémique
Glycémie Réguliére Détecter hypo/hyperglycémie
Tension artérielle | Chaque consultation | Réduire risque CV

Bilan lipidique 1 fois/an Prévention cardiovasculaire
Fonction rénale | 1 fois/an Dépister néphropathie

Fond d’ceil 1 fois/an Dépister rétinopathie
Examen du pied | 1 fois/an Prévenir ulcéres

5. Limites des approches conventionnelles

Malgré les progres des recommandations cliniques, les approches conventionnelles du
diabete présentent plusieurs limites structurelles. D’abord, la charge mondiale continue
d’augmenter fortement, ce qui montre que les stratégies actuelles de prévention et de prise en
charge restent insuffisantes a 1’échelle populationnelle. L’OMS rapporte une hausse de 200

millions de personnes vivant avec le diabéte en 1990 a 830 millions en 2022 [31].
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Une seconde limite concerne le sous-diagnostic. Une part importante des personnes
atteintes n’est pas diagnostiquée a temps, en particulier dans les contextes a ressources
limitées, ce qui retarde I’intervention et favorise les complications évitables. Les estimations
IDF 2025 confirment ’ampleur de ce probléme a 1’échelle internationale [32].

Sur le plan diagnostique, les tests biologiques standards (glycémie, HbAlc, HGPO) sont
indispensables, mais leur performance peut varier selon le contexte clinique (anémies,
hémoglobinopathies, insuffisance rénale, variabilité analytique inter-laboratoires), et ils
nécessitent souvent confirmation et interprétation spécialisée. Les recommandations ADA
insistent d’ailleurs sur ces précautions méthodologiques [33].

Les approches conventionnelles sont aussi souvent réactives plutét que prédictives : elles
détectent la maladie une fois I’hyperglycémie installée, alors que la phase préclinique peut
durer plusieurs années. Cela limite I’anticipation personnalisée du risque et la priorisation
proactive des patients a haut risque [34].

Enfin, la transposition des recommandations en pratique réelle se heurte a des contraintes
d’accés aux soins, de continuité du suivi, d’éducation thérapeutique et d’adhésion, surtout dans
les pays a revenu faible ou intermédiaire. Ces limites justifient 1’intérét d’approches
complémentaires (modeles de risque, outils d’aide a la décision, apprentissage automatique)
pour ameéliorer le dépistage précoce et la stratification des patients
6. Conclusion

Le diabete est une pathologie chronique complexe dont la progression mondiale confirme
I’'urgence d’améliorer le dépistage et la prise en charge. Ses formes principales (type 1, type
2, gestationnel) different par leurs meécanismes, mais partagent un risque éleve de
complications graves a long terme. L’analyse épidémiologique montre une hausse continue de
la prévalence, avec un poids particulierement important dans les contextes a ressources
limitées. Les facteurs de risque modifiables et non modifiables interagissent fortement, ce qui
impose des stratégies de prévention adaptees aux profils des patients. Les critéres
diagnostiques biologiques (glycémie, HbAlc, HGPO) restent essentiels, mais nécessitent une
interprétation clinique rigoureuse et contextualisée. Le suivi médical régulier, associé aux
mesures hygiéno-diététiques et aux traitements pharmacologiques, demeure indispensable
pour limiter la progression de la maladie.

Malgre cela, des limites persistent : sous-diagnostic, diagnostic tardif, inégalités d’acces
aux soins et difficultés d’adhésion thérapeutique. Ces insuffisances réduisent I’efficacité des
approches classiques et justifient le recours a des méthodes complémentaires d’aide a la

décision.
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Dans cette perspective, I’apprentissage automatique offre un cadre pertinent pour améliorer
la détection précoce et la stratification du risque. L’étape suivante consiste a appliquer une
méthodologie expérimentale rigoureuse pour mesurer 1’impact réel de ces approches sur la

classification du diabéte.
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Chapitre 2 : Equilibrage des données et intelligence artificielle appliquée a la
classification médicale

1. Introduction

La prédiction du diabéte représente aujourd’hui un axe de recherche important dans le
domaine médical, en raison de ’augmentation continue du nombre de patients atteints de cette
maladie chronique et des complications qui y sont associées. Les progrés récents de
I’intelligence artificielle et des technologies de I’information ont favoris¢ le développement
de systemes intelligents capables d’assister les professionnels de santé¢ dans le diagnostic
précoce et I’analyse des données cliniques. Dans ce cadre, les techniques d’apprentissage
automatique permettent d’exploiter efficacement les données médicales afin d’identifier des
relations et de produire des prédictions plus précises.

Toutefois, les bases de données médicales présentent souvent un déséquilibre entre les
classes, ou les cas diabétiques sont moins nombreux que les cas non diabétiques. Cette
répartition inégale peut influencer les performances des modeles de classification et entrainer
un biais vers la classe majoritaire, reduisant ainsi la capacité des modéles a détecter
correctement les patients atteints de diabete. La prise en compte de cette problématique est
donc essentielle pour améliorer la fiabilité des systemes de prédiction.

Dans ce contexte, ce chapitre présente les notions liées au déséquilibre des données ainsi
que les concepts fondamentaux de I’intelligence artificielle, du Machine Learning et du Deep
Learning. Il aborde également les différentes approches d’apprentissage automatique, les
principaux algorithmes de classification utilisés dans la prédiction du diabéte et I’'importance
de I'intelligence artificielle dans 1’analyse des données médicales.

2. Equilibrage des données
2.1 Généralités sur le déséquilibre des données

Le déséquilibre des classes constitue un probleme fréquent dans les applications
d’apprentissage automatique, particulierement dans le domaine médical. 11 apparait lorsque le
nombre d’instances appartenant a une classe est largement supérieur a celui des autres classes.
Dans les jeux de données liés au diagnostic du diabéte, les patients non diabétiques
représentent généralement la classe majoritaire, tandis que les patients diabétiques constituent
la classe minoritaire. Cette situation peut étre causée par la rareté de certains cas
pathologiques, les difficultés de collecte des données médicales ou encore le codt élevé des
examens cliniques.

Le déséquilibre des données influence directement les performances des modeéles de
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classification. En effet, plusieurs algorithmes d’apprentissage automatique tendent a
privilégier la classe majoritaire afin d’obtenir un taux de précision global élevé. Par
conséquent, les modeles peuvent produire de mauvaises performances dans la détection des
cas minoritaires, ce qui est particulierement problématique dans le contexte médical ou
I’identification correcte des patients atteints de la maladie est essentielle. Ce phénoméne
entraine un biais vers la classe majoritaire et réduit la capacité du modele a généraliser
efficacement sur les données réelles. [35]
2.2 Méthodes d’équilibrage

Le déséquilibre des classes constitue un défi majeur dans les taches de classification, car il
peut entrainer une dégradation des performances des modeles, notamment pour la classe
minoritaire. Afin de remédier a ce probléme, plusieurs méthodes d’équilibrage ont été
proposees dans la littérature. Ces approches visent a améliorer la représentation des différentes
classes et a renforcer la capacité des modeles a identifier correctement les instances
minoritaires. Dans ce qui suit, nous preésenterons les principales catégories de méthodes
d’équilibrage, a savoir les techniques de modification au niveau des données, les approches de
modification au niveau des algorithmes, ainsi que les méthodes hybrides combinant ces deux
strategies.
2.2.1 Modification au niveau de données

Les méethodes de modification au niveau des données sont largement utilisées pour traiter
le probléme du déséquilibre des classes dans les bases de données médicales. Elles consistent
a ajuster la distribution des données d’apprentissage afin d’obtenir un meilleur équilibre entre
la classe majoritaire et la classe minoritaire. Ces approches permettent d’améliorer les
performances des modeles de classification et de réduire le biais vers la classe majoritaire.
Elles agissent directement sur les données avant I’entrainement du modele a travers différentes
techniques de sur-échantillonnage, de sous-échantillonnage et de génération synthétique des
données [36].

Dans ce qui suit, nous allons détailler les différentes méthodes d’équilibrage basées sur la
modification des données.
2.2.1.1 Random Oversampling

Cette approche consiste a dupliquer de maniere aléatoire des exemples de la classe
minoritaire, ce qui permet d'obtenir une distribution plus équilibrée. Cette approche est simple
et conserve l'information de la classe majoritaire, mais elle peut entrainer le surapprentissage,
car des exemples de la classe minoritaire sont dupliqués et sont donc “faciles a apprendre”
[37].
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Copies of the
minority class

Figure 2.1 : Principe du Random Oversampling [79].

Original dataset

2.2.1.2 Random Undersampling

A Tinverse, cette approche réduit aléatoirement la taille de la classe majoritaire en
supprimant un certain nombre de données appartenant a cette derniéere. Cette approche diminue
le colt computationnel et peut également limiter la domination de la classe majoritaire.
Cependant, elle peut éliminer un certain nombre de données importantes, ce qui peut altérer la
généralisation et la variance du modele [38].

Undersampling majornity class

! J )
A Y

Original dataset

Final dataset

Figure 2.2 : Principe du Random Undersampling [80].

2.2.1.3 SMOTE

La méthode SMOTE (Synthetic Minority Over-sampling Technique) utilise la synthese de
données pour la classe mineure en interpolant les données avec les données des voisinages
proches d’une instance de la classe mineure plutdt que la copie des données. La méthode

SMOTE reéduit les problémes d’overfitting en copiant les données, améliore la frontiére
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décisive, mais peut introduire du bruit lorsque le taux d’hétérogénéité de la classe mineure est

élevé ou lorsque les classes se chevauchent fortement [39].

Majority class

Synthetic samples

Figure 2.3 : SMOTE (génération d’exemples synthétiques) [81].

2.2.1.4 ADASYN

ADASYN (Adaptive Synthetic Sampling) est une extension des techniques de sur-
échantillonnage synthétique. Elle génere davantage d’exemples artificiels dans les régions ou
la classe minoritaire est difficile a apprendre, notamment prés des frontiéres de décision et
dans les zones fortement dominées par la classe majoritaire. Cette approche permet de mieux
équilibrer la distribution des données tout en mettant I’accent sur les exemples les plus
complexes a classifier.

Il est important de noter que le choix de la methode de sur-échantillonnage dépend
fortement de la nature des données, du modéle utilisé ainsi que du compromis souhaité entre

la sensibilité de la classe minoritaire, la robustesse du modéle et le risque de surapprentissage.
[40]
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Figure 2.4 : ADASYN (génération adaptative selon la difficulté locale) [82].
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2.2.1.6 Tomek Links

Tomek Links est une méthode de nettoyage des données qui identifie les paires
d’observations de classes différentes trés proches et supprime les exemples de la classe
majoritaire. Elle permet d’améliorer la frontiere de décision en réduisant les zones de

chevauchement [42].
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Tomek Links
Majority Class i i - /
o s "o Jamee s
® Minority Class L’ % P < ¥ - b
r ) . P4 @ % e
:'l @ N s L] N AL - [ ]
3 \ / X /
“ ° ° ° v / 6/ @ o - \ i » A

Figure 2.6 : Principe de Tomek Links [84].

2.2.2 Modification au niveau des algorithmes

Les methodes de modification au niveau des algorithmes constituent une approche
alternative pour traiter le déséquilibre des classes, sans modifier directement la distribution
des données. Contrairement aux techniques basées sur les données, ces méthodes agissent sur
le processus d’apprentissage en adaptant les modeles afin de mieux prendre en compte la
classe minoritaire. Elles visent a réduire le biais des algorithmes vers la classe majoritaire en
intégrant des mécanismes de pénalisation ou d’ajustement lors de I’entrainement. Ainsi, elles
permettent d’améliorer la sensibilité des modéles aux cas minoritaires tout en conservant
I’ensemble des données originales [43].

Dans la suite, nous présenterons les principales méthodes de modification au niveau des
algorithmes.
2.2.2.1 Apprentissage sensible au colt (Cost-Sensitive Learning)

L’apprentissage sensible au colt est une approche de Machine Learning qui attribue des
colts différents aux erreurs de classification selon leur importance. Ainsi, les erreurs
commises sur la classe minoritaire (souvent la plus critique, comme les patients diabétiques)
sont pénalisées plus fortement que celles de la classe majoritaire. Cette stratégie permet
d’orienter I’apprentissage du modele afin de minimiser le co(t global plutét que le simple taux

d’erreur, améliorant ainsi la détection des cas rares [43].
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2.2.2.2 Pondération des classes

La pondération des classes est une technique qui consiste a attribuer des poids différents
aux classes lors de D’entrainement dun modele. Les classes minoritaires recoivent
généralement un poids plus éleveé afin de compenser leur sous-représentation dans les données.
Cette méthode permet de réduire le biais du modele vers la classe majoritaire sans modifier la
distribution des données initiales [44].

2.2.2.3 Ajustement des seuils de décision

L’ajustement des seuils de décision consiste & modifier le seuil de classification utilisé par
un modele probabiliste afin de favoriser la détection de la classe minoritaire. Au lieu d’utiliser
un seuil standard (souvent 0.5), celui-ci est ajusté pour améliorer la sensibilité du modele,
notamment dans les cas ou la détection des positifs est prioritaire, comme en diagnostic
médical [45].

2.2.3 Modification hybrides

Les méthodes hybrides combinent plusieurs techniques d’équilibrage afin de mieux traiter
le probleme du désequilibre des classes. Elles associent généralement des approches basées
sur les données et des approches algorithmiques dans le but d’améliorer les performances des
modeéles de classification. Ces méthodes cherchent a réduire le biais vers la classe majoritaire
tout en limitant les problémes de surapprentissage et de perte d’information [46].

Nous présentons ci-apres les principales méthodes hybrides, reposant sur la combinaison

de stratégies d’équilibrage au niveau des données et des algorithmes.

2.2.3.1 Combinaison sur-échantillonnage et sous-échantillonnage

Cette approche hybride consiste a combiner les techniques de sur-échantillonnage de la
classe minoritaire avec les techniques de sous-échantillonnage de la classe majoritaire.
L’objectif est d’obtenir un meilleur équilibre des données tout en réduisant le risque de
surapprentissage causé par la duplication des données et la perte excessive d’informations due
a la suppression d’exemples. Parmi les méthodes les plus connues figurent SMOTE-Tomek et
SMOTE-ENN [47].

2.2.3.2 Combinaison équilibrage et algorithmes de classification

Cette approche consiste a intégrer les méthodes d’équilibrage des données directement avec
les algorithmes de classification afin d’améliorer la détection de la classe minoritaire. Les
données sont d’abord équilibrées, puis utilisées pour entralner des modéles de classification

tels que les arbres de décision, les foréts aléatoires ou les machines a vecteurs de support. Cette

~ 34 ~



combinaison permet souvent d’obtenir de meilleures performances prédictives et une
meilleure généralisation des modeles [48].

Les techniques d’équilibrage des données jouent un rdle essentiel dans ’amélioration des
performances des modeéles de classification, particulierement en présence de jeux de données
déséquilibrés. Cependant, ces méthodes doivent étre associées a des modeles d’apprentissage
performants afin d’obtenir des résultats fiables.

Dans cette perspective, les sections suivantes présentent les notions d’intelligence
artificielle, les principales approches de la Machine Learning et du Deep Learning ainsi que
les modeles de classification utilisés dans ce travail.

3. Intelligence artificielle

L’intelligence artificielle (IA) désigne un ensemble de méthodes et de systemes
informatiques capables de réaliser des taches nécessitant habituellement [I’intelligence
humaine, telles que 1’analyse, le raisonnement, la prédiction ou la prise de décision. Selon
I’Organisation de coopération et de développement économiques (OCDE), un systeme
d’intelligence artificielle est un systéme basé sur une machine pouvant, a partir de données
d’entrée, produire des prédictions, des recommandations, des contenus ou des décisions
influencant des environnements reels ou virtuels. Cette définition met en évidence la capacité
d’inférence, d’autonomie et d’adaptabilité¢ des systemes d’IA.

L’TA  regroupe plusieurs domaines, notamment [’apprentissage automatique,
I’apprentissage profond, le traitement du langage naturel et la vision par ordinateur. Son
principal intérét réside dans sa capacité a traiter de grandes quantités de données et a identifier
des relations complexes entre les variables afin de fournir des résultats utiles dans plusieurs
secteurs, particulierement dans le domaine médical. Toutefois, 1’utilisation de ces systémes
souléve également des enjeux liés a la fiabilité, la transparence, la sécurité et I’éthique, ce qui
nécessite une supervision humaine et une gestion rigoureuse des risques. Ainsi, ’intelligence
artificielle peut étre considérée comme une discipline interdisciplinaire visant a développer
des systémes capables de simuler certaines fonctions cognitives humaines de maniére efficace
et fiable [49].
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Tableau 2.1 : Différences entre Intelligence artificielle, Machine Learning et Deep

Learnin
Domaine Définition Objectif Exemple
Intelligence Domaine global visant a | Résoudre des taches Robots, systémes
Artificielle simuler I’intelligence intelligentes experts
(1A) humaine
Machine Sous-domaine de I'TA Apprendre des Classification,
Learning (ML) | basé sur I’apprentissage modeéles prédictifs régression
a partir des données
Deep Learning Sous-domaine du ML Apprentissage de Reconnaissance
(DL) basé sur les réseaux de représentations d’images, NLP

neurones profonds

complexes

1. Approches de I’apprentissage automatique

1.1 Apprentissage supervisé

L’apprentissage supervisé est 1’'une des principales approches du Machine Learning. Il

consiste a entrainer un modele a partir de données étiquetées, c’est-a-dire des données pour

lesquelles la sortie attendue est connue a I’avance. L’objectif est d’apprendre la relation entre

les variables d’entrée et la variable cible afin de pouvoir prédire correctement les résultats sur

de nouvelles données. Cette approche est principalement utilisée pour les taches de

classification et de régression. Dans le domaine médical, ’apprentissage supervisé est

largement exploité pour le diagnostic, la prédiction de maladies et ’aide a la décision clinique.

Parmi les algorithmes les plus utilisés figurent la régression logistique, les machines a vecteurs

de support, les arbres de décision et les foréts aléatoires. Les performances de ces modeéles

dépendent fortement de la qualité des données, de la pertinence des variables et du processus

d’entrainement adopté [50].
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Figure 2.7 : Principe général de I’apprentissage supervisé [85].
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1.2 Apprentissage non supervise

L’apprentissage non supervisé désigne une approche dans laquelle le modele apprend a
partir de données non étiquetées, sans variable cible prédéfinie. Son objectif principal est de
découvrir automatiquement des structures cachées, des relations ou des regroupements
présents dans les données. Cette approche est souvent utilisée pour le clustering, la réduction
de dimension et la détection d’anomalies. Contrairement a ’apprentissage supervise, il ne
cherche pas a prédire une classe précise, mais plutdt a analyser 1’organisation des données et
a identifier des similarités entre les observations. Dans les applications médicales, cette
méthode peut étre utilisée pour identifier des profils de patients ou détecter des comportements

atypiques dans les bases de données cliniques [51].

Unsupervised Learning

Input

e e O
® 6 ©

® 0y
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Figure 2.8 : Principe de I’apprentissage non supervisé par clustering [86].
1.3 Apprentissage semi-supervisé

L’apprentissage  semi-Supervisé représente une approche intermédiaire entre
I’apprentissage supervisé et I’apprentissage non supervisé. Il combine une petite quantité de
données étiquetées avec une grande quantité de données non étiquetées afin d’améliorer les
performances du modeéle. Cette méthode est particulierement utile lorsque 1’annotation des
données est colteuse ou difficile a realiser, comme dans le domaine médical. Les données non
étiquetées permettent au modele de mieux comprendre la structure globale des données et
d’améliorer sa capacité de généralisation. Les techniques semi-supervisées reposent souvent
sur des méthodes telles que 1’auto-apprentissage ou la propagation d’étiquettes. Dans les
systemes medicaux intelligents, cette approche contribue a réduire les codts d’annotation tout

en conservant des performances de classification satisfaisantes [52].
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Figure 2.9 : Fonctionnement de I’apprentissage semi-supervisé [87].
1.4 Apprentissage par renforcement
L’apprentissage par renforcement est une approche dans laquelle un agent apprend
progressivement a prendre des décisions en interagissant avec un environnement. Le modéle
recoit des recompenses ou des pénalités selon les actions effectuées et cherche a maximiser
une récompense cumulative. Contrairement aux approches supervisées, il n’existe pas de
réponses correctes prédéfinies ; I’apprentissage se fait par essais et erreurs. Cette méthode est
utilisée dans plusieurs domaines tels que la robotique, les jeux intelligents, les systémes
autonomes et I’optimisation de processus complexes. Dans le secteur médical, ’apprentissage

par renforcement peut étre appliqué a I’optimisation des traitements personnalisés et a I’aide

.

=l
Environment

j ReWard
Interpreter
% S
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a la prise de décision thérapeutique [53].

Action

Figure 2.10 : Architecture de I’apprentissage par renforcement [88].



2. Approches de Machine Learning pour la classification

Les approches de Machine Learning pour la classification regroupent un ensemble de
modeles supervisés visant a apprendre automatiquement des regles a partir des données afin
d’attribuer une étiquette a chaque observation. Ces méthodes reposent sur I’exploitation
d’exemples d’apprentissage pour construire un modeéle capable de généraliser sur de nouvelles
données. Dans ce qui suit, nous présenterons les principales approches utilisées dans notre
projet de recherche.

2.1 Régression logistique

La régression logistique est un algorithme de classification supervisée utilisé pour prédire
la probabilité d’appartenance a une classe donnée. Ce modéle repose sur la fonction logistique
afin de modéliser une variable cible binaire a partir d’un ensemble de variables explicatives.
La régression logistique est particulierement appréciée pour sa simplicité, sa rapidité
d’exécution et sa facilit¢ d’interprétation grace aux coefficients estimés. Dans le domaine
médical, elle est largement utilisée pour la prédiction de maladies et I’analyse des facteurs de
risque. Toutefois, ses performances peuvent étre limitées lorsque les relations entre les
variables sont fortement non linéaires [50].

2.2 Machine a vecteurs de support

Les machines a vecteurs de support (Support Vector Machine SVM) sont des algorithmes
de classification supervisée qui cherchent a déterminer I’hyperplan optimal séparant les
différentes classes avec une marge maximale. Les SVMs peuvent utiliser différents noyaux,
notamment le noyau radial de base (RBF), afin de traiter des relations non linéaires entre les
données. Cette méthode offre une bonne capacité de generalisation et des performances
élevées sur des jeux de données complexes. Cependant, elle nécessite un réglage precis des
hyperparametres et peut étre sensible aux données déséquilibrées [55].

2.3 Arbre de décision
L’arbre de décision est une méthode de classification fondée sur une structure

hiérarchique composée de nceuds et de branches permettant de prendre des décisions
successives a partir des variables d’entrée. Le modele segmente progressivement les données
selon des criteres de séparation tels que I'indice de Gini ou I’entropie afin de produire des
groupes homogenes. Les arbres de décision sont faciles a interpréter et capables de modéliser
des relations non linéaires. Néanmoins, ils peuvent étre sensibles au bruit et au

surapprentissage lorsque leur profondeur devient importante [56].
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2.4 Forét aleatoire
La forét aleatoire est une méthode d’ensemble basée sur la construction de plusieurs arbres
de decision entrainés sur des sous-ensembles aléatoires des données et des variables. La
prédiction finale est obtenue par vote majoritaire dans le cas de la classification. Cette
approche permet d’améliorer la robustesse du modéle et de réduire le risque de
surapprentissage observé avec les arbres de décision individuels. Random Forest offre
généralement de bonnes performances sur les données complexes et peut également fournir
une estimation de I’importance des variables [56].
2.5 K plus proches voisins
L’algorithme des K plus proches voisins (K-Nearest Neighbors KNN) est une méthode de
classification basée sur la similarité entre les observations. Le principe consiste a attribuer a
une nouvelle donnée la classe majoritaire parmi ses k voisins les plus proches selon une mesure
de distance, généralement la distance euclidienne. Le KNN est simple a mettre en ceuvre et ne
nécessite pas de phase d’apprentissage complexe. Cependant, ses performances peuvent
diminuer lorsque le nombre de variables augmente ou lorsque les données contiennent du bruit
[50].
2.6 Naive Bayes
Naive Bayes est un classificateur probabiliste fondé sur le théoreme de Bayes et sur
I’hypothése d’indépendance conditionnelle entre les variables explicatives. Malgré cette
hypothése simplificatrice, cet algorithme est largement utilisé en classification grace a sa
rapidité d’exécution et a son faible colit computationnel. Naive Bayes peut fournir de bonnes
performances méme avec un nombre limité de données d’apprentissage. Toutefois, ses
résultats peuvent étre affectés lorsque les variables sont fortement corrélées [51].
2.7 XGBoost
XGBoost (Extreme Gradient Boosting) est un algorithme d’apprentissage supervis¢ basé
sur la technique du boosting, qui consiste a combiner plusieurs arbres de décision afin
d’améliorer progressivement les performances du modele. Chaque nouvel arbre est construit
pour corriger les erreurs des arbres précédents. XGBoost est reconnu pour sa rapidité, sa
robustesse et sa capacité a gérer efficacement les relations complexes entre les variables. Cet
algorithme est largement utilisé dans les applications de classification grace a ses
performances élevées et a sa bonne capacité de généralisation [57].
2.8 Gradient Boosting
Le Gradient Boosting est une méthode d’ensemble qui construit successivement plusieurs

modeéles faibles, généralement des arbres de décision, afin de minimiser les erreurs de
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prédiction. Chaque nouveau modele cherche a corriger les erreurs résiduelles produites par les
modeles précédents a ’aide d’une optimisation basée sur le gradient. Cette approche permet
d’obtenir des modeles performants capables de traiter des relations non linéaires complexes.
Cependant, le Gradient Boosting peut nécessiter un temps d’entrainement important et un
réglage précis des parametres pour éviter le sur-apprentissage [56].

Ce tableau compare les principaux algorithmes de classification utilisés dans ce travail en
termes de principe, avantages, inconvénients et domaines d’application.

Tableau 2.2 : Comparaison des algorithmes de classification utilisés

Algorithme Principe Avantages Inconvenients Utilisation
Régression | Modele probabiliste Simple, Limité aux Classification
logistique linéaire interprétable relations linéaires binaire
SVM Maximisation de la | Bon en haute Cot élevé sur Données
marge dimension grands datasets complexes
KNN Vote des voisins les Facile a Lent en prédiction | Petits datasets
plus proches comprendre
Random Ensemble d’arbres Robuste, Moins Données
Forest de decision performant interprétable tabulaires
XGBoost Boosting d’arbres Tres haute Paramétrage Compétitions
complexe ML

3. Approches de Deep Learning pour la classification

Le Deep Learning, ou apprentissage profond, constitue une branche avancée du Machine
Learning fondée sur I’utilisation de réseaux de neurones artificiels comportant plusieurs
couches cachées capables d’apprendre automatiquement des représentations complexes a
partir des données. Contrairement aux méthodes classiques de machine learning qui
nécessitent souvent une sélection manuelle des caractéristiques, le Deep Learning permet
I’extraction automatique des caractéristiques pertinentes grace a un processus d’apprentissage
hiérarchique. Cette approche est particulierement efficace pour le traitement de grandes
quantités de données et pour la résolution de problémes complexes tels que la reconnaissance
d’images, le traitement du langage naturel, la détection d’objets et I’analyse des données
médicales. Les performances élevées du Deep Learning sont principalement liées a sa capacité
a modéliser des relations non linéaires complexes entre les variables et a apprendre des
représentations de plus en plus abstraites a travers les différentes couches du réseau. Dans le

domaine médical, ces techniques sont largement utilisées pour le diagnostic assisté par
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ordinateur, 1’analyse d’images médicales et la prédiction de maladies a partir de données
cliniques [58].

Dans ce qui suit, nous allons présenter quelques approches de deep learning utilisées pour
la classification.

3.1 Réseau de neurone profond (Deep Learning)

Un réseau de neurones profond, également appelé DNN (Deep Neural Network), se

distingue par une architecture composee d’au moins deux couches. Cette structure lui confére
la capacité de traiter des données complexes en s’appuyant sur des modeles mathématiques

[73].

Deep learning pour la classification

‘ Classification des données diabétiques ‘ It S
des données diabétiques
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Données diabétiques neuronal Prédiction de classe

(cliniques, biologiques, imagerie, etc)

Couche Couche Couche Couche
d’entrée cachée 1 cachée 2 de sortie
(classes)

Figure 2.11 : Fonctionnement de réseau de neurone profond [89].
3.2 Réseaux de neurones convolutifs (CNN)

Les réseaux de neurones convolutifs (Convolutional Neural Networks CNN) représentent
une architecture spécialisée du Deep Learning principalement congue pour le traitement des
données de type image. Les CNN reposent sur des opérations de convolution permettant
d’extraire automatiquement des caractéristiques importantes telles que les contours, les
textures et les formes présentes dans les images. Cette architecture est généralement composée
de couches de convolution, de couches de pooling et de couches entierement connectées qui
travaillent ensemble afin d’améliorer progressivement la représentation des données. Les
CNNs présentent I’avantage de réduire le nombre de parameétres a apprendre tout en
conservant une grande capacité d’extraction des caractéristiques pertinentes. Grace a leurs
performances é€levées, ils sont devenus I'une des méthodes les plus utilisées en vision par
ordinateur et en imagerie médicale, notamment pour la détection de tumeurs, 1’analyse
radiologique et la classification de maladies. Cependant, I’entrainement de ces modeles
nécessite souvent de grandes quantités de données ainsi qu’une importante puissance de calcul
[58].
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Figure 2.12 Les couche de CNN [90].

3.2.1 Couche Convolutionnelle

Cette couche consiste a appliquer des Itres (également appelés noyaux) sur lentrée (quil
sagisse d’une image ou d’une carte de caractéristiques) a n didenti er des motifs locaux tels que
des bords, des textures ou des formes. Chaque ltre génere une carte de caracteristiques (feature
map) [59].

Image ou cane d'entrée Masque comolutioans! Cante de canacaérntiques de sorte

Figure 2.13 Une couche convolutionnelle en action [91]

3.2.2 Couche de Pooling (Pooling Layer)

Ces couches diminuent la dimension des données tout en préeservant les informations clés.
Le max pooling et laverage pooling, qui retiennent respectivement la valeur maximale ou
moyenne d’un groupe de valeurs [60]. Son but est de réduire progressivement la taille spatiale
de la représentation a n de diminuer le nombre de paramétres et de calculs dans le réseau et, par

conséquent, de contrdler le sur apprentissage.
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Figure 2.14 Exemple de fonctionnement de la couche pooling [92]

3.2.3 Couche entierement connectée (Fully Connected Layer / Dense Layer)
Ces couches se trouvent généralement a la n du réseau et relient chague neurone de la couche
précédente a tous les neurones de la couche suivante (Figure 2.15). Elles utilisent les attributs

extraits par les couches antérieures pour réaliser la classification définitive [61].

Figure 2.15 Exemple des Couches entierement connectées [93]

3.2.4 Couche de sortie (Output Layer)
Elle Produit la sortie finale du modele. Le choix de la fonction d’activation se fait selon la tache :
e Softmax : Cette fonction est fréquemment utilisée en sortie des réseaux de neurones
pour convertir les scores bruts en probabilités. Elle classe les données en assignant une
probabilité a chaque catégorie, facilitant ainsi la prise de décision [62].
e Sigmoid : Utilisée pour les taches de classification binaire. Elle transforme les valeurs
de sortie en probabilités comprises entre 0 et 1, facilitant la distinction entre deux

classes2 Rien ou linéaire pour les taches de régression Linéaire : Utilisée pour les taches
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de régression. La fonction linéaire ne modifie pas les valeurs de sortie, permettant de
prédire des valeurs continues [63].

4. Importance de Pintelligence artificielle dans les données médicales

L’Intelligence artificielle occupe aujourd’hui une place essentielle dans I’analyse et
I’exploitation des données médicales en raison de sa capacité a traiter de grandes quantités
d’informations de maniére rapide et précise. Les systémes basés sur I’intelligence artificielle
permettent d’identifier des relations complexes entre les variables cliniques, biologiques et
médicales afin d’améliorer la qualité du diagnostic, la prédiction des maladies et I’aide a la
décision thérapeutique. Grace aux techniques de machine learning et de deep learning, il devient
possible d’analyser automatiquement des dossiers médicaux, des images radiologiques, des
signaux biomédicaux et des données issues des objets connectés de santé. Ces technologies
contribuent également a la médecine personnalisée en facilitant 1’identification précoce des
facteurs de risque et en permettant 1’adaptation des traitements selon le profil du patient. Dans
le domaine du diabéte, I’intelligence artificielle joue un réle important dans la prédiction du
risque de maladie, le suivi des patients et I’amélioration des stratégies de prévention. Toutefois,
I’utilisation de ces systémes nécessite une validation rigoureuse des mode¢les ainsi qu’une
attention particuliere aux questions de fiabilité, de sécurité et d’éthique afin de garantir une
utilisation sQre et efficace dans les environnements cliniques [64].

Ce tableau présente les principales applications de I’intelligence artificielle dans le domaine
médical, notamment dans 1’imagerie, le diagnostic, la prédiction des maladies et ’aide a la
décision clinique.

Tableau 2.3 : Applications de I’intelligence artificielle dans le domaine médical

Domaine médical Application de I'TA Exemple

L Détection automatique Détection de tumeurs sur IRM ou
Imagerie medicale '
d’anomalies scanner

. . Prédiction des maladies
Cardiologie _ ) Analyse des ECG
cardiovasculaires

Aide au diagnostic et prédiction du

Diabétologie o Modeles ML sur données cliniques
diabéte
) Détection et classification des , ) ]
Oncologie Analyse d’images histopathologiques
cancers
Médecine générale Aide a la décision clinique Systémes d’aide au diagnostic
Santé numérique Suivi des patients Applications mobiles et objets connectés
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5. Travaux connexes : classification et prédiction du diabéte

La prédiction précoce du diabete représente aujourd’hui un domaine de recherche important
dans le contexte de I’intelligence artificielle appliquée a la santé. Grace a la disponibilité
croissante des données medicales numeriques, plusieurs chercheurs ont proposé des modéles
de Machine Learning et de Deep Learning afin d’améliorer le dépistage et le diagnostic précoce
de cette maladie. Parmi les bases de données les plus utilisées figure la base Early Stage
Diabetes Risk Prediction, qui contient des informations symptomatiques permettant
d’identifier rapidement les patients a risque.

Dans ce contexte, Laila et al. (2022) ont développé une approche basée sur les techniques
d’apprentissage par ensemble (Ensemble Learning) en utilisant les algorithmes, Bagging et
Random Forest. Leur étude visait a comparer les performances de ces méthodes sur la base
Early Stage Diabetes Risk Prediction. Les résultats obtenus ont montré que I’algorithme
Random Forest presentait les meilleures performances avec une précision d’environ 97 %, ainsi
que de bons résultats en termes de Recall et de Fl-score. Les auteurs ont conclu que les
méthodes d’ensemble permettent d’améliorer la robustesse et la précision des systémes de
prédiction du diabéte.[65]

Par la suite, Dogru et al. (2023) ont proposé un modele hybride de type Super Ensemble
Learning destiné a la prédiction précoce du diabete. Leur approche combine plusieurs
classifieurs afin de bénéficier des avantages de chaque algorithme et de réduire les erreurs de
classification. Les résultats expérimentaux ont montré que cette combinaison permettait
d’obtenir des performances supérieures a celles des modeles individuels, confirmant 1’intérét
des approches hybrides dans les applications medicales.[66]

Dans une autre étude, Elsayed et al. (2022) ont utilisé la méthode Extreme Learning
Machine (ELM) pour la prédiction précoce du diabete. Leur objectif était de développer un
systeme rapide et efficace capable de détecter les patients a risque a partir des symptémes
cliniques. Les résultats obtenus ont démontré que cette approche permettait de réduire le temps
d’apprentissage tout en conservant des performances compétitives par rapport aux méthodes
classiques de Machine Learning.[67]

Plus récemment, Bilbil (2024) a proposé un modeéle hybride de Deep Learning associant
un algorithme génétique (Genetic Algorithm), un Stacked Autoencoder et un classifieur
Softmax. Cette approche vise a améliorer automatiquement la sélection des caractéristiques et
I’apprentissage des représentations profondes des données. Les résultats obtenus sur la base
Early Stage Diabetes Risk Prediction ont montré une précision de 98,72 %, dépassant plusieurs

travaux précedents réalisés sur la méme base de données. L’auteur souligne que I’intégration
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des techniques d’optimisation et du Deep Learning permet d’améliorer considérablement les
performances de classification.[68]

Au-dela des travaux réalisés spécifiqguement sur la base Early Stage Diabetes Risk
Prediction, plusieurs études ont été menées sur d’autres ensembles de données consacres au
diabéte. Akula et al. (2019) ont développé un modéle d’apprentissage supervisé basé sur une
combinaison de plusieurs algorithmes de classification afin d’améliorer la prédiction du diabete
de type 2. Leur modele d’ensemble a obtenu de meilleures performances que plusieurs
classifieurs individuels, démontrant I’efficacité des approches collaboratives dans les systémes
de diagnostic médical.[69]

De méme, Dutta et al. (2022) ont proposé une méthode de prédiction précoce du diabéte
reposant sur un ensemble de modeles de Machine Learning. Leur étude montre que I’utilisation
combinée de plusieurs algorithmes permet d’améliorer la précision, la sensibilité et la capacité
de genéralisation du systeme de classification. Les auteurs soulignent également 1’importance
du prétraitement des données pour obtenir des résultats fiables.[70]

Par ailleurs, Shrestha et al. (2022) ont développé une approche hybride combinant Deep
Learning, Support Vector Machine (SVM) et Long Short-Term Memory (LSTM) pour la
prédiction du diabete de type 2. Les résultats obtenus montrent une amelioration de I’ Accuracy
et de I’AUC par rapport aux méthodes conventionnelles. Cette é¢tude met en évidence I’intérét
croissant des architectures profondes dans les applications de santé numerique.[71]

Enfin, les recherches les plus récentes s’orientent vers 1’intégration des techniques de
sélection automatique des caractéristiques et des méthodes d’équilibrage des données. A ce
titre, Hayyolalam et Ozkasap (2024) ont proposé le modéle DiabML, qui combine une
méthode de sélection de variables basée sur des métaheuristiques et la techniqgue SMOTE pour
traiter le déséquilibre des classes. Les auteurs montrent que 1’intégration de ces approches
améliore les performances globales du modele et la détection des patients diabétiques.[72]

L’analyse de ces travaux montre que les algorithmes les plus utilisés pour la prédiction du
diabete sont Random Forest, XGBoost, SVM, K-Nearest Neighbors ainsi que les réseaux de
neurones profonds. Les études récentes démontrent également que les approches hybrides, les
méthodes d’ensemble et les techniques d’équilibrage des données permettent généralement
d’obtenir de meilleures performances que les modeles classiques. Cependant, plusieurs défis
demeurent, notamment la généralisation des modéles & des populations réelles, I’interprétabilité

des résultats et la gestion du déséquilibre des données médicales.
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6. Conclusion

Dans ce chapitre, nous avons présenté 1’importance de 1I’équilibrage des données dans les
problémes de classification, en mettant en évidence son rdle essentiel dans I’amélioration des
performances des modeles d’intelligence artificielle, notamment lorsqu’ils sont confrontés a
des jeux de données déséquilibrés. Nous avons également décrit les principales méthodes
d’équilibrage existantes, qu’elles soient basées sur le suréchantillonnage, le sous-
échantillonnage ou des approches hybrides.

Par ailleurs, nous avons introduit les concepts fondamentaux de I’intelligence artificielle en
nous intéressant plus particulierement aux approches de Machine Learning et de Deep
Learning. Les différentes techniques et architectures les plus utilisées dans le domaine de la
classification ont été présentées afin de fournir une base théorique solide pour la suite de ce
travail.

Le chapitre suivant sera consacreé a la presentation de nos contributions dans le cadre de ce
projet de fin d’études. Nous y détaillerons la méthodologie adoptée pour la classification du
diabete en utilisant plusieurs modéles de Machine Learning et de Deep Learning. Une étude
comparative sera réalisee en considérant a la fois les données originales et les données
équilibrées, afin d’évaluer I’'impact des techniques d’équilibrage sur les performances des

modeles proposes.
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Chapitre 3. Résultats et Discussion

1. Contexte de I'étude

Le diabéte représente I'une des maladies chroniques les plus répandues a I'échelle mondiale,
touchant plus de 500 millions de personnes selon I'Organisation Mondiale de la Santé. Cette
pathologie métabolique se caractérise par une hyperglycémie chronique résultant soit d'un
déficit de production d'insuline (diabete de type 1), soit d'une résistance cellulaire a I'action de
I'insuline (diabete de type 2). Le diagnostic précoce du diabéte est crucial pour prévenir les
complications graves telles que la rétinopathie, la néphropathie, les maladies cardiovasculaires
et les neuropathies.

Dans ce contexte, l'intégration de l'intelligence artificielle, et plus particulierement des
méthodes d'apprentissage automatique (machine learning) et d'apprentissage profond (deep
learning), offre de nouvelles perspectives pour améliorer l'aide au diagnostic médical. Ces
approches permettent d'exploiter efficacement les données cliniques et biologiques afin de
construire des modeéles prédictifs capables d'identifier les patients a risque avec une précision
élevée.

Ce chapitre présente une approche expérimentale axée sur l'utilisation d'algorithmes de
Machine Learning (ML) et de Deep Learning (DL) pour la classification d'une base de données
de diabete (Early Stage Diabetes Risk Prediction.csv). En s'appuyant sur un jeu de données
médicales, nous avons évalué la performance de plusieurs modeles prédictifs appliqués a une
tache de classification binaire (présence ou absence de diabéte). Ce chapitre détaille
I'environnement de développement, les étapes d'implémentation, les résultats obtenus, et
propose une discussion critique en les comparant aux travaux existants dans la littérature.

Une problématique majeure abordée dans ce travail concerne le déséquilibre des classes
inhérent a de nombreuses bases de données médicales. Dans notre base de données, la classe
positive (diabétiques) représente 61,5% des échantillons contre 38,5% pour la classe négative
(non-diabétiques). Ce déséquilibre, bien que modéré, peut biaiser I'apprentissage des modéles
en favorisant la classe majoritaire au détriment de la classe minoritaire. Pour pallier cette
problématique, nous avons mis en ceuvre six techniques d'équilibrage des donnéees : SMOTE,
ADASYN, RandomOverSampler, RandomUnderSampler, TomekLinks et et nous avons
évalué leur impact sur les performances de dix classifieurs traditionnels ainsi que sur un

modeéle de réseau de neurones convolutif (CNN 1D).
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2. Environnement de développement

Afin de mettre en ceuvre les modéles d'apprentissage automatique et d'apprentissage

profond pour la classification de la base de données de diabete, nous avons choisi le langage

de programmation Python comme environnement de développement principal. Ce langage,

largement utilisé en science des données, nous a permis d'exploiter une variété d'outils et de

bibliothéques performants qui ont grandement facilité I'implémentation, le traitement des

données et I'entrainement des modeles. 1l comprend plusieurs bibliotheques standards, dont :

TensorFlow : une bibliothéque open-source, développée par Google en 2015. Elle est
congue pour le calcul intensif et excelle dans la conception de modéles d'apprentissage
automatique et d'apprentissage profond. TensorFlow s'appuie sur une structure reposant
sur des graphes de flux de données, dans laquelle les opérations mathématiques sont
symbolisées par des nceuds et les matrices de données sont connues sous le nom de
tenseurs.

NumPy (Numerical Python) : est une bibliotheque open-source offrant des structures de
données robustes, notamment les ndarrays (tableaux multidimensionnels), ainsi que des
fonctions mathématiques pour réaliser efficacement des opérations sur ces tableaux. Elle
est principalement employée pour des calculs scientifiques, le traitement de données
numériques et constitue la fondation de nombreuses autres bibliothéques scientifiques
Python.

Pandas : est une bibliotheque Python open-source destinée a la manipulation et a I'analyse
de données. Elle propose deux structures principales : le DataFrame (tableau de données
a deux dimensions, lignes et colonnes, comme un tableau Excel) et la Series (tableau
unidimensionnel). Pandas facilite des opérations comme la lecture de fichiers (CSV,
Excel), le nettoyage des données, la transformation et l'analyse statistique.

Keras : est une bibliotheque Python libre qui facilite la construction et I'entrainement de
modeéles d'apprentissage profond (deep learning) de facon aisée et rapide. Il s'agit d'une
interface utilisateur avancée qui utilise des moteurs de calcul tels que TensorFlow pour
réaliser les opérations intensives. Keras rend la construction de réseaux de neurones aisée
grace a une syntaxe intuitive, convenant aussi bien aux novices qu'aux chercheurs
expérimentés.

Scikit-learn : est une bibliothéque Python dédiée a l'apprentissage automatique. Elle
propose un large éventail d'algorithmes de classification, de régression, de clustering et
de réduction de dimensionnalité, ainsi que des outils d'évaluation de modéles et de

prétraitement des données.
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o Imbalanced-learn : est une bibliotheque Python spécialement congue pour traiter les
problémes de déséquilibre de classes dans les jeux de données. Elle offre diverses
techniques de rééchantillonnage (sur-échantillonnage, sous-échantillonnage et
combinaisons) compatibles avec I'API de Scikit-learn.

o XGBoost : est une bibliotheque optimisée de gradient boosting, reconnue pour sa rapidité
et ses performances dans les compétitions de data science. Elle implémente des
algorithmes d'arbres de décision boostés avec régularisation.

o Matplotlib et Seaborn : sont des bibliothéques de visualisation de données en Python.
Matplotlib permet de créer des graphiques statiques, tandis que Seaborn, construit sur
Matplotlib, offre une interface de haut niveau pour des visualisations statistiques
attrayantes.

Outils d'implémentations : Dans le cadre de ce projet, nous avons utilisé les outils suivants:

e Google Colab : est une plateforme en ligne gratuite proposée par Google qui permet
d'écrire, d'exécuter et de partager du code Python dans un environnement cloud. Il est
principalement utilisé pour le machine learning, I'apprentissage profond (deep learning),
I'analyse de données et le prototypage rapide. Colab est basé sur la technologie des Jupyter
Notebooks, permettant de mélanger code, texte, images, formules mathématiques
(LaTeX) et graphiques dans un seul document interactif.

3. Implémentation des méthodes

Afin d’évaluer I’impact des techniques d’équilibrage des données sur la performance des
modeles de classification du diabete, nous avons adopté la méthodologie illustrée par la figure
suivante. Dans un premier temps, la base de données composée de 520 échantillons et de 16
caractéristiques est soumise a une phase de prétraitement comprenant notamment I’encodage
des variables et les opérations nécessaires a la préparation des données. Ensuite, les données
sont divisées en deux ensembles : un ensemble d’apprentissage (80 %) destiné a I’entrainement
des modeles et un ensemble de test (20 %) réserveé a leur évaluation.

Deux scénarios expérimentaux sont alors considérés. Le premier consiste a appliquer
directement les algorithmes de Machine Learning et de Deep Learning sur les données initiales
sans équilibrage. Le second integre une étape d’équilibrage des données d’apprentissage avant
la phase de classification. Les performances obtenues dans les deux cas sont ensuite comparées
a l’aide de plusieurs métriques d’évaluation, notamment 1’accuracy, la précision, le rappel
(recall) et le score F1. Cette démarche permet d’analyser I’influence des méthodes
d’équilibrage sur la qualité¢ de la prédiction du diabéte et d’identifier les modeles les plus

performants.
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La figure suivante illustre le processus de traitement mis en ceuvre pour la classification de

la base de données utilisée dans ce travail.

BDD £ : @  Prétraitement
520 échantillons, 16 features B2 Encodage de

Flux de travail de Machine Learning/Deep
Learning

Partition des Données

c Train Data 80%
W Test Data 20%

4 ¥ = Classification
%+ Classification Machine Learning,
Machine Learning, Deep Learning CNN
Deep Learning CNN

[=a Evaluation
Accuracy, Precision,
Recall, F1-score

Figure 3.1 : Schéma general de la méthodologie proposée pour la classification du

diabete avec et sans équilibrage des donnees.
3.1 Description de la base de données

Dans le cadre de ce projet, nous avons utilisé un jeu de données médicales issu de la
plateforme UCI intitulé « Early Stage Diabetes Risk Prediction.csv » [74]

Cette base a été collectée en 2020 aupres de 520 patients de I'hépital du diabéte de
Sylhet au Bangladesh, avec 16 features symptomatiques binaires et une variable cible
binaire déséquilibrée (61,54% Positive, 38,46% Negative) Cette base de données est
spécifiquement concue pour la classification du diabete. Elle regroupe des informations variées

concernant les symptdmes et caractéristiques cliniques de patients.
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Distribution des classes - Dataset Diabéte

1.0

B Diabéte positif
R Diabéte négatif

Figure 3.2 Répartition des classes

Les caractéristiques incluent :

Age : age du patient (variable numérique)
Gender : genre du patient (encodé numériquement, valeurs 3 et 4)
Polyuria: présence d'une polyurie (0/1)
Polydipsia: présence d'une polydipsie (0/1)
sudden weight loss: perte de poids soudaine (0/1)
weakness: faiblesse (0/1)

Polyphagia: polyphagie (0/1)

Genital thrush: muguet génital (0/1)

visual blurring: trouble visuel (0/1)

Itching: prurit (0/1)

Irritability: irritabilité (0/1)

delayed healing: cicatrisation retardée (0/1)
partial paresis: parésie partielle (0/1)

muscle stiffness: raideur musculaire (0/1)
Alopecia: alopécie (0/1)

Obesity: obésité (0/1)

~ 53~



La variable cible class est binaire :
o Classe 1: Patient diabétique (320 échantillons, 61,54%)

o Classe 0 : Patient non diabétique (200 échantillons, 38,46%)
3.2 Prétraitement de la base de données

Le prétraitement de la base de données débute par une analyse exploratoire permettant de
mieux comprendre sa structure et ses caractéristiques. Cette analyse met en évidence un
ensemble de données composé de 520 instances décrites par 16 variables explicatives ainsi
qu’une variable cible binaire. Elle révéle également un déséquilibre entre les classes, avec 61,5
% d’exemples appartenant a la classe positive contre 38,5 % a la classe négative. Par ailleurs,
aucune valeur manquante n’a été detectée, ce qui facilite les étapes de preparation des données.
L’¢étape suivante consiste a transformer les variables catégorielles en valeurs numériques
afin de les rendre exploitables par les algorithmes de Machine Learning et de Deep Learning.
Ainsi, les quinze variables symptomatiques exprimeées sous la forme « Yes/No » sont encodées
respectivement par les valeurs 1 et 0. La variable Gender est convertie en valeurs numérigues,
avec 3 pour Masculin et 4 pour Féminin, tandis que la variable cible *class* est représentée
par 1 pour la classe Positive et 0 pour la classe Negative. La variable Age, déja de nature
numérique, est conservée sans modification.
Le tableau suivant présente en détail le schéma d’encodage appliqué aux différentes
variables de la base de données.

Table 3 .1 Encodage des variables catégorielles

Etape Description

Anal Vérification des 520 échantillons, 16 features, types de données,
nalyse
Y valeurs manquantes et distribution des classes (61,5% Positive /

exploratoire )
38,5% Negative)

Encodage des Conversion des 15 symptdmes binaires (Yes/No — 1/0), Gender
variables (Male/Female — 1/0) et de la cible class (Positive/Negative —
catégorielles 1/0). La variable Age reste numérique

3.3 Classification de diabéte : approche sans équilibrage de données
La phase de classification s’appuie sur les données numériques obtenues a I’issue du
prétraitement, afin de permettre I’apprentissage d’un modele capable de distinguer les cas

diabétiques des cas non pathologiques.
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Algorithm

Etape 1 : Importation des bibliothéques
— Importation des bibliothéques nécessaires a la manipulation des données, a la
mod¢élisation et a I’évaluation des performances
Etape 2: Chargement des données
- Chargement d’un fichier CSV contenant des données meédicales relatives au
diabéte
- Ce fichier comprend généralement des colonnes représentant des caractéristiques
cliniques, ainsi qu’une colonne cible ‘classe’
Etape 03 : Séparation des caractéristiques et de la cible
- X :ensemble des variables explicatives (toutes les colonnes sauf la cible).
- y: variable cible, c¢’est-a-dire ce que 1’on souhaite prédire.
Etape 04 : Division du jeu de données
- 80 % des données sont utilisées pour I’entrainement (X — train, y — train).
- 20 % sont réservees aux tests (X — test, y — test).
Etape 05 : Initialisation et entrainement du modéle
- Création du modele avec ses parametres spécifiques
- Entrainement du modeéle a partir des données d’apprentissage.
Etape 06: Prédiction
- Prédiction de la variable cible a partir des données de test.

Etape 07: Evaluation des performances

Accuracy —score : mesure la précision globale du modele.

F1—score : équilibre entre la précision et le rappel.

Recall — score : capacité du modéle a détecter toutes les occurrences positives.

Precision — score : proportion de vraies positives parmi les prédictions
positives.

Etape 08: Affichage des résultats
- Affichage des différentes métriques d’évaluation pour analyser les

performances du modele.

~ 55 ~



3.3.1 Application des modeéles classiques

Nous avons appliqué des modéles d’apprentissage automatique supervisé€ tels que la
régression logistique, les arbres de décisions, SVM, la forét aléatoire, KNN, Naive bayes,
Gradient Boosting, Extra Trees et XGBoost sur la variable cible, traitée comme une classe
binaire. Voici le tableau présentant chacun des modeéles classiques utilisés, ainsi que les
parametres associés pour chaque modeéle :

Table3.2 Paramétres de création des modeéles traditionnels

Modéle Paramétres de création

Régression Logistique random_state=42, max_iter=1000

Arbre de Décision random_state=42

Random Forest n_estimators=100, random_state=42

SVM (RBF) kernel="rbf', random_state=42, probability=True
KNN (k=5) n_neighbors=5

Naive Bayes Aucun parameétre précisé (par défaut)

Gradient Boosting random_state=42

Extra Trees n_estimators=100, random_state=42

XGBoost random_state=42, eval_metric="logloss'

3.3.2 Application de I’apprentissage en profondeur

Nous avons appliqué un modéle d’apprentissage profond, a savoir le CNN, L'architecture

Le réseau de neurones convolutif unidimensionnel (1D-CNN) proposé pour la classification
du diabéte adopte une architecture hiérarchique soigneusement structurée, congue pour
exploiter efficacement les données tabulaires de la base BDD.csv. La couche d'entrée accueille
les 520 échantillons standardisés, chacun décrit par 17 caractéristiques médicales, établissant
ainsi une dimension initiale de 520 x 17. Le traitement débute par un bloc de convolution et
de pooling, ot une premiere couche ConvlD déploie 64 filtres pour capturer les
caractéristiques locales élémentaires, suivie d'une seconde couche ConvlD a 128 filtres qui
approfondit I'extraction des descripteurs pertinents ; une opération de MaxPoolinglD, avec
une fenétre de taille 2, intervient ensuite pour réduire la dimensionnalité spatiale des cartes de
caractéristiques tout en préservant l'information essentielle. La transition vers le bloc
entierement connecté est assurée par une couche Flatten qui aplatit les représentations
multidimensionnelles en un vecteur unidimensionnel dense. Ce bloc fully-connected se

compose successivement d'une premiere couche Dense de 128 neurones activée par ReLU,
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puis d'une seconde couche Dense de 64 neurones eégalement dotée de RelLU, permettant
d'affiner la représentation apprise avant la décision finale. La couche de sortie, unique et munie
d'une activation Sigmoid, génére une probabilité binaire permettant de classifier chaque
patient en deux classes distinctes : 0 (non diabétique) ou 1 (diabétique), offrant ainsi une
décision claire et interprétable pour le diagnostic assisté par intelligence artificielle.

La figure suivante présente 1’architecture de notre CNN :

Convolution Pooling Flatten Fully-connected Activation

Sigmoid

(2 classes)

Corw1D
(128 filvers)
Dense Dense
(Relu) (Retl)

Figure 3.3 Architecture du CNN

3.4 Classification de diabéte : approche avec équilibrage de données

Dans cette section, nous présentons les différentes méthodes d’équilibrage des données
retenues dans le cadre de notre étude ainsi que les parametres associés a chacune d’elles. Ces
techniques sont appliquées uniquement sur ’ensemble d’apprentissage afin de réduire 1’effet
du déséquilibre entre les classes et d’améliorer les capacités de généralisation des modeles. 11
est important de souligner que les parametres des algorithmes de Machine Learning et de Deep
Learning utilisés pour la classification restent identiques a ceux adoptés dans les experiences
réalisées sans équilibrage. Ainsi, toute différence observée au niveau des performances pourra

étre attribuée a I’impact des méthodes d’équilibrage appliquées.

Afin d’étudier I’'impact de 1’équilibrage des données sur la performance des modéles de
classification du diabete, les mémes algorithmes de Machine Learning et de Deep Learning
présentés dans la premiére contribution ont été réutilisés. Pour garantir une comparaison

équitable, les paramétres de chaque modele ont été conservés inchangés. L’équilibrage a été
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appliqué exclusivement sur I’ensemble d’apprentissage aprés la phase de partitionnement des
données, tandis que I’ensemble de test a été maintenu dans sa distribution originale afin de

fournir une évaluation représentative des conditions réelles.

Pour chaque méthode d’équilibrage, un nouvel ensemble d’apprentissage a été généré puis
utilisé pour entrainer les différents modeles de classification. Les performances obtenues ont
ensuite été évaluées sur le méme ensemble de test a I’aide des métriques Accuracy, Precision,

Recall et F1-score. Les techniques d’équilibrage retenues dans cette étude comprennent :

e SMOTE, qui génere des exemples synthétiques de la classe minoritaire afin d’obtenir
une répartition équilibrée des classes ;

e ADASYN, qui produit des échantillons synthétiques de maniéere adaptative en se
concentrant davantage sur les instances difficiles a apprendre ;

e RandomOverSampler, qui augmente la taille de la classe minoritaire par duplication
aléatoire des observations existantes ;

e RandomUnderSampler, qui réduit la taille de la classe majoritaire par suppression
aléatoire d’instances ; Tomek Links, qui améliore la séparation entre les classes en

éliminant certaines observations situées a la frontiére de décision ;

Cette démarche permet d’évaluer de maniére rigourcuse I’influence de chaque méthode

d’équilibrage sur les performances des mode¢les de classification du diabéte.

Le tableau suivant présente les paramétres utilisés pour les difféerentes méthodes
d’équilibrage appliquées dans cette ¢tude. Pour les méthodes SMOTE, ADASYN,
RandomOverSampler, RandomUnderSampler et, le paramétre random_state = 42 a été fixé
afin de garantir la reproductibilité des expériences. En effet, ce paramétre contrdle la
génération aléatoire des échantillons synthétiques ou la sélection des instances lors des
opérations de suréchantillonnage et de sous-échantillonnage, permettant ainsi d’obtenir les
mémes résultats a chaque exécution. La méthode Tomek Links ne nécessite aucun parametre
spécifique dans notre implémentation, car elle se base directement sur 1’identification et la

suppression des paires d’instances ambigués situées a la frontiere entre les classes.
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Tableau 3.3 : Paramétrage des méthodes d’équilibrage retenues dans I’étude

Méthode Paramétres
SMOTE random_state=42
RandomOverSampler random_state=42
ADASYN random_state=42
RandomUnderSampler random_state=42
TomekLinks (aucun parametre)

4. Résultats et discussion

Dans cette section, nous presentons et analysons les resultats obtenus a lissue de
I'entrainement et de I'évaluation de nos différents modeles de classification. Afin de répondre
aux objectifs de nos deux contributions, nous avons évalué des approches issues de
I'apprentissage automatique (Machine Learning) et de lI'apprentissage profond (Deep Learning).
Cette étude comparative est menée sous deux scenarios distincts : d'une part, une classification
directe sur les données initiales et, dautre part, une classification aprés application
d'algorithmes d'équilibrage des données. Les performances de chaque configuration sont
mesurées et comparées a l'aide des métriques standards (Accuracy, Precision, Recall, et F1-
score). L'objectif principal est d'identifier le modéle le plus performant et robuste pour la
détection du diabete, tout en mettant en lumiére l'impact réel de I'équilibrage sur le

comportement, les points forts et les limites de chaque algorithme.
4.1 Criteres d’évaluation

Voici les définitions des critéres d’évaluation que nous avons utilisés dans notre projet

pour la classification de diabeéte :

a) Taux de classification : Le taux de classification est la proportion de prédictions correctes

par rapport au nombre total de prédictions effectuées. Il est calculé comme suit :

MNombre de prédictions correctes

Taux de classification =
I I Mombre total de prédictions

Un taux de classification élevé indique que le modele effectue beaucoup de bonnes

prédictions, mais il peut étre trompeur si les classes sont déséquilibrées.
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b) Précision : La précision mesure la proportion de vraies positives parmi toutes les
prédictions positives. Elle est calculée comme suit :

TP

Frécision = ————
TR+ FFP

Une précision élevée indique que peu de fausses alertes sont émises par le modéle. C’est
particulierement important dans les contextes ou les faux positifs ont des conséquences

significatives.

c) Rappel : Le rappel, également appelé sensibilité ou taux de vrais positifs, mesure la
proportion de vraies positives parmi toutes les instances réellement positives. Il est défini
comme :

TP

Rappel = ———
PP TR+ FN

Un rappel élevé indique que le modele identifie correctement la plupart des cas positifs. Cela

est crucial dans des contextes ou il est essentiel de détecter autant de cas positifs que possible.

d) F1- Score : Le F1 score est la moyenne harmonique entre la précision et le rappel,
fournissant un équilibre entre les deux. Il est particulierement utile lorsque les classes sont

déséquilibrées. 1l se calcule ainsi :

Frécision x Rappel

Fl=2x
Frécision + Rappel

Un F1 score élevé indique que le modeéle a a la fois une bonne précision et un bon rappel.
C’est un bon indicateur de la performance globale, notamment lorsqu’il faut équilibrer faux

positifs et faux négatifs.

e) G-mean (Geometric Mean) : Le G-mean mesure la performance équilibrée du modéle en
tenant compte a la fois de la sensibilité (Recall) et de la spécificité. 1l est calculé comme

suit :

o T T TP TN
G-mean = 4/Sensibilité x Spécificité = \/ LT X TNALFP

Un G-mean élevé indique que le modéle performe bien sur les deux classes simultanément,

sans favoriser une classe au détriment de l'autre. C'est particulierement important dans les
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contextes ou les classes sont déséquilibrées et ou négliger la classe minoritaire aurait des

conséquences significatives, car il penalise fortement les modéles qui excellent sur une classe

mais échouent sur l'autre.

f) Matrice de

confusion : La matrice de confusion est un outil d’évaluation utilisé en

apprentissage supervisé, notamment pour les problémes de classification. Elle permet de

visualiser les performances d’un modeéle en comparant les prédictions aux valeurs réelles

(ou vraies étiquettes) des données de test.

g) Courbe ROC : Lacourbe ROC est un outil d’évaluation des performances d’un modéle

de classification binaire. Elle trace le taux de vrais positifs (TPR) en fonction du taux de

faux positifs (TFP) pour différents seuils de classification. Pour chaque seuil de

probabilité (entre 0 et 1), on calcule:

TFPR = 5ensibilit =

TP
TP+ FN'

TFP =

FP

FP+ TN

En faisant varier ce seuil, on obtient une courbe ROC. Plus la courbe est proche du

coin supérieur gauche, meilleur est le modéle

4.2 Classification de diabete : approche sans equilibrage de données

4.2.1 Application des modeles classiques

Nous avons appliqué dix modeles d'apprentissage automatique supervisé sur la variable cible

‘class’, traitée comme une classe binaire. Et voici les meilleurs résultats:

Tableau 3.4 : Résultats expérimentaux des modéles de ML

Modeéle Taux de classification (%) | Précision (%) | Rappel (%) | F1-score (%)
Arbre de Décision 96.15 96.57 96.15 96.21
SVM (RBF) 92.30 92.84 94.15 93.45
Naive Bayes 91.34 90.28 89.61 89.93
Extra Trees 98.07 97.14 98.59 97.82
LogisticRegression | 92.30 91.74 90.31 90.97

Extra Trees se distingue comme le modéle le plus performant pour la classification du

diabete, avec un taux de classification de 98.07% et un F1-score de 97.82%. Cette supériorité

s'explique par sa nature d'ensemble learning (forét d'arbres décorrélés), qui réduit le

surapprentissage inhérent a un arbre de décision unique tout en capturant les interactions

complexes entre les variables cliniques.

L'Arbre de Décision offre un trés bon rapport simplicité-performance, avec un F1-score de
~ 61~




96.21%. En revanche, les modéles plus simples comme le SVM, la Régression Logistique et
surtout le Naive Bayes obtiennent des résultats nettement moins bons. Le Naive Bayes est le
plus décevant : avec un rappel de seulement 89.61%

4.2.2 Application de I'apprentissage en profondeur

Nous avons appliqué un modele d'apprentissage profond, a savoir le CNN 1D, a la
classification binaire basée sur la colonne ‘class'. Dans notre projet, nous avons implémenté
un réseau de neurones convolutif (CNN) séquentiel pour effectuer une classification binaire a
partir de données numériques normalisées. Le modele a été construit avec I'API Sequential de
Keras, voila le résultat obtenu :

Modele Taux de classification (%) Précision (%0) Rappel (%) F1-score (%0)

CNN 96.15 95 96 96

TABLEAU 3 .5 : Résultats expérimentaux des modéles de CNN
Le modéle CNN (Réseau de Neurones Convolutifs) atteint un taux de classification de
96.15%, ce qui est un résultat tres satisfaisant. La précision (95%) et le rappel (96%0) sont

équilibrés, ce qui se traduit par un bon F1-score de 96%.

4.3 Classification de diabete : approche avec équilibrage de donnees

Cette section met en lumiere notre deuxiéme contribution a travers le développement
d'approches de classification avec équilibrage des données. Nous y les résultats obtenus pour
chacune des six méthodes d'équilibrage appliquées aux dix classifieurs traditionnels et au
modele CNN 1D.

4.3.1 Application des modeles classiques avec équilibrage

Nous avons mis en ceuvre les mémes modeles d'apprentissage supervisé utilisés dans la
premiére contribution, en appliquant systématiqguement chacune des six méthodes d'équilibrage
avant I'entrainement. Pour chaque combinaison modele x méthode d'équilibrage, nous avons
évalué les performances sur l'ensemble de test original (non équilibré) afin de garantir une
évaluation réaliste.

Le tableau suivant présente un résumé comparatif des performances des différents modeles

de classification en fonction des techniques d’équilibrage des données utilisées.
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Modéle Méthode d’équilibrage Taux de Précision | Rappel | F1-score | G-mean
classification (%o) (%) (%) (%)

SMOTE 93.27 98.31 90.62 94.31 0.94

ADASYN 94.23 100.0 90.62 | 95.08 0.95

Regression | RandomOverSampler 93.27 98.31 90.62 94.31 0.94
Logistique | RandomUnderSampler 92.31 98.28 89.06 |93.44 0.93
TomekLinks 94.23 98.33 92.19 | 95.16 0.95

SMOTE 97.12 100.0 9531 | 976 0.98

ADASYN 98.08 100.0 96.88 | 98.41 0.98

Arbre de RandomOverSampler 98.08 100.0 96.88 98.41 0.98
Décision RandomUnderSampler 94.23 96.77 93.75 | 95.24 0.94
TomekLinks 97.12 100.0 9531 |97.6 0.98

SMOTE 98.08 100.0 96.88 | 98.41 0.98

ADASYN 99.04 100.0 98.44 99.21 0.99

Random RandomOverSampler 98.08 100.0 96.88 98.41 0.98
Forest RandomUnderSampler 97.12 100.0 95.31 97.6 0.98
TomekLinks 98.08 100.0 96.88 98.41 0.98

SMOTE 98.08 98.44 98.44 98.44 0.98

ADASYN 99.04 100.0 98.44 99.21 0.99

SVM (RBF) | RandomOverSampler 98.08 98.44 98.44 98.44 0.98
RandomUnderSampler 96.15 98.39 95.31 96.83 0.96

TomekLinks 98.08 98.44 98.44 98.44 0.98

SMOTE 92.31 98.28 89.06 93.44 0.93

ADASYN 91.35 98.25 87.5 92.56 0.92

KNN (k=5) | RandomOverSampler 92.31 98.28 89.06 93.44 0.93
RandomUnderSampler 89.42 98.18 84.38 90.76 0.91

TomekLinks 93.27 98.31 90.62 94.31 0.94

SMOTE 95.19 96.83 95.31 96.06 0.95

ADASYN 95.19 96.83 95.31 96.06 0.95
RandomOverSampler 92.31 96.67 90.62 93.55 0.93

Naive Bayes | RandomUnderSampler 92.31 96.67 90.62 | 93.55 0.93
TomekLinks 94.23 96.77 93.75 95.24 0.94
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SMOTE 98.08 100.0 96.88 98.41 0.98
ADASYN 99.04 100.0 98.44 99.21 0.99
Gradient RandomOverSampler 98.08 100.0 96.88 | 98.41 0.98
Boosting RandomUnderSampler 96.15 100.0 93.75 | 96.77 0.97
TomekLinks 99.04 100.0 98.44 99.21 0.99
SMOTE 100.0 100.0 100.0 100.0 1.0
ADASYN 97.12 98.41 96.88 97.64 0.97
Extra Trees | RandomOverSampler 99.04 100.0 98.44 99.21 0.99
RandomUnderSampler 98.08 100.0 96.88 98.41 0.98
TomekLinks 99.04 100.0 98.44 99.21 0.99
SMOTE 98.08 100.0 96.88 98.41 0.98
ADASYN 98.08 100.0 96.88 98.41 0.98
XGBoost RandomOverSampler 98.08 100.0 96.88 98.41 0.98
RandomUnderSampler 95.19 100.0 92.19 95.93 0.96
TomekLinks 98.08 100.0 96.88 98.41 0.98

Tableau 3.6: récapitulatif des performances des modeles ML avec différentes méthodes

Extra Trees avec SMOTE est le meilleur modele de tous, avec un score parfait de 100% il
ne se trompe jamais. Random Forest, SVM et Gradient Boosting suivent de pres avec 99.21%
grace a ADASYN, ce qui signifie qu'ils se trompent a peine.

Arbre de Décision et XGBoost sont aussi bons avec 98.41%, mais un peu moins sdrs. En
revanche, , Naive Bayes et Regression Logistique restent moyens autour de 95-96% . KNN
est le plus faible avec seulement 94.31%, Pour les méthodes d'équilibrage, ADASYN donne
les meilleurs résultats, tandis que RandomUnderSampler est la pire. Donc, les modeles

d'ensemble comme Extra Trees et Random Forest tirent le meilleur parti de I'équilibrage, et

d’équilibrage.

SMOTE ou ADASYN sont les méthodes a privilégier pour un diagnostic médical fiable.

4.3.2 Application du CNN 1D avec équilibrage

Le modeéle CNN 1D a également été entrainé avec chacune des six méthodes d'équilibrage.
Les données équilibrées ont été reshapeées en format (samples, features, 1) pour étre

compatibles avec l'architecture convolutive 1D. L'encodage one-hot a été appliqué sur les labels

pour la classification binaire.
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TABLEAU 3.7 récapitulatif des performances de modele CNN avec différentes

méthodes d’équilibrage.

Méthode d’équilibrage Accuracy Precision Recall F1-score
(%) (%) (%) (%)
ADASYN 80.77 100 68.75 81 .48
RandomOverSampler 95.19 100 92.19 95.93
RandomUnderSampler 94.19 99 91.19 94 .92
SMOTE 96.15 98.39 95.31 96.83
TomekLinks 69.23 97.06 51 .56 67.35

SMOTE est la meilleure méthode pour le CNN 1D, avec 96.15% de bonnes classifications

et un F1-score de 96.83tout en gardant une bonne précision. RandomOverSampler suit avec

95.19% et un F1 de 95.93%, ce qui est aussi tres solide. RandomUnderSampler est juste
derriére avec 94.19% et 94.92% de F1. En revanche, ADASYN est décevante : malgré une

précision parfaite de 100%, elle ne détecte que 68.75% des diabétiques, ce qui donne un F1 de

seulement 81.48% — trop de faux négatifs ; TomekLinks est la pire de toutes : avec 69.23%

d'accuracy et un F1 de 67.35%, elle ne repére que la moitié des patients maladies. Donc

SMOTE et RandomOverSampler sont les méthodes a privilégier pour le CNN 1D, tandis

qu'ADASYN et surtout TomekLinks sont a éviter car elles ratent trop de cas graves.

5. Etude comparative des performances du meilleur modéle avec et sans équilibrage des

données

Afin d'évaluer concrétement I'impact des techniques d’équilibrages sur les performances de

notre meilleur classifieur, I'infographie ci-dessous met en évidence I'évolution des scores du

modeéle Extra Trees avant et apres I'application de la méthode SMOTE.
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Meilleur modeéle Precision (%) & Fl-score (%)
@& Accuracy (%) @ Recall (%) G-mean

Extra Trees Performance: Imbalance vs. SMOTE Balancing

Extra Trees: SANS EQUILIBRAGE Extra Trees: AVEC SMOTE
(+2.18% G-mean & 100% metrics)

Accuracy Accuracy Gain Fl-score : +2.18%
98.07% 100.00% 77T
eci Precision

97.14% | 100.00%

Recall Recall

98.59% 100.00%

Fl-score - Fl-score
| 97.82% @ l 100.00%

0.98 G-mean: 0.98 - 1.00 +¢ 1.00

(+0.02 G-mean improvement)

Figure 3.4 : Tableau de bord comparatif des métriques de performance du modeéle

Extra Trees (Sans équilibrage vs Avec SMOTE)

La comparaison directe des performances du modele Extra Trees révele l'efficacité

remarquable de la méthode d'équilibrage SMOTE.

« Optimisation globale : Avant traitement, le modéle affichait déja d'excellents résultats
(tous supérieurs a 97%), mais souffrait d'un léger déséquilibre au détriment de la
précision (97.14%). L'intégration de SMOTE permet de corriger cette faiblesse en
propulsant I'ensemble des métriques fondamentales (Accuracy, Precision, Recall, F1-
score) a un score parfait de 100.00%.

« Signification du G-mean : L'indicateur geométrique G-mean, particulierement robuste
face aux données déséquilibrées, passe de 0.98 a un score maximal de 1.00. Cette
progression de +0.02 confirme que le modéle ne sur-apprend pas la classe majoritaire,
mais parvient a classifier les deux classes avec une exactitude absolue.

e Impact sur le F1-score : Le gain net de +2.18% sur le F1-score 97.82% a 100.00%
valide définitivement l'utilisation de SMOTE : en synthétisant intelligemment de
nouveaux exemples de la classe minoritaire, la méthode a parfaitement comblé le

déficit d'apprentissage initial sans introduire de bruit ou de faux positifs.
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Voici une comparaison directe des matrices de confusion pour le classifieur Extra Trees,

mettant en évidence l'effet de I'équilibrage des données par la méthode SMOTE.

Matrices de Confusion Comparatives : Impact de SMOTE sur le Classifieur Extra Trees
Comparaison des configurations 'Sans Equilibrage' (SANS) et 'Avec Equilibrage' (AVEC SMOTE)

Matrice A : Sans Equilibrage SMOTE Matrice B : Avec Equilibrage SMOTE
(Configuration Initiale) (Configuration Equilibrée)
anfiguration Originale - Extra Trees Configuration Optimisée - Extra Trees + SMOTE

Classe 0
1
w
w
o
Classe 0

30

Vraie Valeur
Vraie Valeur

20

Classe 1
1
N
Classe 1

10

Classe 0 Classe 1 Classe 0 Classe 1
Prédiction Prédiction

Figure 3.5 : Matrices de Confusion Comparatives : Impact de I'Equilibrage SMOTE

sur Extra Trees

La comparaison de ces deux matrices révele une amélioration spectaculaire de la performance

du modele Extra Trees suite a I'application de la méthode SMOTE.

e Matrice A (Sans SMOTE) : Le modele original montre une bonne performance
globale, mais il est déséquilibreé. Il a classé correctement 33 instances de Classe 0 et 69
instances de Classe 1. Cependant, il a fait 2 erreurs en classant incorrectement 2
instances de Classe 1 comme Classe 0 (Faux Négatifs). Ce deséquilibre est di a un
plus grand nombre d'échantillons pour la Classe 1 dans les données d'entrainement.

o Matrice B (Avec SMOTE) : L'application de SMOTE a radicalement transformé la
performance. Le modéle équilibré atteint une performance parfaite. Toutes les 40
instances de Classe 0 et toutes les 64 instances de Classe 1 sont classées correctement.

I n'y a plus aucune erreur (Faux Positifs ou Faux Négatifs).
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L'utilisation de SMOTE a permis d'éliminer les erreurs de classification, en particulier sur
la classe minoritaire, ce qui a permis au classifieur Extra Trees d'atteindre une précision de
100% sur I'ensemble de test, démontrant ainsi I'efficacité cruciale de la gestion du déséquilibre

de classe.

Note cruciale sur le contexte médical : Il convient de souligner que, bien que le gain
statistique puisse paraitre modeste en valeur absolue (+2.18% sur le F1-score), sa portée est
considérable au vu du domaine d'application. En informatique médicale, I'élimination totale
des 2 faux négatifs (patients malades non détectés) observée sur la matrice initiale est une
priorité absolue. Un modele fiable a 100% garantit qu'aucun patient ne sera privé d'une prise
en charge critique a cause d'une erreur de classification, rendant l'apport de SMOTE

indispensable pour la sécurité des diagnostics.

Afin de valider scientifiquement la viabilité de notre systéme d'aide au diagnostic, il est
indispensable d'évaluer conjointement sa performance brute et sa capacité a généraliser sur de
nouvelles données. La figure suivante regroupe l'analyse de la courbe ROC globale et I'étude
du comportement du modele face au risque de surapprentissage en fonction de la profondeur

des arbres.

Analyse Duale des Performances et de la
Robustesse (Extra Trees + SMOTE)

B. Analyse détaillée de la

Stabilité (Non-Overfitting)

B. Analyse du Surapprentissage et de la Stabilité -
Profondeur des Arbres

A. Performance Diagnostique
Finale (Courbe ROC)

A. Performance Globale - Courbe ROC (AUC = 1.00)
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Figure 3.6: Evaluation duale du modéle Extra Trees + SMOTE — (A) Courbe ROC de

performance diagnostique et (B) Courbe d'analyse du surapprentissage (Overfitting)
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selon la profondeur maximale (Max Depth).
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L'analyse croisée de ces deux graphiques permet de confirmer la robustesse

exceptionnelle de la configuration optimisée et d'écarter scientifiquement toute suspicion de

surapprentissage.

Panneau A (Performance Diagnostique) : La courbe ROC épouse parfaitement les
axes de sensibilité maximale, affichant une aire sous la courbe (AUC) idéale de 1.00.
Dans un contexte medical, cette performance parfaite signifie que le classifieur
parvient a discriminer sans aucune erreur les patients sains des patients atteints de la
pathologie sur notre ensemble de validation.

Panneau B (Preuve de I'Absence de Surapprentissage) : L'évolution des scores
selon la profondeur maximale des arbres (Max Depth) apporte une démonstration
cruciale de la stabilité du modele :

1. Stabilité des courbes : En situation de surapprentissage (overfitting) classique,
une augmentation de la complexité structurelle (profondeur élevée)
provoquerait une divergence radicale : la courbe d'apprentissage stagnerait a
1.00 tandis que la courbe de test rechuterait brutalement. Ici, aprés une phase
de convergence rapide, la précision de test (Testing Accuracy) se stabilise
durablement a un excellent niveau de 98.08% et reste parfaitement plate de la
profondeur 10 jusqu'a 30.

2. Ecart réaliste et sain : Le léger écart constant de 2\% entre I'entrainement
(100%) et le test (98.08%) refléte le comportement standard et sain d'un modéle
d'ensemble (Extra Trees). Cela prouve que le modele n'a pas simplement
"mémorisé” le bruit des données de synthese générées par SMOTE, mais qu'il
a assimilé des regles de décision généralisables.

Portée Clinique : Cette absence d'overfitting, couplée a la stabilisation de la précision
a 98.08% et a I'élimination complete des faux négatifs démontrée par la matrice de
confusion, valide la haute fiabilité de notre modele. 1l se comporte de maniere
prévisible et robuste, une condition sine qua non pour un déploiement sécurisé en

environnement médical.

Pour valider la qualité des probabilités prédites par notre classifieur et confirmer

mathématiquement l'absence de surapprentissage, nous analysons I'évolution de la fonction de

perte (Log Loss) en fonction de la complexité des arbres.
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Figure 3.7 : Courbe de perte (Log Loss) d'apprentissage et de test du modeéle Extra

Trees + SMOTE selon la profondeur maximale (Max Depth).

L'examen de la courbe de perte logarithmique (Log Loss) corrobore parfaitement les

conclusions tirees des analyses de précision (Accuracy) et apporte une preuve supplémentaire

de la stabilité du modele.

Convergence optimale et réduction de I'erreur : A des profondeurs initiales faibles
(profondeurs 1 a 5), l'erreur est maximale pour les deux ensembles. Cependant, on
observe une décroissance rapide et fluide de la perte a mesure que la profondeur
augmente, atteignant une quasi-nullité pour I'entrainement et se stabilisant a un niveau
extrémement bas (environ 0.04) pour le test des la profondeur 10.

Confirmation rigoureuse du non-surapprentissage : En présence d'un phénomeéne
de surapprentissage (overfitting), la courbe de test se mettrait a diverger et a remonter
de maniére spectaculaire apres avoir atteint son minimum, traduisant une perte de
confiance du modele sur les données inconnues. Ici, la courbe orange (Test Loss) reste
strictement plate et asymptotique jusqu'a une profondeur de 30.

Signification mathématique et clinique : Cet écart infime et parfaitement stable entre
les deux courbes prouve que les probabilités affectées par le modéle Extra Trees aux
diagnostics cliniques sont hautement fiables et calibrées. Le modéle ne montre aucun
signe de sur-optimisation, garantissant sa robustesse face a la variabilité des données

médicales réelles.
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6. Explicabilité globale du modele par I'approche SHAP

Bien que le modele optimisé Extra Trees combiné & SMOTE affiche des performances
diagnostiques maximales, I'implémentation d'un systéme d'aide a la décision en milieu clinique
exige une transparence totale. Afin de dépasser I'effet « boite noire » inhérent aux algorithmes
d'apprentissage automatique, nous utilisons la méthode des valeurs SHAP (SHapley Additive
exPlanations). Cette approche issue de la théorie des jeux permet de quantifier et de
cartographier précisément la contribution, positive ou négative, de chaque caractéristique

clinique dans la prédiction finale du modéle.

SHAP Summary Plot - Extra Trees (Avec SMOTE)
Contribution des features a la prédiction PositiveH_

igh
Polyuria o9 ’—--- MReB e sccace o oo
Polydipsia . ’-m et Winectes oo o
Gender P Irgeie algfp s tee . oo ®
sudden weight loss --o+u o Glisromen o
partial paresis sogfon oy oacs. ..
ltching cowaagh oo
Irritability W v oo s . g
Polyphagia --b-.--- . T
visual blurring o . %
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delayed healing
muscle stiffness .
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Figure 3.8 : Analyse SHAP (Summary Plot) des contributions des variables

cliniques a la prédiction positive du modéle Extra Trees + SMOTE.
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L'analyse du graphique de densité SHAP révéle la hiérarchie des critéres cliniques adoptee

par le modéle et confirme la cohérence biologique de ses décisions :

Indicateurs clés préedominantes : Les variables Polyuria (polyurie) et Polydipsia
(polydipsie) se positionnent nettement comme les facteurs les plus influents du modeéle.
Les points rouges (valeurs de caractéristiques élevées, c'est-a-dire la présence du
symptome) sont massivement regroupés du coté droit de l'axe central (valeurs SHAP
positives). Cela démontre que la présence d'une polyurie ou d'une polydipsie augmente
de maniére drastique la probabilité d'une prédiction positive, ce qui est en parfaite
adéquation avec la sémiologie clinique classique du diabéte.

Impact des caracteristiques demographiques et systemiques : Le genre (Gender)
et la perte de poids soudaine (sudden weight loss) occupent les rangs suivants. Le
regroupement des points rouges du c6té positif pour la perte de poids indique que ce
symptdme aigu pousse fortement le modéle vers un diagnostic positif.

Variables a faible contribution : A l'inverse, des caractéristiques situées en bas du
graphique telles que Weakness (asthénie) ou Obesity (obésité) présentent des points
trés resserrés autour de la valeur SHAP 0.0. Leur impact sur l'orientation finale du

diagnostic reste donc marginal pour ce modele spécifique.

En alignant les criteres décisionnels de l'intelligence artificielle sur les réalités médicales

observées en clinique, cette analyse SHAP valide la pertinence du modele. Elle offre aux

praticiens une justification intelligible de la prédiction, renforcant la confiance nécessaire a

son intégration en routine médicale.

~ 72 ~



7. Analyse comparative avec les travaux existant

TABLEAU 3.8 : Analyse comparative avec les travaux existant

Auteur(s) & Année

Meéthode / Approche

Résultats principaux

Laila et al. (2022)

Ensemble Learning: Bagging,
Random Forest

Random Forest: ~97%
Accuracy, bons Recall et F1-

score

Dogru et al. (2023)

Super Ensemble Learning
(modele hybride)

Performances supérieures aux

modeles individuels

Elsayed et al. (2022)

Extreme Learning Machine
(ELM)

Temps d'apprentissage réduit,

performances compétitives

Bulbul (2024)

Deep Learning hybride: Genetic
Algorithm + Stacked

Autoencoder + Softmax

98,72% Accuracy

Notre travail

Extra Trees + SMOTE

+

100% Accuracy (Extra Trees
SMOTE)

Discussion comparative

Plusieurs chercheurs ont travaillé sur la prédiction du diabéte en utilisant différentes

méthodes de Machine Learning. Laila et al. (2022) ont utilisé Random Forest et ont obtenu

une précision de 97%. Dogru et al. (2023) ont combiné plusieurs classifieurs ensemble et ont

montré que cette approche donne de meilleurs résultats qu'un seul classifieur. Elsayed et al.

(2022) ont utilisé la méthode ELM qui est rapide a entrainer tout en gardant de bonnes

performances. Bilbl (2024) a proposé une méthode plus complexe combinant Deep Learning

et algorithme génétique, atteignant une précision de 98,72%.

Dans notre travail, nous avons utilisé Extra Trees avec SMOTE et nous avons obtenu

une précision de 100%o. Ce résultat est meilleur que tous les travaux cités ci-dessus. La raison

de cette performance est que SMOTE a permis de résoudre le probleme de déséquilibre entre

les classes dans notre base de données. Contrairement aux méthodes complexes de Bulbil

(2024) qui utilisent plusieurs algorithmes, notre approche est plus simple et directe.
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8. Interface interactive de prédiction

Dans le but de faciliter l'utilisation du modéle de classification Extra Trees avec SMOTE
(équilibrage des classes) par un utilisateur non technique, une interface interactive a été
développée a l'aide de la bibliothéque Gradio dans un environnement Google Colab. Cette
interface permet de charger la base de données d'entrainement d'entrainer le modéle avec
application de SMOTE, puis d'importer un fichier CSV contenant les caractéristiques

médicales d'un ou plusieurs patients pour effectuer une prédiction sur le diabéte.
8.1 Architecture de I'interface

L'implémentation de l'interface repose sur plusieurs modules Python essentiels :

e pandas pour la manipulation et la lecture des fichiers CSV,

e numpy pour les opérations numeériques,

e scikit-learn pour le prétraitement (standardisation) et la séparation des jeux de données,
e imbalanced-learn (SMOTE) pour I'équilibrage des classes,

e Gradio pour la creation de I'interface web interactive.

L'interface repose sur deux composants principaux :

1. Zone de chargement de la base de données d'entrainement :
- Bouton dédie a I'import du fichier BDD.csv (contenant la colonne ‘class’).
- Affichage automatique de la confirmation du chargement.

2. Zone de prédiction interactive :
- Bouton d'importation d'un fichier CSV sans colonne ‘class'.
- Bouton de lancement de la prédiction.
- Affichage détaille des résultats par échantillon.

- Résumé global (nombre de diabétes détectés, taux de diabéte).
8.2 Fonctionnalités de I'interface

L'interface comprend les fonctionnalités suivantes, organisées selon le flux de travail de
l'utilisateur :
8.2.1. Chargement de la base de données d'entrainement
Un bouton permet a l'utilisateur de charger le fichier BDD.csv depuis son ordinateur. Ce
fichier doit contenir les 16 features médicales ainsi que la colonne cible ‘class' (0 = Non

Diabete, 1 = Diabete). Des que le fichier est chargé, une confirmation s'affiche indiquant le
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nom du fichier et le nombre d'échantillons disponibles pour I'entrainement.

Bureau T
*a) BDD_sans_classa

1 5| Documents

@ from google.colab import files ] chap 3V2
& Images T
] Chap 222222222222222222
# Upload the BDD.csv file d Musique % Chapitre 1...(2)
uploaded = files.upload() J Objets 3D 9 complet
& Téléchargements 9 conclusion general
# Get the name of the uploaded file _ &R y
1¢ b Loadeds E Vidéos “] Figure chapitre 1
g : 2 Di local (C: ] Figure chapitre 2
uploaded_file_name = list(uploaded.keys())[@] & Disque local (C) -
& .
print(f" Fichier '{uploaded_file_name}' chargé av| . Disque local (D) ] introduction v
else: SRS 2
print("¥ Aucun fichier n'a été sélectionné.")
Nom du fichier : |BDD v | Tous les fichiers v
. ‘Sélect. fichiers | Aucun fichier choisi Cancel upload A

Figure 3.9: Chargement de la base de données BDD.csv via le widget de téléchargement

Google Colab

8.2.2. Préparation et équilibrage des données
Apreés le chargement, les données sont automatiquement préparées :
e Séparation des features (X) et de la target (y) via la colonne ‘class’,
e Split train/test avec stratification (test_size=0.2, random_state=42),
e Standardisation avec StandardScaler (fit sur train, transform sur test),
e Application de SMOTE sur I'ensemble d'entrainement pour équilibrer les classes,

e Entrainement du modele Extra Trees (n_estimators=100, random_state=42) sur les

données équilibrées.

8.2.3 Importation du fichier patient (sans colonne *class")

Une fois le modele entraine, l'utilisateur peut importer un fichier CSV contenant les
caractéristiques médicales d'un ou plusieurs patients. Ce fichier ne doit PAS contenir la
colonne ‘class' car c'est le modéle qui doit prédire cette valeur. L'interface affiche une zone de

dépét de fichier avec un bouton ‘Lancer la prédiction'.
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Cette interface permet de prédire si un patient est diabétique ou non en important un fichier CSV contenant les caractéristiques médicales.

A Important : Le fichier CSV ne doit PAS contenir la colonne class . Le modéle a été entrainé avec SMOTE pour équilibrer les classes.
W Importation du fichier M Résultats

O Importer un fichier CSV (sans colonne 'class') Résultats dela prédiction

)

J

Déposez le fichier ici Diabéte détecté : 1 échantillon(s)
o Non Diabéte détecté : 0 échantillon(s)

; i oo B Taux de diabéte :100.0%

Cliquez pour télécharger un fichier

B Détails par échantillon :
Echantillon Prédiction Confiance (%) Proba Non Diabéte Proba Diabéte

1 © DIABETE 100.00%  0.0000  1.0000
@ Lancer la prédiction

Figure 3.10: Interface Gradio compléte avec zone d'importation et résultats de
prédiction
L'utilisateur clique sur la zone de dépot pour ouvrir I'explorateur de fichiers et sélectionner
le fichier CSV contenant les données du patient a tester.

0 Quvrir

X
Cette interface permet de prédire si un patient est diabétique ou non en importan « . p > CePC 5 Bureau > finn ‘o o
A Important : Le fichier CSV ne doit PAS contenir la colonne class . Le modéle ZENEeNeEuEaEg Nouveau dossier m
. r . A Nom
B Importation du fichier 3 Ao apide )
- Z) BDD
3 Importer un fichier CSV (sans colonne ‘class') @ OneDrive %3] BDD sans _dlass
W CePC %3] BDD sans_dassa
B Bureau % Nouveau Feuille de calcul Microsoft Excel 2
1+ ) test 1 04/06/2026 14:26
(- = Documents
Déposez le fichier ici = Images
-ou- D Musique
Cliquez pour télécharger un fichier ¥ Objets 3D
& Teléchargements
E vidéos
& Disque local (C)
: « Disque local (D)
€. Lancer la prédiction il 5
Nom du fichier : v | Fichier CSV Microsoft Excel v

Figure 3.11: Sélection du fichier CSV patient via I'explorateur de fichiers Windows

Apreés la sélection, le nom du fichier apparait dans la zone d'importation, confirmant que le
fichier est prét a étre traité par le modéle.
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(3 Importer un fichier CSV (sans colonne 'class')

Nouveau Feuille de calcul Microsoft Excel.csv

€. Lancer la prédiction

Figure 3.12 : Confirmation du fichier importé (Nouveau Feuille de calcul Microsoft

Excel.csv)

8.2.4. Resultats de la prédiction

Apres le clic sur ‘Lancer la prédiction’, l'interface affiche les résultats détaillés :

e Résumé global : nombre de patients diabetiques détectés, nombre de non-diabétiques, taux
de diabeéte,

e Tableau détaillé par échantillon avec :

Numero de I'échantillon
Prédiction (@ DIABETE ou [] NON DIABETE)
Pourcentage de confiance du modeéle

Probabilités de chaque classe (Non Diabete / Diabéte)

La prédiction est accompagnée d'indicateurs visuels (émojis rouge/vert) pour une lecture

immédiate du résultat, facilitant I'interprétation par un utilisateur non technique. Dans cet

exemple, le modeéle a prédit la classe DIABETE avec une confiance de 100%, attribuant une
probabilité de 1.0000 a la classe Diabéte et 0.0000 a la classe Non Diabéte.
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M RESULTATS DE LA PREDICTION (Extra Trees + SMOTE)

Diabéte détecté :1 échantillon(s)
Non Diabéte détecté : 0 échantillon(s)
B4 Tauxde diabéte :100.0%

B Détails par échantillon :

Echantillon Prédiction Confiance (%) Proba Non Diabéte Proba Diabéte
if DIABETE 100.00% 0.0000 1.0000

Figure 3.13: Résultats détaillés de la prédiction

8.3 Format attendu du fichier CSV

L'interface spécifie clairement le format attendu pour le fichier d'importation. Le fichier doit

contenir les 16 colonnes suivantes dans cet ordre exact :

o Age

e Gender

e Polyuria

e Polydipsia

e sudden weight loss

e weakness

e Polyphagia

e Genital thrush

e visual blurring

e ltching

e lIrritability

e delayed healing

e partial paresis

e muscle stiffness

e Alopecia

e Obesity

Exemple de ligne: 40,3,0,1,0,1,0,0,0,1,0,1,0,1,1,1
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8.4 Avantages pédagogiques et pratiques

Cette interface présente plusieurs avantages significatifs :

e Accessibilité : elle rend le processus d'apprentissage automatique accessible a des
utilisateurs non techniques, sans nécessiter de connaissances en programmation Python,

e Transparence : l'affichage des probabilités et du pourcentage de confiance permet de
comprendre le niveau de certitude de chaque prédiction,

e Traitement par lot : contrairement a une interface par formulaire, cette approche permet
de prédire plusieurs patients simultanément via un fichier CSV,

e Intégration SMOTE : la prise en compte explicite de I'équilibrage des classes renforce
la fiabilité du modele sur des données réelles désequilibrées,

e Validation automatique : l'interface verifie automatiqguement la correspondance des
colonnes et signale toute erreur de format,

e Interopérabilité : le format CSV standard permet d'importer facilement des données

provenant de différents systemes d'information médicale.

Cette interface représente un pont entre I'analyse computationnelle et la pratique clinique,
offrant un cadre rigoureux mais accessible pour I'évaluation prédictive du diabete. L'utilisation
de SMOTE garantit que le modéle ne soit pas biaisé par la distribution naturellement

déséquilibrée des classes dans les données médicales.

7. Conclusion

En somme, ce chapitre a été consacré a I'évaluation empirique et a I'analyse comparative
de plusieurs architectures d'apprentissage automatique (Machine Learning) et d'apprentissage
profond (Deep Learning), appliquées au diagnostic du diabéte. Les expérimentations menées
ont mis en évidence I'importance critique de la préparation des données, et plus particulierement

de la gestion du déséquilibre des classes cliniques.

Les résultats obtenus démontrent que l'application de la méthode de rééchantillonnage
SMOTE (Synthetic Minority Over-sampling Technique) savere déterminante. Parmi
I'ensemble des configurations testées, le modele Extra Trees combiné a SMOTE s'est distingué

comme la solution la plus performante et la plus robuste. Grace a cette synergie, le classifieur
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a convergé de maniere optimale, propulsant I'ensemble de ses métriques d'évaluation

(Accuracy, Precision, Recall, F1-score) jusqu'a un score parfait de 100 %.

Au-dela de cette performance brute, I'analyse approfondie des courbes d'apprentissage
(notamment en fonction de la profondeur des arbres et du nombre d'estimateurs) a permis
d'écarter scientifiguement tout phénoméne de surapprentissage (overfitting). Le parallélisme
et la stabilisation des scores d'entrainement et de test témoignent d'une excellente capacité de

généralisation du modéle sur des données cliniques non vues.

Enfin, d'un point de vue purement médical, la réussite majeure de cette approche réside
dans la minimisation absolue des Faux Négatifs (FN), mis en exergue par la matrice de
confusion finale. Dans le domaine de la santé, classer par erreur un patient malade comme sain
représente un risque critique pouvant retarder une prise en charge vitale. Ainsi, I'élimination
de ces erreurs de diagnostic valide la fiabilité et la pertinence clinique de notre modéle Extra
Trees optimisé, ouvrant des perspectives concretes et sécurisees pour son intégration comme

outil d'aide a la décision médicale.

~ 80 ~



Conclusion Générale

Ce travail a permis de démontrer I'importance cruciale de I'équilibrage des données dans la
construction de modeles prédictifs fiables pour le diagnostic du diabéte. En testant six
techniques d'équilibrage sur onze algorithmes d'apprentissage automatique, nous avons
identifié la combinaison Extra Trees + SMOTE comme la plus performante, atteignant des
scores parfaits sur toutes les métriques tout en éliminant totalement les faux négatifs — un
résultat essentiel en contexte médical ou aucun patient malade ne doit étre laissé de coté.

L'analyse SHAP a confirmé la cohérence clinique du modele en identifiant la polyurie et la
polydipsie comme les symptomes les plus déterminants, alignant ainsi les décisions
algorithmiques sur le savoir médical établi.

Pour la suite, plusieurs directions méritent d'étre explorées. Il serait intéressant de valider
nos modeles sur dautres bases de données, plus volumineuses et provenant de contextes
géographiques variés, afin de mesurer leur capacité de generalisation. L'intégration de
variables biologiques continues (glycémie, HbALlc) pourrait également enrichir les
prédictions. Par ailleurs, le développement d'une application mobile dédiée au dépistage rapide
du diabete constituerait une valorisation concrete et accessible de ce travail. Enfin,
I'exploration d'architectures de Deep Learning hybrides et le suivi longitudinal des patients
ouvrent des perspectives prometteuses pour anticiper l'apparition de la maladie bien avant ses
premiers signes cliniques.

Au-dela des performances algorithmiques, ce mémoire rappelle qu'en médecine, la fiabilité
d'un modele se mesure avant tout a sa capacité a protéger chaque patient — et c'est précisément

cet objectif que guide I'ensemble de cette démarche.
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