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Résumé

Le myélome multiple est un cancer complexe du sang caractérisé par
une prolifération incontrôlée de plasmocytes. En raison de l’absence de
signes ou symptômes évidents dans les premiers stades, le diagnostic pré-
coce de cette maladie est difficile et compliqué. Cela représente un défi
considérable pour les patients, et le processus de diagnostic long peut être
décourageant.

Cette thèse a pour objectif de prédire les tests les plus importants pour
le diagnostic du myélome multiple et d’établir la relation entre les va-
riables et les stades de ce cancer. L’objectif est d’améliorer l’efficacité du
processus de diagnostic tout en réduisant les coûts. Les données ont été
collectées auprès du Centre de lutte contre le cancer du CHU de Tlem-
cen. Après avoir traité les données déséquilibrées, nous avons utilisé des
méthodes de sélection de variables basées sur une approche de filtre pour
identifier les tests les plus pertinents. La méthode de sélection FCBF s’est
révélée la plus pratique en raison de sa robustesse et de sa capacité à éli-
miner les caractéristiques non pertinentes.

Nous avons également exploré l’utilisation de méthodes d’ensemble ba-
sées sur les arbres de décision pour estimer l’importance des variables.
Après avoir ajusté les hyperparamètres à l’aide de la technique GridSear-
chCV, les résultats ont montré que XGBoost a donné le meilleur classe-
ment pour les caractéristiques considérées comme les facteurs pronostiques
les plus importants.

Dans cette étude, nous avons également abordé l’intégration d’une mé-
thode basée sur les réseaux bayésiens. L’objectif était d’optimiser l’in-
férence clinique et de découvrir des relations causales intéressantes. Un
modèle bayésien optimal a été obtenu, qui a exploré 46 relations causales
pertinentes lors de la phase d’apprentissage des paramètres. Cela nous a
permis de prédire de nouveaux scénarios.
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CHAPITRE 0. RÉSUMÉ

En résumé, cette thèse se concentre sur l’amélioration du diagnostic
du myélome multiple en prédisant les tests les plus importants et en
explorant les relations entre les variables et les stades du cancer. Les ré-
sultats obtenus peuvent contribuer à améliorer l’efficacité du processus de
diagnostic, tout en réduisant les coûts associés. De plus, l’utilisation de
méthodes d’ensemble et de réseaux bayésiens a permis d’identifier les fac-
teurs pronostiques les plus importants et d’explorer des relations causales
intéressantes.

Mots clés : Myélome multiple, sélection de variables, approche par filtre,
méthodes d’ensemble, importance des variables, réseau bayésien, associa-
tion, données déséquilibrées.
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Abstract

The multiple myeloma is a complex blood cancer characterized by un-
controlled proliferation of plasma cells. In the early stages, multiple mye-
loma may not cause any signs or symptoms, making early diagnosis difficult
and challenging. The diagnostic process poses a considerable challenge
for patients, and its prolonged duration can be discouraging.

This thesis aims to predict the most important tests in the diagnosis of
multiple myeloma and determine the relationship between variables and
stages of this cancer. The goal is to enhance the efficiency of the diag-
nostic process while reducing costs. We collected comprehensive data on
multiple myeloma from the Cancer Center at Tlemcen University Hospital.
After handling imbalanced data, we employed variable selection methods
based on a filter approach to extract the most relevant tests. The FCBF
selection technique proved to be more practical due to its robustness and
ability to eliminate irrelevant features.

We also explored ensemble methods based on decision trees to esti-
mate variable importance. The results obtained after hyperparameter tu-
ning using the GridSearchCV technique showed that XGBoost yielded the
best ranking for the considered features, which are considered the most
significant prognostic factors.

In this study, we also addressed the integration of a Bayesian network-
based method. The aim was to optimize clinical inference and discover
interesting causal relationships. An optimal Bayesian model was obtained,
exploring 46 relevant causal relationships during the parameter learning
phase. This enabled us to predict new scenarios.

In summary, this thesis focuses on improving the diagnosis of multiple
myeloma by predicting the most important tests and exploring the rela-
tionships between variables and cancer stages. The results obtained can
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CHAPITRE 0. ABSTRACT

contribute to enhancing the efficiency of the diagnostic process while re-
ducing associated costs. Furthermore, the use of ensemble methods and
Bayesian networks has helped identify the most significant prognostic fac-
tors and explore interesting causal relationships.

Keywords : Multiple Myeloma, feature selection, filter approach, en-
semble methods, feature importance, bayesian network, association, im-
balanced data.
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Introduction Générale

1 Contexte de la thèse

L’ingénierie biomédicale est un domaine pluridisciplinaire qui combine
plusieurs domaines, tels que la biologie et la médecine. Elle occupe une
place centrale dans les recherches scientifiques actuelles de l’industrie
médicale et pharmaceutique, avec pour objectif le développement de sys-
tèmes d’aide au diagnostic médical pour de nombreuses maladies. Les
recherches en bio-ingénierie portent notamment sur les bactéries modifiées
pour produire des produits chimiques, les nouvelles technologies d’image-
rie médicale, les dispositifs portables et rapides de diagnostic des maladies,
les prothèses et les produits biopharmaceutiques, etc.

En médecine, la prise de décision clinique est une activité intellectuelle
où les médecins utilisent leurs connaissances spécialisées, leur expérience
et leur jugement clinique, combinés aux informations de test disponibles,
pour déterminer l’investigation, le traitement ou la prise en charge clini-
quement appropriés de l’état d’un patient, en tenant souvent compte du
point de vue du patient et de sa compréhension de son état.

L’intelligence artificielle (IA) a pour principal défi de développer des
outils et des technologies informatiques puissants pour simplifier et au-
tomatiser la tâche du médecin, voire de remplacer l’intervention humaine
dans le raisonnement clinique.

Les systèmes d’aide à la décision médicale (SADM) sont des outils
informatiques conçus pour soutenir la prise de décision clinique. Les pro-
fessionnels de la santé utilisent ces outils pour traiter l’ensemble des ca-
ractéristiques d’un patient donné afin de générer les diagnostics probables
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de son état clinique (aide au diagnostic) ou les traitements qui lui seraient
adaptés (aide à la thérapeutique).

Ce domaine de recherche suscite un grand intérêt dans la communauté
de l’apprentissage automatique, car il est porté par l’évolution des sys-
tèmes de collecte et de stockage de données, d’une part, et les exigences
des systèmes pour soutenir les diagnostics, d’autre part.

Cependant, la représentation des données utilise souvent de nombreuses
caractéristiques, dont seules quelques-unes peuvent être liées au concept
cible. Les données inutiles peuvent ralentir le modèle d’apprentissage et le
modèle peut mal apprendre de ces données, ce qui peut entraîner des er-
reurs. De plus, le volume et la spécificité de ces jeux de données, constitués
d’un nombre de variables très largement supérieur au nombre d’expériences
(échantillons), conduisent à des traitements faisant appel aux outils de sé-
lection des caractéristiques et aux méthodes d’association. Ces techniques
sont destinées à la fois à accélérer l’apprentissage et à améliorer la qualité
du modèle.

2 Motivations et objectifs

Le sujet de cette thèse de doctorat vise à collecter des données biolo-
giques auprès de différents centres hospitalo-universitaires. En collabora-
tion avec les biologistes, nous réfléchissons à l’utilisation de ces données
fondamentales dans la pratique clinique et à leur influence sur la prise en
charge des patients. Ce domaine de recherche est crucial pour le dépistage,
le traitement et la prédiction de l’évolution clinique des patients.

Grâce à une collaboration entre la faculté de Technologie de l’Université
de Tlemcen et le centre hospitalo-universitaire de Tlemcen, nous avons
effectué un stage pratique au sein du service d’hématologie du Centre de
Lutte Contre le Cancer (CLCC) de Tlemcen. Nous avons pu contacter
des biologistes et des médecins spécialistes en hématologie qui nous ont
aidés à comprendre les différentes notions de base tout en nous orientant
vers des pistes de recherche critiques d’intérêt local. L’objectif était de
collecter des données sur le cancer du myélome multiple afin de les uti-
liser en pratique clinique et d’analyser leur impact sur le suivi des patients.

Le choix du cancer du myélome multiple a été fait en collaboration avec
les hématologues qui nous ont orientés vers cette maladie en raison de son
importance et de son activité de recherche dans le service d’hématologie.

2. MOTIVATIONS ET OBJECTIFS 2
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Le diagnostic de cette maladie est complexe car certains symptômes et
résultats de test peuvent également se produire dans d’autres maladies.

Le myélome multiple est un cancer du sang qui est associé à une crois-
sance incontrôlée des plasmocytes dans la moelle osseuse [2]. Les cellules
cancéreuses peuvent affecter plusieurs régions du corps, d’où le terme
"multiple". Aux premiers stades de la maladie, un patient atteint de MM
peut ne présenter aucun signe ni symptôme, ce qui en fait l’un des nom-
breux cancers compliqués. Une fois la tumeur développée, le diagnostic du
MM nécessite l’observation des symptômes qui sont décrits avec l’acro-
nyme "CRAB" : hypercalcémie, insuffisance rénale, anémie, douleurs os-
seuses et lésions ostéolytiques.

Le processus de diagnostic du myélome multiple (MM) est long et dé-
courageant pour les patients, car il implique de nombreux examens et tests
médicaux tels que des tests d’hématologie, des examens cytologiques, des
tests de protéines, des tests d’imagerie médicale et des tests de biolo-
gie/chimie du sang [3]. Il est essentiel de déterminer le stade du MM
pour aider les médecins à choisir le traitement approprié et à prédire le
pronostic du patient, ce qui peut offrir une chance de guérison. Malheureu-
sement, de nombreux patients sont diagnostiqués au stade III, ce qui crée
un déséquilibre dans les exemples, certains stades étant plus fréquents que
d’autres. Les facteurs causaux de cette maladie sont encore inconnus et
les recherches sont en cours.

Dans ce contexte, notre objectif est de mieux comprendre l’évolution du
cancer du MM à tous les stades en étudiant la relation entre les stades du
MM et les examens médicaux effectués lors du diagnostic de cette mala-
die, afin d’identifier les examens les plus prédictifs dans le diagnostic et la
stadification du MM. Nous cherchons notamment à répondre aux questions
de recherche suivantes :

– Quelle famille de méthodes de sélection et d’association de caracté-
ristiques est la plus appropriée ?

– Quelle méthode sera la plus adaptée à la classification des données
biologiques réelles ?

3 Contributions

Le myélome multiple est une maladie très complexe dont les symp-
tômes ne sont généralement pas détectés dans les premiers stades. Les

3. CONTRIBUTIONS 3
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patients doivent subir une série de tests répétitifs et fréquents, ce qui rend
le processus de diagnostic et de stadification du MM long et décourageant
pour les malades.
Nos modèles proposés sont basés sur l’idée de prédire avec précision

les tests les plus importants à effectuer dans le processus de stadification
du MM. Cette approche permettrait de réduire le nombre de tests et de
diminuer le coût total, un problème majeur pour tous les patients.
Les contributions de notre thèse de recherche sont les suivantes :

1. Nous avons collecté un nouveau jeu de données contenant les résultats
de différents examens de diagnostic du MM (MM-dataset) [4]. Cette
base de données peut être utilisée pour résoudre des problèmes tels que
la détection des facteurs pronostiques du MM en utilisant des méthodes
de sélection de caractéristiques, ainsi que pour résoudre des problèmes
de classification de données déséquilibrées basés sur l’apprentissage
automatique supervisé avec une sortie multi-classes.

2. Nous nous sommes intéressés à la corrélation entre les stades du MM
et les résultats des différents examens diagnostiques de ce cancer,
afin d’extraire les examens les plus pertinents pour le pronostic du
myélome multiple. À cette fin, nous avons proposé des stratégies de
sélection de caractéristiques basées sur une approche de filtre.

3. Nous avons proposé une analyse pratique de diverses approches de
méthodes d’ensemble basées sur les arbres de décision, notamment
les méthodes d’ensemble basées sur la randomisation et celles basées
sur l’optimisation. L’utilisation de scores d’importance proposés par les
méthodes d’ensemble nous a permis d’identifier les variables les plus
pertinentes pour la construction d’un modèle prédictif plus performant.
Ces scores peuvent être utilisés pour sélectionner les variables les plus
importantes et éliminer celles qui ne sont pas significatives, tout en
maintenant des performances similaires ou meilleures dans un temps
d’apprentissage beaucoup plus court.

4. Afin d’optimiser l’inférence clinique, nous avons exploré et analysé des
modèles graphiques probabilistes : les Réseaux Bayésiens (RB). Ces
derniers ont pour objectif de comprendre les relations causales entre
les variables du jeu de données MM et le stade du MM. Les réseaux
bayésiens nous ont permis de produire une représentation graphique
fiable et transparente, afin de mieux comprendre les relations entre les
paramètres qui influencent le diagnostic du MM, avec une possibilité
de prédire de nouveaux scénarios.
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4 Organisation du manuscrit

Ce travail est structuré en trois chapitres :

Chapitre 1 présente les données et les connaissances sur le myélome mul-
tiple, y compris l’épidémiologie, la physiologie, les signes cliniques et
les manifestations du MM, les critères de diagnostic et les analyses de
sang/d’urine nécessaires, ainsi que les différentes formes cliniques du MM
et les systèmes de stadification utilisés par les cliniciens.

Chapitre 2 traite de notre contribution à l’identification des caractéris-
tiques pertinentes dans le diagnostic du MM. Nous détaillons l’approche
proposée ainsi que les méthodologies utilisées pour mener à bien notre
recherche. Avant cela, nous présentons les différentes approches de sélec-
tion de variables, leur importance et leurs avantages, ainsi que les travaux
récents dans la littérature. Nous exposons également notre base de don-
nées collectée pour notre étude. Nous décrivons les méthodes d’ensemble
basées sur les arbres de décision qui visent à interpréter l’importance des
caractéristiques dans la stadification du MM. Enfin, nous discutons des
résultats obtenus et expliquons la contribution que nos travaux peuvent
apporter à la recherche scientifique.

Chapitre 3 vise à explorer et analyser des modèles graphiques probabi-
listes : un réseau bayésien (RB), dont le but est de comprendre les rela-
tions causales entre les variables de l’ensemble de données sur le MM.
Nous commençons par introduire les concepts de base des réseaux bayé-
siens, leurs propriétés, les étapes de construction d’un modèle bayésien,
ainsi que les différents algorithmes utilisés en apprentissage de structure.
Nous citons également certains travaux de la littérature sur l’utilisation
des réseaux bayésiens dans le domaine médical, notamment dans la prise
de décision. Enfin, nous présentons notre méthodologie et les expérimen-
tations réalisées avec une discussion des résultats obtenus.

Enfin, nous terminons par une conclusion générale qui fournit un bref
résumé de nos contributions tout au long de ce travail, ainsi que des
suggestions pour des perspectives de travaux futurs.

4. ORGANISATION DU MANUSCRIT 5



CHAPITRE 1

LE MYÉLOME MULTIPLE EN CLINIQUE

1 Définition

Le myélome multiple (MM) est aussi appelé « maladie de Kahler » du
nom du médecin autrichien Otto Kahler qui l’a décrite pour la première
fois en 1889 [5]. C’est une hémopathie maligne qui affecte les plasmocytes
dans la moelle osseuse [6]. Elle est la plus fréquente des dysglobulinémies
malignes qui rentre dans le cadre des syndromes lymphoprolifératifs chro-
niques. Le mot "multiple" est utilisé parce que les cellules cancéreuses
touchent souvent plusieurs parties du corps. Le MM se développe à partir
des cellules plasmatiques qui sont un type de globules blancs.

2 Épidémiologie

2.1 Dans le monde

Bien qu’il s’agisse d’une maladie rare, le MM représente 13% des hé-
mopathies malignes avec 159 985 nouveaux cas en 2018 [7], et est le
23ème cancer le plus fréquent dans le monde [8]. Il est plus fréquent
chez les hommes que chez les femmes et chez les personnes d’origine
afro-américaine. Ce cancer ne touche pas les enfants.
L’incidence du MM varie selon le statut socio-démographique, elle est

de 4 à 6 cas pour 100 000 habitants dans les pays développés avec un âge
médian de 70 ans [9], dont 37% des patients ont un âge inférieur à 65 ans,
26% ont entre 65 et 74 ans, et 37% des patients ont plus de 75 ans.
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2.2 En Algérie

Selon les statistiques du Centre international de recherche sur le can-
cer (IARC) de l’Organisation mondiale de la santé (OMS) 1, l’Algérie se
classe sixième en Afrique, en 2020, en termes de taux d’incidence estimés
standardisés pour l’âge (ASR : Age-Standardized Rate) du MM, pour les
deux sexes et tous les âges (Voir figure 1) 2.

Le MM est le 19ème cancer le plus fréquent, et la troisième maladie
sanguine la plus fréquente en Algérie après les lymphomes et les leucémies
aiguës [10]. Il y a environ 752 nouveaux cas pour 43 millions d’habitants en
2020, avec une incidence de 4,13 pour 100 000 au cours des cinq dernières
années [11].

Figure 1 – Taux d’incidence estimés standardisés sur l’âge (Monde) en 2020, Myélome
Multiple, pour les deux sexes, tous âge, Région africaine de l’OMS.

3 Physiologie

La moelle osseuse est une matière spongieuse que l’on trouve princi-
palement au centre des os longs. C’est là que sont produites les cellules
sanguines. La moelle osseuse est composée d’une variété de cellules qui
arrivent progressivement à maturité pour former (Voir figure 2) :

1. Les globules rouges (GR) : ou hématies ou érythrocytes, assurent le
transport d’oxygène inhalé des poumons vers les autres organes et
transportent le dioxyde de carbone des organes vers les poumons pour
être expiré. C’est l’hémoglobine, un pigment situé dans les globules

1. https://gco.iarc.fr/today/home
2. https://gco.iarc.fr/today/online-analysis-map?v=2020
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rouges, qui assure cette fonction. Un déficit en GR provoque une ané-
mie.

2. Les plaquettes (Plqts) : également appelées thrombocytes, sont les
cellules sanguines circulantes qui sont responsables de la coagulation
du sang en collaboration avec certaines protéines et avec les cellules
des vaisseaux. S’il y a un déficit en plqts, les plaies cicatrisent moins
vite et les hématomes peuvent apparaître spontanément.

3. Les globules blancs (GB) : connus aussi sous le nom de leucocytes,
défendent l’organisme contre les micro-organismes infectieux et les
substances étrangères. Un déficit en GB peut se traduire par une
augmentation dans la fréquence d’apparition des infections comme la
pneumonie, la grippe, etc. Ces cellules se déclinent en plusieurs va-
riétés : granulocytes, lymphocytes et monocytes, etc., chacun ayant
un rôle différent dans le système immunitaire. Les lymphocytes sont
désignés comme étant des lymphocytes B ou T qui sont présents dans
les ganglions lymphatiques et autres tissus lymphatiques [6].

Figure 2 – Développement des cellules sanguines.

Les plasmocytes se développent eux-mêmes à partir des cellules lym-
phocytes B. Ils constituent moins de 5% des cellules de la moelle osseuse.
Ils combattent les infections en fabriquant des anticorps (immunoglobu-

3. PHYSIOLOGIE 8
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lines) qui reconnaissent et attaquent les agents responsables des maladies
tels que les virus et les bactéries. Chaque plasmocyte ne peut produire
qu’un seul type spécifique d’anticorps. Les plasmocytes individuels peuvent
ensuite se diviser à plusieurs reprises pour former des copies d’eux-mêmes,
appelées clones. Ce groupe de clones peut produire de grandes quantités
d’un seul type d’anticorps pour combattre une infection spécifique.

4 Étiopathogénie

L’étiopathogénie (ou étiologie) est l’étude des causes et facteurs de
risque qui modifient la chance d’une personne de contracter une maladie,
telle que le cancer. Elle touche plusieurs aspects de la vie socioprofession-
nelle du patient, notamment la profession, le mode de vie, les antécédents
médicaux et la génétique [12].
Les facteurs de risque sont habituellement classés du plus important au
moins important, mais dans la plupart des cas, il est impossible de les
classer avec une certitude absolue. De plus, ces facteurs ne sont pas suffi-
sants pour expliquer tous les cas de la maladie, car des personnes n’ayant
aucun facteur de risque peuvent tout de même développer la maladie, tan-
dis que d’autres ayant plusieurs facteurs de risque ne seront pas atteintes
de la maladie.
L’étiopathogénie précise du MM est encore inconnue à ce jour, car il

n’y a pas de cause bien définie pour cette maladie [13]. Son apparition est
une conséquence de plusieurs événements oncogéniques chromosomiques
et moléculaires liés à la série lymphocytaire B [14]. Le seul facteur de
risque clairement identifié est l’exposition aux rayonnements ionisants et
aux agents chimiques [15]. Cependant, comme pour d’autres types de can-
cer, il existe certains facteurs qui peuvent influencer les chances d’appari-
tion du MM, tels que :

1. Âge : Le risque d’atteindre un MM augmente avec l’âge.
L’âge moyen au moment du diagnostic est de 70 ans.
Moins de 1% des cas sont diagnostiqués chez des per-
sonnes de moins de 35 ans.

2. Genre & origine ethnique : L’homme est légèrement
plus touché que la femme. Aussi, le MM survient souvent
deux fois plus chez la population noire que chez la po-
pulation blanche, il est plus fréquent au Moyen-Orient,
en Afrique et en Méditerranée. Les raisons ne sont pas
connues.

3. Antécédents médicaux familiaux :Quelques études montrent

4. ÉTIOPATHOGÉNIE 9
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que le myélome semble être présent dans certaines fa-
milles. Le risque est élevé pour une personne dont la mère
ou le père ou bien un frère ou une sœur en souffre du MM.
Cependant, il n’y a aucune preuve d’un facteur héréditaire
du myélome et pas d’excès dans la famille des patients
atteints de ce cancer.

4. Obésité & habitudes alimentaires : L’obésité et les
habitudes alimentaires ont été classées comme probable-
ment moins impliquées dans le processus du développe-
ment du MM [10]. Les personnes ayant un indice de masse
corporelle (IMC) élevé sont souvent plus susceptibles de
développer un myélome que celles ayant un poids santé
idéal.

5. Autres maladies des plasmocytes : La personne at-
teinte d’une gammapathie monoclonale de signification
indéterminée ou d’un plasmocytome solitaire a un risque
plus élevé (1 à 2 % de chances par an) de développer un
myélome, un lymphome ou un autre cancer lié au sang
appelé macroglobulinémie de Waldenstrom [16].

6. Système immunitaire affaibli : Les personnes dont le
système immunitaire est affaibli ont un risque plus élevé
de développer un myélome multiple. Il s’agit notamment
des personnes atteintes du VIH ou du SIDA et des per-
sonnes ayant subi une transplantation d’organe et devant
prendre des médicaments pour affaiblir leur système im-
munitaire. Certains chercheurs pensent aussi que les in-
fections et les inflammations chroniques pourraient jouer
un rôle dans la pathogenèse de cette maladie [17]. Pour
combattre ces infections, les plasmocytes produisent de
grandes quantités d’anticorps. En conséquence, certains
plasmocytes peuvent dévier de leur schéma de croissance
normal et se multiplier en un groupe de cellules anor-
males qui produisent toutes le même anticorps, appelé
protéine M. Cependant, il n’y a aucune preuve de ce lien
entre l’inflammation chronique et la maladie de Kahler.

5 Physiopathologie

La physiopathologie fait référence aux changements dans les processus
corporels qui résultent d’une maladie. Dans le cas du myélome multiple

5. PHYSIOPATHOLOGIE 10
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(MM), qui est un type de cancer de la moelle osseuse, la physiopathologie
est complexe. Elle peut entraîner des problèmes osseux, sanguins, rénaux
et parfois neurologiques.
La progression du MM commence par l’état pathologique précurseur

asymptomatique de la MGUS. Des données récentes indiquent que la
MGUS, précédemment caractérisée par la croissance des cellules myé-
lomateuses sans destruction osseuse ni atteinte d’autres organes, est en
fait associée à des altérations osseuses [18].
Dans le cas du myélome multiple, les plasmocytes anormaux proli-

fèrent et évincent les cellules sanguines saines. Au lieu de produire des
anticorps utiles, ces cellules cancéreuses produisent une protéine anormale
appelée paraprotéine ou protéine M, qui ne joue aucun rôle dans l’immu-
nité et peut entraîner des complications. Cette prolifération plasmocytaire
s’accompagne d’une inhibition de la lymphopoïèse B normale, qui est res-
ponsable d’une diminution du taux d’immunoglobulines polyclonales et,
par conséquent, d’un risque accru d’infection. À son tour, cela génère éga-
lement une suppression de l’hématopoïèse normale [14].
La physiopathologie du MM a un impact étendu sur l’organisme. C’est

pourquoi une personne peut avoir besoin de plusieurs analyses de sang, de
tests d’imagerie et de biopsies pour que les médecins puissent diagnostiquer
le MM et déterminer un plan de traitement adapté.

6 Signes et manifestations cliniques du MM

Dans la majorité des cas, le MM ne cause aucun signe ou symptôme
au stade précoce de la maladie. Les patients sont souvent diagnostiqués
avec des maladies asymptomatiques d’étiologie inconnue. Une fois la ma-
ladie développée, l’augmentation du nombre de cellules myélomateuses,
ainsi que les niveaux élevés de protéine monoclonale qu’elles produisent,
peuvent provoquer plusieurs symptômes qui sont liés soit à une infiltration
de la moelle osseuse par des plasmocytes, soit à des lésions organiques.

6.1 Manifestations osseuses

Elles sont dominées par la douleur, qui est le signe le plus fréquent
chez 70 à 90% des cas au moment du diagnostic, parfois des fractures
pathologiques et rarement des tassements vertébraux. Ces douleurs sont
d’intensité et d’horaire variables, persistantes, non calmées par le repos ni
par les antalgiques de palier I, II ou III. Elles peuvent être localisées ou dif-
fuses, notamment au niveau du rachis, de la cage thoracique ou du bassin.
Les fractures pathologiques surviennent lors de traumatismes minimes des

6. SIGNES ET MANIFESTATIONS CLINIQUES DU MM 11



Chapitre 1

membres ou d’un certain type de tassements vertébraux, parfois respon-
sables d’un syndrome compressif neurologique qui constitue une urgence
diagnostique et thérapeutique.

6.2 Manifestations hématologiques

Le syndrome anémique est très fréquent (60%) en cas de suspicion de
MM. Ses symptômes cliniques varient selon la gravité et comprennent :
– Fatigue et perte d’énergie.
– Peau pâle ou jaunâtre.
– Rythme cardiaque irrégulier et rapide, essoufflement.
– Vertiges ou maux de tête.
– Douleur à la poitrine.
– Mains et pieds froids.

Le dosage de l’hémoglobine dans le sang permet de diagnostiquer l’anémie.
D’autres analyses sanguines sont utiles pour comprendre ses causes.

6.3 Syndrome d’hyperviscosité

Chez certains patients, de grandes quantités de protéines du myélome
peuvent provoquer un "épaississement" du sang. Cet épaississement est
appelé hyperviscosité. Les signes d’hyperviscosité sont extrêmement rares,
mais s’ils surviennent, ils peuvent ralentir le flux sanguin vers le cerveau
et provoquer une asthénie, des maux de tête, de la confusion, des étour-
dissements, des troubles de la conscience, des bourdonnements d’oreilles,
des troubles de la vision, ainsi que des symptômes d’un accident vascu-
laire cérébral, tels qu’une faiblesse d’un côté du corps et des troubles de
l’élocution.

6.4 Manifestations neurologiques

Elles sont un type de compression médullaire ou tronculaire (sciatique,
cruralgie), au niveau de la gaine nerveuse par la prolifération plasmocy-
taire, par contiguïté liée à l’atteinte osseuse et/ou par une vertèbre frac-
turée [6]. La compression médullaire se manifeste cliniquement par des
signes radiculaires, puis une paraplégie qui nécessite, après une IRM, un
traitement chirurgical ou une radiothérapie en urgence.

6.5 Manifestations rénales

La complication rénale la plus fréquente du myélome est associée à
une néphropathie tubulo-interstitielle par précipitation intratubulaire des
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chaînes légères d’immunoglobulines monoclonales. Cela provoque une fai-
blesse, un essoufflement et un gonflement des membres inférieurs en raison
de la rétention d’eau [19]. Cliniquement, la tubulopathie myélomateuse
se présente comme une insuffisance rénale de constitution progressive qui
est souvent aggravée par la déshydratation, l’infection, l’hypercalcémie,
les médicaments néphrotoxiques, en particulier l’administration intravei-
neuse de produits iodés. La persistance d’une insuffisance rénale impacte
fortement la survie des patients atteints du MM.

6.6 Manifestations infectieuses

Un système immunitaire affaibli est responsable de l’apparition de com-
plications infectieuses fréquentes et sévères, qui sont souvent la cause de
décès chez les patients atteints de myélome multiple. La prolifération de
plasmocytes malades à l’intérieur de la moelle et les traitements (cor-
ticoïdes et chimiothérapie) sont des causes majeures de ce désordre des
défenses immunitaires. Ces infections sont le plus souvent bactériennes,
respiratoires dans 50% des cas liées au Streptococcus pneumoniae, au
Staphylococcus aureus, à l’Haemophilus influenzae. Elles peuvent être
rénales dans 30% des cas, liées à l’Escherichia coli, au Pseudomonas, au
Proteus ou au Klebsiella, ou systémiques dans 8% des cas [6].
Ces infections doivent être traitées sans hésitation avec des antibiotiques
car elles peuvent dégénérer très vite. La vaccination contre certaines in-
fections bactériennes ou virales (pneumocoque et grippe) est également
recommandée.

7 Diagnostic et bilans initiaux

– Le processus diagnostique du MM commence habituellement par une
visite chez le médecin à cause d’un ensemble de symptômes et de
douleurs gênantes (douleurs osseuses, asthénie, etc.).

– Après un examen physique et en se basant sur les informations ex-
traites, un bilan NFS (Numération de la Formule Sanguine) est réalisé
afin de voir la quantité des globules rouges, des globules blancs et
des plaquettes.

– Par la suite, un examen des frottis sanguins périphériques est fait afin
d’observer s’il y a des rouleaux érythrocytaires 3 et de rechercher des
plasmocytes circulants [20]. Après cela, une analyse de la vitesse de
sédimentation (VS) est faite pour détecter s’il y a une inflammation,

3. Il s’agit d’un phénomène dans lequel les érythrocytes (globules rouges) de taille variable sont regroupés
et disposés en piles de plaques. Cela est dû à la présence de protéines de haut poids moléculaire dans le plasma.
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une infection, etc.
– Un examen d’électrophorèse des protéines est obligatoire afin d’ana-
lyser le mélange des immunoglobulines (les anticorps) dans le sang,
en cherchant un pic monoclonal.

– En cas de production excessive d’anticorps, certains patients vont avoir
une sécrétion également dans les urines, donc des analyses urinaires
sont très importantes. Et d’autant plus lorsqu’il y a ce qu’on appelle
les chaînes légères libres dans les urines. Pour la caractérisation et
l’identification des immunoglobulines monoclonales, une technique
d’immunofixation est utilisée.

– Une ponction de la moelle osseuse ou un myélogramme est un autre
examen essentiel pour le diagnostic du MM. Cet examen permet de
quantifier les plasmocytes présents (<10%), d’identifier et de détecter
ceux qui sont anormaux [21]. Parfois, une biopsie de la moelle osseuse
est réalisée afin de voir si celle-ci contient des cellules cancéreuses.

– De plus, des radiographies ou un scanner permettent de visualiser les
anomalies caractéristiques dans les os.

– La dernière série d’examens qui est importante dans le diagnostic de
MM, ce sont toutes les examens biologiques de sang et d’urine qui
vont permettre d’évaluer le fonctionnement de certains organes et
aussi de détecter des anomalies (calcémie, bilan rénal, ionogramme
sanguin, sérologie, bilan hépatique, etc.).

7.1 Bilans hématologiques

7.1.1 Numération de la Formule Sanguine (NFS)

L’hémogramme est le premier examen biologique utilisé pour dépister,
explorer et suivre la plupart des hémopathies. Ses indications sont très
nombreuses et dépassent largement le cadre des pathologies hématolo-
giques.
Le NFS permet une étude qualitative et quantitative des trois lignées des

cellules sanguines circulatoires (GB, GR et les plaquettes). Cet examen
est essentiel afin d’évaluer le dysfonctionnement de la moelle osseuse ou
des troubles périphériques (anémie, polyglobulie, leucocytose, problèmes
de coagulation, etc.). Le NFS est influencé par l’âge, le sexe et les mani-
festations cliniques. Les résultats de cet examen contiennent :
– Hémoglobine (Hb) : l’hémoglobine (Hb) est une protéine trans-
porteuse d’oxygène dans les globules rouges. Le taux s’exprime en
grammes pour 100 ml de sang. Sa valeur normale est comprise entre
12 et 16 g/100 ml. Si le taux d’Hb est supérieur à la normale, on
pense vers une polyglobulie. Si l’inverse, on pense directement vers
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une anémie qu’il faut caractériser.
– Hématocrite (Hct) : l’hématocrite désigne le pourcentage relatif du
volume des globules rouges par rapport au volume total du sang. Ce
chiffre permet, entre autres, le calcul du volume globulaire moyen
(VGM) et la concentration corpusculaire moyenne en hémoglobine
(CCMH) [22]. Les valeurs normales sont :
– Chez l’homme : 40 à 52%
– Chez la femme : 37 à 46%

– Volume Globulaire Moyen (VGM) : il s’agit du volume moyen qu’oc-
cupent les globules rouges (hématies) au sein d’un échantillon sanguin
donné. Cette mesure est exprimée en fL (femtolitre) ou en microns
cube. Elle est calculée comme suit :

V GM =
Hct

nbrsGR

Le VGM est normalement compris entre 80 et 100 —3. Sous le seuil de
80, on parle de microcytose et au-dessus de 100 de macrocytose.

– Teneur Corpusculaire Moyenne en hémoglobine (T.C.M.H) : c’est
la masse moyenne d’hémoglobine contenue dans une seule globule
rouge. Elle est calculée comme suit :

TCMH = Hb=nbrsGR

Cette masse est donc très faible et elle s’exprime en picogramme ; sa
valeur normale est comprise entre 27 et 32 pg.

– La Concentration Corpusculaire Moyenne en hémoglobine
CCMH est la quantité d’hémoglobine contenue dans 100 ml d’hé-
maties qui seraient débarrassées du plasma, elle est calculée comme
suit :

CCMH = Hb(g=100ml)=Hct

Sa valeur normale est comprise entre 32 et 36 g / 100 ml.
Les valeurs de TCMH et CCMH permettent de préciser l’origine de
l’anémie.

– Les plaquettes Le taux de plaquette peut diminuer suite à une at-
teinte de la moelle osseuse, une maladie immunologique ou la prise
de certains médicaments ; il peut au contraire augmenter en présence
d’un état inflammatoire. Les valeurs normales sont comprises entre :
150 000 et 400 000 / mm3:

– Leucocytes Il s’agit du nombre des globules blancs. Une augmenta-
tion (hyperleucocytose) ou une diminution (hypoleucocytose) de ce
nombre peut par exemple signifier une infection bactérienne ou para-
sitaire, un syndrome inflammatoire, une réaction allergique médica-
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menteuse. Une valeur normale est comprise entre : 4000 et 11 000 /
mm3.

– Formule Leucocytaire Cette formule étudie la proportion des diffé-
rents globules blancs. (Voir Table 1)

Globules Blancs (GB) Valeurs normales, exprimées :
en pourcentage (%) en valeur absolue/mm3

Polynucléaires neutrophiles 60 à 70 2000 à 8000
Polynucléaires éosinophiles 1 à 3 40 à 400
Polynucléaires basophiles 0.5 à 1 0 à 100

Lymphocytes 20 à 40 1000 à 3000
Monocytes 2 à 10 500 à 800

Table 1 – Globules Blancs

7.1.2 Frottis sanguin périphérique

Cet examen biologique est une étude morphologique du sang qui permet
de savoir si l’aspect des éléments sanguins est normal. Il est demandé
lorsque les résultats de NFS sont anormaux. Le frottis est obligatoire lors
du diagnostic de myélome multiple, dont le but est d’observer s’il y a des
rouleaux érythrocytaires.

7.1.3 Myélogramme

Le myélogramme est un examen hématologique qui consiste à faire une
ponction de la moelle osseuse pour prélever des cellules afin de pouvoir
les analyser. Cet examen est réalisé sous anesthésie locale en effectuant
une ponction au niveau du sternum (os plat de la face antérieure du tho-
rax) ou au niveau de la crête iliaque (la partie supérieure d’un des os du
bassin). Le myélogramme est prescrit en cas d’anomalies détectées sur la
numération de la formule sanguine. Il est systématiquement prescrit en cas
de suspicion de cancer hématologique. Le diagnostic du myélome multiple
est souvent évoqué sur des examens réalisés à partir d’une ponction de la
moelle osseuse (un myélogramme) qui montrent un nombre trop élevé de
plasmocytes (> à 10%) [23].

7.1.4 Biopsie ostéomédullaire (BOM)

La biopsie ostéo-médullaire est un examen visant à prélever un fragment
de tissu osseux et de la moelle osseuse à l’aide d’une aiguille creuse.
Ce prélèvement est effectué le long de l’os iliaque (la partie haute de
la fesse), donnant une idée sur l’architecture de la moelle osseuse, la
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densité des travées osseuses, la densité cellulaire à l’intérieur des logettes
médullaires, et de la présence ou non de fibrose (myélofibrose 4). Il est
généralement indiqué si le myélogramme est difficile à réaliser ou s’il
n’est pas concluant. Cet examen est plus douloureux, donc il ne dispense
pas d’une anesthésie locale en utilisant plutôt une prémédication par voie
veineuse, ainsi qu’un traitement antalgique chez le sujet âgé. Il dure en
moyenne un quart d’heure, et il n’est pas nécessaire d’être à jeun.

7.2 Imagerie

La prolifération de plasmocytes malins affecte l’ensemble du squelette
osseux à des degrés divers, provoquant la destruction de certains types de
cellules osseuses. Par conséquent, l’imagerie du MM est souvent néces-
saire lorsque des complications surviennent, pouvant être révélatrices de
la maladie. Les clichés radiographiques normaux sont généralement suffi-
sants pour identifier les lésions lytiques ou les signes d’ostéopénie diffuse,
ainsi que les complications fracturaires telles que les tassements verté-
braux. Mais parfois, une IRM ou une TEP est demandée afin de rechercher
une compression médullaire ou de planifier une intervention chirurgicale,
et aussi pour évaluer l’étendue de la maladie et la réponse au traitement.

7.2.1 Radiologie conventionnelle

Les lésions lytiques sur les radiographies conventionnelles, basées sur
l’absorption des rayons X, sont typiquement des lésions rondes à l’emporte-
pièce, sans reconstruction, bien visibles sur la voûte crânienne, l’os iliaque
ou sur les os longs, essentiellement les fémurs et les humérus. Un bilan
complet peut être nécessaire dès le diagnostic de myélome symptomatique.
Il comprend : cliché de crâne face plus profil, rachis cervical dorsal et
lombaire face plus profil, gril costal, bassin de face et os longs, humérus
et fémur seulement.

7.2.2 Tomodensitométrie (TDM-Scan)

La TDM-Scan permet la détection de petites lésions osseuses dans le
myélome qui ne sont pas visibles sur les radiographies standards. Elle
fournit une excellente reconstruction des images 3D. De plus, le scanner
peut montrer l’étendue de lésions extra-osseuses de type plasmocytomes
extra-médullaires [24].

4. La myélofibrose est une pathologie dans laquelle du tissu fibreux remplace progressivement les cellules
souches sanguines dans la moelle osseuse.
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7.2.3 Imagerie par Résonance Magnétique (IRM)

Cet examen est devenu très important dans l’évaluation des lésions du
myélome. Il est plus sensible que la radiologie conventionnelle. L’IRM per-
met une discrimination entre une moelle normale et une moelle envahie,
un diagnostic très précis en cas de suspicion de compression médullaire ou
de compression neurologique, avec une très bonne visualisation des masses
extra-médullaires, . . .etc. [24]

7.2.4 Imagerie par Transmission et Émission de Positons (TEP)

La TEP est une technique d’imagerie médicale performante qui permet
une cartographie plus exhaustive des métastases osseuses.
L’intérêt du TEP scanner au 18-FDG (FDG-PET) dans la prise en charge
des patients atteints de myélome multiple (MM) pour le bilan de diagnos-
tic et pour l’évaluation thérapeutique a été récemment démontré. C’est
un outil d’imagerie puissant pour la détection des lésions osseuses lors du
diagnostic initial, avec des valeurs de sensibilité et de spécificité élevées.
Une étude comparative faite sur le TEP scanner et l’IRM dans le myé-
lome multiple (MM), en ce qui concerne le nombre de lésions osseuses au
moment du diagnostic [25], a montré que les deux techniques sont tout
aussi efficaces pour identifier le nombre de lésions osseuses, mais TEP a
eu un meilleur impact pronostique en termes de PFS et d’OS.

7.2.5 Scintigraphie osseuse

La scintigraphie osseuse est un examen isotopique basé sur le même prin-
cipe que le PET Scan. Il consiste à injecter dans l’organisme un produit
légèrement radioactif (un isotope) qui se fixe sur les zones de forte activité
métabolique osseuse. Cela inclut les tumeurs et les métastases osseuses,
qui ne sont pas simplement des masses inertes mais des groupes de cel-
lules qui se divisent rapidement et de manière incontrôlable, consommant
beaucoup d’énergie.
Cependant, la scintigraphie au technétium 99 est très peu utilisée en

raison de sa sensibilité médiocre et de la présence de nombreux faux né-
gatifs [6]. Elle est réservée aux diagnostics difficiles pour éliminer d’autres
pathologies néoplasiques ou infectieuses.

7.3 Bilans protidiques

Le bilan protidique est un ensemble d’examens sanguins qui permettent
d’évaluer les protéines présentes dans le sang et de détecter des anomalies
dans leur quantité ou leur qualité.
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7.3.1 Vitesse de Sédimentation (VS)

La vitesse de sédimentation est un examen qui permet de mesurer la
distance parcourue par les hématies quand elles sédimentent dans un tube
vertical pendant un temps donné. Ce test est utilisé pour déceler et sur-
veiller les maladies s’accompagnant d’un syndrome inflammatoire ou in-
fectieux. Elle est mesurée à deux moments : une heure et deux heures
après un prélèvement sanguin à jeun. Ses valeurs normales sont comme
suit :

1ereheure < 7mm 2emeheure < 20mm

La valeur du VS peut varier en fonction de certains facteurs, comme :
l’âge (>45 ans), la grossesse, les médicaments (les anti-inflammatoires
diminuent la VS, les œstrogènes l’augmentent). Chez les patients atteints
de maladie de Kahler (myélome multiple), la vitesse de sédimentation est
généralement accrue.

7.3.2 Protéine C-réactive (CRP)

La protéine C-réactive est une protéine sécrétée par le foie sous contrôle
de l’IL-6 en cas d’infection ou d’inflammation aiguë ou chronique dans l’or-
ganisme. Son test sanguin est l’une des analyses les plus régulièrement
demandées lors d’une prise de sang. La valeur normale de CRP doit être
inférieure à 6 mg/L. Un taux supérieur à cette valeur peut être le signe
d’une infection banale, ou d’autres pathologies telles que la pyélonéphrite,
les maladies néoplasiques, les cancers, les maladies auto-immunes, etc.
Les résultats peuvent varier selon les laboratoires et les techniques qu’ils
utilisent. Il est important de savoir que ces résultats seuls ne constituent
pas un diagnostic et que le médecin doit prescrire des examens complé-
mentaires ou un traitement éventuel.
La CRP est un biomarqueur qui reflète l’activité du myélome multiple

et indique un mauvais pronostic [26]. Sa production par l’interleukine IL-6
est stimulée en grande quantité par les cellules stromales du microenvi-
ronnement tumoral et par les plasmocytes malins eux-mêmes, constituant
le principal facteur de croissance de la prolifération des cellules myélo-
mateuses. Les myélomes multiples en rémission ont une CRP plus faible
que les myélomes qui rechutent. Cependant, la protéine C-réactive n’est
pas un facteur spécifique de l’activité de la maladie, car elle peut être
augmentée et modifiée par de nombreux autres facteurs, tels que le taba-
gisme, le stress, l’obésité, l’hypertension, etc. Par conséquent, l’utilisation
de la CRP comme marqueur diagnostique pour le myélome multiple doit
être interprétée avec prudence et doit être combinée avec d’autres tests
diagnostiques pour une évaluation clinique précise. [6].
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7.3.3 Électrophorèse des protéines sériques (EPP)

L’électrophorèse des protéines sériques (EPP) est une technique d’ana-
lyse d’un mélange de protéines qui permet d’identifier et de séparer les
protéines en soumettant le mélange à l’action d’un champ électrique en
fonction de leurs charges, de leurs tailles, ou des deux à la fois.
Cet examen est utilisé en immunologie, notamment pour confirmer le

diagnostic de certaines maladies du système immunitaire, d’infections et
de certains types de cancers, en particulier le myélome multiple. Deux
techniques d’électrophorèse des protéines sériques sont disponibles :
– L’électrophorèse en gel d’agarose.
– L’électrophorèse capillaire.
Le but de cet examen est de rechercher des immunoglobulines mono-

clonales dans le sérum. L’EPP permet de confirmer la monoclonalité sans
ambiguïté [27] en mettant en évidence six fractions protéiques :

a/- L’albumine (AL) : est la protéine la plus abondante dans le sang
(60%) et est fabriquée par les hépatocytes. Cette protéine joue un rôle
majeur dans le maintien de la pression oncotique du sang.

b/- ¸-1 globulines et ¸-2 globulines : reflètent la production d’orga-
nismes des protéines. Ce sont des globulines plasmatiques ayant la
plus grande mobilité en EPP à pH=8,6. Le taux des ¸-globulines
augmente au cours des maladies inflammatoires et néoplasiques.

c/- ˛-1 globulines et ˛-2 globulines : constituent entre 9 et 15% du
plasma sanguin et affichent une mobilité électrophorétique intermé-
diaire entre celle des ¸-globulines et celle des ‚-globulines.

d/- ‚-globuline : est une protéine du plasma sanguin qui migre après les
alpha et bêta globulines. Elle est diminuée en cas de déficit de l’immu-
nité hormonale et augmentée en cas d’état inflammatoire, infectieux
et de cirrhose. Le taux élevé des gammaglobulines dans le sang peut
également être un signe de cancer, comme dans le cas du myélome
multiple. L’EPP permet de révéler un pic monoclonal (présence d’une
bande étroite) dans la zone de migration des gammaglobulines, le plus
souvent (voir figure 3). Ce pic est souvent détecté, au contraire, dans
la région des bêta-globulines ou alpha-globulines, plus rarement [28].

La confirmation de la présence d’une gammapathie monoclonale doit être
faite par immunofixation ou immuno- soustraction sérique ou urinaire. Les
valeurs de référence pour les six fractions protéiques qui sont mise en
évidence par l’EPPs sont dans le tableau suivant (voir Table2) :
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Figure 3 – EPPs (profil normal et en cas de MM)

Fractions valeur en % valeur absolue en g/l
Albumine 55.8 - 66.1 40.2 - 47.6
¸-1 2.9 - 4.9 2.1 - 3.5
¸-2 7.1 - 11.8 5.1 - 8.5
˛-1 4.7 - 7.2 3.4 - 5.2
˛-2 3.2 - 6.5 2.3 - 4.7
‚ 11.1 - 18.8 8.0 - 13.5

Table 2 – Les valeurs de référence pour les six fractions protéiques

7.3.4 Immunofixation des protéines (IFx)

L’immunofixation des protéines est une technique immunochimique connue
depuis 1969, qui repose sur le principe de l’électrophorèse des protéines, dé-
couvert dès les années 1930 par Tiselius. Elle permet de révéler et d’iden-
tifier de manière qualitative les immunoglobulines monoclonales dans le
sérum, les urines et éventuellement le liquide céphalorachidien [29]. Cette
technique est largement utilisée dans les laboratoires d’analyses médicales
et l’interprétation des résultats est généralement facile, bien que certaines
situations puissent poser des problèmes d’interprétation.
L’IFx est souvent utilisée pour diagnostiquer le myélome multiple ou la
macroglobulinémie de Waldenström lorsque les symptômes de ces troubles
sont présents. Elle est effectuée sur un échantillon de sang en utilisant
une technique de précipitation : des anticorps spécifiques à chaque type
d’immunoglobuline sont déposés sur un gel après application d’un courant
électrique qui permet de les séparer selon leur taille. Ce phénomène de
précipitation est visible à l’œil nu ou avec un appareil.
Les techniques d’immunofixation sont plus sensibles que les méthodes
d’électrophorèse des protéines, elles peuvent détecter de faibles bandes
monoclonales qui ne sont pas visibles à l’électrophorèse [27]. Un résultat
négatif indique qu’il n’y a pas des immunoglobulines (Ig) anormales.
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7.3.5 Analyse des chaînes légères libres sériques (CLL ou Free light chains FLC)

Ce qui est plus un obstacle pour les cliniciens que pour les chercheurs,
c’est le manque de biomarqueurs, car leur présence est essentielle pour
diagnostiquer les maladies, ainsi que pour surveiller l’efficacité et la ré-
ponse au traitement. Pour les gammapathies monoclonales, notamment le
MM, des biomarqueurs sont présents, ce qui est l’une des caractéristiques
de ces maladies. Ces biomarqueurs sont des immunoglobulines produites
par les plasmocytes, représentées par la lettre "Y" (voir figure 4), et
constituées de deux types de chaînes : les chaînes lourdes et les chaînes
légères.
Il existe cinq types de chaînes lourdes, chacun étant nommé par une

lettre spécifique (G, A, D, E et M). En revanche, il n’existe que deux
types de chaînes légères (kappa (») et lambda (–)).

Figure 4 – Structure d’une Immunoglobuline (Anticorp)

Chaque immunoglobuline est constituée d’un type de chaîne lourde et
d’un type de chaîne légère. Ainsi, au total, il y a seulement 5 sous-types
d’immunoglobulines normales pour les chaînes lourdes (G, A, D, E et M)
et 2 sous-types pour les chaînes légères (Kappa (») et Lambda (–)) (voir
Table3).
Lorsque les chaînes légères sont associées aux chaînes lourdes, elles

sont appelées chaînes légères liées. En revanche, lorsqu’elles ne sont pas
liées à des chaînes lourdes, elles sont appelées chaînes légères libres (Free
light chains FLC).
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chaine lourde chaine légère sous-type d’Ig
G » IgG »

– IgG –

A » IgA »

– IgA –

D » IgD »

– IgD –

E » IgE »

– IgE –

M » IgM »

– IgM –

Table 3 – Liste des sous-types d’immunoglobulines

En cas de prolifération anormale des plasmocytes, ces derniers pro-
duisent pour des raisons inconnues un nombre très élevé de chaînes légères,
dépassant le nombre nécessaire à la fabrication des immunoglobulines. Ces
chaînes légères excédentaires entrent dans la circulation sanguine sous
forme de chaînes légères libres.
Le dosage sérique des chaînes légères libres (également appelé "ana-

lyse FreeLite") est un test sanguin qui détecte ces biomarqueurs afin de
diagnostiquer et de surveiller les pathologies plasmocytaires telles que le
myélome multiple, ainsi que pour évaluer l’efficacité du traitement [30].
Les résultats doivent toujours être interprétés en conjonction avec ceux de
l’EPP.
Les chaînes légères libres sont normalement présentes en faible quantité

dans le sang. Les valeurs de référence sont les suivantes :
Le taux de chaînes légères » : 3,3-19,4 mg/L.
Le taux de chaînes légères – : 5,7-26,3 mg/L.
Le rapport »/– devrait être d’environ 0,26 à 1,65.

7.3.6 Protéinurie des 24 heures

Chaque jour, 10 à 15 g des protéines sériques traversent les reins, mais
seulement 100 à 150 mg sont excrétés dans les urines des 24 heures [31].
La protéinurie est définie par la présence de quantités anormales de pro-
téines dans les urines. La recherche et le dosage de ces protéines ren-
seignent sur le bon fonctionnement des reins. Les résultats de ce test sont
exprimés en grammes/24 heures et ne doivent pas dépasser 0,15 g/24
heures. Une augmentation du taux de ces protéines dans l’urine peut être
due à l’effort, au myélome multiple ou à une atteinte rénale.
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7.3.7 Protéinurie de Bence Jones

Dans la majorité des cas de myélome multiple, des chaînes légères
d’immunoglobulines sont anormalement produites et excrétées dans les
urines en raison de leur faible poids moléculaire. Celles-ci sont appelées
protéines de Bence Jones. Elles sont constituées de chaînes légères libres
(Free light chains) monoclonales d’immunoglobulines (Ig) d’isotype kappa
(») ou lambda (–) et ont un poids moléculaire de 22-24 kDa (22000-24000
Dalton) [32].
La présence de cette protéine constitue un argument très fort pour le
diagnostic du myélome multiple, et son taux permet de suivre l’évolution
de la maladie et l’efficacité du traitement. Les résultats obtenus sont dit
anormaux en cas de présence de protéines de Bence-Jones dans les urines.

7.4 Bilans biochimiques complémentaires

7.4.1 Bilan phosphocalcique

Le calcium est le minéral le plus abondant dans le corps humain. 99%
du calcium de l’organisme contribue à la formation et à la solidité des os
et des dents. Le 1% restant est important pour la coagulation sanguine,
la contraction musculaire, la conduction nerveuse et la libération d’hor-
mones. Sa valeur normale est comprise entre 2.2-2.6 mmol/l soit 85-105
mg/l.

L’hypercalcémie aiguë et chronique est un état caractérisé par l’augmen-
tation anormale du taux de calcium dans le plasma. Quatre causes sont
à l’origine de 90% des hypercalcémies : cancer avec ou sans métastase,
myélome multiple, hyperparathyroïdie primaire, intoxication à la vitamine
D.
L’hypercalcémie supérieure à 110 mg/l soit 2.75 mmol/l est la compli-
cation métabolique la plus fréquente chez 10 à 30% des patients atteints
de myélome [33]. Elle peut avoir un impact sur l’évolution de la maladie
et le taux de survie global. La principale cause de l’hypercalcémie est
l’ostéolyse induite par les plasmocytes malins.

7.4.2 Ionogramme sanguin

L’ionogramme sanguin est l’un des examens de laboratoire les plus de-
mandés. Il correspond au dosage des principaux constituants ioniques du
sang :
– Des ions positifs (des cations) : tels que le sodium (Na+), le po-
tassium (K+), le magnésium (Mg2+), etc.
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– Des ions négatifs (des anions) : tels que le chlorure (Cl`), les
bicarbonates HCO`3 , les phosphates HPO

2`
4 , etc.

Ce bilan sanguin sert à surveiller l’équilibre hydro-électrolytique de l’or-
ganisme, qui est assuré par les reins, la peau, la respiration et le système
digestif.
Un déséquilibre hydro-électrolytique peut avoir des conséquences sur le
métabolisme ou sur le contrôle des apports hydriques lors de perfusion.
Le tableau 4 présente les valeurs de référence des principaux composants
ioniques du sang qui sont les plus demandés dans le cas du myélome
multiple.

Ions valeur normale
Sodium (Na+) 135 - 145 Meq/L
Potassium (K+) 3.5 - 5 mmol/L
Calcium (Ca+) 90 - 100 mg/L

Table 4 – Les valeurs de référence des principaux composants ioniques du sang

7.4.3 Bilan rénal

Les reins ne sont pas simplement des filtres placés sur la circulation
sanguine : ils ont également de nombreux rôles essentiels au fonctionne-
ment du corps humain, notamment l’épuration du sang, la régulation de
l’équilibre en eau et en sels minéraux, ainsi que la production d’hormones,
d’enzymes et de vitamines.

L’insuffisance rénale est l’un des problèmes les plus courants et les plus
graves qu’un patient atteint de myélome multiple peut rencontrer. Cela
est dû aux fragments d’immunoglobulines excrétés dans l’urine qui endom-
magent les reins et les empêchent de remplir correctement leur fonction
de filtration. Des examens médicaux peuvent être réalisés pour évaluer la
fonction rénale, qui peuvent être effectués ensemble ou séparément dans
le sang ou dans les urines.

A/- Urée : est une molécule résultant de la dégradation des protéines
formées dans le foie à partir de l’ammoniac et excrétées par les reins.
Leurs valeurs normales vont de :
– Pour l’urée urinaire : 15-35 g/24 heures.
– Pour l’urée sanguine : 0.18-0.50 g/L chez l’homme et 0.15-0.50 g/L
chez la femme.

B/- Créatinine (créat) : n’est pas un composant très connu bien qu’elle
soit présente dans le sang, elle est produite lors d’un effort par la
dégradation de la créatine qui est une protéine fabriquée par le foie
et stockée dans les muscles. Lorsque tout va bien, la créatinine est

7. DIAGNOSTIC ET BILANS INITIAUX 25



Chapitre 1

régulièrement éliminée par les reins et seule une petite quantité reste
dans le sang.

Le dosage de la créatinine fournit des informations sur la fonction ré-
nale et est souvent prescrit dans le cadre d’un bilan de santé systéma-
tique ou pour les personnes atteintes de certaines maladies chroniques
pouvant avoir des répercussions sur les reins, comme le diabète et l’hy-
pertension artérielle. Il est le principal test effectué pour diagnostiquer
et surveiller la progression de la maladie rénale associée au myélome
et pour établir la gravité de la maladie [34].

Un taux élevé de créatinine est souvent le signe d’une insuffisance
rénale, et un faible taux peut être le signe d’une myopathie (atrophie
musculaire sévère). Les valeurs normales sont les suivantes [22] :

a/ Dans le sang :
6 à 11 mg/L chez la femme (soit 50 à 100 µmol/L).
7 à 14 mg/L chez l’homme (soit 65 à 120 µmol/L).

b/ Dans les urines de 24 heures :
8 à 16 mmol chez la femme.
9 à 18 mmol chez l’homme.

C/- Clairance de créatinine : est un test supplémentaire qui aide à déter-
miner la cause de l’insuffisance rénale. Il s’agit de calculer le rapport
entre la créatinine présente dans le sang et celle retrouvée dans les
urines après filtration rénale. Selon la formule utilisée, il est néces-
saire de recueillir les urines de 24 heures.

Un taux élevé de clairance de créatinine peut être le signe d’une insuf-
fisance rénale, de leucémie, de myélome multiple, etc. Au contraire,
un faible taux peut s’observer chez des personnes souffrant d’une myo-
pathie.

L’estimation de sa valeur peut s’effectuer selon différentes formules
qui prennent en compte l’âge, le poids et la couleur de la peau. Parmi
les formules les plus utilisées, nous avons :

La formule de Cockcroft : permet le calcul de la clairance uni-
quement à partir d’un prélèvement sanguin de la créatinine selon la
formule suivante :

clairance =
k ˜ poids ˜ (140` age)

creatinine

Avec : k=1.23 chez l’homme et k=1.04 chez la femme.
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Cette formule n’est pas fiable chez l’enfant, la femme enceinte, les
sujets obèses ou âgés (>65 ans).

La formule de MDRD (Modification of Diet in Renal Disease) :
dans cette formule, le poids n’est pas nécessaire. Les formules pour
les hommes et les femmes sont les suivantes :
– Chez l’homme :

result = 186:3 ˜ (creatinine=88:4)`1:154 ˜ age`0:203

– Chez la femme :
result = 186:3 ˜ (creatinine=88:4)`1:154 ˜ age`0:203 ˜ 0:742

– Si le sujet est noir de peau : result ˜ 1:212

7.4.4 Bilan hépatique

Un bilan hépatique est un ensemble de tests sanguins qui permettent
d’évaluer le fonctionnement du foie et d’identifier certaines pathologies.
L’atteinte hépatique au cours d’un MM est généralement due à une amy-
lose hépatique ou à une obstruction des voies biliaires extra-hépatiques.
Bien que cela soit exceptionnel et très rare, c’est extrêmement dangereux
et rapidement mortel. C’est pourquoi il est important d’effectuer un bilan
hépatique lors du diagnostic du MM [35].

1/- Les Transaminases : sont des enzymes ayant une activité intracellu-
laire, présentes dans plusieurs tissus tels que le foie, le cœur, les reins
ou les muscles. Il existe deux types :
– ALAT (Alanine Aminotransférase) appelée aussi SGPT (Sérum
Glutamate Pyruvate Transférase) : elle se trouve essentiellement
dans le foie, les reins mais également en faible quantité dans les
muscles striés et dans les globules rouges. Un taux élevé d’ALAT
indique une lésion hépatique. Les valeurs normales sont :

8 à 35 UI/L chez l’homme 6 à 25 UI/L chez la femme.

– ASAT (Aspartate Aminotransférase) appelé aussi SGOT (Sérum
Glutamo Oxaloacétate Transférase) : se trouve plus spécifiquement
dans les muscles striés, les globules rouges et le foie. Une ASAT
élevé indique une forme de lésion hépatique, également une forme
de lésion musculaire. De plus, si le patient a eu un infarctus du
myocarde, le niveau d’ASAT peut être élevé. Ses Valeurs normales
sont :

8 à 30 UI/l chez l’homme 6 à 25 UI/l chez la femme.

2/- GGT (Gamma Glutamyl transférase) : est une enzyme présente dans
les cellules tapissant les voies biliaires, dans de nombreux organes tels
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que les reins et les intestins, mais plus particulièrement dans le foie.
Une augmentation du taux de GGT peut être un indice d’anomalie
du foie, telle qu’une cirrhose hépatique, une nécrose hépatique, des
tumeurs ou cancers hépatiques, une hépatite (virale ou microbienne),
une exposition à des substances toxiques ou à des médicaments hépa-
totoxiques, ou encore une consommation d’alcool.
Chez les hommes, le taux normal de GGT est d’environ inférieur à
45 UI/L, tandis que chez les femmes, il devrait être inférieur à 35
UI/L. Cependant, il convient de noter que le taux de GGT peut di-
minuer pendant la grossesse et augmenter avec l’âge à partir de 60 ans.

3/- PAL (Les phosphatases alcalines) : sont des enzymes présentes dans
tout l’organisme, mais surtout à 90% dans le foie et les os. Leur dosage
sanguin est souvent effectué pour diagnostiquer diverses pathologies,
en particulier des pathologies hépatiques ou osseuses.

Les valeurs de référence pour un adulte selon les normes de laboratoire
sont comprises entre environ 38 UI/L et 125 UI/L. Une diminution des
PAL peut survenir en raison d’une insuffisance hépatocellulaire, d’une
cirrhose, d’une hépatite, d’une inflammation du foie, d’une anémie
pernicieuse, d’une anémie aplasique, d’une hypophosphatasie, etc.

Il est normal que le taux des PAL soit élevé pendant la grossesse et
qu’il soit plus élevé chez les enfants jusqu’à l’adolescence. En dehors
de cela, lorsque le taux de GGT et de PAL est élevé, cela indique
fortement que le patient a une forme de cholestase. D’autre part, si le
taux de PAL est élevé seul et que les valeurs de GGT sont normales,
cela peut signifier que le patient présente une forme de dégradation
osseuse accrue dans le corps.

7.4.5 Lactate-déshydrogénase (LDH)

LDH est une enzyme très importante pour transformer les sucres en
énergie en catalysant la conversion du lactate en acide pyruvique. Elle
est 100 fois plus élevée dans les globules rouges que dans le plasma et
est largement exprimée dans les tissus de l’organisme tels que les cellules
sanguines, le muscle cardiaque, etc. Le dosage de LDH est souvent prescrit
lors du diagnostic d’un myélome multiple pour comprendre jusqu’où le
cancer s’est propagé dans le corps. Sa valeur normale est comprise entre
190 UI/L et 400 UI/L, mais peut varier en fonction de l’âge et de la
méthode de dosage.
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7.4.6 Bilan d’hémostase

L’hémostase est le processus qui consiste à maintenir le sang à l’inté-
rieur d’un vaisseau sanguin endommagé en empêchant les saignements de
se produire. Les mécanismes d’hémostase sont très efficaces pour traiter
les blessures dans les petits vaisseaux sanguins, y compris les artérioles,
les veinules et les capillaires, qui sont souvent rompus lors de trauma-
tismes mineurs de la vie quotidienne et constituent donc la source la plus
courante de saignement.
L’exploration de l’hémostase repose sur deux examens principaux qui per-
mettent d’apprécier la coagulation du sang :

1/- TP (Taux de prothrombine) : est appelé aussi "temps de Quick" (TQ),
il s’agit d’un test exprimé en secondes ou en pourcentage avec un taux
normalement compris entre 70% et 100%. La mesure de TP explore
la voie extrinsèque de la coagulation. Si la valeur de TP baisse, cela
signifie que la coagulation est plus lente et le sang est plus fluide.

2/- TCA (Temps de céphaline activée) : est le temps de coagulation,
mesuré à 37 °C, d’un plasma pauvre en plaquettes citraté après addition
de céphaline et d’un activateur. Cet examen permet de mesurer la
fonctionnalité de la voie intrinsèque. Lorsque l’échantillon met plus
de temps que la normale pour coaguler, le TCA est dit "allongé". Sa
valeur normale est comprise entre 24 secondes et 41 secondes.

7.4.7 Dosage de la glycémie

La glycémie correspond à la concentration de glucose dans le sang. La
mesure de la glycémie permet de savoir s’il y a une régulation adéquate du
taux de sucre dans le sang. Sa valeur peut varier en fonction des apports
et des besoins énergétiques de chaque personne. Cet examen est prescrit
lorsqu’une hyperglycémie est suspectée, ce qui peut permettre de détecter
un diabète, mais est également prescrit pour détecter une hypoglycémie.
La glycémie normale à jeun doit être d’environ 0,7 à 1,1 g/L. Deux

heures après un repas, elle doit être d’environ 1 à 1,4 g/L.

7.5 Autres bilans

7.5.1 ˛2 microglobuline (B2M) :

B2M est une protéine non glycosylée présente à la surface de nombreuses
cellules, en particulier les lymphocytes et toutes les cellules cancéreuses.
Elle a un faible poids moléculaire (11 800 Daltons) [36]. Le test de B2M
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aide à déterminer le stade du cancer et l’efficacité du traitement (mar-
queur pronostique initial et de suivi thérapeutique). Il est effectué lors de
l’évaluation de certains types de cancer affectant les globules blancs, no-
tamment la leucémie lymphoïde chronique, le lymphome non hodgkinien
et le myélome multiple [37]. Tout traitement en cours doit être signalé
avant de faire le prélèvement, car de nombreux médicaments peuvent mo-
difier le taux de B2M dans le sang, notamment les traitements ayant des
effets secondaires indésirables sur les reins, comme certains antibiotiques.
L’échantillon à analyser est obtenu soit par le sang veineux via une ponc-
tion au pli du coude, parfois les urines des 24 heures, ou plus rarement un
échantillon de liquide céphalo-rachidien (LCR).
Les valeurs de référence de B2M peuvent varier selon les différentes

techniques et méthodes de dosages utilisées. Chez un adulte et par immuno-
néphélémétrie :
– Dans le sang : <2,5 mg/L
– Dans les urines : <0,37 mg/24 heures ou <0,28 mg/g de créatinine.
– Dans le LCR : <2,3 mg/L.

7.5.2 Dosage de la ferritine

La ferritine est une protéine qui stocke le fer et régule son absorption
intestinale. Il est souvent préférable de doser la ferritine plutôt que le taux
de fer dans le sang car elle est plus représentative. Le dosage de ferritine
aide au dépistage précoce d’une carence en fer ou d’une surcharge dans
l’organisme, et permet également de contrôler l’efficacité du traitement
prescrit. Sa valeur est augmentée en cas de réaction inflammatoire.

7.5.3 Fibrinogène

Le fibrinogène est une protéine présente dans le plasma sanguin, qui
joue un rôle important dans la formation des caillots. Sous l’action de la
thrombine, le fibrinogène se transforme en fibrine, une protéine insoluble
essentielle à la coagulation du sang. Le test de fibrinogène permet de
détecter des syndromes inflammatoires (infections, cancer, lymphomes,
rhumatismes, etc.), des syndromes hémorragiques ou une dysfibrinogénémie
au cours de thromboses veineuses. Les valeurs normales de fibrinogène dans
le sang sont comprises entre environ 2 et 4 g/L.

7.5.4 Sérologie virale

La sérologie virale est un ensemble de tests sanguins qui permettent
de rechercher et étudier les anticorps dans le sang correspondant à des
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maladies virales données, reflétant l’immunité individuelle. Elle est de-
mandée lors du diagnostic du MM en raison de sa sensibilité. Parmi les
tests sérologiques les plus prescrits, nous avons :

a/* La sérologie HCV (Hepatitis C Virus Anticorps) ou VHC (virus d’hé-
patite C) qui consiste à rechercher la présence d’anticorps anti-HCV, ce
qui signifie la présence d’une infection au virus d’hépatite C. En l’ab-
sence de contact récent ou ancien avec le VHC, il n’y a normalement
pas d’anticorps anti-VHC dans le sang.

b/* La sérologie Ag HBs : L’antigène du virus de l’hépatite B (Ag
HBs) est utilisé pour détecter une infection par le virus de l’hépatite B
(VHB). Un résultat négatif peut indiquer que la personne n’a pas été
infectée par ce virus, qu’elle en a guéri ou que son système immunitaire
a éradiqué la souche virale.

c/* La sérologie VIH (virus de l’immunodéficience humaine) est un type
de virus qui peut causer une maladie appelée SIDA 5. Un résultat né-
gatif signifie l’absence d’une infection par ce virus.

7.5.5 Examens cardiaques

L’évaluation de la fonction cardiaque est essentielle dans la prise en
charge des patients atteints du myélome multiple. Dans de rares cas, le
myélome multiple peut causer des troubles cardiaques, notamment en rai-
son de l’hypercalcémie qui peut entraîner des complications mortelles. Les
techniques d’imagerie cardiaque permettent d’estimer la fraction d’éjection
(FE) du ventricule gauche et d’évaluer la fonction cardiaque.

7.5.6 Examen électromyographique (EMG)

La neuropathie périphérique fait référence à l’ensemble des maladies des
nerfs appartenant au système nerveux périphérique. Dans le cas du myé-
lome multiple, la neuropathie périphérique (NP) est souvent détectée en
raison des dépôts endo-neuraux d’immunoglobulines. Un examen électro-
myographique (EMG) peut être prescrit pour étudier la fonction des nerfs
et des muscles du système nerveux périphérique.

5. Le syndrome d’immunodéficience acquise (SIDA) est le dernier stade de l’infection par le VIH
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8 Critères diagnostiques

En 2003 [38], le groupe international du travail sur le myélome (IMWG 6)
a publié les critères de diagnostic du myélome multiple. Il est important de
savoir que ces critères évoluent constamment et sont mises à jour toutes
les quelques années.
Les critères du MM les plus récents ont été publiés par l’IMWG en no-
vembre 2014 [1]. Selon ces critères (Voir le tableau5), pour poser le diag-
nostic d’un MM symptomatique, il faut obligatoirement retrouver la plas-
mocytose soit sur un myélogramme >10%, ou sur une biopsie osseuse, ou
encore sur un plasmocytome extra médullaire.
A côté de cela, il faut avoir au moins un de ces évènements :
– Un critère du CRAB qui traduisent les manifestations cliniques ou
biologiques directement liés au MM. L’ensemble de ces éléments sont
regroupés dans le tableau 6.

– L’existence d’une protéine monoclonale sérique/urinaire et/ou des
plasmocytes clonaux dans la moelle osseuse.

Formes cliniques Critères de définition

MGUS

- Protéine monoclonale sérique <30g/dl
Ou
- Plasmocytes médullaires<10%
- Absence des critères difinissant le MM

MM indolent

- Protéine monoclonale sérique >=30g/dl
Ou urinaire >=500mg/24heures
Et/Ou
- Plasmocytes médullaires entre 10% et 60%
- Absence d’évènements définissant le MM actif ou
d’amyloïdose

MM actif

- Au moins un signe CRAB
- Plasmocytose médullaire >=60%
- Un ratio des chaines légères sériques >=100
- Plus d’une lésion focale à l’IRM

Table 5 – Les critères diagnostiques IMWG 2014 [1]

6. International Myeloma Working Group : est une émanation de la fondation internationale du myélome.
Il s’agit d’un consortium international regroupant plus de 200 chercheurs. Ce groupe a élaboré les principales
bases de diagnostic de MM, de prise en charge, de critères de réponse, . . .etc.

8. CRITÈRES DIAGNOSTIQUES 32



Chapitre 1

hyperCalcemia

Ca >2.75 mmol/l (>11 mg/dl)
Ou
Une augmentation plus de 0.25 mmol/l (1mg/dl)
au-dessus de la limite supérieur normale.

Renal failure
Clairance de créatinine <40ml/min
Ou
créat >20 mg/dl (117 mol/l).

Anemia

Hg <10g/dl
Ou
Une diminution au moins de 2g/dl sous la limite
inférieure normale.

Bone lesion
Au moins une lésion ostéolytique à la radiographie
du squelette, scanner ou PET-scan.

Table 6 – Les critères du CRAB

9 Formes cliniques

Selon les critères diagnostique(Voir le tableau5), le myélome multiple
passe par de nombreux états précancéreux lors de sa progression (voir figure
5).

9.1 MGUS

Les gammapathies monoclonales de signification indéterminée (MGUS :
Monoclonal Gammopathy of Undetermined Significance) sont des troubles
plasmocytaires précancéreux qui précèdent souvent l’apparition du myé-
lome chez de nombreux patients. Les personnes atteintes de MGUS ont un
petit nombre de cellules myélomateuses dans leur moelle osseuse, mais
ces cellules ne forment pas de tumeur et les symptômes du myélome ne
sont pas présents. En général, cette condition est découverte lors d’un
examen sanguin de routine qui montre des niveaux inhabituels de protéines
dans le sang.
Un bilan de contrôle doit être effectué tous les six mois afin de surveiller
la maladie et s’assurer qu’elle ne se transforme pas en myélome multiple,
même si cela ne se produit que chez un petit nombre de patients.

9.2 Myélome multiple asymptomatique

Le myélome multiple asymptomatique est une forme de myélome carac-
térisée par des manifestations cliniques et biologiques telles que décrites
dans les critères CRAB (Voir tableau6). Il est important de souligner que
la majorité des patients diagnostiqués avec un myélome multiple asymp-
tomatique développeront un myélome multiple actif au cours des cinq
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prochaines années. Le traitement est généralement recommandé pour les
patients présentant un myélome multiple asymptomatique à haut risque
de progression. Cependant, pour les patients à faible risque de progression,
la surveillance étroite peut être recommandée. Les options de traitement
pour le SMM peuvent inclure une chimiothérapie, une transplantation de
cellules souches et une thérapie ciblée.

9.3 Myélome multiple actif

Ce type de myélome (appelé aussi MM symptomatique) cause des dom-
mages au corps et doit être traité rapidement. Une personne atteinte de
myélome symptomatique présente plus de cellules myélomateuses qu’une
personne atteinte de myélome asymptomatique ou de MGUS, et elle ré-
pond également à au moins un des critères CRAB (Voir tableau6). Le
traitement peut inclure une combinaison de chimiothérapie, de radiothé-
rapie, de greffe de cellules souches et d’autres médicaments. Le choix du
traitement dépendra de l’état de santé général du patient et de la gravité
de la maladie.

Figure 5 – Initiation et progression du myélome multiple

10 Classifications et facteurs pronostiques

Après le diagnostic d’un myélome multiple, le médecin doit le classer
en stades, en fonction de son degré d’évolution, en se basant sur l’un des
systèmes de stadification disponibles. Connaître le stade du myélome aide
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les médecins à comprendre la gravité de la maladie et à établir un plan
de traitement.

10.1 Classification Durie-Salmon

Le système de stadification Durie-Salmon a été développé en 1975 [39].
Il démontre la corrélation entre la masse cellulaire myélomateuse mesurée
et les dommages qu’elle a causés. Ce système est basé sur la quantité de
myélome dans le corps (le nombre total de cellules myélomateuses) et un
ensemble de paramètres cliniques, biologiques et radiologiques, incluant
le taux d’hémoglobine, la calcémie, la créatinine, le taux de protéine mo-
noclonale sérique et urinaire, ainsi que le nombre de lésions osseuses.
Selon la gravité de la maladie, les patients sont classés en stade I, II ou

III. Ces stades du myélome multiple sont ensuite divisés en sous-classes
(classes A et B) en fonction du taux de créatinine dans le sang, qui révèle
la fonction rénale (voir Tableau 7).

Stade Critère

Stade I :
Faible masse
cellulaire

Tous les éléments suivants :
• Valeur d’hémoglobine > 10 g/dL.
• Calcium sérique normal ou <10,5 mg/dL.
• Structure osseuse normale (échelle 0) ou plasmocytome

osseux solitaire uniquement.
• Faibles taux de production de composant M (IgG <

5g/dL ; IgA < 3 g/dL).
• Taux des chaînes légères urinaire < 4 g/24h.

Stade II :
Masse cellulaire
intermédiaire

Ne convient ni au stade I ni au stade III.

Stade III :
Masse cellulaire

élevée

Un ou plusieurs des éléments suivants :
• Valeur d’hémoglobine <8.5 g/dL.
• Calcémie <12 mg/dL.
• Lésions osseuses lytiques avancées (échelle 3).
• Taux de production élevés de composant M (IgG > 7

g/dL ; IgA > 5 g/dL).
• Taux des chaînes légères urinaire > 12 g/24h.

Sous-classification
(soit A ou B)

Sous-classe A :
• Fonction rénale normale : Taux de créat < 20 mg/L.

Sous-classe B :
• Problème rénal : Taux de créat > 20 mg/L.

Table 7 – Critères de classification Durie-Selmon
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10.2 Système international de Stadification (ISS)

ISS (International Staging System) est un nouveau système de stadifica-
tion qui a été développé en 2005 [40] par le groupe IMWG. Il est simple,
basé sur des variables biologiques faciles à utiliser (B2-microglobuline et
le taux d’albumine) Les données cliniques et biologiques utilisées dans
cette recherche ont été recueillies sur 10750 patients atteints d’un myé-
lome n’ayant jamais été traités, dans 17 établissements (en Amérique du
Nord, en Europe et en Asie). Les résultats de cette recherche ont ensuite
été validés en démontrant son efficacité :
– Sur des patients d’Amérique du Nord, d’Europe et d’Asie.
– Sur des patients âgés de moins et de plus de 65 ans.
– Avec un traitement standard ou une autogreffe ; et en comparaison
avec le système de stadification de Durie-Salmon [39].

L’ISS permet de séparer les patients en 3 groupes à risque, avec des mé-
dianes de survie significativement différentes (Voir Tableau8).

Stade Critère

stade I
• ˛2M < 3.5 mg/L
• Albumine >= 35g/L

stade II • ˛2M < 3.5 mg/L et Albumine < 35 g/L
Ou
• 3.5 mg/L < ˛2M < 5,5 mg/L, et quelle
que soit le taux d’albumine.

stade III • ˛2M >5.5 mg/L

Table 8 – Critères de ISS

10.3 Système international révisé de Stadification (R-ISS)

R-ISS (Revised International Staging System) est un nouveau systeme
de stratification avec une puissance pronostique améliorée par rapport aux
systeme ISS, il a été publié en Août 2015 par le groupe IMWG [41], ils
ont intégrè deux facteurs pronostiques supplémentaires simples, fiables
et largement utilisés : marqueurs génétiques (voir Table 9), LDH (voir
Table 10). Ce systeme permet d’établir un pronostic du MM nouvellement
diagnostiqué, en identifiant trois stades différents (voir Table 11).
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Risque Critère
Risque standard Pas d’anomalies chromosomiques à haut

risque.
Risque élevé Présence de del(17p), et/ou translocation

t(4 ;14), et/ou translocation t(14,16).

Table 9 – Risque selon les anomalies chromosomiques par FISH

Risque Critère
Normal < à la normale définie par le laboratoire.
Élevé > à la normale définie par le laboratoire.

Table 10 – Risque selon le niveau de LDH

Stade Critère

stade I
• Stade I du ISS
• Cytogénétique de risque standard en FISH
• LDH normale

stade II Ne convient ni au stade I ni au stade III.

stade I
• Stade III du ISS
• Cytogénétique de haut risque en FISH
• LDH élevée

Table 11 – Critères du R-ISS

11 Conclusion

Le myélome multiple est une hémopathie maligne très courante, com-
mençant généralement par des états précurseurs asymptomatiques. Ce can-
cer est un néoplasme des cellules B de la moelle osseuse qui s’accompagne
d’une série complexe de manifestations cliniques, y compris l’anémie, les
lésions osseuses, le dysfonctionnement rénal, etc. Dans ce chapitre, nous
avons présenté des données et des connaissances très importantes sur le
myélome multiple, notamment son épidémiologie, sa physiopathologie, sa
pathogenèse, tous les signes cliniques et toutes les formes de MM ainsi que
le processus de diagnostic et les tests/examens effectués. L’objectif prin-
cipal est de comprendre l’aspect médical de cette maladie avant de passer
à nos expérimentations et la présentation des approches que nous propo-
sons pour aider au diagnostic et stadification du MM, dans les chapitres
suivants.
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CHAPITRE 2

ÉTUDE DES FACTEURS DE DIAGNOSTIC/CAUSES DU
MYÉLOME MULTIPLE

1 Introduction

Le myélome multiple est une maladie complexe qui est souvent diag-
nostiquée tardivement. Les patients doivent effectuer une série de tests
fréquents pour diagnostiquer et stadifier la maladie, ce qui peut être dé-
courageant. Les facteurs causaux du myélome multiple restent inconnus
et les recherches sont en cours pour mieux comprendre cette maladie.
Le but principal de ce chapitre est de rechercher une méthode de pré-

diction précise pour les tests les plus importants dans le processus de
stadification du myélome multiple. Cela permettrait de réduire le nombre
de tests nécessaires et de réduire le coût total pour les patients, qui est
un problème majeur pour de nombreux patients atteints de cette maladie.
Dans la littérature récente, les travaux proposés pour aider au diag-

nostic du MM se sont principalement concentrés sur l’utilisation de bases
de données génétiques [42], [43], [44], [45]. Cependant, la collecte de
données peut parfois inclure des données inutiles qui peuvent ralentir l’ap-
prentissage du modèle et réduire sa précision. Pour résoudre ce problème,
la sélection de caractéristiques est utilisée pour ne garder que les données
les plus pertinentes et réduire le bruit et les données redondantes.
Dans ce chapitre, nous proposons de tester des méthodes supervisées de

sélection de variables pour améliorer les performances de classification.
Nous présentons les différentes approches de sélection de variables, leur
importance et leurs avantages, ainsi que des travaux récents dans la litté-
rature. Nous présentons également notre base de données collectée pour
notre étude, ainsi que l’approche proposée et les méthodologies utilisées
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pour mener à bien notre recherche. Enfin, nous discutons des résultats ob-
tenus et de la contribution que notre travail peut apporter à la recherche
scientifique.

2 Outils statistiques de sélection des variables

En choisissant les mesures statistiques adéquates en fonction du type
de données d’entrée et de sortie (catégorique ou numérique), les méthodes
de sélection peuvent être rapides et efficaces. Ces outils statistiques per-
mettent d’évaluer la relation entre chaque variable d’entrée et la variable
cible, et de sélectionner les variables d’entrée qui ont la relation la plus
forte avec la variable cible.

La Figure 6 présente un aperçu des outils statistiques qui peuvent être
utilisés en fonction des différents types de données étudiées. Ainsi, lorsque
la variable d’entrée et de sortie sont toutes deux catégoriques, le test
du ffl2 ou l’information mutuelle peuvent être utilisés. Les coefficients de
corrélation de Pearson ou de Spearman sont utilisés lorsque la variable
d’entrée et de sortie sont toutes deux numériques. En revanche, lorsque
la variable d’entrée est numérique et la sortie est catégorique, on peut
utiliser le test Anova ou le coefficient de rang de Kendall. Ces mêmes
mesures statistiques peuvent également être appliquées pour des entrées
catégorielles et des sorties numériques.

Figure 6 – Outils statistiques de sélection des variables
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3 Approches de sélection des variables

Les différentes méthodologies et techniques qui peuvent être utilisées
pour sélectionner le meilleur sous-ensemble de caractéristiques et aider les
modèles à être plus performants et efficaces, sont regroupées en trois ap-
proches principales : l’approche filtre, l’approche enveloppe et l’approche
intégrée.

3.1 Approche Filtre

L’approche filtre (Filter) est une étape de pré-traitement dans laquelle
les variables sont éliminées en fonction de leur corrélation avec la sortie.
Les méthodes "Filter" permettent de sélectionner les variables indépen-
damment du modèle d’apprentissage (voir figure 7), ce qui les rend assez
rapides. C’est l’un des avantages de cette approche [46]. Il existe deux
types de méthodes de sélection basées sur l’approche filtre : univariées
et multivariées [47]. Dans les méthodes univariées, différents types de cri-
tères de classement peuvent être utilisés, par exemple le score de Fisher,
l’information mutuelle et la variance de la variable. Dans les méthodes
multivariées, la relation mutuelle entre les variables est prise en compte
pour éliminer celles qui sont redondantes.

3.2 Approche enveloppe

L’approche enveloppe (Wrapper) mesure l’utilité des variables en op-
timisant les performances du classifieur (voir figure 7). Elle considère la
sélection d’un ensemble de caractéristiques comme un problème de re-
cherche, où différentes combinaisons sont préparées, évaluées et comparées
à d’autres combinaisons. Un modèle prédictif est utilisé pour évaluer une
combinaison de caractéristiques et attribuer un score basé sur la précision
du modèle.
Les méthodes wrapper sont généralement très coûteuses en termes de

temps de calcul par rapport aux méthodes de filtrage en raison des étapes
d’apprentissage répétées.

3.3 Approche intégrée

L’approche intégrée (Embedded) est assez similaire à l’approche Wrap-
per, car elle est également utilisée pour optimiser la fonction objectif ou
les performances d’un modèle d’apprentissage (voir figure 7). La différence
avec l’approche Wrapper est qu’une métrique intrinsèque de construction
de modèle est utilisée pendant l’apprentissage.
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Les méthodes intégrées combinent les qualités des méthodes Filter et
Wrapper pour créer un meilleur sous-ensemble. Elles sont implémentées
par des algorithmes qui ont leurs propres méthodes de sélection de va-
riables intégrées.

Figure 7 – Approches de sélection des variables

4 État de l’art

La sélection des variables est une étape cruciale dans la construction
de modèles d’apprentissage automatique, car elle permet de choisir les
caractéristiques les plus pertinentes pour obtenir une meilleure précision
de prédiction tout en utilisant moins de données [48]. Dans la littérature,
de nombreux articles scientifiques sont disponibles pour donner un aperçu
des méthodes de sélection existantes. Dans leur article, Saeys et al. [49]
présentent un aperçu des différentes techniques de sélection de caractéris-
tiques et de leurs utilisations en bio-informatique. Leur objectif principal
est de sensibiliser les praticiens aux avantages et à la nécessité d’appliquer
des techniques de sélection. Ils décrivent également les domaines d’appli-
cation les plus importants en bio-informatique et mettent en évidence les
efforts de la communauté bio-informatique dans le développement de nou-
velles procédures adaptées. Enfin, ils orientent le lecteur intéressé vers des
packages utiles pour l’exploration de données et la bio-informatique qui
peuvent être utilisés pour la sélection de variables. D’autre part, Heinze et
al. [50] expliquent les concepts de base et les conséquences importantes
des méthodes de sélection de variables qui peuvent encore être flous pour
de nombreux praticiens et développeurs de logiciels. Ils suggèrent que cer-
taines quantités soient calculées de manière routinière chaque fois qu’un
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utilisateur demande la mise en œuvre d’un algorithme de sélection de va-
riables, et expliquent comment ces quantités peuvent aider l’analyste.

La sélection de variables dans la construction des modèles d’apprentis-
sage automatique est une étape cruciale qui vise à obtenir un modèle pré-
dictif précis en choisissant les caractéristiques les plus pertinentes tout en
réduisant la quantité de données nécessaires [48]. Dans la littérature, plu-
sieurs techniques de sélection de caractéristiques sont disponibles pour les
chercheurs, notamment les méthodes filtres qui analysent la structure des
données pour déterminer le sous-ensemble optimal et les méthodes wrap-
per qui effectuent une recherche parmi les sous-ensembles possibles. Les
algorithmes de pondération sont également utilisés pour classer chaque
caractéristique selon son niveau d’importance, mais cette approche n’aide
pas à réduire la dimensionnalité [50].

Les méthodes d’ensemble basées sur les arbres de décision ont permis
de mettre en pratique l’importance des caractéristiques, qui mesure la fré-
quence et le degré d’utilisation de chaque caractéristique dans le modèle.
Les travaux de Jeremy et al. [51] ont proposé une technique pour déter-
miner la pertinence des caractéristiques en utilisant le gain d’information
moyen obtenu lors de la construction d’ensembles d’arbres de décision.
Cette technique prend en compte la complexité des nœuds et utilise une
méthode statistique pour mettre à jour la distribution d’échantillonnage
des caractéristiques en fonction d’intervalles de confiance pour contrôler
le taux de convergence. Les résultats de leurs expériences ont montré que
la pondération et la sélection des caractéristiques sont essentielles pour
optimiser la généralisation du modèle. Ils ont également comparé leurs
résultats à ceux obtenus par l’algorithme de sélection de caractéristiques
basé sur la corrélation CFS [52].

De nombreuses applications ont été développées dans le domaine mé-
dical pour aider le personnel de santé dans la prise de décision. La clas-
sification de données déséquilibrées représente un défi dans bon nombre
de ces applications [53]. En effet, c’est un problème très important d’un
point de vue algorithmique et de performance [54, 55]. Dans la littéra-
ture, les solutions proposées pour traiter le problème d’apprentissage à
partir de données déséquilibrées ont été classées en trois catégories [56] :
les méthodes opérant au niveau des données [57] (les techniques de sur-
échantillonnage et de sous-échantillonnage), les méthodes opérant au ni-
veau algorithmique et les méthodes d’ensemble. Cette dernière catégorie
est sensible à l’asymétrie, notamment via l’approche de boosting ou de
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bagging qui est devenue un axe de recherche majeur [58–60].

Tanha et al. [61] ont examiné les performances de 14 algorithmes de
boosting sur 19 ensembles de données multi-classes non équilibrées. Les
résultats expérimentaux ont montré que les algorithmes CatBoost et Lo-
gitBoost sont meilleurs que les autres algorithmes de boosting sur les jeux
de données multi-classes, déséquilibrés et volumineux, respectivement.

D’un autre côté, Chen et al. [62] ont proposé deux méthodes pour utili-
ser la forêt aléatoire (RF) sur des ensembles de données non équilibrés. La
première, "Balanced random forest (BRF)", est basée sur une technique
d’échantillonnage. La seconde approche, appelée "Weighted random forest
(WRF)", est basée sur un apprentissage sensible aux coûts. Les résultats
obtenus ont montré que les deux méthodes, WRF et BRF, ont donné de
meilleures performances par rapport à la plupart des techniques existantes
qu’ils ont étudiées.

Dans cette thèse de recherche, nous proposons de combiner les mé-
thodes d’apprentissage d’ensemble basées sur des arbres de décision avec
des méthodes d’échantillonnage (SMOTE) pour traiter le problème de
déséquilibre élevé dans notre jeu de données "MM_dataset" [4]. Cette
combinaison est basée sur plusieurs propositions récentes dans la littéra-
ture qui ont obtenu des résultats positifs [55,63].
Les problèmes liés à chaque type de sélection de variables sont très

différents et la littérature sur ce sujet est très vaste [64]. De nombreux
chercheurs, dans leurs publications scientifiques, tentent d’améliorer et de
démontrer les performances prédictives des méthodes de sélection et leurs
utilisations dans diverses sciences de la vie [65], [66], [67].

Cependant, une revue de la littérature montre qu’il existe relativement
peu de publications présentant des résultats de travaux concernant les
méthodes d’aide au diagnostic et de détection automatique du myélome
multiple. Par exemple, David et al. [68] présentent dans leur article une
étude comparative d’une variété d’algorithmes d’apprentissage supervisés
(SVM, réseaux bayésiens, arbres de décision) sur un ensemble de données
contenant plus de 100 échantillons de puces à ADN d’expression génétique.
Ce travail leur permet de tirer des leçons importantes pour l’exploration de
données de puces à ADN, notamment : les réseaux et ensembles de Bayes
fonctionnent au moins aussi bien que d’autres approches, mais fournissent
sans doute un aperçu plus direct ; la recherche de différences cohérentes
dans l’expression peut être plus importante que les grandes différences.
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Ces résultats fournissent des preuves et des références pour des travaux
futurs qui pourraient être utiles dans d’autres applications d’exploration
de données supervisées pour l’étude des maladies basées sur les données
de puces à ADN.

En outre, Hwang et al. [69] ont mené une étude rétrospective portant sur
467 patients, basée sur les résultats d’imagerie par résonance magnétique
(IRM) de la colonne lombaire. L’objectif de cette étude était de construire
un modèle d’apprentissage automatique à l’aide d’un classifieur de tex-
ture SVM, capable d’isoler les modèles d’infiltration suspects de maladies
hématologiques sur les IRM de la colonne lombaire. La comparaison des
résultats obtenus avec ceux de radiologues expérimentés a démontré avec
succès la faisabilité des SVM pour différencier la moelle osseuse atteinte
de maladies hématologiques de celle qui ne l’est pas.
D’autre part, Chen et al. [70] ont proposé une combinaison de la spec-
troscopie de dégradation induite par laser à base de sérum (serum-based
LIBS) avec des méthodes d’apprentissage automatique pour le diagnostic
et la détermination du stade du myélome multiple (MM). Ils ont appliqué
et tenté d’optimiser des statistiques multivariées et des méthodes d’ap-
prentissage automatique, y compris les classifieurs PCA, kNN, SVM et
ANN, via une validation croisée (10-fold), et les ont évaluées en termes
de précision, de sensibilité, de spécificité et de courbes ROC. Les résultats
obtenus ont montré que les classifieurs kNN, SVM et ANN atteignaient des
performances de discrimination similaires, avec des précisions supérieures
à 90% pour le diagnostic et la stadification du MM.

Dans le même domaine, d’autres travaux ont été proposés pour amélio-
rer le diagnostic du myélome multiple en utilisant des méthodes de sélec-
tion de caractéristiques. Liu et al. [71] ont proposé une méthode appelée
Recursive Feature Addition (RFA) qui combine l’apprentissage supervisé et
les mesures de similarité statistique pour sélectionner les gènes pertinents
à partir des données d’expression génétique des biopuces MAQ-II pour le
cancer du sein et le myélome multiple. Ils ont comparé cette méthode avec
d’autres méthodes de sélection de gènes telles que SVM Recursive Feature
Elimination (SVMRFE), Leave-One-Out Calculation Sequential Forward
Selection (LOOCSFS) et Gradient based Leave-one-out Gene Selection
(GLGS) en utilisant plusieurs classifieurs d’apprentissage populaires. Les
résultats montrent que l’approche proposée est plus performante que les
autres méthodes comparées.

De même, Zhang et al. [72] ont proposé une approche de sélection
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conjointe bayésienne appelée méthode Overlap-HSVS pour identifier plu-
sieurs combinaisons de gènes et de voies qui sont significativement as-
sociées aux résultats cliniques de la maladie du myélome multiple. Les
résultats montrent que la méthode Overlap-HSVS permet d’identifier la
plupart des groupes ainsi que les variables individuelles au sein d’un groupe
par rapport à la méthode Lasso, qui est l’une des méthodes de sélection
de variables les plus populaires. En outre, certains des gènes et des voies
sélectionnés ont été identifiés dans les recherches biologiques comme des
biomarqueurs importants du MM.

5 Présentation de la base de données collectée

Nous avons effectué un stage pratique au sein du Centre de Lutte Contre
le Cancer (CLCC) en collaboration avec la faculté de Technologie de
l’université de Tlemcen et le Centre Hospitalo-Universitaire de Tlemcen
(CHU-Tlm) pendant une période de 8 mois. L’objectif de ce stage était
de collecter des données sur le cancer du myélome multiple, afin de les
utiliser en pratique clinique et d’analyser leur impact sur le suivi des pa-
tients.
Nous avons pu collecter une base de données de 203 patients diag-

nostiqués entre 2008 et 2019, qui contient 57 paramètres. Cette base de
données couvre toutes les informations démographiques des patients, leurs
antécédents personnels et familiaux, ainsi que les résultats de divers exa-
mens médicaux et tests de diagnostic du myélome multiple. Nous avons
rendu cette base de données publique le 24/12/2019 [4]. Cette base de
données peut être utilisée pour résoudre les problèmes auxquels les mé-
decins cliniciens sont confrontés dans le diagnostic du myélome multiple,
tels que la détection des facteurs pronostiques du MM en utilisant des
méthodes de sélection de variables.
Cependant, cette base de données contient des valeurs manquantes en

raison de la situation actuelle du service d’Hématologie du CHU-Tlm.
En effet, les archives médicales sont uniquement sous forme papier, les
dossiers médicaux sont mal organisés et plusieurs fiches cliniques sont
rédigées par différents médecins pour un même patient. De plus, certains
patients refusent ou ignorent certains tests pour des raisons financières
ou parce que le processus de diagnostic leur semble trop long. Tous ces
facteurs peuvent entraîner une abondance de documents dans le service et
ralentir le diagnostic, empêchant ainsi les chercheurs de mener des études
et des recherches scientifiques afin de trouver des réponses sur les causes
et les facteurs affectant cette maladie en Algérie et en particulier dans la
région de l’Ouest algérien.
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La classe de sortie de notre base de données contient les stades du
cancer du MM, étiquetés par les spécialistes en hématologie du CHU-Tlm
en utilisant la stadification de Durie-Selmon [39] et le système interna-
tional de stadification (ISS) [40]. Cependant, la distribution des classes
dans notre jeu de données est très déséquilibrée (voir figure 8). En effet,
comme mentionné précédemment, pour ce cancer, aucun symptôme n’est
détecté à un stade précoce et que plusieurs patients, lorsqu’ils se rendent
à l’hôpital pour la première fois, sont directement diagnostiqués au stade
III. La description des attributs du jeu de données MM est présentée dans
le tableau 12.

Figure 8 – Distribution des stades du MM

Les distributions d’âge pour les deux groupes Homme/Femme sont pré-
sentées dans la figure 9. L’âge moyen pour les deux sexes est d’environ
65 ans, avec une légère différence entre l’âge maximum et minimum. En
effet, l’âge maximal est de 98 ans pour les femmes et de 89 ans pour les
hommes, tandis que l’âge minimal est respectivement de 38 ans et 39 ans
pour les hommes et les femmes.

Par ailleurs, il convient de noter que la majorité des patients résident
dans la wilaya de Tlemcen, comme indiqué dans la figure 10.
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Figure 9 – Répartition d’âge par sexe

Figure 10 – Répartition par wilaya de résidence
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Information Code Attribute

Données dé-
mographiques

gender Sexe
age Age
city Wilaya de résidence
married Marié(e)
nbr_child nombre d’enfants

Examens
cliniques

weight Poids
body_surf Surface corporelle
blood Groupe sanguin
asth&bone Asthénie et douleurs osseuses
anemia Signes cliniques d’anémie

Antécédents
personnels et
familiaux

HBP Hypertension artérielle
diabete Diabète
tobbacco Tabac
chron_disea Maladies familiales chroniques
hrd_blo_disea Maladies sanguines héréditaires

Tests d’hé-
matologie

CBC_WBC Taux de globules blancs
CBC_RBC Taux de globules rouges
CBC_plats Taux de plaquettes
CBC_Hgb Taux d’hémoglobine
CBC_Hct Hématocrite
CBC_MCV Volume Globulaire Moyen
CBC_MCHC Concentration corpusculaire

moyenne en hémoglobine

Examens de
cytologie

roll_RBC Présence ou absence des rou-
leaux érythrocytaires

plasma_cells Taux de plasmocytes

Proteins
Tests

B2M Test de ˛-2 Microglobuline
prot_rate Taux de protéines
alb Albumine
¸_glob ¸_globuline
˛_glob ˛_globuline
‚_glob ‚_globuline
BJp Protéines de Bence Jonce
24h_prot Protéinurie de 24 heures
Ig Type d’immunoglobuline anor-

male
chain Type de chaîne légère libre

Suite sur la page suivante
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Medical
imaging

ost_les Lésions ostéolytiques

Bilans
biologique et
chimique
(urinaire et
sanguine)

VS Vitesse de sédimentation
Ca Taux de calcium
K Taux de potassium
Na Taux de sodium
P Taux de phosphore
CRP Protéine C-réactive
creat Taux de créatinine
urea Urée
clair_creat Taux de clairance de la créati-

nine
SGOT Glutamate-oxaloacetate-

transaminase
SGPT Glutamate-pyruvate-

transaminase
GGT Gamma-glutamyl transférase
PAL Phosphatase alcaline
Ac_Anti_HCV Test d’anticorps anti-hépatite C
HIV Test du VIH
Ag_HBS Test d’antigène de surface de

l’hépatite B
gly Test de glycémie
TCA Temps de céphaline activée
TP Taux de prothrombine
Fib Taux de fibrinogène
Ferr Taux de ferritine
LDH Lactate déshydrogénase
cardio_EF Fraction d’éjection ventriculaire

gauche
Table 12: Description des variables de la base
de donnée
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6 Méthodologie proposée

La sélection de variables n’a pas de méthode universelle ou de meilleur
choix. Au lieu de cela, une approche systématique et expérimentale est né-
cessaire pour déterminer ce qui fonctionne le mieux pour notre problème
spécifique en utilisant différentes mesures statistiques et en essayant diffé-
rents modèles.

Dans cette section, nous présentons notre méthodologie pour étudier la
relation entre les stades du MM et les examens médicaux effectués lors
du diagnostic de MM. Nous avons utilisé une base de données très dés-
équilibrée pour identifier les examens les plus pertinents pour la tâche de
stadification de ce type de cancer. Notre méthodologie est illustrée dans
la figure 11. Nous avons exploré deux approches principales : les méthodes
d’ensemble basées sur des arbres de décision et les méthodes de sélection
de variables supervisées basées sur l’approche Filter.

Les méthodes d’ensemble basées sur des arbres de décision sont couram-
ment utilisées en apprentissage automatique pour leur capacité de généra-
lisation et leur interprétabilité. Nous avons utilisé deux types de méthodes
d’ensemble : celles basées sur la randomisation et celles basées sur l’op-
timisation.

D’autre part, nous avons également utilisé des méthodes de sélection de
variables supervisées basées sur l’approche Filter. Ces méthodes peuvent
être divisées en deux groupes : celles qui évaluent la qualité (pertinence)
de chaque variable individuellement sans considérer l’interaction avec les
autres variables, et celles qui sélectionnent un sous-ensemble de variables
pour la classification en prenant en compte l’interaction entre les variables
dans chaque sous-ensemble candidat évalué.
Dans ce chapitre, nous avons apporté plusieurs contributions importantes,
qui peuvent être synthétisées en trois points clés.
R Premièrement, nous avons effectué un prétraitement de données
déséquilibrées en utilisant l’algorithme SMOTE, qui est une méthode
populaire pour la génération de données synthétiques. Contrairement
à d’autres méthodes, SMOTE ne crée pas de doublons de données,
mais plutôt des points de données synthétiques légèrement différents
des données originales.
R Deuxièmement, nous avons abordé le problème des valeurs man-
quantes dans notre base de données en utilisant des méthodes de
traitement appropriées.
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R Troisièmement, nous avons analysé et comparé les variables sélec-
tionnées comme pertinentes par les différentes méthodes utilisées, et
nous avons discuté ces résultats avec des hématologues pour valider
nos conclusions.
R Enfin, nous avons étudié le diagnostic et la stadification du MM en
tant que problème d’apprentissage supervisé multi-classes. Nous avons
évalué les performances des algorithmes d’apprentissage individuels
après la tâche de sélection de variables basée sur l’approche Filter,
ainsi que les performances des méthodes d’ensemble basées sur les
arbres de décision, qui ont été utilisées en raison de leur capacité à
calculer l’importance des variables.

Figure 11 – Diagramme du l’approche proposée

7 Étape de pré-traitement

La stadification du myélome multiple est essentielle pour aider le méde-
cin à prédire l’état du patient et à choisir le type de traitement. Cependant,
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comme nous l’avons mentionné précédemment, ce cancer est difficile à dé-
tecter à un stade précoce, ce qui entraîne une distribution très déséquilibrée
des exemples dans notre base de données, avec une fréquence plus élevée
du stade III par rapport aux autres stades (voir figure 6).
Afin de résoudre ce problème de déséquilibre des données, nous utilisons

l’algorithme SMOTE [73]. Mais avant cela, nous avons traité les valeurs
manquantes présentes dans notre base de données collectée en raison de
dossiers médicaux incomplets.

7.1 Traitement de données manquantes

La présence de données manquantes est fréquente dans les ensembles
de données du monde réel. Cela peut être dû à plusieurs raisons, comme
des données non enregistrées ou la corruption des données. Pour traiter
ce problème dans notre ensemble de données, nous avons utilisé deux
stratégies simples :
) Remplacer les valeurs manquantes pour les variables catégorielles
par la valeur de l’attribut le plus fréquent.
) Pour les variables numériques, nous les remplaçons par la valeur
moyenne de l’attribut.

7.2 Traitement de données déséquilibrées

La classification de données déséquilibrées est un nouveau défi dans de
nombreuses applications, notamment dans le domaine médical. Les don-
nées déséquilibrées se produisent lorsqu’une ou plusieurs classes ont des
proportions très faibles dans les données d’apprentissage par rapport aux
autres classes [74]. En machine learning, les méthodes classiques ne sont
pas toujours adaptées aux données déséquilibrées et peuvent conduire à des
résultats trompeurs et optimistes, car les points de la classe minoritaire
sont souvent considérés comme des "outliers" ne contenant pas d’informa-
tions. Nous avons utilisé l’algorithme SMOTE pour résoudre ce problème
en générant des données synthétiques pour les classes minoritaires plutôt
que de dupliquer les points de données existants.

Il existe de nombreuses approches pour pallier le problème de classifi-
cation déséquilibrée, qui sont généralement regroupées en deux catégories
principales :

1. Méthodes au niveau d’algorithme (Algorithm-level methods) : ces
méthodes consistent à adapter les modèles de machine learning clas-
siques pour qu’ils soient en mesure de mieux gérer le déséquilibre.
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L’apprentissage sensible aux coûts est une technique qui appartient à
cette famille, elle consiste à affecter un poids important à la classe
minoritaire. En pratique, cela signifie que nous spécifions à notre mo-
dèle que le fait de bien classer un point de la classe minoritaire est
plus important que de bien classer un point de la classe majoritaire.
De cette façon, nous parvenons à considérer le mauvais classement
d’un point de la classe minoritaire par le modèle comme plus grave
que le mauvais classement d’un point de la classe majoritaire.

2. Méthodes au niveau des données (Data-level methods) : l’idée der-
rière ce type de méthodes est de transformer les données pour atté-
nuer le déséquilibre en utilisant des techniques d’échantillonnage pour
équilibrer le rapport de classe [57], telles que la suppression de re-
présentants de la classe majoritaire (under-sampling) ou l’ajout de
représentants à la classe minoritaire (over-sampling).

Pour résoudre notre problème de données déséquilibrées, nous avons
étudié une méthode de sur-échantillonnage qui consiste à compléter le
jeu de données d’origine par des observations synthétiques des classes mi-
noritaires. Nous nous sommes particulièrement intéressés à la technique
SMOTE (Synthetic Minority Over-Sampling TEchnique) [73], qui a été
prouvée efficace par plusieurs études récentes dans la littérature [75,76].
La méthode SMOTE s’inspire d’une technique bien établie dans la re-

connaissance de caractères manuscrits [77]. Elle consiste à générer des
exemples synthétiques dans «l’espace de la variable cible» plutôt que
dans «l’espace des données». Pour sur-échantillonner la classe minori-
taire, on prend chaque échantillon de la classe minoritaire et on introduit
des exemples synthétiques le long des segments de ligne reliant certains
(ou tous) des k plus proches voisins de la classe minoritaire. Les voisins
parmi les k plus proches sont choisis au hasard en fonction de la quantité
de sur-échantillonnage requise (voir Algorithme 1).
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Algorithm 1 SMOTE Algorithm
INPUT :

P number of minority class sample ; S amount of synthetic to be generated ;
k number of nearest neighbors

OUTPUT :
Ns=(S/100)*P synthetic samples
BEGIN
1. Create function ComputKNN (i � 1toP; Pi; Pj)
{For i � 1toP

- Compute k nearest neighbors of each minority instance Pi
and other minority instances Pj.

- Save the indices in the nnarray.
- Populate (Ns, i, nnarray) to generate new instance.

End for}
2. Ns=(S/100)*P

While Ns 6= 0

3. Create function GenerateS (Pi, Pj)
{Choose a random number between 1 and k, call it nn.
For attr � 1 to numattrs
dif = Pi[nnarray[nn]][attr]` Pj[i][attr]

gap = random number between 0 and 1
Synthetic [newindex][attr] = Pi[i][attr] + gap ˜ dif

End for
newindex = newindex+ 1}
Ns = Ns ` 1

End while
4. Return (*End of Populate.*)

END

De nombreuses modifications et extensions ont été apportées à la mé-
thode SMOTE depuis son développement. Parmi celles-ci, on peut citer
SVMSMOTE [78], Kmeans-SMOTE [79], BorderlineSMOTE [80], ADA-
SYN [81], qui ont permis de gérer des variables nominales (catégorielles)
ainsi que des points à la frontière.

8 Étape de sélection basée sur l’approche de filtrage

La sélection des variables par l’approche Filter est largement utilisée
à ce jour pour l’analyse des données biologiques. Cette méthode permet
de filtrer les variables sur la base de certaines métriques, telles que le
calcul de la corrélation. Elle évalue la pertinence des caractéristiques en
dehors des modèles prédictifs et ne modélise ensuite que les caractéris-
tiques qui répondent à un certain critère. Elle est plus rapide et constitue
généralement la meilleure approche lorsque le nombre de variables est
élevé. Contrairement aux méthodes wrapper et embedded qui demandent

8. ÉTAPE DE SÉLECTION BASÉE SUR L’APPROCHE DE FILTRAGE 54



Chapitre 2

un temps de calcul long par rapport à la méthode Filter, bien qu’elles
soient aussi caractérisées par la pertinence des attributs sélectionnés.

8.1 Méthode ReliefF

Relief est un algorithme développé par Kira et Rendell [82], inspiré des
algorithmes d’apprentissage basés sur des instances [83]. Il est construit
sur la base d’une approche Filter, qui est particulièrement sensible aux
interactions entre les caractéristiques. À l’origine, il a été conçu pour être
appliqué à des problèmes de classification binaire avec des caractéristiques
discrètes ou numériques. Cet algorithme s’appuie notamment sur la me-
sure des similarités et des dissimilarités entre les valeurs d’entrée et la
variable cible, et permet ainsi d’estimer la pertinence des différentes ca-
ractéristiques à l’aide d’un score global.

La méthode ReliefF [84] a été étendue à partir de la famille Relief pour
traiter des problèmes multi-classes. Elle sélectionne une instance aléatoire
puis recherche les k plus proches voisins de la même classe que l’instance
sélectionnée (Near Hit) ainsi que les k plus proches voisins de chacune des
autres classes (Near Misses) [85] (voir Algorithme 2).

Algorithm 2 ReliefF Algorithm :
INPUT :

S dataset of N features and m instances ; ¸ predefined adjustable relevance
threshold ; C Output class
BEGIN

Initialize all weights w = 0

For i = 1 : m
- Randomly select an instance xi
- Find k nearest neighbors of xi having the same class of xi (hits)
- Find k nearest neighbors of xi having a different class of xi (misses).
For A = 1 : N
w(A) = w(A)`

Pk
j=1

diff(A;xi;hitsj)

m˜k +P
c 6=class(xi)

P (c)

1`P (class(xi))

Pk
j=1

diff(A;xi;missesj)

m˜k
Select w greater than ¸

END
OUTPUT :

Sbest : Optimal subset of attributs that have w greater than ¸

8.2 Méthode de sélection basée sur la corrélation

Les caractéristiques sont pertinentes si leurs valeurs varient systémati-
quement en fonction de l’appartenance à une catégorie. En d’autres termes,
une caractéristique est utile si elle est corrélée ou prédictive de la classe ;
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sinon elle n’a aucun intérêt. En probabilité et statistique, l’analyse de
la corrélation entre deux ou plusieurs attributs permet d’étudier le degré
d’association pouvant exister entre ces attributs. Cette corrélation peut
être positive ou négative, linéaire ou non linéaire, monotone ou non mono-
tone [86]. CFS (Correlation-based feature selection) [52] est un algorithme
de sélection qui permet d’évaluer la valeur d’un sous-ensemble d’attributs
en examinant la capacité prédictive individuelle de chaque attribut ainsi
que le degré de redondance entre eux (voir Algorithme 3).

Algorithm 3 CFS Algorithm :
INPUT : S(F1; ::; FN) : a dataset of N features.

¸ : predefined threshold value
Y : Output class

OUTPUT : Sbest : Optimal subset.
BEGIN

For i = 1 : N
Calculate r(Fi; Y ) : the correlation between
each attribute Fi and the class Y .
IF r(Fi; Y ) > ¸

Fi added to Sbest
End if

End for
END

Cet algorithme est généralement combiné à des stratégies de recherche
telles que la sélection en avant, l’élimination en arrière, la recherche bidi-
rectionnelle, la recherche du meilleur en premier et la recherche génétique,
entre autres.
Le coefficient de corrélation est utilisé pour estimer la corrélation entre

le sous-ensemble d’attributs et la classe [87]. Il nous indique non seule-
ment si deux variables évoluent dans la même direction ou dans la direction
opposée comme la covariance, mais il indique également la force de la re-
lation. Sa valeur varie de -1 à 1, où 1 indique la plus forte corrélation
possible, considérée comme une proportionnalité directe parfaite. D’autre
part, -1 représente la plus forte corrélation inverse possible, ou on dit pro-
portionnalité inverse parfaite. Si le coefficient est égal à 0, cela indique
qu’il n’y a aucune corrélation.

La stratégie CFS proposée dans notre travail de recherche est basée
sur le coefficient de Pearson [88], qui est le plus populaire. Il est calculé
en divisant la covariance entre les deux variables par le produit de leurs
écarts-types (voir l’équation 2.1).
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r(X; Y ) =
Cov(X; Y )

ffX ˜ ffY
(2.1)

avec : Cov(X;Y) désigne la covariance entre les variables X et Y.

ffX et ffY sont les écarts-types des variables X et Y respecti-
vement.

8.3 Méthode de selection basée sur la corrélation rapide

FCBF (Fast Correlation-based Filter method) [89] est une très simple
méthode de sélection multivariées basée sur la théorie de l’information, où
la pertinence de la variable cible et la dépendance entre chaque paire d’at-
tributs sont prises en considération [90]. Cet algorithme utilise un nouveau
concept de corrélation prédominante basé principalement sur l’incertitude
symétrique pour calculer les dépendances des caractéristiques, filtrer les
caractéristiques non pertinentes (ou redondantes) et trouver le meilleur
sous-ensemble, en utilisant la technique de sélection en arrière avec une
stratégie de recherche séquentielle, dont le but est d’améliorer la qualité
de la classification (voir Algorithme 3).
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Algorithm 4 Fast Correlation-based Filter Algorithm :
INPUT :

S (F1 , F2 ,. . .,FN) : a dataset of N features
¸ : predefined threshold value
C : Output label

OUTPUT :
Sbest : Optimal subset of the selected attributes
BEGIN

For i = 1 : N
Calculate SU(Fi,C) : Symmetrical Uncertainty
for Fi
IF SU(Fi; C) >= ¸

Fi added to S0
list

end
end
Order S0

list
in descending SU(Fi,C) values

Fx= First Element in S0
list

Fy= Next Element of Fx in S0
list

do begin
F 0y=Fy
IF SU(Fx; Fy) >= SU(Fy; C)

remove Fy from S0
list

Fy= Next Element of F 0y in S0
list

else Fy= Next Element of Fy in S0
list

end until (Fy==NULL)
Fx= Next Element of Fx in S0

list

end until (Fx==NULL)
Sbest=S0list

END

L’incertitude symétrique est une mesure normalisée de l’information mu-
tuelle, qui est utilisée pour évaluer la dépendance entre deux variables
aléatoires en se basant sur leurs entropies et leur entropie condition-
nelle [91]. Elle permet de mesurer la pertinence d’une caractéristique par
rapport à la variable cible. Une caractéristique présentant une valeur élevée
d’incertitude mutuelle est considérée comme importante.
Soient X et Y deux variables aléatoires, où P(x) et P(y) représentent

leurs probabilités respectives et P(x, y) est leur probabilité conjointe. L’in-
certitude symétrique est définie comme suit :

SU(X; Y ) = 2[
H(X)` H(XjY )

H(X) + H(Y )
] (2.2)

Où :
H(X) et H(Y ) est l’entropie de X et Y respectivement (équation 2.3).
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H(XjY ) l’entropie conditionnelle moyenne de X sur Y (équation 2.4).

H(X) = `˚
i
P (xi) log2(P (xi)) (2.3)

H(XjY ) = `˚
j
P (yj)˚

i
P (xijyj)log2(P (xiyj)) (2.4)

8.4 Méthode IG-FS

La méthode IG-FS (Information Gain-Feature Selection) [92] est une
méthode d’évaluation des caractéristiques basée sur l’entropie. Elle permet
de calculer l’impact d’une modification de l’ensemble de données sur sa
pureté. Une entropie plus petite suggère une plus grande pureté ou une
moindre incertitude.
Le gain d’information est utilisé pour la sélection de variables. Il évalue

le gain de chaque caractéristique dans le contexte de la variable cible afin
de détecter la caractéristique présentant le plus d’informations. Le gain
d’information est défini comme suit (voir équation 2.5).

Gain(Sj) = E(Pj)` E(Sj) (2.5)

avec :

E(P ) =

nX
i=1

Pilog2Pi (2.6)

E(Sj) =

SjX
i=1

Ij ˜ E(Yj) (2.7)

Où :
Pi est le ratio de l’attribut conditionnel.
La valeur de l’information E(Sj) est définie par l’équation 2.7, lorsque Sj
possède jSjj types de valeurs d’attributs, et que Pi divise l’ensemble en
utilisant l’attribut Sj.

8.5 Comparaison des méthodes de sélection des variables

Le but de cette partie de la recherche est de déterminer les facteurs per-
tinents qui influencent le diagnostic et la stadification du MM en utilisant
l’approche de sélection de variables. Nous avons mené une étude compara-
tive de quatre algorithmes de sélection basés sur l’approche Filtre : CFS,
ReliefF, FCBF et FS-IG décrits précédemment. Nous avons appliqué ces
quatre algorithmes de sélection avec les paramètres présentés dans le ta-
bleau 13 sur notre base de données réelle (MM_dataset [4]), qui contient
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les stades du MM et les résultats des différents examens diagnostiques de
ce cancer.

Algorithmes Réglage des paramètres
FCBF Threshold ¸ = 0

ReliefF K-nearest neighbors K = 10

CFS Threshold ¸ = 0

FS-IG Threshold ¸ = 0

Table 13 – Réglage des paramètres pour chaque algorithme utilisé

Une comparaison des résultats obtenus a montré que la méthode FCBF
a nécessité moins de temps d’exécution que les autres algorithmes utilisés
(voir tableau 14). Contrairement aux autres méthodes, FCBF commence
avec l’ensemble complet des variables et utilise le calcul des dépendances
de caractéristiques (incertitude symétrique) pour trouver le meilleur sous-
ensemble à l’aide de la technique de sélection en arrière avec une straté-
gie de recherche séquentielle. De plus, FCBF dispose d’un critère d’arrêt
interne qui permet à l’algorithme de s’arrêter lorsqu’il n’y a plus de carac-
téristiques à éliminer. Ce processus de fonctionnement a permis à FCBF
d’être plus rapide que les autres méthodes de sélection utilisées dans cette
étude.

En revanche, la méthode ReliefF s’est avérée la plus lente (voir ta-
bleau 14). Ceci peut être dû au fait que la recherche des plus proches
voisins d’une variable peut prendre plus de temps par rapport au calcul
d’incertitude symétrique utilisé par FCBF.

Algorithme FCBF ReliefF CFS FS-IG

Temps d’exécution (en ms) 65.41 529.43 206.4 166.01

# de variables sélectionnées 18 31 36 25

Table 14 – Temps d’exécution et nombre de variables sélectionnées pour chaque algo-
rithme

La sélection de variables est une technique très utile pour réduire le
nombre d’entrées dans un classifieur, ce qui conduit à des modèles pré-
dictifs plus performants et moins complexes en termes de calcul. Dans
le domaine de la recherche médicale, cette approche est particulièrement
intéressante car elle permet de réduire les tests, les coûts et d’accélérer
le diagnostic. En examinant la figure 12 et le tableau 14, on constate que
FCBF a sélectionné le plus petit nombre d’attributs, soit 18, par rapport
aux autres algorithmes utilisés. Ces résultats confirment que l’algorithme
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FCBF atteint un niveau de réduction de la dimensionnalité supérieur. En
ce qui concerne les méthodes CFS et ReliefF, le nombre de variables sé-
lectionnées représente respectivement 57% et 66% du nombre total de
variables de la base de données originale.

Figure 12 – Variables sélectionnées à l’aide des quatre algorithmes de sélection utilisés.

La figure 12 montre que les méthodes de sélection de variables utilisées
dans cette étude produisent des sous-ensembles de variables différents,
non seulement en termes de variables sélectionnées mais aussi en termes
de l’ordre de leur importance (Ranking). Il est important de noter que
lors de la discussion de nos résultats avec des spécialistes en hématolo-
gie, ces derniers ont remis en question la pertinence de certaines variables
sélectionnées par la méthode ReliefF. En revanche, les variables sélec-
tionnées par la méthode FCBF ont été considérées comme ayant une im-
portance médicale significative dans le diagnostic du MM, de même que
les variables sélectionnées par la méthode CFS. Ces variables sont les
suivantes : douleurs osseuses et asthénie (asth&bone), tests hématolo-
giques et cytologiques (CBC_RBC, CBC Hct, roll RBC, plasma cells),
lésions ostéolytiques (ost_les), tests de protéines (B2M, BJP, 24h_prot,
Ig, chain), tests biologiques et chimiques du sang et urinaire (CRP, creat,
clair_creat).
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9 Analyse de l’importance des variables par les mé-
thodes d’ensemble

Lorsqu’on conçoit des systèmes de diagnostic assisté par ordinateur
de haute performance, il est important d’améliorer la précision des al-
gorithmes d’apprentissage automatique. Pour cela, les méthodes d’en-
semble [93] sont considérées comme l’une des plus efficaces, car elles
combinent plusieurs modèles individuels pour produire un modèle plus
précis. Cette méthode repose sur le principe de la "Sagesse de la foule"
(Wisdom of the crowd), qui postule que la décision prise par un groupe
de personnes est souvent plus précise qu’une décision prise par un individu
seul. Ce concept est ancien et a été mentionné par le scientifique Aristote
dans son ouvrage "Politique" [94]. Même si seulement un ou deux spécia-
listes sont concernés par le diagnostic d’un patient, une décision précise et
robuste est généralement prise par un ensemble de médecins, qui décident
par consensus. C’est une idée ancienne dont le scientifique Aristote a parlé
dans son ouvrage "Politique" [94], il disait :

«Il est possible que de nombreux individus, dont aucun homme n’est
vertueux, quand ils s’assemblent soient meilleurs que ceux qui sont

meilleurs mais peu nombreux, non pas individuellement, mais
collectivement, comme les repas collectifs sont meilleurs que ceux qui
sont organisés aux frais d’une seule personne . . .C’est aussi pourquoi la
multitude est meilleur juge en ce qui concerne les arts et les artistes : en
effet, les uns jugent une partie, les autres une autre, et tous jugent le

tout.»
ARISTOTE, Politiques

Les méthodes d’ensemble basées sur les arbres de décision sont des
techniques de méta-apprentissage qui combinent plusieurs algorithmes de
machine learning en un seul modèle prédictif pour produire de meilleures
prédictions qu’un modèle unique [95]. Elles sont largement utilisées en
machine learning pour leur robustesse et leur capacité à améliorer les per-
formances des modèles prédictifs [96]. Ces méthodes ont également rem-
porté de nombreuses compétitions de machine learning, telles que Netflix
Competition, KDD 2009 et Kaggle [97].

En outre, l’utilisation de scores d’importance proposés par les méthodes
d’ensemble permet d’identifier les variables les plus pertinentes pour la
construction d’un modèle prédictif plus performant. Ces scores peuvent
être utilisés pour sélectionner les variables les plus importantes et élimi-
ner celles qui ne sont pas significatives et qui ont des performances simi-
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laires ou meilleures dans un temps d’apprentissage beaucoup plus court.
La compréhension de la logique sous-jacente du modèle améliore égale-
ment sa vérification et son amélioration.

Dans la suite, nous examinons diverses approches pour les méthodes
d’ensemble basées sur les arbres de décision qui visent à interpréter l’im-
portance des caractéristiques dans la stadification du myélome multiple en
utilisant un ensemble de données très déséquilibré. Nous présentons une
analyse pratique de ces différentes approches, notamment les méthodes
d’ensemble basées sur la randomisation et celles basées sur l’optimisation.
Ces approches sont largement utilisées dans les tâches d’apprentissage au-
tomatique en raison de leur capacité à généraliser les résultats et de leur
interprétabilité.

9.1 Méthodes d’ensemble basées sur la randomisation

La diversité des unités d’apprentissage individuelles est la clé fondamen-
tale de l’apprentissage en ensemble. Les algorithmes basés sur la rando-
misation sont un choix idéal pour l’apprentissage en ensemble car ils sont
naturellement diversifiés [98]. Dans ces types d’ensembles, la diversité des
classifieurs de base est générée pendant le processus d’apprentissage par
une forme de randomisation, telle que le sous-échantillonnage d’instances,
le sous-échantillonnage d’attributs, la randomisation d’hyperparamètres,
etc.

9.1.1 Arbres de décision de bagging

Dans le bagging [99], également connu sous le nom d’agrégation boots-
trap, un ensemble d’apprentissage est créé en formant une réplique boots-
trap de l’ensemble d’apprentissage d’origine. Cela signifie qu’à partir d’un
ensemble d’apprentissage S contenant m exemples, un nouvel ensemble
d’apprentissage S0 est construit en sélectionnant aléatoirementm exemples
à partir de S. Le bagging est adapté aux algorithmes présentant une forte
variance [100], tels que les réseaux de neurones et les arbres de décision
pour la classification ou la régression. Un avantage supplémentaire de
cette méthode est que la génération des modèles de base dans l’ensemble
peut être naturellement parallélisée.

9.1.2 Forêt aléatoire (Random forest)

Les algorithmes d’arbres de décision [101] sont faciles à entraîner, faciles
à utiliser et très interprétables, ce qui permet de connaître rapidement les
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règles qui permettent la prédiction ou la classification d’un exemple. Ce-
pendant, derrière ces qualités apparentes, ces algorithmes peuvent conduire
à des prédictions sous-optimales. Pour pallier ce problème, les forêts aléa-
toires (RF) [102] ont été créées. C’est l’un des algorithmes d’apprentissage
supervisé les plus populaires et les plus puissants, utilisé pour effectuer à
la fois des tâches de régression et de classification. Comme son nom l’in-
dique, cet algorithme fonctionne comme une grande collection d’arbres
de décision non corrélés. Chaque arbre classe un objet en fonction de ses
attributs et la forêt choisit la classification ayant le plus de votes. Dans le
cas de la régression, on prend la moyenne des sorties des différents arbres.
L’un des principaux avantages de RF est qu’elle produit des modèles très
précis avec peu ou pas de réglage des hyper-paramètres. En outre, elle uti-
lise des échantillons bootstrap pour entraîner chaque classifieur de base,
ce qui la rend facile à utiliser. Un autre avantage de RF est qu’il est facile
de mesurer l’importance relative de chaque caractéristique qui a contribué
à la prédiction. Deux techniques peuvent être utilisées pour calculer les
importances des caractéristiques à partir de RF :

a/- Importance du Gini : Cette mesure est calculée à partir de la
structure de la RF. Elle quantifie la façon dont chaque variable contribue à
l’homogénéité des nœuds et des feuilles dans la forêt aléatoire construite.

b/- La diminution moyenne de la précision : Cette méthode
calcule l’importance de la caractéristique sur les échantillons out-of-bag
permutés (OOB) en fonction de la diminution moyenne de la précision.
Elle est similaire à la méthode d’importance basée sur la permutation.

9.1.3 Classifieur Extra-Trees

Le classifieur Extra-Trees (EXTR) [103] (appelé aussi Extremely Ran-
domized Trees Classifier) est une méthode d’ensemble basée sur la ran-
domisation, dont le concept est similaire à celui de RF et ne diffère que
par la manière dont les arbres de décision sont construits. EXTR génère
un ensemble d’arbres de décision ou de régression non ajustés selon la
procédure classique descendante. La principale différence avec un classi-
fieur arborescent traditionnel est qu’il divise les nœuds en choisissant des
points de coupure entièrement au hasard et utilise l’ensemble de l’échan-
tillon d’apprentissage (plutôt qu’une réplique bootstrap) pour développer
les arbres. Cet algorithme est plus rapide que RF. L’importance d’une ca-
ractéristique est calculée comme la réduction totale du critère fourni par
cette caractéristique (l’importance de Gini).
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9.2 Méthodes d’ensemble basées sur l’optimization

Le principe de ce type de méthodes d’ensemble est différent de celui des
méthodes d’ensemble basées sur la randomisation. L’idée est de former
un ensemble de modèles de manière séquentielle, de sorte que chaque
nouveau modèle se concentre sur les erreurs de ses prédécesseurs pour
les corriger. Deux algorithmes majeurs suivent cette idée : AdaBoost et
Gradient Boosting.

9.2.1 Classifieur AdaBoost

La méthode d’ensemble adaptatif "AdaBoost" (Adaptive Boosting) [104]
est mise en œuvre pour améliorer la performance de prédiction en conver-
tissant un certain nombre d’apprenants faibles en apprenants forts. Cet
algorithme commence par donner des poids égaux à tous les points de
données. Ensuite, un modèle faible est entraîné à l’aide de ces poids en
utilisant l’ensemble d’apprentissage complet. Les résultats obtenus sont
analysés en attribuant des poids plus élevés aux points mal classés (et des
poids faibles aux points correctement classés) [105]. L’algorithme le plus
couramment utilisé avec AdaBoost est celui des arbres de décision à un
niveau, c’est-à-dire avec des arbres de décision à une seule division. Ces
arbres sont également appelés "Decision Stumps".
L’importance d’une caractéristique pour AdaBoost est dérivée de l’im-

portance de la caractéristique fournie par son classifieur de base. En sup-
posant que l’on utilise un arbre de décision comme classifieur de base,
l’importance de la caractéristique AdaBoost est déterminée par l’impor-
tance moyenne de la caractéristique fournie par chaque arbre de décision.

9.2.2 Gradient boosting

Le gradient boosting (GB) [106] construit de manière séquentielle un
modèle additif visant à minimiser une fonction de perte donnée ("Loss
function"). Le modèle global s’améliore à chaque itération, en ajoutant
un nouveau modèle adaptatif qui aide les apprenants faibles. L’idée prin-
cipale est de surmonter les erreurs de prédiction de l’apprenant précédent.
Contrairement à AdaBoost, les poids des instances mal classées ne sont
pas directement incrémentés dans GB. Ce type de méthode de boosting
comporte trois éléments principaux :

(a)- La fonction de perte qui doit être améliorée ;

(b)- Un arbre de décision pour calculer les prédictions et former un appre-
nant fort ;

(c)- Un modèle additif qui régularise la fonction de perte.
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Tout comme AdaBoost, l’algorithme de gradient boosting peut être utilisé
pour les problèmes de classification et de régression. L’un des avantages
de GB est que, après avoir construit les arbres de décision améliorés, on
peut simplement récupérer les scores d’importance qui indiquent l’utilité de
chaque caractéristique dans la construction des arbres de décision améliorés
dans le modèle [107]. Le calcul de l’importance permet de classer les
caractéristiques, de les comparer entre elles et de sélectionner les plus
pertinentes.

9.2.3 Classifieur XGBoost

XGBoost (signifiant "Extreme Gradient Boosting") [97] est une version
avancée des méthodes de gradient boosting conçue pour améliorer la vi-
tesse de calcul et l’efficacité du modèle. La raison de l’introduction de ce
modèle est que l’algorithme GB calculait la sortie à un rythme très lent car
il y avait une analyse séquentielle de l’ensemble de données, ce qui prenait
plus de temps. XGBoost est une variante de GB dans laquelle les arbres
sont construits séquentiellement. Il implémente ce que l’on appelle des
méthodes de calcul distribué pour évaluer tous les modèles volumineux et
complexes. Cet algorithme utilise également le calcul Out-of-Core pour
analyser des ensembles de données énormes et variés. Il met également
en œuvre l’optimisation du cache pour faire le meilleur usage du matériel
et des ressources utilisés.

Dans XGBoost, l’importance d’une variable peut être mesurée par plu-
sieurs métriques, telles que le poids, le gain moyen, etc. Le poids corres-
pond au nombre de fois qu’une variable est utilisée pour diviser les données
sur tous les arbres boostés. Les caractéristiques les plus importantes sont
utilisées plus fréquemment dans la construction des arbres boostés, et les
restantes sont utilisées pour améliorer les résidus. Pour le gain, il mesure
la réduction réelle des impuretés des nœuds plutôt que de calculer les
fractionnements. Il correspond au gain moyen sur tous les fractionnements
dans lesquels la caractéristique est utilisée [108].

9.2.4 Classifieur LightGBM

LightGBM [109] est l’acronyme de "Lightweight Gradient Boosting Ma-
chines", une méthode de gradient boosting qui utilise l’apprentissage basé
sur les arbres. Sa mise en œuvre s’est concentrée sur la création d’un
algorithme efficace qui repose sur le pré-calcul de l’histogramme des ca-
ractéristiques. Cela accélère l’apprentissage et réduit l’utilisation de la
mémoire. La vitesse d’apprentissage rapide est l’un des avantages clés de
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l’utilisation de LightGBM. En outre, cette méthode a la capacité d’at-
teindre un bon équilibre entre la réduction du nombre d’instances de don-
nées et le maintien de la précision des arbres de décision appris. Un autre
avantage clé de l’utilisation de LightGBM est qu’il prend en charge les
caractéristiques catégorielles qui ne sont pas prises en charge par d’autres
méthodes de gradient boosting. On peut éviter l’overfitting dans LightGBM
en ajustant certains paramètres tels que n_estimators, learning_rate,
feature_fraction, num_leaves, etc. et en évitant la croissance d’un
arbre très profond.

9.2.5 Classifieur CatBoost

Le nom "CatBoost" vient de deux mots : "Category" et "Boosting". Il
s’agit d’une nouvelle génération d’algorithmes de boosting de gradient à
haute performance, qui a été récemment développée [110]. Contrairement
à la plupart des outils d’apprentissage automatique qui ne fonctionnent
qu’avec des données numériques, CatBoost peut travailler avec différents
types de données pour aider à résoudre un large éventail de problèmes dans
de multiples domaines. Il convertit les valeurs catégorielles en nombres
en utilisant diverses statistiques sur des combinaisons de caractéristiques
catégorielles et numériques, ce qui permet de préserver la structure de ces
données.

9.3 Réglage des hyperparamètres

Avoir un modèle fonctionnel est une bonne chose, mais avoir un mo-
dèle optimisé est encore mieux. En machine learning, l’optimisation ou le
réglage des hyper-paramètres est une méthode très efficace pour sélec-
tionner les meilleurs paramètres ajustables qui permettent de contrôler
le processus d’apprentissage d’un modèle. Trois méthodes sont couram-
ment utilisées pour régler les hyper-paramètres : l’optimisation bayésienne
(Bayesian optimization), la recherche par grille (Grid search) et la re-
cherche aléatoire (Random search).

Dans cette étude, nous avons utilisé la technique GridSearchCV pour
trouver le modèle avec les meilleurs hyper-paramètres. Cette technique
consiste à effectuer une recherche par grille sur l’ensemble d’apprentissage
pour affiner les hyper-paramètres. Pour chaque paramètre, nous avons for-
mulé une hypothèse contenant les valeurs optimales pour le modèle. Une
fois l’entraînement terminé, les meilleurs paramètres sont retenus pour le
modèle ayant obtenu le meilleur score. Ce modèle peut être sauvegardé
et testé sur les données de test pour évaluer ses performances.
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Le tableau 15 présente les valeurs de recherche par grille sur lesquelles
nous avons concentré notre étude pour régler les modèles utilisés sur le
jeu de données du myélome multiple.

Pour cette étude, nous avons appliqué une validation croisée à 5-fold
plutôt qu’à 10-fold afin de nous assurer que les ensembles d’entraînement
et de test contenaient suffisamment d’exemples de chaque élément de la
classe cible. Nous avons d’abord effectué une recherche par GridSearchCV
du nombre d’arbres pour chaque algorithme en évaluant une série de 600
arbres avec un pas de 25. La figure 13 présente la précision de chaque mo-
dèle en fonction du nombre d’arbres. Nous avons constaté que le nombre
optimal d’arbres variait selon l’algorithme. Pour le RandomForest, nous
avons observé que sa performance atteignait la valeur maximale à partir de
50 arbres. En général, il n’est pas nécessaire de régler le nombre d’arbres
pour RandomForest. Il suffit de le fixer à un grand nombre réalisable en
termes de calcul et de laisser le comportement asymptotique des nombres
faibles ou grands faire le reste [111]. Il n’y a pas de risque de surappren-
tissage dans RandomForest avec un nombre croissant d’arbres car ils sont
formés indépendamment les uns des autres. Pour les classifieurs Bagging et
ExtraTree, nous n’avons pas observé une grande différence dans le nombre
d’arbres optimal entre 200 et 400, comme le montrent les graphiques de la
figure 13. Le nombre optimal d’arbres pour les classifieurs GB, LightGBM,
XGBoost et AdaBoost est respectivement de 225, 275, 400 et 325 arbres.

Dans une deuxième stratégie, nous avons examiné de plus près les hyper-
paramètres importants pour chaque algorithme d’apprentissage d’ensemble
utilisé. Le tableau 15 montre l’ensemble d’hyper-paramètres de la re-
cherche de grille qui a donné la meilleure précision moyenne et qui sera
utilisé lors du réglage des modèles sur notre jeu de données. De plus,
les ensembles d’hyper-paramètres par défaut pour chaque méthode ont
également été utilisés.
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Hyper-paramètre Valeur par défaut Valeurs de GridSearchCV Meilleure valeur

Bagging Decision Tree (BDT) :
max_ features 1 3, 5, 10 3
max_ samples 1 5, 10, 20 20

Random Forest (RF) :
max_ depth Unlimited 3, 5, 7, 10, 15 3
max_ features auto log2, sqrt, 0.25, 2, 3 0.25
min_ samples_ leaf 1 3, 25, 50, 70 1
min_ samples_ split 2 5, 7, 10, 15 5

ExtraTree (EXTR)
max_ depth Unlimited 3, 5, 7, 10, 15 7
max_ features auto log2, sqrt, 0.25, 2, 3 0.25
min_ samples_ leaf 1 3, 25, 50, 70 1
min_ samples_ split 2 5, 7, 10, 15 5

Gradient Boosting (GB) :
learning rate 0.1 0.0001, 0.025, 0.5, 1 0.025
max_ depth 3 5, 7, 10, 15 10
subsample 1 0.15, 0.25, 0.5, 0.75 0.75

LightGBM (lightgbm) :
learning rate 0.1 0.0001, 0.025, 0.1, 0.5, 1 0.0001
max_ depth -1 -1, 3,5,7,10,15 -1
num_ leaves 31 4, 6, 10, 31, 100 4

XGBOOST (xgb) :
learning rate 0.1 0.0001, 0.025, 0.1, 0.5, 1 0.1
max_ depth 3 3, 5, 7, 10, 15 2
gamma 0 0, 0.1, 0.3, 0.5, 1, 2 2
subsample 1 0.15, 0.25, 0.5, 0.75, 1 0.25

AdaBoost (adaboost) :
learning_ rate 1 0.0001, 0.025, 0.1, 0.5, 1 0.5

CatBoost (catboost) :
learning_ rate Var 0.0001, 0.025, 0.1, 0.5, 1 0.05
max_ depth 6 3, 5, 7, 10, 15 3
l2_leaf_reg 3 1, 3, 5, 7, 10 1

Table 15 – Réglage des hyperparamètres pour les méthodes d’ensemble utilisées.
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9.4 Analyse de l’importance des variables

Une fois notre modèle formé, il est intéressant d’analyser quelles ca-
ractéristiques sont les plus prédictives et devraient avoir la plus grande
influence sur les valeurs de résultat. À la suite de nos expérimentations,
nous avons comparé les scores d’importance des caractéristiques calculés
par les différentes méthodes d’apprentissage d’ensemble que nous avons
utilisées afin de déterminer celles qui sont basées sur les caractéristiques
les plus pertinentes pour le diagnostic et la stadification du MM. Les ré-
sultats sont présentés dans la figure 14 pour les méthodes d’ensemble
basées sur la randomisation et sur l’optimisation.

Figure 14 – Scores d’importance des caractéristiques par des méthodes d’ensembles basés
sur l’optimisation et sur la randomisation

D’après la figure présentée, il est possible de constater que la plupart
des caractéristiques ont une importance relative supérieure à 2% dans tous
les modèles d’ensemble pour la prédiction des stades de MM. Les caracté-
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ristiques les plus importantes selon tous les modèles sont : la formule san-
guine complète (CBC_plats, CBC_MCV), la B2-Microglobuline (B2M),
l’albumine, les tests de protéines (alpha_globuline, beta_globuline, gamma
_globuline, prot_rate) et le taux de LDH.

Cependant, certains modèles d’ensemble attribuent une importance éle-
vée à certaines variables qui sont importantes dans le diagnostic et la
stadification du MM, tandis que d’autres méthodes les ont éliminées. Ces
variables incluent : les tests hématologiques (CBC_WBC, CBC_Hgb,
CBC_Hct), le taux de plasmocytes (plasma_cells_rate), le taux de cal-
cium (Ca), la clairance de la créatinine (creatinine_clearance), les immu-
noglobulines anormales (abnormal_Ig) et les lésions ostéolytiques (os-
teolytic_lesions).

En revanche, les caractéristiques considérées comme les moins impor-
tantes sont : les informations démographiques (gender, age), les antécé-
dents personnels et familiaux (antecedent_HBP, antecedent_diabete, he-
reditary_blood_diseases) et certains tests biologiques (ionogramme san-
guin (K, P, Na), test CRP, mécanismes hémostatiques (TP)).

Ces résultats ont été validés par des spécialistes en hématologie. Ces
derniers ont souligné que les symptômes détectés dans les analyses san-
guines et les scanners sont la première piste de diagnostic pour le MM
(CRAB), qui comprend un taux élevé de calcium, des problèmes rénaux,
une anémie et des lésions osseuses. Par la suite, le MM est classé comme
symptomatique (avec symptômes) ou asymptomatique (sans aucun symp-
tôme). Si un patient est diagnostiqué avec un MM, les médecins tentent
de déterminer l’étendue de sa propagation en procédant à une stadification.

En conséquence, les experts en hématologie ont confirmé que les mo-
dèles qui classent correctement les caractéristiques considérées comme
des facteurs pronostiques pour la stadification du MM sont : le classifieur
XGBoost, GB, LightGBM, RF et CatBoost. En revanche, pour les autres
méthodes (BDT, ExtraTree et AdaBoost), les experts ont souligné que
les caractéristiques choisies comme importantes n’ont aucune signification
médicale car elles ne participent pas à la stadification du MM.

10 Évaluation des performances de classification

Dans cette section, nous présentons les résultats obtenus par diffé-
rents algorithmes d’apprentissage automatique appliqués à notre jeu de
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données. Nous avons suivi une méthodologie consistant à appliquer trois
classifieurs d’apprentissage automatique supervisés - K-plus proche voi-
sin (KNN) [112], support vector machine (SVM) [113], arbre de décision
C4.5 [114] - sur notre jeu de données complet, ainsi que sept algorithmes
d’apprentissage d’ensemble basés sur la randomisation (BDT [115], Ran-
dom forest RF [100], Extra-Tree EXTR [103]) et sur l’optimisation (Ada-
boost [104], gradient boosting GB [106], Xgboost [97], lightGBM [109],
Catboost [110]). Pour cette étude comparative, nous avons mis en place
une validation croisée à 5-fold plutôt qu’à 10-fold afin d’assurer une répar-
tition suffisante des instances de toutes les classes dans les sous-ensembles
d’apprentissage et de test, compte tenu du déséquilibre des données (voir
figure 8).

Dans le même contexte d’évaluation des performances, nous avons ap-
pliqué tous les modèles d’ensemble (Boosting et Bagging) choisis avec les
meilleurs hyper-paramètres et ceux avec la configuration par défaut sur le
jeu de données MM, après une étape de sur-échantillonnage utilisant la
technique SMOTE. Les modèles individuels ont également été appliqués
à des sous-ensembles de données contenant uniquement les facteurs perti-
nents pour chaque algorithme de sélection de variables basé sur l’approche
Filtre utilisée dans l’étape de sélection précédente.
Tous les résultats obtenus sont résumés dans les tableaux 16 et 17.

Classifieur
Sans la technique SMOTE Avec la technique SMOTE
Jeu de données complet FCBF CFS ReliefF IG-FS

KNN 56.6% 75.1% 75.9% 75.6% 75.3%
SVM 57.8% 72.0% 72.9% 70.3% 71.7%
C4.5 62.2% 77.4% 79.4% 74.0% 75.1%

Table 16 – Scores de précision pour les algorithmes ML avec et sans étape de sélection
par Filtre

En examinant les résultats présentés dans le tableau 16, nous consta-
tons que les performances les plus élevées ont été obtenues en utilisant
des sous-ensembles de caractéristiques pertinentes sélectionnées plutôt
que l’ensemble complet de caractéristiques.

De plus, nous remarquons que l’algorithme d’arbre de décision C4.5 a
obtenu de meilleurs résultats par rapport aux autres classifieurs utilisés.
Ce modèle d’apprentissage automatique est réputé pour sa robustesse et
sa facilité d’interprétation dans les tâches de classification et de régression,
car il peut identifier les variables contribuant à la classification ou à la
régression et leur importance relative en fonction de leur position dans
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l’arbre. C4.5 utilise le concept d’entropie d’information pour construire un
arbre de décision à partir des données d’apprentissage [116]. Il sélectionne
l’attribut avec le gain d’information le plus élevé parmi les échantillons
actuels comme attribut de test pour diviser l’ensemble d’échantillons.

Figure 15 – Taux de faux positifs des
classifieurs

Figure 16 – Taux de vraix positifs des
classifieurs

D’après les résultats présentés dans la figure 12, nous avons remarqué
que la méthode de sélection des variables "CFS" associée à l’algorithme
C4.5 offre la meilleure précision (79,4%) et le taux de faux positifs le plus
bas. Quant à la technique FCBF, elle a permis d’atteindre le niveau de
réduction de dimensionnalité le plus élevé, avec une différence de précision
peu significative par rapport à la méthode CFS (voir tableaux 14 et 16 et
figure 12).

Il est important de noter que les méthodes de sélection de variables
basées sur l’approche Filtre ne nécessitent pas de modèle d’apprentissage
automatique. Elles choisissent des sous-ensembles de caractéristiques en
fonction de leur corrélation avec la variable cible. Les mesures statistiques
utilisées pour la sélection doivent être sélectionnées avec soin en fonction
du type de données et de la variable cible.

En revanche, les méthodes de sélection Wrapper et Embedded créent
plusieurs modèles avec différents sous-ensembles de caractéristiques d’en-
trée et les entraînent pour sélectionner les caractéristiques qui produisent
le modèle le plus performant selon une mesure de performance.

En fouille de données, les arbres de décision sont l’une des méthodes
de prise de décision les plus efficaces, car ils permettent de présenter et
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de hiérarchiser les informations. Le Boosting et le Bagging sont des tech-
niques d’apprentissage en ensemble où plusieurs modèles sont formés pour
résoudre un même problème, et combinés pour obtenir de meilleurs résul-
tats.

Dans la suite de cette section, nous effectuons une analyse compara-
tive approfondie de l’efficacité des modèles d’apprentissage en ensemble
basés sur les arbres de décision, en utilisant notre jeu de données origi-
nal et le jeu de données MM équilibré avec la technique d’Oversampling
"SMOTE". Les classifieurs que nous avons évalués sont : Bagging Deci-
sion Trees (BDT), Random Forest (RF), ExtraTree (EXTR), AdaBoost,
Gradient Boosting (GB), XGBoost, LightGBM et CatBoost.

Le tableau 17 montre la précision moyenne et le temps d’exécution
pour les différents algorithmes appliqués, avec les meilleurs réglages de
paramètres obtenus grâce à la technique de réglage des hyperparamètres
"GridSearchCV", ainsi que les réglages par défaut des packages correspon-
dants. Les modèles réglés sont identifiés par la lettre "T" précédant leur
nom, tandis que les modèles par défaut sont identifiés par la lettre "D".
En observant les scores de précision des modèles sans SMOTE dans le

tableau 17, nous remarquons que l’ordre des performances est similaire à
celui des modèles avec SMOTE, mais les performances sont nettement
plus faibles. Nous constatons également que le modèle LightGBM est le
plus rapide pour les deux scénarios, avec ou sans SMOTE, tandis que
GB et CatBoost sont les méthodes les plus lentes, prenant plus de 50
fois plus de temps que LightGBM dans notre cas d’étude. LightGBM est
considéré comme étant léger car il est rapide et puissant tout en conser-
vant une précision supérieure. Cette technique est une version améliorée de
XGBoost qui est plus ancienne et plus populaire chez les Data Scientists.
Elle repose sur deux concepts clés pour traiter respectivement un grand
nombre d’instances de données et de caractéristiques : GOSS (Gradient-
based One-Side Sampling) et EFB (Exclusive Feature Bundling).

L’utilisation de la technique SMOTE en combinaison avec Random Fo-
rest nous a permis d’obtenir les meilleurs résultats de précision, avec une
moyenne de 97,41%. Les autres méthodes qui ont donné une bonne pré-
cision moyenne supérieure à 90% sont, par ordre décroissant : D.CatBoost,
T.GB, T.LightGBM, D.GB, T.EXTR, T.CatBoost, T.XGBoost, D.XGBoost
et T.BDT.
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Figure 17 – Matrices de confusion pour Random Forest avant (à gauche) et après (à
droite) l’étape de rééchantillonnage

Enfin, la figure 17 illustre les matrices de confusion résumant les per-
formances de classification du classifieur Random Forest avant et après
l’étape de ré-échantillonnage. Dans la matrice de droite de cette figure,
la première ligne correspond aux 145 patients au stade ASYM (myélome
asymptomatique) correctement classés. Les deuxième et troisième lignes
indiquent que deux patients du stade I et trois patients du stade II ont été
incorrectement classés comme appartenant au stade III. Cependant, 143
et 142 patients ont été correctement classés comme appartenant respec-
tivement aux stades I et II. En revanche, dans la matrice de gauche de la
figure 17, nous constatons qu’un seul patient du stade II et 144 patients du
stade III ont été correctement classés, tandis que tous les autres patients
ont été incorrectement classés.

11 Conclusion

Dans ce chapitre, nous avons étudié le classement et la sélection de
caractéristiques pour le cancer MM en utilisant un ensemble de données
collecté au CLCC-CHU Tlemcen en Algérie. Cet ensemble de données est
déséquilibré car la plupart des patients sont au stade III. Pour compen-
ser la distribution déséquilibrée des classes, nous avons utilisé SMOTE
comme méthode de ré-échantillonnage.

Nous avons d’abord développé un modèle pour mesurer la corrélation
entre les variables d’entrée et la classe cible en utilisant des méthodes
de sélection de variables basées sur l’approche Filtre. Les résultats ont
montré que les performances de classification étaient améliorées en uti-
lisant les sous-ensembles de caractéristiques pertinentes retenues par les
méthodes de sélection, plutôt que l’ensemble complet de caractéristiques.
La technique de sélection CFS a donné de bons résultats lorsqu’elle a été
utilisée avant le classifieur d’arbre de décision (C4.5), tandis que FCBF a
été plus pratique pour sa robustesse et sa capacité à éliminer les caracté-
ristiques non pertinentes.
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Dans la deuxième partie de notre travail, nous avons abordé les mé-
thodes d’ensemble basées sur les arbres de décision pour estimer l’im-
portance des variables. Nous avons effectué un réglage approfondi des
hyper-paramètres pour les algorithmes d’ensemble proposés en utilisant
la technique GridSearchCV, obtenant des résultats très prometteurs et en-
courageants. LightGBM a été la méthode la plus rapide testée, tandis que
Random Forest a donné une précision moyenne de plus de 97%, et XG-
Boost a donné le meilleur classement pour les caractéristiques considérées
comme les facteurs les plus pronostiques.

Comme travail de recherche potentiel dans le chapitre suivant, nous
pourrions proposer une intégration de méthodes d’apprentissage automa-
tique basées sur les réseaux bayésiens pour découvrir des relations inté-
ressantes entre les variables de notre base de données. Ces méthodes ont
récemment été largement utilisées pour la découverte de connaissances
dans les bases de données en utilisant certaines mesures d’intérêt.
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ASSOCIATION DES VARIABLES POUR LE DIAGNOSTIC
DU MM A L’AIDE D’UN MODÈLE BAYÉSIEN

1 Introduction

L’un des principaux objectifs de l’intelligence artificielle (IA) est de
concevoir des systèmes capables de prendre des décisions similaires à celles
du raisonnement humain. Ces dernières années, les avancées technolo-
giques ont facilité l’acquisition et la collecte d’un grand nombre de don-
nées, notamment dans le domaine médical. Cette collecte de données
de santé permet d’améliorer le suivi des patients, les relations entre les
patients et les professionnels de santé, ainsi que la recherche clinique.
Cependant, il arrive parfois que les connaissances acquises ne soient

pas suffisantes pour permettre au système de prendre la décision la plus
appropriée. Dans le domaine médical, où l’incertitude est inhérente, il
est nécessaire d’adopter une approche probabiliste, ce qui nous amène
naturellement aux “Réseau bayésiens” .
Un réseau bayésien permet de représenter graphiquement les relations

entre les attributs de manière fiable et transparente, en offrant la possi-
bilité de prédire de nouveaux scénarios. Il est devenu une méthode large-
ment utilisée pour modéliser des connaissances incertaines, en raison de
sa capacité à modéliser les relations complexes entre les données et à
estimer la probabilité de différents événements en fonction des données
observées [117].
Dans ce chapitre, notre objectif est d’explorer et d’analyser des modèles

graphiques probabilistes, tels que les réseaux bayésiens (BN), afin de mieux
comprendre les relations entre les paramètres qui influencent le diagnostic
du MM et son stade.
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2 Réseaux Bayésiens

2.1 Définition

Les réseaux bayésiens (RB), qui tirent leur nom des travaux de Thomas
Bayes sur la "probabilité des causes" au XVIIIe siècle [118], sont le fruit
de recherches menées dans les années 80. Ils font partie des techniques
de modélisation graphique probabiliste (Probabilistic Graphical Modelling
(PGM)), qui reposent sur un formalisme basé sur les théories des proba-
bilités et des graphes [119].
Un réseau bayésien permet de modéliser des connaissances incertaines et

complexes, en représentant les relations d’influence (dépendances et indé-
pendances) sous forme de graphes acycliques dirigés [120]. Il est largement
utilisé dans le domaine de l’intelligence artificielle et de l’apprentissage
automatique, notamment pour le diagnostic (médical et industriel) [121],
la bioinformatique [122], l’analyse des risques [123, 124], la détection de
spams [125], etc.

2.2 Graphe Acyclique Orienté (DAG)

Comme tout autre graphe statistique, un graphe acyclique orienté (DAG)
est composé d’un ensemble de nœuds et de liens qui représentent les
relations entre les nœuds. Par exemple, en observant la figure 18, nous
pouvons voir des liens ou des flèches dirigés vers le nœud Var3, ce qui
indique que Var3 dépend à la fois de Var1 et de Var2. Cela signifie que
Var1 et Var2 sont les nœuds parents de Var3. De la même manière, Var4
dépend de Var3 et est donc l’enfant du nœud Var3. Il s’agit d’une relation
simple que nous pouvons comprendre en observant la figure 18.

Figure 18 – Exemple d’un graphe acyclique dirigé
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2.3 Théorème de Bayes

Le théorème de Bayes [118] est l’un des principaux théorèmes de la théo-
rie des probabilités. Il permet de calculer la probabilité d’un événement en
fonction de connaissances préalables sur les conditions qui pourraient être
liées à cet événement. Le théorème de Bayes peut être formulé à partir des
axiomes de base de la théorie des probabilités, en particulier la probabilité
conditionnelle.
Supposons que A et B soient deux événements. La probabilité condi-

tionnelle de l’événement A est la probabilité que l’événement se produise
sachant que l’événement B s’est déjà produit. Mathématiquement, le théo-
rème de Bayes peut être dérivé à partir de la définition de la probabilité
conditionnelle :

P (AjB) =
P (B \ A)

P (B)
si P (B) 6= 0 (3.1)

La formule du théorème de Bayes est donnée par (voir équation 3.2) :

P (AjB) =
P (BjA)P (A)

P (B)
si P (B) 6= 0 (3.2)

Avec :

– P(A) et P(B) sont les probabilités de A et B respectivement, sans
condition préalable. Elles sont connues sous le nom de probabilités a
priori et probabilités marginales.

– P (B
T
A) est la probabilité que A et B se réalisent simultanément.

– P (AjB) est une probabilité conditionnelle : la probabilité que l’événe-
ment A sachant que B est vrai. Elle est également appelée probabilité
postérieure de A étant donné B.

– P (BjA) est également une probabilité conditionnelle : la probabilité
que l’événement B se produise si A est vrai. Elle peut également
être interprétée comme la probabilité de A étant donné un B fixe, car
P (BjA) = L(AjB)

2.4 Indépendance conditionnelle

Un graphe acyclique orienté (DAG) permet de modéliser l’incertitude
d’un événement en se basant sur la distribution de probabilité condition-
nelle des variables dans un domaine donné.

La notion de probabilité conditionnelle conduit naturellement à celle
d’indépendance. On dit que les événements A et B sont indépendants si
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la probabilité conjointe de A et B est égale au produit des probabilités
marginales de A et B, et on l’écrit de la manière suivante :

8A;B : P (A;B) = p(A)P (B)() A?B

L’indépendance implicite dans un réseau bayésien peut être classée en
deux types :

1. Indépendances locales : toute variable du réseau est indépendante
de ses non-descendants étant donné ses parents. Cela peut s’écrire :
A?NonDesc(A)jPar(A), où NonDesc(A) est l’ensemble des variables
qui ne sont pas des descendants de A et Par(A) est l’ensemble des
variables qui sont les parents de A.

2. Indépendances globales : Pour discuter de ce type d’indépendances
dans un RB, il faut examiner les différentes structures possibles du
réseau. Par exemple, dans le cas d’un RB avec 2 nœuds, il n’y a que
2 façons possibles de les connecter (voir figure 19). Par conséquent,
tout changement dans l’une des variables entraîne un changement dans
l’autre variable.

Figure 19 – Exemple 1 : Connexions possibles entre deux nœuds

2.4.1 Indépendance de n événements

Cette notion est plus complexe à comprendre et présente de nombreux
pièges. Afin de faciliter la compréhension de cette idée, nous proposons un
exemple d’un réseau bayésien à 3 nœuds.

Pour observer le flux d’influence de A vers C dans différents scénarios,
il existe quatre configurations de connexion possibles (voir figure 20) :
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Figure 20 – Exemple 2 : Connexions possibles entre 3 nœuds

a/- Connexion série (causale) : Comme nous l’avons mentionné précédem-
ment (dans le cas de deux nœuds), lorsque nous modifions la variable
A, cela a un effet sur la variable B, et ce changement de B modifie
ensuite les valeurs de C. Un autre cas possible est lorsque B est ob-
servé, c’est-à-dire que nous connaissons sa valeur. Dans ce cas, tout
changement dans A n’affectera pas B car nous connaissons déjà sa
valeur. Par conséquent, il n’y aura pas de changement dans C, car il
dépend uniquement de B.

b/- Connexion divergente (évidence commune) : La même logique s’ap-
plique dans ce cas. Lorsque B est observé, cela rend C indépendant
de A. Sinon, lorsque B n’est pas observé, l’influence passe de A à C.

Dans ces deux types de connexions (série et divergente) :

– A et C sont indépendants conditionnellement à B.
– (A ? CjB).

c/- V-structure (évidence commune) : Ce cas est un peu différent des
autres. Lorsque B n’est pas observé, tout changement dans A se re-
flète dans un changement de B mais pas de C. Dans ce cas :
- A et C sont indépendants ;
- A et C sont dépendants conditionnellement à B ;
- (A 6? CjB).

d/- Cause commune : L’influence passe de A à C lorsque B n’est pas
observé, mais lorsque B est observé, le changement dans A n’affecte
pas C car ce dernier dépend uniquement de B. On peut l’écrire comme
suit : (A ? CjB).
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3 Application des réseaux bayésiens dans le domaine
médical

Les réseaux bayésiens sont de plus en plus utilisés en biomédecine, dans
les soins de santé et dans les systèmes d’aide au diagnostic pour résoudre
divers problèmes [126]. De nombreux travaux de recherche ont été proposés
dans la littérature, basés sur des modèles bayésiens, afin d’analyser les
données médicales, d’améliorer le processus de diagnostic et de suivre
l’évolution des patients.
Dans le domaine médical réel, les ensembles de données sont générale-

ment de petite taille, ne contenant que quelques centaines d’instances, et
ils présentent souvent des données manquantes. Cette caractéristique est
courante dans les domaines médicaux. Seuls les troubles très répandus,
tels que le cancer du poumon ou l’infarctus du myocarde, sont générale-
ment associés à des ensembles de données plus volumineux [127]. Cela
soulève la question de la faisabilité d’apprendre les structures de réseaux
bayésiens à partir de données dans le contexte des domaines médicaux
réels.
Pour répondre à cette question, Wu et al. [128] ont réalisé une étude

sur l’accident vasculaire cérébral. Ils ont construit un réseau bayésien basé
sur un modèle causal conçu en collaboration avec un médecin spécialiste.
Deux algorithmes d’apprentissage de structure différents ont été compa-
rés, et les avantages et les limites de ces algorithmes ont été discutés en
fonction des résultats expérimentaux obtenus. Leurs résultats ont montré
que lorsque le nombre de cas était inférieur à 1000, la précision était très
faible, même en l’absence de données manquantes. L’ensemble de données
sur les accidents vasculaires cérébraux utilisé était trop petit pour les al-
gorithmes disponibles, et la présence de nombreuses données manquantes
a également affecté les résultats. Malgré cela, ils ont réussi à identifier
des relations causales importantes entre les variables. Des améliorations
sont attendues lorsque les ensembles de données sont plus importants.

En 2004, Cauchemez et al. [129] ont développé un modèle bayésien pour
estimer les caractéristiques clés de la transmission de la grippe au sein des
ménages. L’objectif de cette étude était d’estimer simultanément la durée
de la période de transmission et les risques d’infection instantanés. L’esti-
mation des paramètres du modèle de transmission était complexe car une
grande partie du processus infectieux n’était pas directement observée :
seules les dates de détection des nouveaux cas étaient disponibles. La
durée moyenne de l’infection grippale a été estimée à 3,8 jours, avec un
écart-type de 2 jours. Les chercheurs ont également observé que le risque
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immédiat de transmission de la grippe entre une personne infectée et une
personne saine au sein d’une famille diminuait avec la taille de la fa-
mille. De plus, ils ont constaté que les enfants (moins de 15 ans) étaient
plus susceptibles de transmettre l’infection que les adultes (probabilité
postérieure supérieure à 99%), bien que la durée moyenne de la période
infectieuse était similaire chez les enfants et les adultes. La probabilité
postérieure que les enfants présentent un risque communautaire plus élevé
était de 76%, et la probabilité postérieure qu’ils soient plus sensibles que
les adultes était de 79%.

Une autre étude réalisée en 2009 a introduit une approche bayésienne
pour aider les médecins à prendre des décisions diagnostiques [130]. Les
auteurs ont proposé un modèle bayésien naïf flou (Fuzzy Naive Bayesian -
FNB) pour l’aide au diagnostic, basé sur l’extension de l’approche bayé-
sienne floue proposée par Okuda [131]. Pour appliquer ce modèle, un
système d’information flou orthogonal basé sur les symptômes a été défini
à partir d’entretiens avec des médecins. Pour développer et évaluer les
caractéristiques, l’algorithme a été appliqué à un ensemble de données
simulées simple et comparé à une approche naïve bayésienne tradition-
nelle (NB). Pour évaluer les performances du FNB dans un scénario réel,
la comparaison a été répétée sur un ensemble de données floues réelles
comprenant 81 patients diagnostiqués avec des maladies infectieuses. Les
résultats ont montré que le FNB pouvait être optimal par rapport au NB
pour le diagnostic des patients lorsque des informations floues et impré-
cises étaient disponibles.

L’apprentissage de la structure des réseaux bayésiens (RB) à partir de
données d’observation suscite un intérêt croissant dans divers domaines
scientifiques et industriels, notamment dans le domaine médical [132], afin
d’assurer la sécurité des patients. Dans leur travail, Zoullouti et al. [133]
ont proposé des approches intégrées pour la gestion des risques dans un sys-
tème hospitalier. Ils ont développé des méthodes qui prennent en compte
différents aspects du risque et du type d’information disponible. La première
approche est conçue pour un contexte où des données sur les événements à
risque sont disponibles. Elle utilise les réseaux bayésiens pour analyser le
risque de sécurité des patients dans la salle d’opération, qui est une zone
à haut risque d’événements indésirables. Les réseaux bayésiens fournissent
un cadre permettant de représenter les relations causales et de réaliser une
inférence probabiliste entre un ensemble de variables. Dans la deuxième
approche proposée, les chercheurs ont utilisé des réseaux bayésiens flous
pour modéliser et analyser le risque. La logique floue permet d’utiliser les
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opinions des experts lorsque les données quantitatives sont insuffisantes et
que seules des déclarations qualitatives ou vagues peuvent être formulées.
Les résultats ont montré que cette deuxième approche fournit un modèle
exploitable qui soutient avec précision la cognition humaine en utilisant
des variables linguistiques. Pour illustrer l’application de la méthode pro-
posée, une étude de cas portant sur le risque de sécurité des patients en
salle d’opération est utilisée.

L’objectif principal de la plupart des chercheurs dans la littérature est
de fournir aux lecteurs une introduction aux réseaux bayésiens, qui sont des
outils de représentation des connaissances et d’apprentissage automatique
permettant d’estimer les risques en science médicale. Dans leur article,
Arora et al. ont examiné comment les réseaux bayésiens sont des représen-
tations graphiques compactes et intuitives des distributions de probabilités
conjointes (JPD) qui peuvent être utilisées pour effectuer un raisonnement
causal et une analyse d’estimation des risques. Ils ont souligné les avan-
tages offerts par les réseaux bayésiens par rapport aux méthodes basées
sur la régression, tout en abordant les défis associés aux méthodes tradi-
tionnelles de prédiction des risques. Ils ont ensuite décrit la construction,
l’application et les avantages des réseaux bayésiens dans la prédiction des
risques, en se basant sur des exemples liés au cancer et aux maladies car-
diaques [134].

Malgré la disponibilité de nombreux logiciels open source pour les ré-
seaux bayésiens, aucun d’entre eux n’est capable de traiter efficacement
les données à la fois petites et grandes de l’espace des caractéristiques,
tout en récupérant des structures de réseau avec une précision acceptable.
C’est dans ce contexte que le logiciel bAIcis a été développé par le BERG.
Il vise à apprendre les réseaux bayésiens à partir de "Big Data" dans le
domaine de la santé, qui souvent dépassent des centaines de milliers de ca-
ractéristiques lors de la recherche en génomique ou en multi-omique. Dans
leur article, Lixia et al. [135] ont présenté une évaluation complète des
performances de bAIcis et l’ont comparée à d’autres algorithmes RB open
source. L’étude a été réalisée sur des ensembles de données synthétiques
discrètes, continues et mixtes, dans des espaces de caractéristiques petits
et grands respectivement. Les résultats obtenus ont démontré que bAIcis
surpassait les algorithmes accessibles au public en termes de précision de
récupération de structure, atteignant des taux de vrais positifs de 90% et
une précision de 80%.
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4 Construction d’un réseau bayésien

La construction d’un réseau bayésien peut être réalisée de deux ma-
nières : une construction manuelle ou une construction automatique
(appelée "apprentissage") à partir de bases de données [136]. La construc-
tion manuelle suppose une connaissance préalable du domaine par un ex-
pert. La première étape consiste à construire un graphe acyclique dirigé,
suivie de l’évaluation de la distribution de probabilité conditionnelle dans
chaque nœud.

Contrairement à la construction manuelle, les réseaux bayésiens basés
sur l’apprentissage automatique ne nécessitent pas de connaissance préa-
lable du domaine. Ils peuvent être appris automatiquement à partir de
bases de données à l’aide d’algorithmes souvent intégrés à des logiciels
spécialisés. Cependant, l’inconvénient est que la construction automatique
impose des exigences plus élevées sur les données. La plupart des algo-
rithmes d’apprentissage automatique supposent que les données sont com-
plètes, ce qui est souvent une hypothèse très forte dans la pratique. Si des
données sont manquantes, elles doivent être importées, imputées ou esti-
mées à partir d’autres sources.

La construction d’un réseau bayésien implique trois étapes principales
(voir figure 21) :

1. Identification des variables et de leurs espaces d’états : Cette étape
qualitative consiste à déterminer l’ensemble des variables Xi, qu’elles
soient catégorielles ou numériques, qui caractérisent le système. En-
suite, il est nécessaire de spécifier l’espace d’états de chaque variable
Xi, c’est-à-dire l’ensemble de ses valeurs possibles. C’est la seule
étape de la construction du réseau qui nécessite l’intervention hu-
maine.

2. Définition de la structure du réseau : La détermination de la structure
du réseau revient à répondre à la question suivante pour chaque va-
riable X du réseau : quelles sont les variables que nous considérons
comme les causes directes de X ?

3. Définition de la loi de probabilité conjointe des variables : La difficulté
et l’objectivité de cette étape varient considérablement d’un problème
à l’autre. Les tableaux de probabilités conditionnelles peuvent parfois
être : déterminés entièrement à partir de l’énoncé du problème par des
considérations objectives, le reflet de croyances subjectives, ou estimés
à partir des données.
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Figure 21 – Étapes de construction d’un réseau bayésien

4.1 Discrétisation

En mathématiques, les données continues ont un nombre infini de degrés
de liberté (DDL), ce qui peut entraîner des problèmes de calcul potentiel-
lement infinis [137]. C’est pourquoi les scientifiques des données utilisent
la discrétisation.
La discrétisation est le processus de conversion de variables continues

en une forme discrète [138]. Cette technique est largement utilisée dans
la littérature pour créer des fonctions de densité de probabilité.
Les méthodes de discrétisation des variables continues dans les modèles

bayésiens sont généralement classées en trois catégories principales [139] :
manuelle, supervisée et non supervisée.

1. Méthode de discrétisation supervisée : Il s’agit d’une méthode infor-
mative qui prend en compte la variable de sortie lors de la définition des
limites de discrétisation, ce qui est souvent une approche bénéfique.
La discrétisation supervisée nécessite une variable de sortie discrète
pour effectuer la discrétisation des variables d’entrée continues. Cela
signifie que si la variable de sortie est continue, des connaissances a
priori, des hypothèses ou une méthode de discrétisation non supervisée
sont nécessaires pour la discrétiser avant de pouvoir utiliser une mé-
thode supervisée pour les variables d’entrée [139]. Les algorithmes de
discrétisation supervisée sont couramment utilisés en informatique et
ont démontré leur efficacité dans l’utilisation de réseaux bayésiens sur
divers ensembles de données [140]. Cependant, ils sont peu présents
dans la littérature sur les réseaux bayésiens en raison des limitations
des packages existants pour les réseaux bayésiens et des disparités per-
sistantes entre la modélisation des réseaux bayésiens en informatique
et l’apprentissage automatique.

2. Méthodes de discrétisation non supervisée : Cette méthode est une
étape cruciale et populaire dans de nombreuses tâches de découverte
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de connaissances, car elle est simple à calculer et objective. Elle est
basée sur la distribution intrinsèque des données de chaque variable
individuelle et utilise une stratégie de découpage descendant et une
stratégie de fusion ascendante [140]. Les algorithmes de discrétisation
en intervalles de même taille (equal width intervals) et en intervalles
de même fréquence (equal frequency intervals) sont les plus couram-
ment utilisés dans de nombreuses applications [141]. Le premier type
divise les données continues en un nombre prédéfini d’intervalles de lar-
geur égale, tandis que le second type divise les données en un nombre
prédéfini d’intervalles de fréquence égale.

3. Méthodes de discrétisation manuelle : Également appelée discré-
tisation experte, cette méthode consiste à sélectionner manuellement
les seuils de discrétisation en fonction de leur signification physique, de
connaissances théoriques ou d’une interprétation experte du domaine
du problème. Une revue des articles sur l’application et la modélisa-
tion des réseaux bayésiens [142] a noté que la discrétisation manuelle
est souvent privilégiée dans les études nécessitant la discrétisation de
données continues, en particulier dans le domaine médical. Elle per-
met de discrétiser les variables continues en intervalles interprétables
et pertinents pour les objectifs du modèle d’étude, sans nécessiter
d’algorithme de discrétisation supplémentaire.

4.2 Apprentissage de la structure

L’apprentissage de la structure des réseaux bayésiens (ASRB) est le
processus qui consiste à apprendre les liens d’un réseau bayésien et la
structure du graphe acyclique dirigé (DAG) à partir d’un ensemble de
données [143].
L’ASRB peut être formulé pour répondre à de nouvelles requêtes. Dans

ce cas, même si l’on dispose d’une certaine expertise dans le domaine, elle
peut ne pas être suffisante pour produire un modèle utilisable. Il est alors
possible d’obtenir de meilleurs résultats en apprenant à partir des données
et en identifiant réellement les dépendances les plus significatives que les
données indiquent.

Le deuxième scénario est celui où l’on n’a pas nécessairement l’inten-
tion d’utiliser le réseau, mais où l’on veut simplement le découvrir. Ce
type d’utilisation du modèle se produit, par exemple, dans les ensembles
de données scientifiques ou biologiques, où l’objectif est de découvrir les
interrelations entre les variables afin de mieux comprendre le domaine.
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Les algorithmes d’ASRB sont regroupés en trois approches principales :
les algorithmes basés sur les scores (score-based learning), les algorithmes
basés sur les contraintes (constraint-based learning) et les algorithmes
hybrides.

4.2.1 Algorithmes basés sur les scores

Les algorithmes basés sur les scores (Score-based algorithms) sont des
applications de techniques d’optimisation générales. Chaque DAG candidat
se voit attribuer un score de réseau maximisé en tant que fonction objec-
tive. Cette approche consiste à définir d’abord un critère d’évaluation de
l’adéquation du réseau bayésien aux données, puis à rechercher dans l’es-
pace des DAG une structure qui atteint le score maximum. Le problème
se compose essentiellement de deux parties :

- L’algorithme de recherche qui optimise l’espace de recherche de tous
les DAG possibles, tels que ExhaustiveSearch, Hillclimbsearch et Chow-
Liu.

- La fonction de score qui indique dans quelle mesure le réseau bayésien
s’adapte aux données. Les fonctions de score couramment utilisées sont
les scores de Dirichlet bayésiens tels que BDeu ou K2, ainsi que le critère
d’information bayésien (BIC, également appelé MDL).
Les métriques de score pour une structure G et des données D peuvent

être généralement définies comme suit :

score(G : D) = LL(G : D)` ˘(jDj)jjGjj (3.3)

Où :

LL(G : D) est la mesure de log-vraisemblance des données sous la
structure du graphe G. jDj est le nombre d’échantillons de données. jjGjj
est le nombre de paramètres dans le graphe G. ˘(jDj)jjGjj est un terme
de régularisation qui favorise les modèles simples.

å Lorsque ˘(t) = 1, la fonction de score est connue sous le nom de
critère d’information d’Akaike (AIC).

å Lorsque ˘(t) =
log(t)

2
, la fonction de score est connue sous le nom de

critère d’information bayésien (BIC).
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Il existe une autre famille de fonctions de score bayésiennes appelée
score bayésien de Dirichlet (BD). Pour ce score, on définit d’abord la pro-
babilité des données D conditionnellement à la structure du graphe G
comme suit : P (DjG) =

R
P (DjG; „G)P („GjG)d„G.

Où P (DjG; „G) est la probabilité des données compte tenu de la struc-
ture et des paramètres du réseau, et P („GjG) est la probabilité a priori des
paramètres.

Les algorithmes de recherche les plus courants sont la recherche locale
et la recherche gloutonne. Dans le premier type, on commence avec un
graphe vide ou un graphe complet. À chaque étape, on tente de modifier la
structure du graphe en ajoutant, supprimant ou inversant une arête. Si le
score augmente, la tentative est adoptée et le changement est effectué ;
sinon, une autre tentative est faite. Dans le cas de la recherche glou-
tonne (par exemple, l’algorithme K3), on suppose un ordre topologique
du graphe.

4.2.2 Algorithmes basés sur les contraintes

Les algorithmes basés sur les contraintes (Constraint-based algorithms)
identifient un ensemble de contraintes d’arêtes pour le graphe en utilisant
des tests d’indépendance, puis trouvent le meilleur DAG qui satisfait ces
contraintes. Cette approche fonctionne bien en présence de connaissances
préalables sur la structure, mais nécessite un grand nombre d’échantillons
de données pour garantir la puissance du test. Par conséquent, elle est
moins fiable lorsque le nombre d’échantillons est faible.

4.2.3 Algorithmes hybrides

Les algorithmes hybrides (Hybrid algorithms) comprennent une phase de
restriction qui met en œuvre une stratégie basée sur les contraintes pour
réduire l’espace des DAG candidats, ainsi qu’une phase de maximisation
qui met en œuvre une stratégie basée sur les scores pour trouver le DAG
optimal dans l’espace restreint.

4.3 Apprentissage des paramètres

Les réseaux bayésiens fournissent des résultats de décision pour les sys-
tèmes experts, qui sont basés sur la structure du réseau et les tables
de probabilités conditionnelles (CPT). Lorsque la table de probabilités
conditionnelles est inconnue, il est nécessaire d’apprendre à partir des
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données observées afin d’obtenir les paramètres de probabilités condition-
nelles. L’apprentissage des paramètres des réseaux bayésiens est une étape
importante dans l’apprentissage de ces réseaux, car elle permet d’esti-
mer les paramètres de probabilité conditionnelle pour toutes les relations
causales du réseau [144]. Cette procédure s’effectue à partir des données
relatives au problème à modéliser, qui peuvent être complètes ou incom-
plètes. Dans cet exposé, nous nous intéressons aux problèmes impliquant
des données complètes.

5 Méthodologie proposée

Dans le but d’optimiser l’inférence clinique, nous avons exploré et ana-
lysé les modèles graphiques probabilistes, en particulier les Réseaux Bayé-
siens (RB). Les RB visent à comprendre les relations causales entre les
variables du jeu de données MM et le stade de MM, afin de produire une
représentation graphique fiable et transparente. Cela nous permet de mieux
comprendre les relations entre les paramètres influençant le diagnostic du
MM et offre la possibilité de prédire de nouveaux scénarios.

Pour rappel, notre jeu de données (MM_dataset [4]), collecté dans le
CLCC (CHU-Tlm), contient toutes les informations trouvées dans les rap-
ports de diagnostic des patients atteints du MM (voir Tableau 12). De
plus, le stade du cancer a été déterminé par les médecins spécialistes pour
chaque patient lors du premier diagnostic, en utilisant les systèmes de sta-
dification internationale.

Dans le cadre de l’apprentissage structurel, notre objectif est de dé-
terminer la structure du graphe qui capture au mieux les dépendances
causales entre les variables de l’ensemble de données. En d’autres termes,
nous cherchons à savoir quel DAG correspond le mieux à nos données sur
le MM et quelles variables ont un effet causal direct sur la classe cible.

Pour effectuer des inférences, deux éléments sont nécessaires : le DAG
et les tables de probabilités conditionnelles (CPT) des données. Comme
mentionné précédemment, le DAG est déterminé lors de l’étape précé-
dente. Les CPT peuvent être calculées en utilisant l’apprentissage des
paramètres. Ainsi, nous commencerons par l’apprentissage des paramètres
avant de passer à l’inférence. Les CPT sont essentielles pour décrire quan-
titativement la relation statistique entre chaque nœud et ses parents.
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Dans notre travail, la conception du RB repose principalement sur des
attributs discrets. Par conséquent, nous avons effectué une étape de discré-
tisation des variables avant de procéder à l’apprentissage et à la construc-
tion du graphe.
La Figure 22 présente un diagramme expliquant les différentes étapes

impliquées dans la conception du réseau.

Figure 22 – Diagramme de la conception du réseau proposé.

Nous procéderons à un apprentissage structurel sur l’ensemble de don-
nées, suivi d’un apprentissage des paramètres en utilisant un ensemble
d’apprentissage qui représente 70 % de l’ensemble de données total. En-
suite, nous évaluerons la précision du modèle en utilisant un ensemble de
test qui comprend les 30 % restants de l’ensemble de données.

Cette section présente les différents matériels et méthodes utilisés dans
le cadre de cette étude. Elle aborde en détail l’objectif de la recherche,
le prétraitement des données et les outils utilisés pour l’étude.
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5.1 Discrétisation des données du jeu de données MM-dataset

Bien que les données réelles contiennent souvent un mélange de va-
riables discrètes et continues, de nombreux algorithmes bayésiens ne fonc-
tionnent qu’avec des variables discrètes. Par conséquent, il est souvent
nécessaire de discrétiser les données continues afin de les utiliser dans la
modélisation et l’apprentissage d’un RB.
Il existe trois principales méthodes de discrétisation des données conti-

nues pour les utiliser dans un RB : (i) la discrétisation manuelle, effectuée
par un expert du domaine ; (ii) la discrétisation supervisée, dans laquelle
la variable de sortie est utilisée pour optimiser automatiquement la discré-
tisation des autres variables ; et (iii) la discrétisation non supervisée, basée
sur la distribution de chaque variable individuelle, sans utiliser la variable
de sortie ou si celle-ci n’est pas disponible.

Dans le domaine médical, la méthode de discrétisation manuelle est
souvent préférée car elle permet de définir des intervalles de discrétisation
en se basant sur des seuils naturels et interprétables.

Dans notre ensemble de données, 34 des 53 attributs sont continus.
Étant donné que les variables des modèles de RB sont par nature dis-
crètes, nous devons donc convertir ces données continues en données ca-
tégoriques. Nous nous appuyons sur l’expertise médicale pour effectuer la
discrétisation de nos données. Le tableau ci-dessous (voir Table 18) pré-
sente la description des variables continues dans notre jeu de données ainsi
que leurs valeurs discrétisées.
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5.2 Phase d’apprentissage structurel

Après avoir effectué le prétraitement des données pour les adapter au
modèle à construire, nous passons à la phase d’apprentissage structurel
dans les réseaux bayésiens en utilisant la bibliothèque pgmpy 1 en Python.
Cette étape permet de déterminer les dépendances entre les variables du
réseau.
pgmpy est une bibliothèque puissante et flexible qui permet de construire

et de manipuler des modèles graphiques probabilistes (PGM) en Python,
notamment des réseaux bayésiens [145]. Elle peut être utilisée dans di-
verses applications telles que le raisonnement probabiliste, la prise de
décision et la prédiction. Actuellement, pgmpy propose l’implémentation
de trois algorithmes principaux : (1) l’algorithme PC (Constraint-Based
Estimator) avec des variantes stables et parallèles, (2) l’algorithme Hill-
ClimbSearch et (3) l’algorithme Exhaustive Search.
Dans notre travail, nous utiliserons un algorithme d’apprentissage de

structure spécifique, que nous présenterons dans la section suivante.

Algorithme Hill-ClimbSearch

Hill-ClimbSearch (Hc) [146] est un algorithme de recherche utilisé pour
construire des réseaux bayésiens à partir de données. Son objectif principal
est de découvrir un DAG optimal qui correspond le mieux aux données
étudiées. L’algorithme Hc construit progressivement un modèle bayésien
en ajoutant ou supprimant des liens entre les différentes variables, jusqu’à
ce que la configuration qui maximise la vraisemblance des données soit
atteinte. Cet algorithme de recherche utilise la descente de gradient ité-
rative pour optimiser la probabilité jointe du réseau bayésien et améliorer
ainsi la prédiction ou l’inférence.
Les fonctions de score pouvant être utilisées avec l’algorithme Hc sont :

K2-Score, BDeu et Bic.
L’architecture de l’algorithme Hc est simple et facile à mettre en œuvre,

ce qui en fait un choix populaire pour résoudre un large éventail de pro-
blèmes d’optimisation. Cependant, comme il s’agit d’un algorithme de
recherche locale, il peut être piégé dans des optima locaux ou atteindre
des solutions sous-optimales.
Il est important de noter que l’implémentation spécifique de l’algo-

rithme Hill-ClimbSearch pour les réseaux bayésiens peut varier en fonction
du logiciel ou du langage de programmation utilisé. Les étapes suivantes
décrivent la procédure générale pour trouver et optimiser la structure op-

1. https://github.com/pgmpy/pgmpy
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timale d’un réseau bayésien à l’aide de cet algorithme :

1. Initialisation : Commencer avec une structure de réseau bayésien vide
ou pré-définie. Dans la plupart des cas, l’algorithme Hc pour les RB
commence par une structure vide et déconnectée. L’étape d’initiali-
sation permet donc de créer un RB vide, où chaque nœud représente
une variable et n’a aucune relation avec les autres nœuds. Au début
de l’algorithme, chaque nœud est considéré comme étant indépendant
des autres. Il convient de noter que l’utilisation d’une structure vide et
déconnectée comme point de départ n’est pas une obligation stricte.
Dans certains cas, une structure initiale pré-définie ou une structure
générée aléatoirement peut être utilisée.

2. Définition d’une méthode de score : Sélectionner une fonction de
score, telle que "K2Score" ou "BDeuScore", pour évaluer la qualité
de la structure du RB.

3. Évaluation de la structure initiale : Calculer le score de la structure
initiale du réseau en utilisant la métrique de score choisie.

4. Recherche locale : Effectuer de manière itérative les étapes suivantes
jusqu’à ce qu’aucune amélioration ne soit possible ou qu’un critère
d’arrêt soit atteint :
– Sélectionner aléatoirement un nœud ou une arête de la structure
RB actuelle.

– Évaluer les modifications possibles, telles que l’ajout ou la suppres-
sion d’arêtes ou le changement de direction d’une arête.

– Évaluer la structure modifiée en utilisant la métrique de score choi-
sie.

– Mettre à jour la structure du réseau avec la modification ou conserver
la structure actuelle.

5. Renvoi de la structure de réseau optimale : Lorsque le critère
d’arrêt est atteint, la meilleure structure de réseau avec le score le
plus élevé obtenu pendant la recherche est renvoyée.

5.3 Phase d’apprentissage des paramètres

L’apprentissage des paramètres dans les réseaux bayésiens est un sujet
très important qui implique l’estimation des tables de probabilités condi-
tionnelles (CPT) pour chaque nœud du réseau [144]. Il existe principale-
ment deux catégories de méthodes pour l’estimation des paramètres dans
les réseaux bayésiens : l’une convient pour traiter les données complètes,
l’autre pour les données incomplètes. Nous nous sommes concentrés sur
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deux méthodes couramment utilisées dans la première catégorie : l’esti-
mation du maximum de vraisemblance (Maximum Likelihood Estimate) et
la méthode d’estimation bayésienne (Bayesian Estimation method).

5.3.1 Estimation bayésienne

L’estimation bayésienne (BE) est une méthode statistique populaire uti-
lisée pour l’apprentissage des paramètres dans les réseaux bayésiens. Elle
se base sur le théorème de Bayes pour estimer la distribution postérieure
des paramètres en fonction des données [147]. Elle nécessite la définition
d’une distribution préalable des paramètres qui est combinée à la vraisem-
blance des données pour obtenir une distribution postérieure.

L’estimation bayésienne présente plusieurs avantages pour les réseaux
bayésiens. Elle permet d’intégrer des connaissances préalables ou des hy-
pothèses sur les valeurs des paramètres, ce qui peut influencer les esti-
mations finales. De plus, elle permet de traiter les données manquantes
et les observations bruyantes, ainsi que d’effectuer une sélection et une
comparaison de modèles [148].

Cependant, l’estimation bayésienne peut être très gourmande en res-
sources informatiques et nécessiter une puissance de calcul importante.
De plus, elle nécessite la spécification de distributions préalables, ce qui
peut être difficile, notamment si les connaissances préalables sont limitées.

5.3.2 Estimation du Maximum de Vraisemblance

L’estimation du maximum de vraisemblance (MLE) est une méthode
qui consiste à trouver les valeurs des paramètres qui maximisent la vrai-
semblance des données observées [149]. Dans un réseau bayésien, les pa-
ramètres des nœuds du réseau sont des probabilités. La méthode du MLE
suppose que les données sont générées indépendamment à partir de la
table de probabilité conditionnelle (CPT) de chaque nœud. Cela implique
de trouver la valeur des paramètres qui maximise la fonction de vraisem-
blance, qui est calculée en multipliant les probabilités de chaque obser-
vation dans les données.

Une fois l’estimation du maximum de vraisemblance calculée, elle peut
être utilisée pour mettre à jour les croyances préalables concernant les pro-
babilités dans le réseau bayésien. Ces connaissances actualisées peuvent
être utilisées pour effectuer de meilleures prédictions et améliorer la pré-
cision du réseau bayésien.
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6 Résultats et discussions

Cette section aborde les résultats de la recherche et compare les mo-
dèles bayésiens estimés à l’aide de l’algorithme HillClimbSearch, en utili-
sant les méthodes de scoring "K2Score" et "BDeuScore" respectivement.
Nous commençons par présenter les DAG obtenus lors de l’apprentissage
de la structure du modèle à partir de l’ensemble de données complet.
Ensuite, nous effectuons l’apprentissage des paramètres en utilisant un
ensemble d’entraînement. Enfin, nous évaluons la performance des dif-
férents modèles bayésiens obtenus en utilisant un ensemble de test, en
prenant en compte divers critères tels que la précision.

6.1 Apprentissage de la structure avec l’algorithme HillClimb-
Search

En utilisant l’algorithme HillClimbSearch et en fonction de la méthode
de scoring utilisée, nous effectuons une recherche locale par escalade pour
estimer la structure DAG optimale. Le point de départ de la recherche
locale est généralement déterminé de manière aléatoire, mais il peut éga-
lement être défini manuellement. L’idée est de commencer la recherche à
un point aléatoire ou spécifié par l’utilisateur dans l’espace de recherche,
puis de se déplacer itérativement vers le meilleur voisin jusqu’à atteindre
un optimum local. Dans la bibliothèque pgmpy pour les RB en Python,
un réseau complètement déconnecté est utilisé par défaut comme point
de départ.
Les figures 23 et 24 présentent les graphes acycliques dirigés (DAG) op-

timaux générés par l’algorithme HillClimbSearch en utilisant les méthodes
de scoring K2Score et BDeuScore respectivement. Nous pouvons observer
que les nœuds des deux modèles RB estimés par K2Score et BDeuScore
représentent les variables de notre ensemble de données, tandis que les
arêtes (arcs) reflètent les relations parent/enfant entre ces variables (voir
Tables 19 et 20). Les deux graphes sont acycliques, ce qui signifie qu’il
n’y a pas de boucles.
Lors de la comparaison des deux DAG, plusieurs critères peuvent être

pris en compte pour évaluer leur similarité ou leur différence. Les critères
à utiliser dépendent de l’objectif de la comparaison et des spécifications
du problème.
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Figure 23 – DAG1 estimé par l’algorithme HillClimbsearch ; Fonction de score "K2Score".
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Figure 24 – DAG2 estimé par l’algorithme HillClimbsearch ; Fonction de score "BDeuS-
core".
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Nœuds Parent Nœuds Enfants
body_surf weight
diabete HBP, CBC_RBC, age
tobacco gender, diabete, weight, alb, CBC_RBC
chron_disea age, LDH
hrd_blo_disea Class, anemia, ost_les, CRP, alb, tobacco, CBC_Hgb, age, chain, LDH
asth.bone age, ost_les
CBC_WBC body_surf
CB_RBC CBC_Hgb, anemia, plasma_cells, CBC_Hct, body_surf
CBC_plats VS, anemia
CBC_Hgb VS, gamma, CBC_plats, CBC_WBC, CBC_MCHC, B2M, body_surf
CBC_Hct gender, CBC_Hgb, age
CBC_MCHC ost_les
VS alb
roll_RBC LDH
plasma_cells gender, VS
Ca age, HBP
K CBC_MCHC, alb, tobacco, CBC_RBC
P creat
Na diabete, VS, plasma_cells, CBC_RBC
B2M chron_disea, Class, ost_les, BJp
CRP age
creat clair_creat, Ca, TP, urea
urea prot24h, CBC_RBC
clair_creat urea, age, asth.bone, chron_disea
prot24h Na
BJp chron_disea, age, body_surf
alb body_surf
alpha CRP, alb, CBC_WBC, Ca
beta prot_rate, alb, gamma, anemia, CRP, body_surf, Ca, tobacco, CBC_RBC
gamma prot_rate, alb, Ca, HBP, body_surf
prot_rate TP, VS
Ig chain, beta
chain ost_les
ost_les alb, body_surf, gender
SGOT CBC_Hgb, prot24h, body_surf, Fib, CBC_RBC
SGPT weight, gender, CBC_Hct, CBC_plats, prot_rate
GGT PAL, SGPT, TP, ost_les, CBC_Hgb, P, LDH, VS, alpha, CBC_MCV, Fib
PAL wilaya, K, creat
gly diabete, CRP, CBC_RBC
TP chron_disea, CBC_plats, CBC_MCV
Fib CRP
Ferr BJp, anemia, clair_creat, gender
LDH body_surf
FE gly, creat, CRP, CBC_MCHC, Ca, CBC_plats, CBC_Hgb

Table 19 – Les arcs Parent/Enfants pour DAG1 (avec K2Score)
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Nœuds Parent Nœuds Enfants
wilaya roll_RBC
gender anemia
age B2M
body_surf weight
diabete HBP, gly
tobacco gender, weight
chron_disea LDH, Fib
hrd_blo_disea anemia, PAL, tobacco
asth.bone clair_creat, urea, BJp, PAL
anemia CBC_plats, diabete, Fib
CBC_RBC CBC_Hgb, CBC_Hct, TP, gamma, diabete
CBC_plats TP, gly
CBC_Hgb VS, anemia, CBC_WBC, CBC_MCV, body_surf, CBC_plats, B2M
CBC_Hct gender, CBC_Hgb, CBC_plats, plasma_cells, P
CBC_MCV plasma_cells
CBC_MCHC FE
VS prot_rate
roll_RBC diabete
Ca age
K GGT, hrd_blo_disea, CBC_MCHC, tobacco
Na prot_rate
B2M chron_disea, Class, ost_les, BJp
creat Ca, urea
urea CBC_RBC, prot24h
clair_creat creat, urea, age
prot24h Na, SGOT, CBC_RBC
BJp chron_disea
alpha asth.bone, CRP, CBC_WBC
beta gamma, alb, tobacco, alpha, CBC_RBC
gamma Ca, alb, HBP
prot_rate gamma
Ig beta, Ferr, VS
chain Ig, plasma_cells, hrd_blo_disea
SGOT PAL, Fib, CBC_Hgb, Na, SGPT, hrd_blo_disea
SGPT , CBC_Hct, CBC_plats, gender, weight, gamma

GGT
PAL, SGPT, SGOT, P, CBC_MCV, alpha, CBC_Hct, LDH, CBC_Hgb,
FE, ost_les, hrd_blo_disea, creat, Fib, TP, clair_creat, asth.bone, gamma

PAL wilaya, SGPT, P, CBC_Hct, CBC_MCV
gly CRP, body_surf
TP prot_rate, chron_disea
Ferr K, creat, BJp, SGOT, GGT, prot24h
LDH body_surf
FE clair_creat, alpha, gly, PAL, SGOT

Table 20 – Les arcs Parent/Enfants pour DAG2 (avec BdeuScore)
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D’après le tableau 21, il est important de souligner que le nombre de
nœuds dans le DAG obtenu grâce à BDeuScore représente le nombre total
de variables considérées dans l’ensemble de données (53 nœuds). Certaines
variables sont directement connectées entre elles, tandis que d’autres sont
reliées de manière indirecte via des variables intermédiaires. De plus, il est
à noter qu’il existe des variables qui ne sont pas du tout connectées dans
le DAG.

Hc avec K2Score Hc avec Bdeu DAG_Common
Nombre des noeuds 52 53 48
Nombre des arcs 146 135 67
Profondeur du DAG 18 30 10

Table 21 – Quelques critères des pathway DAGs menant à la classe cible

Les mêmes observations peuvent être faites pour le graphe obtenu en
utilisant la méthode de scoring "K2Score", à l’exception d’une seule va-
riable éliminée (il y a 52 nœuds). Cette variable correspond au groupe
sanguin de chaque patient ("TypeBlood").

D’après les connaissances médicales actuelles, il n’y a aucune interpréta-
tion médicale directe reliant le groupe sanguin et le MM. Par conséquent,
le groupe sanguin n’est pas considéré comme un critère de diagnostic ou
de stadification spécifique pour le MM. Cela signifie que la suppression de
cette variable n’affecte pas les autres aspects de nos expériences.

Le DAG1 obtenu par la méthode de scoring K2Score comporte 146 arcs
(arêtes), tandis que le deuxième DAG obtenu avec la méthode de scoring
BDeuScore ne compte que 135 arcs (voir Table 21).

Les arêtes diffèrent entre ces deux modèles, ce qui indique qu’ils sont
structurellement différents et représentent des hypothèses d’indépendance
conditionnelle différentes. Cela peut avoir un impact significatif sur le
comportement de chaque modèle et sur les résultats de toute tâche d’in-
férence ou d’apprentissage effectuée à l’aide de ces modèles. Il est donc
important d’examiner attentivement les différences dans les arêtes entre
les deux modèles et de comprendre leurs implications pour la tâche de
modélisation en cours.

Cependant, il est important de souligner qu’il y a 67 arcs communs
entre les deux DAG obtenus (voir Table 21 et figure 25).
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Figure 25 – Pathway DAG commun entre "K2score" et "BDeuScore".

6. RÉSULTATS ET DISCUSSIONS 105



chapitre 3

Pour évaluer le degré de similarité entre les deux DAGs obtenus, nous
avons utilisé le coefficient de Jaccard, qui est une mesure de similarité
structurelle permettant de comparer les ensembles de paires de nœuds
adjacents dans les deux DAGs. Le coefficient de Jaccard est défini comme
le rapport entre la taille de l’intersection des ensembles et la taille de
leur union, et sa valeur varie entre 0 et 1.
Dans notre étude, la valeur du coefficient de Jaccard entre les deux

DAGs modélisés par l’algorithme HillClimbSearch avec les méthodes de
scoring K2Score et BDeuScore (Figure 23 et 24 respectivement) est de
0.31. Cela indique que 31% des relations entre les variables présentes dans
l’un des DAGs sont également présentes dans l’autre DAG (voir Figure 25).

Le DAG commun (voir Figure 25) représente la structure et les dé-
pendances partagées entre les deux DAGs obtenus par l’algorithme Hill-
ClimbSearch en utilisant les méthodes de scoring K2Score et BDeuScore.
Ces dépendances communes peuvent être exploitées pour estimer les pa-
ramètres du réseau bayésien à modéliser. Il est important d’examiner at-
tentivement ces relations et de comprendre leur impact sur les résultats
avant de décider de les utiliser.

Dans le contexte du diagnostic du myélome multiple à l’aide d’un graphe
acyclique dirigé (DAG), les nœuds racines représentent généralement les
variables considérées comme indépendantes et n’ayant pas de nœuds pa-
rents. Ils peuvent être considérés comme les points de départ ou les va-
riables initiales du DAG. Cependant, les nœuds racines spécifiques et leurs
relations dans un DAG pour le diagnostic du myélome multiple peuvent
varier en fonction du contexte, des données disponibles et des méthodes
de modélisation de structure utilisées.

En examinant la Figure 27, nous constatons que la variable "age" est
considérée comme un nœud racine dans le DAG construit. Cela implique
que cette variable est considérée comme indépendante et sert de point de
départ pour le pronostic du MM. Dans le contexte du MM, l’âge peut avoir
une relation causale avec le pronostic et la stadification de la maladie.
Il est bien connu que le MM est plus fréquent chez les personnes âgées,
généralement de plus de 65 ans. Cette corrélation peut être due à l’accu-
mulation de lésions génétiques et à d’autres changements cellulaires liés
au vieillissement.

Cependant, il convient de souligner que l’âge seul n’est pas suffisant
pour diagnostiquer ou stadifier le MM. Dans notre analyse bayésienne des
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données cliniques collectées, nous constatons l’existence d’une relation
d’influence indirecte entre l’âge et d’autres variables liées au diagnostic.
Bien qu’ils ne soient pas directement connectés par une arête dans le DAG,
d’autres éléments doivent également être pris en compte dans le processus
de diagnostic.

Dans le même sens, la Figure 26 montre que le DAG repose sur six
variables en tant que nœuds racine (’hrd_blo_disea’, ’Ig’, ’SGOT’, ’PAL’,
’Ferr’, ’FE’).
Il est important de noter que le MM est généralement considéré comme

une maladie sporadique, ce qui signifie qu’elle survient de manière aléa-
toire et n’est pas directement héritée. Cependant, selon les spécialistes
en hématologie ou en génétique, la présence de membres de la famille
atteints de maladies du sang peut augmenter le risque de développer un
MM. Cette maladie est considérée comme ayant une prédisposition géné-
tique, ce qui signifie qu’elle peut être plus fréquente chez les individus
ayant des antécédents familiaux de la maladie.
En ce qui concerne la clairance de la créatinine ("clair_creat"), la

créatinine ("creat") et l’urée ("urea"), en revenant à la Figure 25, nous
constatons que la relation parent/enfant peut être interprétée comme suit :

Clairance de la créatinine comme parent : la clairance de la créa-
tinine peut être considérée comme le parent de l’urée. Cela signifie que
la clairance de la créatinine peut influencer les valeurs d’urée dans le
contexte du myélome multiple. Sur le plan médical, une diminution de
la clairance de la créatinine peut indiquer une altération de la fonction
rénale, ce qui peut entraîner une accumulation d’urée dans le sang.
Urée comme enfant : l’urée est considérée comme l’enfant de la créa-

tinine et de la clairance de la créatinine. Cela suggère que les niveaux
d’urée peuvent être influencés par les niveaux de créatinine et la clairance
de la créatinine dans le contexte du myélome multiple.

Dans le diagnostic et la stadification du myélome multiple, la mesure
de la créatinine, de la clairance de la créatinine et de l’urée peut fournir
des informations sur la fonction rénale et l’accumulation de déchets dans
le corps. Des niveaux élevés de créatinine, une clairance de la créatinine
réduite et des niveaux élevés d’urée peuvent indiquer une détérioration de
la fonction rénale et peuvent être utilisés pour évaluer la gravité de la
maladie et guider les décisions de traitement.

Dans le même contexte de la relation parent/enfant, l’algorithme Hil-
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lClimbSearch avec le score K2Score a considéré la créatinine comme un
prédicteur de la clairance de la créatinine dans le pathway DAG vers la
classe cible (voir Figure 26).

Figure 26 – DAG3 : Pathway DAG vers la classe cible basé sur l’algorithme Hc avec
"K2Score".
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Figure 27 – DAG4 : Pathway DAG vers la classe cible basé sur l’algorithme Hc avec
"BDeuScore".

Ensuite, nous procédons à l’apprentissage des paramètres pour estimer
de manière empirique les probabilités conditionnelles, afin de représenter
les relations de dépendance entre les variables dans le modèle obtenu par
l’algorithme Hc.
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6.2 Apprentissage des paramètres avec l’algorithme HillClimb-
Search

L’apprentissage des paramètres est généralement réalisé à partir d’un
ensemble de données d’entraînement dans lequel les valeurs des variables
et leurs relations sont connues. L’algorithme d’apprentissage utilise ces
données pour estimer les probabilités conditionnelles, en optimisant dif-
férents critères tels que la vraisemblance des données observées ou la
minimisation de l’erreur de prédiction.
En utilisant l’estimateur du maximum de vraisemblance (MaximumLi-

kelihoodEstimator), nous avons estimé les paramètres de notre modèle
construit à partir de nos données d’entraînement. Ensuite, nous avons
affiché les distributions de probabilité conditionnelle (CPTs). Les CPTs
décrivent la relation de chaque nœud en termes de probabilités condition-
nelles ou a priori (Voir Annexe 1).

Nous avons présenté clairement, dans le tableau 22, les règles d’asso-
ciation les plus pertinentes. Notre modèle construit retourne 43 règles
conditionnelles qui expriment les relations de dépendances probabilistes
entre les 46 variables.
À partir de ces règles, et en utilisant les probabilités conditionnelles du

réseau, il est possible d’extraire des informations sur les relations causales.
Le tableau 23 montre que la relation causale entre un taux élevé de B2M
et le stade 3 du MM (P (Class : 4|B2M :3)) est considérée comme forte.
Cependant, la probabilité conditionnelle de cette relation causale est lé-
gèrement supérieure à celle de la relation causale entre un taux de B2M
compris entre [3.5, 5.5] et le stade 3.

La probabilité conditionnelle d’une relation causale dépend de plusieurs
facteurs, tels que la nature de la relation, la présence de variables de confu-
sion et la validité des données utilisées pour évaluer la relation. Lorsqu’il
s’agit d’évaluer une relation causale, il est important de prendre en compte
les concepts de corrélation et de causalité. Il était également important
pour nous de consulter un professionnel de la santé qui nous a fourni
des informations précises et a interprété nos résultats spécifiques dans le
contexte de l’état général. Le stade 3 du MM correspond à un stade avancé
de la maladie où le cancer s’est largement propagé et peut avoir affecté
plusieurs organes ou tissus. Le stade du MM est généralement déterminé
en fonction de plusieurs facteurs. La bêta-2 microglobuline (B2M) est une
protéine souvent utilisée comme marqueur pronostique dans le myélome
multiple. Ainsi, des niveaux élevés de B2M dans le sang sont associés à
une maladie plus agressive, indiquant une charge tumorale plus importante
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et une activité accrue de la maladie.

01 P(Class :4 | B2M :3)
02 P(B2M :3 | CBC_Hgb :2)
03 P(CBC_Hgb :2 | CBC_Hct :3, CBC_RBC :2, PAL :2, SGOT :2)
04 P(SGOT :2)
05 P(PAL :2)
06 P(CBC_RBC :2)
07 P(CBC_Hct :3 | CBC_RBC :2, SGPT :2)
08 P(SGPT :2)
09 P(BJp :2 | B2M :3, Ferr :3)
10 P(ost_les :2 | B2M :3, PAL :2)
11 P(chron_disea :2 | B2M :3, BJp :2, TP :2)
12 P(wilaya :10 | PAL :2)
13 P(alpha :3 | PAL :2)
14 P(CRP :2 | alpha :3, gly :3)
15 P(LDH :2 | PAL :2, chron_disea :2)
16 P(body_surf :2 | CBC_Hgb :2, LDH :2)
17 P(hrd_blo_disea :2)
18 P(anemia :2 | hrd_blo_disea :2)
19 P(K :3 | PAL :2)
20 P(alb :2 | K :3, beta :3)
21 P(CBC_plats :2 | CBC_Hgb :2, SGPT :2)
22 P(HBP :2 | diabete :2, gamma :3)
23 P(TP :2 | PAL :2, creat :2, prot_rate :3)
24 P(CBC_WBC :3 | CBC_Hgb :2)
25 P(CBC_MCV :3 | PAL :2)
26 P(Fib :3 | PAL :2, SGOT :2)
27 P(tobacco :2 | K :3, beta :3, hrd_blo_disea :2)
28 P(weight :4 | SGPT :2, body_surf :2, tobacco :2)
29 P(diabete :2 | gly :3)
30 P(GGT :2 | PAL :2)
31 P(gender :2 | CBC_Hct :3, SGPT :2, tobacco :2)
32 P(CBC_MCHC :3 | K :3)
33 P(creat :2 | PAL :2)
34 P(VS :2 | CBC_Hgb :2, prot_rate :3)
35 P(P :3 | PAL :2)
36 P(Ig :3)
37 P(chain :2 | Ig :3)
38 P(Ca :3 | creat :2, gamma :3)
39 P(clair_creat :2 | creat :2)
40 P(Ferr :3)
41 P(urea :3 | clair_creat :2, creat :2)
42 P(prot24h :2 | SGOT :2)
43 P(gly :3)

Table 22 – Règles de probabilité conditionnelle associées à notre modèle
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P(Class :4|B2M :3)

B2M(High) B2M(Normal) B2M([3.5 ;5.5])
Class(ASYM) 0.036 0.071 0.083
Class(stade I) 0.108 0.285 0.083
Class(stade II) 0.072 0.285 0.250
Class(stade III) 0.783 0.357 0.583

Table 23 – Table de probabilité conditionnelle de la variable "Class".

P(B2M :3|CBC_Hgb :2)

CBC_Hgb(anemia) CBC_Hgb(no_anemia)
B2M(High) 0.847 0.750
B2M(Normal) 0.058 0.173
B2M([3.5 ;5.5]) 0.094 0.076

Table 24 – Table de probabilité conditionnelle de la variable "B2M".

P(CBC_Hgb :2 | CBC_Hct :3, CBC_RBC :2, PAL :2, SGOT :2)

CBC_Hct ... CBC_Hct(Normal)
- - - - - - - - - - - - - - - -
CBC_RBC ... CBC_RBC(Normal)
- - - - - - - - - - - - - - - -
PAL ... PAL(Normal)
- - - - - - - - - - - - - - - -
SGOT ... SGOT(Normal)

CBC_Hgb(anemia) ... 0.0044

CBC_Hgb(no_anemia) ... 0.9955

Table 25 – Table de probabilité conditionnelle de la variable "CBC_Hgb".

P(CBC_Hct :3 | CBC_RBC :2, SGPT :2)

CBC_RBC CBC_RBC(Low) ... CBC_RBC(Normal)
- - - - - - - - - - - - - - - -
SGPT SGPT(High) ... SGPT(Normal)

CBC_Hct(High) 0.0 ... 0.023

CBC_Hct(Low) 1.0 ... 0.441

CBC_Hct(Normal) 0.0 ... 0.534

Table 26 – Table de probabilité conditionnelle de la variable "CBC_Hct".
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P(CBC_RBC :2)

CBC_RBC(Low) | 0.678
- - - - - - - - - - - - - - - - - - - - - -
CBC_RBC(Normal) | 0.321

Table 27 – Table de probabilité conditionnelle de la variable "CBC_RBC".

P(PAL :2)

PAL(High) | 0.0072
- - - - - - - - - - - - - - - - - - - - - -
PAL(Low) | 0.9927

Table 28 – Table de probabilité conditionnelle de la variable "PAL".

P(SGOT :2)

SGOT(High) | 0.024
- - - - - - - - - - - - - - - - - - - - - -
SGOT(Normal) | 0.975

Table 29 – Table de probabilité conditionnelle de la variable "SGOT".

P(SGPT :2)

SGPT(High) | 0.038
- - - - - - - - - - - - - - - - - - - - - -
SGPT(Normal) | 0.961

Table 30 – Table de probabilité conditionnelle de la variable "SGPT".

6.3 Analyse du réseau bayésien construit

L’analyse d’un réseau bayésien permet d’explorer différents aspects du
modèle afin de comprendre ses propriétés et son comportement. Par exemple,
il est possible de vérifier les indépendances conditionnelles et les pistes
actives (active trails) par rapport à une preuve (evidence) donnée, ou de
déterminer la couverture de Markov (Markov blanket) d’un nœud.
La couverture de Markov, également appelée bouclier de Markov, d’un

nœud est l’ensemble de ses parents, de ses enfants et de ses co-parents
directs. Une fois que l’on connaît les valeurs de ces nœuds, toutes les
autres variables du réseau deviennent statistiquement indépendantes du
nœud en question [150].
L’analyse de la couverture de Markov permet de comprendre le flux d’in-

formations au sein du réseau bayésien. Les variables parentes fournissent
des informations sur la variable cible, tandis que les variables enfants
peuvent être influencées par elle. En incluant les co-parents des variables

6. RÉSULTATS ET DISCUSSIONS 113



chapitre 3

enfants, nous prenons en compte les influences indirectes sur la variable
cible. Dans l’ensemble, l’interprétation de la couverture de Markov nous
aide à comprendre les relations causales et les dépendances entre les va-
riables dans un réseau bayésien, à contrôler les effets de confusion et à
simplifier les calculs d’inférence pour une prise de décision plus efficace.

D’après le tableau 31, la couverture de Markov du nœud "Class" ne
comprend que la variable "B2M", qui est un nœud parent de cette va-
riable cible. Cela signifie que si nous connaissons la valeur de B2M, alors
les autres variables du réseau deviennent statistiquement indépendantes de
la variable "Class".

Nous constatons également que la couverture de Markov de la variable
"B2M" est basée sur 8 variables (voir Table 31), à savoir :

– CBC_Hgb : il s’agit de son nœud parent, ce qui signifie que sa valeur
peut influencer la probabilité de B2M dans notre modèle construit.
Dans le domaine médical, l’hémoglobine et le B2M ne sont pas di-
rectement liés en tant que "nœud parent". L’hémoglobine est une pro-
téine qui transporte l’O2 dans le sang, tandis que le bêta-2-microglobuline
(B2M) est une autre protéine qui joue plusieurs rôles, notamment
dans le système immunitaire. Cependant, dans le cas du MM, ces
deux mesures peuvent être utilisées en combinaison pour fournir des
informations plus précises sur la santé d’une personne atteinte du MM
et pour aider au diagnostic de ce type de cancer. C’est ce qui peut
expliquer la relation causale que nous obtenons dans notre modèle.

– "BJp", "chron_disea", "Class", "ost_les" : ce sont des nœuds en-
fants de B2M. Cela signifie que, en connaissant les valeurs du nœud
parent B2M, nous pouvons tirer des conclusions sur les nœuds enfants.

– "PAL", "TP", "Ferr" : ce sont des nœuds co-parents qui partagent des
relations parentales avec B2M (pour les nœuds "ost_les", "chron_disea"
et "BJp" respectivement), mais qui ne sont pas directement connectés
à celui-ci.

D’autre part, dans le même contexte lié à notre objectif de recherche
abordé dans ce chapitre, et en utilisant les tables 31, 22 et la figure
25, nous pouvons identifier plusieurs relations causales de dépendance et
d’indépendance entre les variables (nœuds) du RB obtenu. Afin de mieux
comprendre le concept de couverture de Markov de ces nœuds du RB,
nous les utiliserons par la suite comme hypothèses dans des problèmes
d’inférence statistique.
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6.4 Inférences

Grâce à la propriété de d-séparation induite par la couverture de Markov,
il est possible d’effectuer des inférences sur un nœud de manière efficace
en ne considérant que les valeurs de sa couverture de Markov. Cela réduit
la complexité de l’inférence et permet des calculs plus rapides.

Dans un réseau bayésien, les inférences sont réalisées en utilisant les
paramètres appris et les informations disponibles dans le réseau. Pour ef-
fectuer ces inférences et faire des prédictions, nous nous appuyons sur un
ensemble de nouvelles évidences ou requêtes extraites à partir de notre
modèle bayésien construit.

Les résultats présentés dans le tableau 32 fournissent des informations
cruciales sur les meilleures inférences réalisées dans notre réseau bayésien
construit en utilisant la base d’apprentissage avec des évidences spéci-
fiques. Nous avons analysé les variables d’intérêt, leurs meilleures valeurs
et les probabilités conditionnelles correspondantes en fonction des évi-
dences fournies.

Ces résultats obtenus mettent en évidence plusieurs variables médicales
d’intérêt. Tout d’abord, nous remarquons que la variable "B2M" est in-
diquée comme étant élevée avec une probabilité de 0,8108. Cette va-
riable a une relation parentale directe avec la variable "Class" qui repré-
sente les stades du MM. Plus précisément, notre modèle bayésien suggère
une relation causale entre un taux élevé de B2M et le stade III du MM
(P(Class|B2M)) avec une probabilité conditionnelle d’environ 0,78 (voir
Table 23). Cette inférence relationnelle est cohérente avec la littérature
existante, notamment le travail de Salih et al. [151], où les auteurs ont
indiqué qu’un niveau élevé de B2M est souvent observé chez les patients
atteints de MM. Cette étude a probablement utilisé le système ISS [40]
pour classer les patients en fonction des niveaux de B2M et d’albumine
sérique (voir Table 8). Un stade avancé correspond généralement à une
charge tumorale plus importante et à une progression de la maladie.

Le taux de bêta 2-microglobuline (B2M) et le taux d’hémoglobine
(CBC_Hgb) sont deux facteurs biologiques utilisés pour évaluer le profil
de santé d’une personne atteinte de MM. Il n’y a pas de relation directe
entre le taux de B2M et CBC_Hgb. Cependant, dans le contexte du diag-
nostic du MM, l’évaluation conjointe du taux de B2M et du CBC_Hgb
peut fournir des informations supplémentaires pour étayer le diagnostic. Un
niveau élevé de B2M combiné à une diminution du CBC_Hgb peut être
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un indicateur de la présence et de la progression du myélome multiple.
Ces connaissances médicales renforcent la confiance envers notre modèle
bayésien qui a identifié une forte relation entre un taux élevé de B2M et
un faible taux de CBC_Hgb avec une probabilité conditionnelle de 0,98
(voir Table 24).

De plus, il existe une corrélation bien établie entre un niveau élevé de
B2M et la présence de lésions osseuses (ost_les) dans le contexte du myé-
lome multiple (MM), avec une probabilité conditionnelle d’environ 0,91.
Plusieurs études ont montré que des niveaux élevés de B2M peuvent in-
diquer une charge tumorale plus importante, ce qui peut conduire à une
destruction osseuse accrue et à des lésions osseuses plus importantes vi-
sibles sur l’imagerie médicale. Ces connaissances renforcent l’évaluation
des inférences tirées de notre modèle bayésien construit.

Selon nos résultats, nous pouvons également noter la coexistence d’une
leucocytose (taux élevé de CBC_WBC) et d’une anémie (taux bas de
CBC_Hgb), avec une probabilité conditionnelle de 0,435. Il est important
de noter que la leucocytose et l’anémie ne sont pas spécifiques au MM
et peuvent être présentes dans d’autres conditions médicales. Nous savons
que le MM se caractérise par une prolifération anormale des plasmocytes
dans la moelle osseuse, ce qui peut entraîner des altérations dans la pro-
duction normale de différentes cellules sanguines.

En ce qui concerne la variable PAL (Phosphatase alcaline), nous avons
observé une probabilité conditionnelle de "0,99" pour un taux bas de PAL.
Cette variable est une enzyme présente dans différentes parties du corps,
notamment les os, le foie, les reins, les intestins et le placenta chez les
femmes enceintes. Cela pourrait être une réponse médicale aux relations
de causalité inférées entre les variables "Fib" (Fibrinogène) et "ost_les"
(lésions osseuses) d’une part, et la variable "PAL" d’autre part.

En général, le niveau de PAL dans le sang n’est pas directement lié au
myélome multiple. Cependant, il convient de noter qu’il peut y avoir une
relation indirecte entre eux. Dans certains cas de myélome multiple, les
cellules plasmatiques cancéreuses peuvent perturber le fonctionnement
normal des cellules osseuses, ce qui peut entraîner une augmentation de
PAL due à une résorption osseuse accrue. Cela n’exclut cependant pas la
possibilité d’un myélome multiple en cas de faible taux de PAL dans le
sang.
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Variable d’intérêt Valeur Evidence ’

alb >=35 K= ’Low’ ; beta= ’Low’ 0,710
alpha Low PAL= ’Low’ 0,750
anemia No hrd_blo_disea= ’No’ 0,813
B2M High CBC_Hgb= ’anemia’ 0,847
BJp Positive CBC_Hgb= ’anemia’ ; Ferr= ’Normal’ 0,970
body_surf >=1,71 CBC_Hgb= ’anemia ; LDH= ’=<400’ 0,657
Ca Normal creat= ’<=20’ ; gamma= ’Low’ 0,750
CBC_Hct Low CBC_RBC= ’Low’ ; SGPT= ’Normal’ 0,812
CBC_Hgb anemia CBC_Hct= ’Low’ ; CBC_RBC= ’Low’ ; 0,938

PAL= ’Low’ ; SGOT= ’Normal’
CBC_MCHC Normal K= ’Low’ 0,734
CBC_MCV normo PAL= ’Low’ 0,867
CBC_plats Normal CBC_Hgb= ’anemia’ ; ’SGPT= ’Normal’ 0,761
CBC_WBC High CBC_Hgb= ’anemia’ 0,435
chain Kappa Ig= ’IgG’ 0,901
chron_disea No B2M= ’High’ ; BJp= ’Positive’ ; 0,797

TP= ’Normal’
clair_creat no_prob creat= ’<=20’ 0,845
Class Stade III B2M= ’High’ 0,783
creat <=20 PAL= ’Low’ 0,808
CRP Negative alpha= ’Low’ ; gly= ’Normal’ 0,728
diabete No gly= ’Normal’ 0,886
Fib High PAL= ’Low’ ; SGOT= ’Normal’ 0,711
gender Female CBC_Hct= ’Low’ ; SGPT= ’Normal’ ; 0,589

tobacco= ’No’
GGT Normal PAL= ’Low’ 0,992
HBP No diabete= ’No’ ; gamma= ’Low’ 0,777
K Low PAL= ’Low’ 0,941
LDH =<400 PAL= ’Low’ ; chron_disea= ’No’ 0,886
ost_les Yes B2M= ’High’ ; PAL= ’Low’ 0,909
P hypo PAL= ’Low’ 0,904
prot24h Positive SGOT= ’Normal’ 0,860
tobacco No K= ’Low’ ; beta= ’Low’ ; 0,909

hrd_blo_disea= ’No’
TP Normal PAL= ’Low’ ; creat= ’<=20’ ; 0,952

prot_rate= ’Low’
urea Normal clair_creat= ’no_prob’ ; creat= ’<=20’ 0,784
VS High CBC_Hgb= ’anemia’ ; prot_rate= ’Low’ 0,561
weight healthy SGPT= ’Normal’ ; body_surf= ’>=1.71’ ; 0,487

tobacco= ’No’
wilaya Tlemcen PAL= ’Low’ 0,720

Table 32 – Meilleures inférences avec variables d’intérêt et évidences
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Figure 28 – Pathway DAG commun entre "K2score" et "BDeuScore".
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Il convient également de noter que, bien que les taux élevés de fibrino-
gène ne soient pas spécifiques au MM et puissent également être présents
dans d’autres conditions inflammatoires ou cancéreuses, ils peuvent être
associés à plusieurs mécanismes pathologiques dans le cas du MM, tels
que la réaction inflammatoire, le risque de thrombose et l’interaction avec
les cellules tumorales, entre autres.

En ce qui concerne la variable d’intérêt "clair_creat" (clairance de
la créatinine), nous avons observé une probabilité conditionnelle de 0.845
lorsque l’évidence "creat" (taux de créatinine) était fixée à "<=20 mg/L".
Cela suggère qu’une concentration basse de créatinine est généralement
associée à une clairance normale de la créatinine. Il est important de men-
tionner que le MM peut avoir des effets sur la fonction rénale en raison
de l’accumulation de protéines anormales. Cependant, une faible concen-
tration de créatinine peut être associée à une clairance normale chez un
patient atteint du MM, et dans ce cas, elle ne peut pas être considérée
comme le seul facteur d’évaluation pour le diagnostic de cette maladie.

Les résultats de l’analyse du réseau bayésien fournissent également des
informations précieuses sur la relation entre les niveaux d’albumine (alb)
et de protéine bêta-globuline (beta) chez les patients atteints de myélome
multiple (MM). En examinant les probabilités inférées et les dépendances
conditionnelles, nous observons une forte relation entre ces deux variables.
Lorsque les taux de protéines bêta-globulines diminuent, les taux d’albu-
mine ont tendance à augmenter.

La diminution des taux de protéine bêta-globuline peut être un signe
de progression de la maladie ou d’un défaut de synthèse des protéines,
ce qui entraîne une augmentation des taux d’albumine en tant que mé-
canisme compensatoire. Cela suggère qu’une relation inverse entre ces
biomarqueurs peut être envisagée, c’est-à-dire que des niveaux plus faibles
de protéine bêta-globuline pourraient être associés à des niveaux plus éle-
vés d’albumine chez les patients atteints de MM.

La relation entre l’anémie et l’existence de personnes ayant des antécé-
dents de maladies du sang dans la famille est un aspect crucial à explorer
dans le domaine médical. Notre étude fournit des informations importantes
sur cette relation. Notre modèle bayésien met en évidence une association
significative entre l’anémie (anemia) et l’existence de personnes ayant des
antécédents familiaux de maladies du sang (hrd_blo_disea) chez les pa-
tients atteints de MM, avec une probabilité conditionnelle d’environ 0,66.
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Cette constatation suggère un lien potentiel entre les deux conditions
et met en évidence l’importance de l’hérédité dans le développement des
maladies du sang. L’identification de cette relation dans le cas du myé-
lome multiple revêt une importance clinique. Ces informations peuvent
aider les professionnels de la santé à évaluer le risque de développement
de la maladie chez les personnes présentant une anémie et des antécédents
familiaux de maladies du sang. De plus, cela peut influencer les décisions
de dépistage et de suivi chez les membres de la famille présentant un
risque.

Les inférences effectuées dans notre réseau bayésien en utilisant les évi-
dences spécifiées ont fourni des informations intéressantes sur les variables
d’intérêt. Les probabilités conditionnelles obtenues nous permettent de
comprendre les relations entre les variables d’intérêt et les évidences four-
nies, contribuant ainsi à une meilleure compréhension du domaine étudié.
Il est important de noter que ces inférences sont basées sur les paramètres
et les hypothèses du réseau bayésien utilisé.

Ces résultats illustrent l’importance de prendre en compte les évidences
lors de l’inférence dans un réseau bayésien. Il est nécessaire de considé-
rer ces résultats dans le contexte plus large de la recherche et de les
interpréter avec prudence.

6.5 Évaluation des performances

L’évaluation des performances de notre modèle bayésien a été réalisée
en utilisant une base de test distincte, qui contient 30
La précision est une mesure d’évaluation qui quantifie la proportion de

prédictions positives correctes parmi toutes les prédictions positives faites
par un modèle. Elle est utile lorsque les faux positifs sont coûteux ou
indésirables. Elle est calculée à l’aide de la formule :

Prcision = Vpositifs=(Vpositifs + Fpositifs)

Le F1-score est une autre métrique d’évaluation qui combine à la fois
la précision et le rappel pour évaluer les performances d’un modèle de
classification. Cette mesure est particulièrement utile lorsque les classes
sont déséquilibrées ou lorsque les faux positifs et les faux négatifs ont des
conséquences différentes. Le F-score est calculé à l’aide de la formule :

F ` score = 2 ˜ (Prcision ˜ Rappel)=(Prcision+ Rappel)

D’après le tableau 6.5, qui présente les scores de précision et de F1-score
pour différents modèles de réseau bayésien, nous pouvons tirer plusieurs
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observations importantes.

Modèle de RB Précision F1-score
Hc avec K2Score 72.26% 83.89%
Hc avec BdeuScore 73% 84%
modèle commun optimisé 72.26% 83.89%

Table 33 – Scores de précision et F1-score

Tout d’abord, nous avons utilisé deux méthodes de scoring différentes,
à savoir "BdeuScore" et "K2Score", pour construire les modèles bayésiens
avec l’algorithme Hc. Les performances des modèles construits avec ces
deux méthodes sont comparables en termes de précision et de F1-score.
Le modèle construit avec la méthode "BdeuScore" a une précision de 73%
et un F1-score de 84%, tandis que le modèle construit avec la méthode
"K2Score" a une précision légèrement inférieure de 72,26% et un F1-score
de 83,89%. Ces résultats suggèrent que les deux méthodes de scoring
sont efficaces pour la construction de modèles de réseau bayésien dans le
contexte de notre étude sur le myélome multiple.

De plus, nous avons introduit un modèle commun optimisé qui présente
des performances similaires aux deux modèles précédents. Ce modèle a une
précision de 72,26% et un F1-score de 83,89%. Bien que les performances
de ce modèle soient légèrement inférieures à celles du modèle construit
avec la méthode "BdeuScore", la différence est minime. Par conséquent,
le modèle commun optimisé peut être considéré comme une alternative
valide pour prédire les stades du myélome multiple.

En résumé, les résultats de notre évaluation des performances indiquent
que les modèles de réseau bayésien construits avec les méthodes "BdeuS-
core" et "K2Score", ainsi que le modèle commun optimisé, ont des per-
formances comparables en termes de précision et de F1-score. Ces résul-
tats suggèrent que ces modèles sont capables de prédire avec précision
les stades du myélome multiple, ce qui peut être utile dans le cadre du
diagnostic et de la prise en charge de cette maladie complexe.

7 Conclusion

Dans ce chapitre, nous avons entrepris d’explorer et d’analyser des mo-
dèles graphiques probabilistes en utilisant l’algorithme du réseau bayésien
"Hc". Notre objectif principal était d’optimiser l’inférence clinique et de
mieux comprendre les relations causales entre les variables de l’ensemble
de données du myélome multiple (MM). Pour ce faire, nous avons déve-
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loppé différents modèles en utilisant l’algorithme Hc avec deux méthodes
de scoring différentes, à savoir le K2score et le BdeuScore.

L’évaluation des performances de ces modèles a révélé des résultats
prometteurs. En comparant les modèles bayésiens construits avec les deux
méthodes de scoring, nous avons pu produire une représentation graphique
fiable et transparente du MM. Notre modèle optimal final, qui contient
67 arcs et 46 relations causales pertinentes, nous a permis de mieux com-
prendre les liens entre les paramètres influençant le diagnostic du MM.

Grâce à cette analyse approfondie, nous avons pu identifier les variables
les plus significatives et les relations causales clés liées au MM. Ces infor-
mations sont cruciales pour améliorer la compréhension de la maladie et
pour développer de nouveaux scénarios prédictifs. En comprenant les fac-
teurs qui contribuent au diagnostic du MM, nous pouvons mieux anticiper
les résultats et optimiser les décisions cliniques.

Ces résultats ouvrent de nouvelles perspectives de recherche et offrent
des opportunités pour une prise en charge améliorée des patients atteints
de MM. En utilisant notre modèle optimal, les cliniciens pourront prendre
des décisions plus éclairées et personnalisées, ce qui peut conduire à un
diagnostic plus précoce, à des interventions plus ciblées et à de meilleurs
résultats pour les patients.

En conclusion, l’utilisation de modèles graphiques probabilistes basés
sur le réseau bayésien "Hc" a permis d’obtenir une meilleure compréhension
des relations causales dans le contexte du MM. Ces résultats fournissent
une base solide pour des recherches futures visant à développer des outils
de diagnostic plus précis et des approches thérapeutiques personnalisées
pour les patients atteints de cette maladie complexe.
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L’objectif principal de notre sujet de recherche pour notre thèse de doc-
torat était de sélectionner des variables à partir des données cliniques du
myélome multiple (MM) et d’analyser leurs associations. Le diagnostic de
cette maladie est complexe car certains symptômes et résultats de tests
peuvent également se produire dans d’autres maladies.

Le premier défi de notre travail de recherche a été de collecter des
données biologiques auprès de différents centres hospitalo-universitaires.
Grâce à une collaboration entre la Faculté de Technologie de l’Université
de Tlemcen et le CHU de Tlemcen, nous avons bénéficié d’un stage pra-
tique dans le service d’hématologie du Centre de Lutte Contre le Cancer
(CLCC) de Tlemcen. L’objectif était de collecter des données sur le cancer
du myélome multiple afin de les utiliser en pratique clinique et d’analyser
leur impact sur le suivi des patients. Nos contacts avec des biologistes et
des médecins spécialistes en hématologie nous ont permis de comprendre
les différentes notions de base sur le diagnostic du MM qui représente,
selon eux, un terrain de recherche crucial.

Le myélome multiple est un cancer du sang malin très fréquent. Il s’agit
d’un néoplasme des plasmocytes dans la moelle osseuse qui s’accompagne
d’une série complexe de manifestations cliniques. Ces plasmocytes font
partie du système immunitaire et jouent un rôle dans la production d’anti-
corps qui aident à combattre les infections. Nous avons donc commencé,
dans le premier chapitre, par une présentation précieuse des connaissances
très importantes sur le myélome multiple, en particulier son épidémiologie,
sa physiopathologie, sa pathogénie, tous les signes cliniques et toutes les
formes de MM, ainsi que le processus diagnostique et les tests/examens ef-
fectués. L’objectif principal était de comprendre l’aspect médical de cette
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maladie avant de passer à nos expérimentations.

Le diagnostic du MM est parfois très complexe, les symptômes n’étant
généralement pas détectés aux premiers stades. Les patients doivent subir
une série d’examens/tests fréquents et répétés, ce qui rend le processus
de diagnostic et de stadification long et stressant pour les patients. Par
conséquent, l’objectif des modèles que nous avons proposés était de s’ap-
puyer sur l’idée d’une prédiction rétrospective des tests les plus importants
à effectuer. Cette initiative permettrait de réduire le nombre de tests et
le coût global, ce qui constitue un problème majeur pour tous les patients.

Dans le deuxième chapitre de notre travail, nous avons essayé d’étudier
le classement et la sélection des caractéristiques de diagnostic et de sta-
dification du MM en utilisant notre ensemble de données collectées [4] au
CLCC-CHU de Tlemcen en Algérie. Cet ensemble de données est déséqui-
libré car la plupart des patients sont au stade III. Pour compenser cette
distribution déséquilibrée des classes, nous avons utilisé SMOTE comme
méthode de rééchantillonnage.
Pour mesurer la corrélation entre les variables d’entrée et la classe

cible, nous avons développé un modèle basé sur des méthodes de sélec-
tion de variables fondées sur l’approche du filtre. Les résultats ont montré
que la performance de la classification était améliorée en utilisant les
sous-ensembles de caractéristiques pertinents retenus par les méthodes de
sélection, plutôt que l’ensemble complet de caractéristiques. La technique
de sélection CFS a donné de bons résultats lorsqu’elle a été utilisée avant
le classifieur "Arbre de décision" (C4.5), tandis que FCBF s’est avéré plus
pratique en raison de sa robustesse et de sa capacité à éliminer les carac-
téristiques non pertinentes.

Dans la suite de notre travail, nous avons abordé les méthodes d’en-
semble basées sur les arbres de décision pour estimer l’importance des va-
riables. Nous avons procédé à un réglage approfondi des hyperparamètres
pour les algorithmes d’ensemble proposés en utilisant la technique Grid-
SearchCV, et nous avons obtenu des résultats très prometteurs et encou-
rageants. LightGBM a fait preuve de la plus grande rapidité, tandis que
Random Forest a obtenu une précision moyenne de plus de 97% et que
XGBoost a obtenu le meilleur classement pour les caractéristiques consi-
dérées comme les facteurs de pronostic les plus importants.

Dans le dernier chapitre, nous avons proposé une intégration de mé-
thodes d’apprentissage automatique basées sur les réseaux bayésiens pour
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découvrir des relations causales intéressantes entre les variables de notre
base de données. Nous avons utilisé l’algorithme "HillClimbSearch" qui a
récemment été largement utilisé pour la découverte de connaissances dans
les bases de données à l’aide de certaines mesures d’intérêt (méthode de
scoring). Dans le but d’optimiser l’inférence clinique et de mieux com-
prendre les relations causales entre les variables du jeu de données MM,
nous avons tenté, dans la phase d’apprentissage structurel, d’explorer et
d’analyser des modèles graphiques probabilistes en utilisant cet algorithme
de réseau bayésien, mais en changeant la méthode de scoring (K2score
et BdeuScore). Afin de produire une représentation graphique fiable et
transparente, une comparaison des modèles bayésiens obtenus a permis de
mettre en évidence un modèle optimal contenant 67 arcs. Ce modèle ex-
plore 46 relations causales pertinentes dans la phase d’apprentissage des
paramètres. Cela nous a permis de mieux comprendre les relations entre
les paramètres influençant le diagnostic du MM et offre la possibilité de
prédire de nouveaux scénarios.

Perspectives

En ce qui concerne les perspectives à court terme, il serait bénéfique de
développer des collaborations entre différents centres hospitalo-universitaires
en Algérie pour collecter des données cliniques sur le myélome multiple.
L’utilisation de l’intelligence artificielle et de l’analyse de données mas-
sives (big data) permettrait d’exploiter ces données et de découvrir de
nouvelles connaissances, des associations et des schémas cliniques perti-
nents. Cette approche favoriserait également les échanges d’expertise et
la mise en place de recommandations pour améliorer la pratique clinique.

Une autre perspective à court terme serait d’inclure des sujets sains dans
les études sur le myélome multiple. Cela permettrait de comparer les ca-
ractéristiques et les résultats des patients atteints de myélome multiple
avec ceux d’un groupe témoin, ce qui pourrait aider à identifier les fac-
teurs de risque et à mettre en évidence des schémas cliniques spécifiques
associés à la maladie.

À plus long terme, l’intégration des données omiques serait une pers-
pective très prometteuse. L’analyse du génome, du transcriptome, du pro-
téome et de l’épigénome des patients atteints de myélome multiple per-
mettrait de mieux comprendre les mécanismes sous-jacents de la maladie.
Cela pourrait conduire à l’identification de signatures moléculaires spéci-
fiques, de nouvelles cibles thérapeutiques et à une personnalisation accrue
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des schémas thérapeutiques.

En résumé, l’avenir de la recherche sur la sélection des variables et
l’analyse des données cliniques du myélome multiple en Algérie est pro-
metteur. L’intégration de nouvelles sources de données, l’utilisation de
l’intelligence artificielle et l’exploration des données omiques ouvrent des
perspectives passionnantes pour une meilleure compréhension de la mala-
die et une amélioration des soins aux patients. Ces avancées contribueront
à renforcer les capacités de diagnostic en Algérie, à améliorer la prise en
charge des patients atteints de myélome multiple et à réduire les retards
de diagnostic.

Contributions scientifiques

Cette thèse a généré de nombreuses contributions méthodologiques qui
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