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Introduction générale :  

Depuis les années 1980, la capacité de stockage de données ne cesse d’augmenter, et les 

outils analytiques traditionnels ne sont pas suffisamment performants pour exploiter pleinement 

la valeur du Big Data. Un large volume de données ne mène pas toujours à des informations 

utiles ce qui rend l’obtention des analyses compréhensives de plus en plus difficiles. Par 

conséquent, les analystes sont tournés vers ce qu’on appelle « Apprentissage Automatique » ou 

« Apprentissage Statistique » ou « Machine Learning ». 

L’une des premières définitions du « Machine Learning » a été proposée en 1959 par 

l’ingénieur électricien et informaticien Américain Arthur Samuel, qui l’a défini comme étant un 

domaine d’étude qui donne aux ordinateurs la capacité d’apprendre sans être explicitement 

programmés [1]. 

L’apprentissage automatique a permis à l’homme d’améliorer non seulement de nombreux 

processus industriels et professionnels, mais aussi de faire progresser la vie quotidienne. Les 

assistants personnels virtuels utilisent un algorithme d’apprentissage automatique, comme Siri, 

Alexa et Google. Ils aident à trouver des informations lorsqu’on leur demande par voix, 

rappeler nos requêtes correspondantes ou envoient une commande à d’autres ressources telles 

que des applications téléphoniques, pour satisfaire nos demandes. L’apprentissage automatique 

est également utilisé dans les services de navigation pour prévoir la circulation. De plus, les 

réseaux sociaux l’utilisent par exemple pour personnaliser le fil d’actualité et cibler les 

annonces. Prenons l’exemple du Facebook, il prend en compte les amis avec lesquels les 

utilisateurs se connectent, les profils consultés le plus souvent, leurs centres d’intérêt…etc. 

Basé sur un apprentissage continu, une liste d’utilisations sera suggérée. Facebook utilise 

également la reconnaissance de visage basée sur l’apprentissage automatique, qui est aussi 

adaptée dans les caméras de surveillance. Cette technologie est également utilisée par les 

moteurs de recherche comme Google pour affiner les résultats ; à chaque recherche effectuée, 

les algorithmes situés au niveau du serveur surveillent la manière dont vous répondez aux 

résultats. Si vous restez longtemps sur une page web, le moteur de recherche suppose que les 

résultats affichées correspondent à la requête. En outre, Paypal, entreprise qui offre des services 

de paiement en ligne, utilise l’apprentissage automatique dans la détection des fraudes. Cette 

société se protège contre le blanchiment d’argent en utilisant un ensemble d’outils capable de 
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comparer des millions de transactions en cours et d’identifier les transactions légitimes ou 

illégitimes entre acheteurs et vendeurs [2].  

Le principe du Machine Learning (ML) consiste à donner aux ordinateurs des valeurs d’entrées 

à analyser et le résultat qu’on veut atteindre pour que la machine puisse créer un modèle 

capable de déduire de nouvelles informations à partir des anciennes données. Les analystes 

visent à obtenir un programme précis pouvant être exécuté par un ordinateur afin de résoudre 

un problème ou une tâche bien définie. Les utilisateurs du Machine Learning appelés « Data 

Scientists » n’essayent pas d’écrire un programme par eux même, au lieu de cela, ils collectent 

les données d’entrées et les valeurs ciblées souhaitées. Ensuite, ils demandent à l’ordinateur de 

trouver un programme (ou un algorithme) qui calcule une sortie pour chaque valeur d’entrée 

ajoutée.  

Le ML est appliqué sur des problèmes compliqués que l’être humain est incapable de résoudre. 

Mais le Data Scientist doit être toujours prêt et capable de tester quelques approches avant de 

choisir une approche satisfaisante pour obtenir un meilleur modèle.  

L’apprentissage automatique peut être appliqué par deux manières. La première, par 

apprentissage supervisé qui utilise des algorithmes basés sur des données d’entrées étiquetées 

avec les sorties souhaitées ; si on dispose d’un ensemble d’objets et pour chaque objet une 

valeur cible associée, il faut apprendre un modèle capable de prédire la bonne valeur cible d’un 

nouveau objet non étiqueté. La deuxième, l’apprentissage non supervisé où les données sont 

non étiquetées, c’est-à-dire quelles ne possèdent aucune valeur cible. L’algorithme dans ce cas 

trouve tout seul des points communs entre ses données d’entrées, ensuite il les classe en 

groupes de données aussi distincts que possible en maximisant leur homogénéité ; chaque 

groupe possède des données ayant des caractéristiques similaires. Plus le nombre de données 

d’entrées est grand plus on s’approche de trouver une meilleure classification ou groupement 

en choisissant les bonnes caractéristiques [3]. 

La science des matériaux fait appel à des méthodes numériques pour gérer la complexité des 

problèmes posés dans tous les domaines de la technologie. Les chercheurs du monde 

universitaire et de l’industrie recherchent de nouveaux matériaux de haute qualité pour 

répondre aux besoins d’applications spécifiques. Dans ce cadre, l’apprentissage automatique est 

devenu une technologie majeure pour l’indentification des modèles décrivant le comportement 
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des molécules et les phénomènes physiques. ML a été appliqué pour la découverte de nouveaux 

matériaux et la prédiction de nouvelles propriétés en passant par des calculs quantiques et 

statistiques, ce qui a donné de nombreux résultats remarquables. En outre, il est également 

utilisé pour résoudre des problèmes liés à la science des matériaux qui nécessitent un grand 

temps de calculs et des expériences qui peuvent être couteuse et difficiles à réaliser.  

Ce mémoire est divisé en trois chapitres principaux : 

Dans le premier chapitre, nous introduisons les algorithmes les plus utilisés dans un processus 

du Machine Learning (apprentissage statistique) quel que soit le problème posé. 

Dans le deuxième chapitre, nous citons quelques bases de données qui existent dans le domaine 

de la science des matériaux, chacune d’entre elles contient des propriétés spécifiques. De plus, 

nous mentionnons la bibliothèque Matminer du langage python avec laquelle on pourra extraire 

les données pertinentes de nos bases de données choisies, ainsi que la bibliothèque Scikit-Learn 

que nous utiliserons dans notre processus d’apprentissage automatique. 

Dans le troisième chapitre, trois applications seront dédiées à l’apprentissage automatique. La 

première et la deuxième partie consistent à créer un modèle de prédiction à partir d’une base de 

donnée bien traitée. Enfin, La dernière partie sera une étude statistique sur un ensemble de 

données contenant les oxydes, les nitrites et les matériaux à base de cuivre.
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1 Introduction : 

Il existe plusieurs méthodes en apprentissage automatiques que ce soit pour la régression ou la 

classification. Pour bien choisir une méthode il faut comprendre les fondements de ces 

méthodes existantes et de ce qui permet de les distinguer afin de déterminer les modèles qui 

traiteraient au mieux un problème particulier. 

 

 

 

 

 

 

 

 

Figure I-1 : Schéma des différentes techniques issues de l’apprentissage automatique 

pour la construction de modèles de données [4] 

 

2 Algorithmes d’apprentissage automatique : 

2.1 Apprentissage supervisé :   

L'apprentissage supervisé consiste à utiliser un ensemble de données pour prédire des 

événements futurs statistiquement probables, c’est-à-dire qu’il frome un modèle de prédiction 

à partir des évènements déjà prédits auparavant. Les modèles de ML peuvent être utilisées 

dans des applications de « prédiction » ou de « classification ». On distingue deux types de 

problèmes d'apprentissage supervisé : 

2.1.1 Classification :  

Les méthodes de classification s’appliquent lorsque l'ensemble des valeurs résultats est 

discret. Ceci revient à attribuer une classe (aussi appelée étiquette ou label) pour chaque 

Construction de modèles en ML 

Règles 

d’association 

Clustering ou 

regroupement 

Apprentissage supervisé Apprentissage Non supervisé 

Classification 

(sortie discrète) 

Régression 

(sortie continue) 
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valeur d'entrée. Les techniques de classification peuvent être basées sur des hypothèses 

probabilistes (exemple, naïf bayésien), des notions de proximité (exemple, k plus proches 

voisins) ou des recherches dans des espaces d'hypothèses (exemple, arbres de décisions) [4].  

Le choix de la technique convenable est important ; il faut pouvoir choisir la méthode la plus 

adapté qui sera capable de séparer au mieux les données d'apprentissage. 

2.1.1.1 Naïf Bayésien : 

La classification naïve bayésienne repose sur l'hypothèse que toutes les caractéristiques sont 

conditionnellement indépendantes les unes des autres. Cette méthode est basée sur le 

théorème de Bayes qui calcule la probabilité d'un événement à l'aide de la connaissance au 

préalable des conditions connexes. Ce théorème a été découvert par un statisticien anglais, 

Thomas Bayes, au 18ème siècle mai il n'a jamais publié son travail. Après son décès, ses 

notes ont été éditées et publiées par le mathématicien Richard Price [6]. Le théorème est 

donné par la formule suivante : 

𝑃(𝐴|𝐵) =  
𝑃(𝐵|𝐴)𝑃(𝐴)

𝑃(𝐵)
        (I-1) 

 𝐴 et 𝐵 sont des événements.  

 𝑃(𝐴) est la probabilité d'observer l'événement 𝐴 

 𝑃 (𝐵) est la probabilité d'observer l’événement 𝐵. 

 𝑃 (𝐴 | 𝐵) est la probabilité conditionnelle d'observer 𝐴, sachant qu'un autre événement 

B de probabilité non nulle s'est réalisé.  

 

Dans un problème de classification, notre tâche est de trouver l'étiquette la plus probable 𝐴, 

étant donné les caractéristiques 𝐵, le théoreme de Bayes devient : 

 

𝑃(𝑦|𝑥1, … , 𝑥𝑛) =
𝑃(𝑥1,…,𝑥𝑛|𝑦)𝑃(𝑦)

𝑃(𝑥1,…,𝑥𝑛)
     (I-2) 

Où 𝑛 représente le nombre de caractéristiques, 𝑦 est l’évènement qu’on cherche à classer.  

Par conséquent, en tenant compte de l’hypothèse d’indépendance, Bayes prédit la classe qui 

constitue la probabilité la plus élevée [6] :   
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𝑦̂ = 𝑎𝑟𝑔𝑚𝑎𝑥𝑦𝑃(𝑦) ∏ 𝑃(𝑥𝑖|𝑦)𝑛
𝑖=1     (I-3) 

2.1.1.2 k-plus proches voisins : 

Parmi les algorithmes d'apprentissage automatique les plus basiques, le k-plus proche voisin, 

souvent abrégé en k-NN où k est un entier positif. En Data Science, cet algorithme est 

largement utilisé pour les problèmes de classification des données. Mais avant de se lancer 

dans cette méthode, il faut savoir que les calculs peuvent s’avérer très couteuses en temps de 

calcul, ainsi, les données doivent être prétraitées. Cette méthode peut être également utilisée 

dans les problèmes de régression.   

Prenons par exemple le problème de classification suivant : Dans le diagramme ci-dessous, il 

y a des objets ronds verts et des objets carrés bleus. Ceux-ci appartiennent à deux classes 

différentes : la classe des ronds et la classe des carrés. Lorsqu'un nouvel objet est inséré dans 

l'espace - dans ce cas, un cercle rouge - nous voulons que l'algorithme d'apprentissage 

automatique classe le cercle dans une certaine classe [3]. 

 

 

 

 

 

 

 

Figure I.2 : exemple de classification par la méthode des k-NN 

Si on choisit k = 3, l'algorithme cherche les trois plus proches voisins du cercle rouge pour 

pouvoir le classé soit dans la classe des cercles, soit dans la classe des carrés. Dans ce cas, les 

trois plus proches voisins du cercle rouge sont un carré et deux cercles. Par conséquent, 

l'algorithme classera la sphère dans la classe des cercles. 

? 
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Dans la méthode de k-NN, le résultat est l'appartenance à une classe. L'algorithme stocke tous 

les cas disponibles et classe tout nouvel objet en vérifiant ses k-plus proches voisins. Ensuite, 

l’objet est attribué à la classe avec laquelle il a le plus en commun [3]. 

2.1.1.3 Arbres de décision : 

Les arbres de décision (AD) sont un outil de classification très utilisé. Son principe repose sur 

la construction d’un arbre de taille limitée [4]. Considérons l’exemple simple représenté ci-

dessous : 

 

 

 

 

 

 

 

 

Figure I.3 : schéma d’un arbre de décision [4] 

 

Dans cet exemple, le sommet « Température > 37 °C » représente la racine. Les feuilles 

correspondent aux classes ou décisions (appelées aussi nœuds terminales), ici « malade » 

ou « sain ». De plus, on appelle « Température > 37 °C » et « Toux » les attributs ou les 

variables (appelés aussi nœuds intermédiaires) [4]. 

Les AD jouent un rôle très important dans ML. Ils sont capables de gérer les variables 

continues et discrètes et fournissent par la suite une indication claire pour la prédiction ou la 

classification sans effectuer beaucoup de calcul. Les AD sont si simples à comprendre et à 

interpréter, qu’ils permettent une meilleure approximation quel que soit la complexité des 

données. L’arbre le plus simple est souvent le meilleur, à condition que tous les autres arbres 

possibles produisent les mêmes résultats. Leur construction se réalise en divisant l’arbre du 

sommet vers les feuilles (du haut vers le bas) en choisissant à chaque étape une variable de 

Température > 37 °C  

Toux Malade 

Malade Sain 

Oui Non 

Non Oui 
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séparation sur un nœud d’où les critères de segmentation. Pour cela, les algorithmes les plus 

utilisés sont « la classification et arbre de régression » et « le Dichotomiseur itératif 3 » [6].  

2.1.1.3.1 La classification et arbre de régression (CART) : 

Il a été implémenté par Leo Breiman en 1984 [5]. L’AD générée par CART est binaire c’est-

à-dire que la variable peut prendre deux valeurs seulement (oui ou non). L’algorithme de 

CART utilise l’indice de diversité de Gini pour évaluer les divisions dans l’ensemble de 

données. Cet indice mesure la fréquence avec laquelle un élément aléatoire de l’ensemble 

serait mal classé si son étiquette était choisie aléatoirement.  L'indice de Gini est donné par 

l'équation suivante, où 𝑐 est le nombre de classes, 𝑝 est le sous-ensemble d'occurrences du 

nœud et 𝑃(𝑘|𝑝) est la probabilité de sélectionner un élément de la classe 𝑐 dans le sous-

ensemble du nœud [6] : 

 

𝐺𝑖𝑛𝑖(𝑝) = 1 − ∑ 𝑃2(𝐾|𝑝)𝑐
𝐾=1       (I-4) 

𝑃(𝐾|𝑝) =
𝑁(𝐾|𝑝)

𝑁(𝑝)
     

− 𝑁(𝑝) : nombre totale d’éléments. 

− 𝑁(𝐾|𝑝) : nombre d’éléments appartenant à la classe 𝐾. 

2.1.1.3.2 Le Dichotomiseur itératif 3 (ID3) : 

L’algorithme a été développé par Ross Quinlan et publié en 1986. Il fait intervenir l’entropie 

de Shannon qui correspond à la quantité d’information délivrée. L’objectif est de construire 

un AD à partir d’un ensemble de données constituant les attributs. Nous devons d’abord avoir 

un nœud racine, alors il faut déterminer l’attribut qui classe le mieux les données 

d’apprentissage, qui correspond au gain d’informations le plus élevé. Nous pouvons calculer 

le degré d'incertitude en utilisant l'entropie. Ce dernier est donné par l'équation suivante, où 𝑛 

est le nombre de résultats possible et 𝑃(𝑥𝑖) la probabilité d’avoir la classe de position 𝑖. Les 

valeurs communes pour 𝑏 sont 2, e et 10, car le résultat souhaité doit être positif [6].  

𝐻(𝑋) = − ∑ 𝑃(𝑥𝑖)𝑙𝑜𝑔𝑏𝑃(𝑥𝑖)
𝑛
𝑖=1       (I-5) 
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− 𝑋 : ensemble de données pour lequel l'entropie est calculée. 

− 𝑥𝑖 : ensemble de classes en 𝑋 (par exemple, 𝑥𝑖 =  {𝑜𝑢𝑖, 𝑛𝑜𝑛}) 

Quand 𝐻 (𝑋) = 0, l'ensemble 𝑋 est parfaitement classifié (tous les éléments de 𝑋 sont de la 

même classe).  

L’entropie est calculée pour chaque attribut. Celui ayant l’entropie le plus petit est utilisé pour 

diviser l’ensemble. Ensuite, on passe au calcul du gain, donné par la formule suivante où 

𝑇 représente tous les sous-ensembles, 𝐻(𝑆) est l’entropie du nœud racine et 𝐴 représente 

l’attribut pour lequel le gain est calculé.  

𝐼𝐺(𝐴, 𝑆) = 𝐻(𝑆) − ∑ 𝑃(𝑡)𝑡∈𝑇  𝐻(𝑡)      (I-6) 

L’attribut de gain le plus élevé sera choisi comme racine de notre arbre de décision. Ce 

processus se répète jusqu’à ce que tous les nœuds soient remplis par les attributs les plus 

convenables pour, enfin, former l’AD voulu.  

2.1.1.4 Réseaux de neurones artificiels :  

Le terme réseau de neurones est une référence à la neurobiologie. Originalement, ce concept 

est inspiré du fonctionnement des neurones du cerveau humain, apprend essentiellement de 

l’expérience [7]. 

Le fonctionnement exact du cerveau humain est encore un mystère, mais certains aspects sont 

connus. En particulier l’élément fondamental du cerveau est un type spécifique de cellule 

incapable de se régénérer. Ces cellules nous fournissent la capacité de nous rappeler, de 

penser et de réagir en basant sur des expériences antérieures. Le corps humain comporte 100 

milliards de ces cellules appelées neurones. Chacun de ces neurones se connecte à 200 milles 

autres neurones. Les réseaux de neurones artificiels tentent de reproduire que les éléments les 

plus fondamentaux de cet organisme complexe et puissant [8]. 

Un réseau de neurones est une organisation hiérarchique de neurones connectés entre eux. Ces 

derniers transmettent un message ou un signal à d’autres neurones en fonction des paramètres 

d’entrés reçus et forment un réseau complexe [9]. Ci-dessous une représentation simpliste 

d’un réseau de neurones de base : 
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Figure I.4 : Exemple simple d’un réseau de neurones artificiel.  

Un réseau de neurones est en général composé d'une succession de couches (Layer en 

anglais). Ce modèle comporte trois ensembles de règles : multiplication, sommation et 

activation. Les données d’entrées (Input data en anglais) sont consommées par les neurones 

de la première couche cachée (Hidden layers en anglais). Chaque couche peut avoir un ou 

plusieurs neurones. La connexion entre deux neurones de couches successives aurait un poids 

associé qui définit l’influence de l’entrée sur la sortie du neurone suivant et éventuellement 

sur la sortie finale globale. Sur chaque neurone artificiel, chaque valeur d’entrée est multipliée 

par le poids correspondant [7] [9]. Ensuite, le résultat obtenu sera additionné à ce qu’on 

appelle le biais pour lui appliquer à la fin une fonction d’activation et la valeur de sortie sera 

donc de la forme : 

𝑦 = 𝐹 (∑ 𝜔𝑖. 𝑥𝑖 + 𝑏

𝑚

𝑖=0

) 

− 𝜔𝑖 représentent les poids. 

− 𝑥𝑖 représentent les données d’entrées. 

− 𝑏 représente le biais. 

− 𝐹 représente la fonction d’activation. 

− 𝑦 représente la valeur de sortie. 

 

 

Données 

d’entrée 

Couche 

cachée 

Données de 

sortie 

Neurone 
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Figure I.5 : Principe de fonctionnement d'un neurone artificiel 

Dans un réseau de neurones, les poids initiaux seraient tous aléatoires lors de la formation du 

modèle, l’inconnu principal est sa fonction de transfert, elle peut être toute fonction 

mathématique. Le choix de cette fonction dépend du problème posé. Dans la majorité des cas, 

elle est choisie non linéaire. Cela permet aux réseaux de neurones d’apprendre des 

transformations non linéaires et complexes des données. Les fonctions d’activation les plus 

utilisées sont :  

 Fonction Heaviside : 𝑓(𝑥) = {

 

    
0        𝑠𝑖      𝑥 < 0
1        𝑠𝑖      𝑥 ≥ 0

 

 Fonction de la tangente hyperbolique  𝑓(𝑥) =
1−𝑒−2𝑥

1+𝑒−2𝑥
 

 Fonction sigmoïde 𝑓(𝑥) =
1

1+𝑒−𝑥
 

 Fonction rampe 𝑓(𝑥) =
𝑥+|𝑥|

2
 

2.1.2 Régression :  

Les méthodes de régression s’appliquent lorsque le résultat que l'on cherche à estimer est une 

valeur continue. En ML, la régression est un outil important de l’apprentissage supervisé pour 

 

× 𝜔1 

× 𝜔𝑚  

× 𝜔3 

× 𝜔2 

𝑥1 

𝑥2 

𝑥3 

𝑥𝑚  

+ 

𝑏 

 

Entrée Multiplication Sommation Fonction d’activation Sortie 
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la modélisation et l’analyse des données. Elle est notamment utilisée en statistique et en 

économie [10]. 

2.1.2.1 Régression linéaire :  

On appelle modèle de régression tout modèle capable à établir une relation linéaire entre une 

variable, dite expliqué ou dépendante, et une ou plusieurs variables, dite explicatives ou 

variables indépendantes. Le but principal c'est d'ajuster une meilleure droite représentée par 

une équation linéaire 𝑌 = 𝑓(𝑋) + 𝜀  afin de prédire 𝑌̂ = 𝑓(𝑋) pour une valeur de 𝑋 

quelconque [11]. 

− 𝑌 représente les variables dépendantes. 

− 𝑋 représente les variables indépendantes. 

− 𝜀 représente le terme d’erreur ou perturbation. 

La régression linéaire est principalement divisée en deux catégories : la régression linéaire 

simple et la régression linéaire multiple. La régression linéaire simple est caractérisée par une 

variable indépendante. Par contre, la régression linéaire multiple est caractérisée par au moins 

de deux variables indépendantes.  

En statistique, la méthode classique est donnée par les Moindres Carrés Ordinaires pour la 

résolution des problèmes de régression simple ; le meilleur estimateur linéaire d’après le 

théorème de Gauss-Markov, consiste à calculer la somme des carrés des résidus que l'on 

notera par 𝑠𝑐𝑟 (𝑓) : 

𝑠𝑐𝑟(𝑓) = ∑ (𝑦𝑖 − 𝑓(𝑥𝑖))
2𝑛

𝑖=1 = ∑ 𝜀𝑖
𝑛
𝑖=1      (I-7) 

Dans le cas de la régression linéaire simple, la fonction f est un polynôme de degré 1 de 𝑋, ce 

qui donne : 

𝑠𝑐𝑟(𝑓) = 𝑠𝑐𝑟(𝑎, 𝑏) = ∑ (𝑦𝑖 − (𝑎 + 𝑏𝑋))
2𝑛

𝑖=1     (I-8) 

ℙ = {𝑎, 𝑏} est l'ensemble des paramètres du modèle et on cherche les estimations 𝑎̂ et 𝑏̂ qui 

minimisent 𝑠𝑐𝑟(𝑓). Il faut déterminer les points critiques, solutions des équations normales 

qui annulent leurs dérivées premières. On obtient une solution analytique :  
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𝑎̂ = 𝑦̅ − 𝑏̂𝑥̅          𝑒𝑡         𝑏̂ =
∑ (𝑥𝑖−𝑥̅)(𝑦𝑖−𝑦̂)𝑛

𝑖=1

∑ (𝑥𝑖−𝑥̅)2𝑛
𝑖=1

     (I-9) 

𝑦̅ =
1

𝑛
∑ 𝑦𝑖

𝑛

𝑖=1

 

Le modèle de prédiction est alors donné par :  

𝑓(𝑋) = 𝑎̂ + 𝑏̂𝑋 

Il existe ainsi la régression non linéaire, c'est une autre forme d'analyse dans laquelle les 

données sont modélisées par une fonction d'une ou de plusieurs variables indépendantes, qui 

est une combinaison non linéaire des paramètres du modèle. 

2.1.2.2 Régression logistique : 

La régression logistique a été développée par le statisticien David Cox en 1958 [12]. Le 

modèle logistique est un modèle statistique qui utilise une fonction logistique, il est également 

utilisé dans les problèmes de classification. La régression logistique ne nécessite pas de 

relation linéaire entre les variables dépendantes et indépendantes, mais elle nécessite des 

échantillons de grande taille afin d’avoir plus de précision lors de l’estimation de la 

vraisemblance. 

La régression logistique peut être binaire ou multinomiale. La régression logistique binaire 

traite des situations dans lesquelles le résultat observé pour une variable dépendante ne peut 

avoir que deux types possibles, par exemple « malade » ou « sain », ces deux possibilités sont 

étiquetées par « 0 » et « 1 ». La régression logistique multinomiale concerne les situations 

dans lesquelles le résultat peut avoir trois types possibles ou plus qui ne sont pas ordonnés, 

par exemple « maladie A » par rapport à « maladie B » par rapport à « maladie C ». 

La régression logistique cherche à : 

 modéliser la probabilité qu'un événement se produise en fonction des valeurs des variables 

indépendantes, qui peuvent être catégoriques ou numériques. 

 estimer la probabilité qu'un événement se produise pour une observation choisie au hasard 

par rapport à la probabilité que l'événement ne se produise pas. 

 prédire l'effet d'une série de variables sur une variable à réponse binaire.  

Avec 
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 classer les observations en estimant la probabilité qu'une observation soit dans une 

catégorie particulière. 

La probabilité à estimer au cours d’une régression logistique est représenté par l’inverse de la 

fonction « logit. ». Cette dernière est équivalente à une fonction linéaire des variables 

indépendantes, donnée par la formule suivante :  

𝐿𝑜𝑔𝑖𝑡(𝑝) = 𝑙𝑛 (
𝑝

1−𝑝
) =  𝛽0 + 𝛽1𝑥1    (I-10) 

 

 

𝑝

1 − 𝑝
= 𝑜𝑑𝑑𝑠(𝜔) =

𝑝𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡é 𝑑′𝑒𝑥𝑖𝑠𝑡𝑎𝑛𝑐𝑒

𝑝𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡é 𝑑𝑒 𝑛𝑜𝑛 𝑒𝑥𝑖𝑠𝑡𝑎𝑛𝑐𝑒
 

− 𝜔 étant comme variable ou évènement. 

− 𝛽𝑖  sont des coefficients à calculer.  

La fonction 𝑙𝑜𝑔𝑖𝑡 (𝑝)𝜖]−∞, +∞[ alors que 𝑝 𝜖 ]0,1[  c’est ce qui nous ramène à utilise 

l’inverse du 𝑙𝑜𝑔𝑖𝑡 qui correspond à la probabilité à estimer, représenté par :  

𝑙𝑜𝑔𝑖𝑡−1(𝛼) =
1

1+𝑒−𝛼      (I-11) 

 𝛼 est une combinaison linéaire de variables et leurs coefficients. 

Cette méthode consiste à développer une équation de régression qui modélise le 𝑙𝑜𝑔𝑖𝑡 inverse 

et utilise les coefficients calculés à l'aide de l'estimateur maximum de vraisemblance. 

Ce qu’on essaie de réaliser par la suite et de faire sortir la probabilité 𝑝 dans l’équation (I.10), 

ce qui donne après quelques simplifications algébriques :  

𝑝̂ =
𝑒𝛽0+𝛽1𝑥1

1+𝑒𝛽0+𝛽1𝑥1
     (I.12) 

− 𝑝̂ correspond à l’équation de régression estimée par régression logistique. 

𝑝 𝜖 ]0,1[ 

Avec 
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2.2 Apprentissage non supervisé : 

Dans l'apprentissage non supervisé il n'y a pas de valeurs de sortie, il s'agit de trouver des 

structures cachées à partir d'un ensemble de données qui doivent être regroupé d'où le terme   

«clustering ». Le but de ce type d’apprentissage est de séparer les données en groupes ou en 

catégories. 

2.2.1 Clustering :  

Le clustering est une technique d’apprentissage automatique non supervisé, utilisé pour le 

regroupement des données non étiquetées dans de nombreux domaines. Si on dispose d’un 

nombre fini de points de données et on cherche à les classer dans des groupe de sorte que 

chaque groupe contient des points de données ayant des propriétés et/ou caractéristiques 

similaires. Le problème principal qui se pose dans ces algorithmes c’est le choix des 

propriétés à prendre en compte au cours du regroupement [13]. L’un des algorithmes de 

clustering les plus utilisés est le « K-Means ». 

2.2.1.1 K-Means :  

C’est l’algorithme de classification le plus connu. Son principe est simple, facile à 

comprendre et à implémenter dans un code. Tout d’abord, on sélectionne un certain nombre 

de groupes puis, aléatoirement, on initialise le centre associée à chaque groupe. Il est 

préférable de commencer par analyser globalement les données présentes et essayer 

d’identifier des groupes distincts afin de mieux déterminer le nombre de classes à utiliser.  

Chaque point est classé en calculant la distance entre ce point et le centre de chaque groupe. 

Par conséquent, le point sera déplacé vers le groupe dont le centre est le plus proche. Pour 

chaque classe, un nouveau centre est calculé comme étant la moyenne de tous les points de ce 

groupe. Après chaque itération, les centres se déplacent lentement et la distance totale entre 

chaque point et le centre qui lui est attribué devient de plus en plus petite. Les étapes ci-dessus 

seront répétées pour un nombre défini d’itérations ou jusqu’à ce que les centres de groupe ne 

changent plus. K-Means rassure la convergence vers un optimum local. Cependant, cela ne 

doit pas nécessairement être la meilleure solution globale (optimum global), pour cette raison, 

on peut initialiser plusieurs fois les centres de groupe de manière aléatoire, puis sélectionner 

le cycle qui donne les meilleurs résultats [14]. 
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Figure I.6 : Exemple de classification par la technique des K-Means avec K=2 [14] 

 

2.2.1.2 T-distributed stochastic neighbor embedding (T-SNE): 

C’est une technique linéaire non supervisée, développée par Laurens Van der Maatens et 

Geoffrey Hinton en 2008. T-SNE est une méthode de réduction de dimension, elle transforme 

la représentation de données multidimensionnelles en deux ou trois dimensions et donne, par 

conséquent, une idée sur la façon dont les données sont disposées dans un espace de grande 

dimension. T-SNE trouve des modèles à partir des données en identifiant des groupes 

(clusters) contenant les données qui partagent des caractéristiques similaires. Mais ce n’est 

pas entièrement un algorithme de clustering, il s’agit essentiellement d’une technique 

d’exploration et la visualisation de données de grande dimension [15]. 

T-SNE convertit les distances euclidiennes de grande dimension entre les points de données 

en probabilités conditionnelles représentant des caractéristiques similaires. La similarité du 

point de donnée 𝑥𝑗 avec le point de donnée 𝑥𝑖 est la probabilité conditionnelle 𝑝𝑗|𝑖 que 𝑥𝑖 

choisirait 𝑥𝑗 comme voisin si les voisins étaient choisis par rapport à leur densité de 

probabilité. Pour les points de données proches, 𝑝𝑗|𝑖 est relativement élevé et vice versa [16]. 

Mathématiquement, la probabilité conditionnelle 𝑝𝑗|𝑖 est donnée par :  

 

  

  

1. Choix des groupes 2. Initialisation des centres 

Itération 1 Itération 2 
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𝑝𝑗|𝑖 =
exp (−‖𝑥𝑖−𝑥𝑗‖

2
 /  2𝜎𝑖

2)

∑ exp (−‖𝑥𝑖−𝑥𝐾‖2 /  2𝜎𝑖
2)𝐾≠𝑖

    (I-13) 

Où 𝜎𝑖  est la variance de la gaussienne centrée sur le point de donnée 𝑥𝑖. Pour les points 

obtenus dans l’espace de dimension réduite 𝑦𝑖 et 𝑦𝑗, il est possible de calculer une probabilité 

conditionnelle similaire, notée 𝑞𝑗|𝑖. Dans T-SNE, une distribution de « t-Student » (avec un 

degré de liberté, identique à une distribution de Cauchy) est utilisée pour mesurer la similarité 

entre des points dans l’espace de dimension réduite afin de permettre à des objets 

dissemblables d'être modélisés [16]. Plus précisément 𝑞𝑗|𝑖 est définie par :                

𝑞𝑗|𝑖 =
 (1+‖𝑦𝑖−𝑦𝑗‖

2
 )−1

∑  (1+‖𝑦𝑖−𝑦𝑙‖2 )−1
𝐾≠𝑙

     (I-14) 

  

𝑝𝑖𝑗 =
𝑝𝑗|𝑖 + 𝑝𝑖|𝑗

2𝑁
 

𝑝𝑖|𝑖 et 𝑞𝑖|𝑖    sont égales à zéro. 

Logiquement, les probabilités conditionnelles 𝑝𝑖|𝑖 et 𝑞𝑖|𝑖doivent être égales pour une 

représentation parfaite de la similarité des points de données dans les différents espaces 

dimensionnels, c'est-à-dire que la différence entre 𝑝𝑖|𝑖 et 𝑞𝑖|𝑖  doit être égale à zéro pour une 

modélisation parfaite dans l’espace à basse dimension. T-SNE tente de minimiser cette 

différence de probabilité conditionnelle [16].  

Les emplacements des points 𝑦𝑖 dans l’espace de dimension réduite sont déterminés en 

minimisant la divergence non symétrique de Kullback-Leibler de la distribution 𝑄, représenté 

par la formule suivante :  

𝐾𝐿(𝑃|𝑄) = ∑ 𝑝𝑖𝑗 log
𝑝𝑖𝑗

𝑞𝑖𝑗
𝑖≠𝑗      (I-15) 

Où 𝑃 représente la distribution de probabilité conditionnelle sur tout l’ensemble des abscisses 

pour un point 𝑥𝑖 donné [16]. 

− 𝑄 représente la distribution de probabilité conditionnelle sur tout l’ensemble des ordonnées 

données pour un point 𝑦𝑖 donné [16]. 

Avec 
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3 Notion de distance : 

Afin de mesurer la similarité entre les éléments d’un ensemble de données, le choix de 

distance joue un rôle très important. Il est nécessaire d'identifier, de quelle manière les 

données sont liées entre elles, et à quel point les données sont différentes ou similaires les 

unes des autres [15].  Pour le calcul de distance dans la méthode des K-Means, plusieurs 

notions existent. Cependant, La distance euclidienne donne le meilleur résultat. 

3.1 Distance euclidienne :  

La distance euclidienne calcule la racine carrée de la différence entre les cordonnées d’une 

paire d’objets (points ou classes). Si on considère deux points 𝐴 et 𝐵, de cordonnées 

respectives (𝑋𝐴, 𝑌𝐴) et (𝑋𝐵, 𝑌𝐵) [15] [17], la distance euclidienne est données par :  

𝐷𝑖𝑠𝑡𝐴𝐵 = √(𝑋𝐴 − 𝑋𝐵)2 + (𝑌𝐴 − 𝑌𝐵)2   (I-18) 

3.2 Distance de Manhattan : 

Si on considère encore deux points 𝐴 et 𝐵, de cordonnées respectives (𝑋𝐴, 𝑌𝐴) et (𝑋𝐵, 𝑌𝐵)  

[15] [17], la distance de Manhattan est définie par :  

𝐷𝑖𝑠𝑡𝐴𝐵 = |𝑋𝐵 − 𝑋𝐴| + |𝑌𝐵 − 𝑌𝐴|    (I-17) 

3.3 Distance de Tchebychev : 

C’est la distance entre deux point données par la différence maximale entre leur cordonnées. 

Maintenant, on considère deux points 𝐴 et 𝐵, de cordonnées respectives (𝑋1, 𝑋2, … , 𝑋𝑛) et 

(𝑌1, 𝑌2, … , 𝑌𝑛) [17], la distance de Tchebychev est définie par :  

𝐷𝑖𝑠𝑡𝐴𝐵 = max
𝑖∈[0,𝑛]

(|𝑋𝑖 − 𝑌𝑖|)     (I-18)  
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1 Base de données en science des matériaux :  

La prédiction de nouveaux matériaux nécessite une base de données contenant un nombre 

important de propriétés physiques des différents éléments chimiques. Pour pouvoir utiliser les 

nombreuses données des matériaux collectés au cours des dernières années, il est important de 

développer un système de base de données intelligent, basé sur la technologie d'exploration de 

données. Il existe des dizaines de bases de données dans le domaine de la science des 

matériaux. 

1.1 AtomWork-Adv (Inorganic Materials Database) :  

L’institut national de la science des matériaux NIMS a mis AtomWork-Adv (prononcé 

AtomWork Advanced), une base de données des matériaux inorganiques de haute qualité, 

accessible au grand public en tant que service payant depuis le 28 mai 2018. Par conséquent, 

les services qu’elle propose telles que la possibilité de copier, télécharger et rechercher des 

données, sont limitées. Les données rassemblées dans AtomWork-Adv sont collecté à partir de 

la littérature publiées jusqu'en 2016 [1]. 

 

 

 

 

 

 

 

 

 

Figure II.1 : Base de données AtomWork-Adv (Mai 2018) 

 

1.2 ICSD (Inorganic Crystal Structure Database) : 

Fiz-Karlsruhe offre à la communauté scientifique la plus grande base de données au monde 

pour les structures de cristaux inorganiques complètement déterminées, y compris leurs 
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coordonnées atomiques, publié depuis 1913. La mise à jour la plus récente de cette base de 

données était le 6 décembre 2018, contient 203 830 structures cristallines. En particulier, ICSD 

fournit des informations sur [2] : 

 Des données structurelles d'éléments purs, de minéraux, de métaux et de composés 

intermétalliques. 

 Des descripteurs structurels (symbole de Pearson, formule ANX, séquences de Wyckoff). 

 Des données bibliographiques et mots-clés sur les méthodes. 

 

. 

Figure II.2 : Base de données ICSD (Décembre 2018)  

 

1.3 Materials Project : 

Créé à l’institut de technologie du Massachusetts MIT, par Kristin Aslaug Persson (Chercheur 

scientifique au laboratoire national Lawrence Berkeley) et Gerbrand Ceder (professeur en 

science des matériaux à l'Université de Californie à Berkeley).  

Materials Project vise à éliminer les incertitudes liées à la conception des matériaux dans 

diverses applications. Elle permet aux chercheurs de faire des analyses statistiques sur les 

propriétés des matériaux représentant l’ensemble des données. Materials Project vise à 

accélérer l'innovation dans la recherche des nouveaux matériaux [3]. 
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Figure II.3 : Base de données Materials Project (2018) 

 

1.4 OMDB (Organic Materials Database) : 

OMDB est une base de données gratuite contenant les structures électroniques des cristaux 

organiques tridimensionnels et des matériaux organométalliques, développée à l'Institut 

nordique de physique théorique et contient 22 895 matériaux. OMDB fournit des outils pour 

les requêtes de recherche basées sur des techniques d’exploration de donnée (data mining en 

anglais) et d’apprentissage automatique (statistique). Les structures de bandes électroniques 

sont calculées à l'aide de théorie fonctionnelle de la densité, outil standard de la science des 

matériaux .  

L’interface Web OMDB permet aux utilisateurs de rechercher des matériaux avec des 

propriétés spécifiques à l’aide de requêtes non triviales sur leur structure électronique, y 

compris des outils avancés de reconnaissance des formes, de recherche des propriétés 

chimiques et physiques [4]. 
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1.5 PCD (Pearson’s Crystal Data) : 

Pearson's Crystal Data est une base de données cristallographique publiée par ASM 

International (American Society for Metals), éditée par Pierre Villars et Karin Cenzual. PCD 

découle du projet bien connu PAULING FILE et contient des structures cristallines d'un 

grand ensemble de matériaux et de composés inorganiques. Les scientifiques ont analysé et 

traité plus de 103 200 publications originales pour avoir le contenu de PCD présenté dans la 

figure II.4 [5].  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figure II.4 : Base de données Pearson’s Crystal Data (2018/19) 

 

1.6 OQMD (The Open Quantum Materials Database) : 

OQMD est une base de données de matériaux inorganique, développé et mis à jour à 

l’université de Northwestern par des membres du groupe de recherche « Chris Wolverton ». 

Elle contient environ 300 000 de données calculées par la théorie fonctionnelle de la densité 

(DFT) de plusieurs structures élémentaires, binaires et ternaires. Environ 10% de ces 

structures proviennent de la base de données ICSD. Pour chaque élément donné, OQMD 

contient les énergies totales et de formation, le gap, le moment magnétique, le groupe 

d’espace et le volume cristallin. Cette base de données a été utilisée par les chercheurs dans la 

découverte de nouveaux matériaux efficaces pour la fabrication des cellules solaires [6]. 
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1.7 Citrination :  

Citrination a été créé par Citrine Informatics dans le but d’avoir un accès facile et simple aux 

chercheurs sur des données de matériaux. Citrination fournit des outils basés sur l'intelligence 

artificielle et l’exploration de donnée qui permettent d’extraire de nouvelles informations à 

partir de données [7] . 

 

 

 

 

 

 

 

 

 

Figure II.5 : Base de données Citrination 

 

2 Bibliothèques Python sur le ML: 

2.1 Scikit-Learn : 

C’est une bibliothèque d’apprentissage statistique dans le langage de programmation python, 

basée sur d'autres bibliothèques python : NumPy, SciPy et matplotlib. Au début Scikit-learn 

était un projet « Google summer of code » de David Cournapeau en 2007. En 2010, l’INRIA, 

l’institut français de recherche en informatique et en automatisme, a commencé à développer 

ce projet et a publié la première version le 1er février 2010 [8]. Le projet repose aujourd'hui 

sur un effort mondial en code source ouvert rassemblant plus de 200 contributeurs. 

Scikit-learn fournit des algorithmes pour les taches d’apprentissage statistique, notamment la 

classification, la régression, la réduction de dimension et le clustering. L’application des 

algorithmes d’apprentissage automatique n’était pas à la portée des utilisateurs qui pourraient 
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en tirer le plus grand profit : chercheurs biologistes, climatologues, physiciens expérimentaux 

d’où vient l’intérêt de Scikit-learn grâce à sa simple documentation. De nombreux 

algorithmes de Scikit-learn sont rapides et adaptables à tous les ensembles de données, les 

développeurs peuvent donc les adapter aux méthodes choisies en ne modifiant que quelques 

lignes de code [9].  

L’installation de la version stable actuelle de Scikit-learn nécessite : 

 Python (>= 2.7 ou >= 3.4), 

 Numpy (>= 1.8.2), 

 Scipy (>= 0.13.3). 

 

 

L’installation la plus simple sera l’installation pip :  

 

Cependant, pour les systèmes Linux, il est recommandé d’utiliser le conda pour éviter les 

processus de génération possibles.  

 

Pour vérifier que vous avez Scikit-learn, exécutez en Shell :   

 

 

2.2 Matminer :  

C’est une bibliothèque dans le langage de programmation python utilisé pour l’exploration de 

données (data mining) en science des matériaux. Matminer permet aux utilisateurs d’analyser 

et de gérer des données représentant des propriétés de matériaux car il possède des modules 

Remarque : Scikit-learn 0.20 est la dernière version compatible avec python 2.7 et python 3.4.         

Scikit-learn 0.21 nécessite python 3.5+. 

pip install -U scikit-learn 

conda install scikit-learn 

python -c 'import sklearn; print(sklearn.__version__)' 
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permettant de récupérer des ensembles de données volumineux à partir de base de données 

externes tel que « Materials Project » et « Citrination ».  

Les rôles principaux de matminer sont décrits dans la figure II.6 : d’abord, matminer récupère 

des ensembles de données importants à partir de bases de données présentes, ensuite il 

transforme les données brutes en représentations adaptées à un apprentissage automatique, de 

plus il produit des visualisations claire et explicatives des données pour pouvoir enfin faire 

une analyse exploratoire significative. Matminer n’implémente pas lui-même les algorithmes 

d’apprentissage automatique courants ; Des outils standards de l'industrie comme Scikit-learn 

ou Keras sont déjà développés pour cette raison. Au lieu de cela, le rôle de matminer est de 

connecter ces outils avancés d’apprentissage automatique au domaine des matériaux. 

Matminer implémente une bibliothèque de méthodes de génération d’options «featurizers» 

pour une grande variété de propriétés des matériaux (compositions, structures cristallines et 

structures électronique…etc.), ainsi que des outils facilitant la récupération et la visualisation 

des données. Matminer contient trois composants principaux : 

 Récupération des données (data retrieval) : La première étape de l’exploration de 

données consiste à obtenir un ensemble de données idéalement volumineux et 

diversifié. Plusieurs efforts sont en cours pour constituer de telles bases de données sur 

les propriétés des matériaux. Cependant, l'utilisation de ces sources de données est 

compliquée par le fait que chaque base de données implémente une API et un schéma 

différent. Une des fonctions essentielles de matminer est de fournir une API cohérente 

autour de différentes bases de données et de renvoyer leurs contenus sous une forme 

adaptée à une utilisation dans les outils d’exploration de données [10]. 

 Caractérisation des données (data featurization) : Cette étape convertit les données 

d’un format brut en une représentation numérique lisible par les logiciels de 

visualisation ou d’apprentissage automatique. Matminer contient environ 7O 

fonctionnalités (Avril 2019) qui prennent en charge la génération de fonctionnalités 

pour divers types de données de matériaux. Chacune de ces fonctionnalités peut 

produire de nombreuses caractéristiques individuelles, de sorte qu'il est possible de 

générer des milliers de caractéristiques totales. avec le code matminer. Par exemple 

« ElectronegativityDiff » calcule les caractéristiques des différences 

d'électronégativité entre les anions et les cations [10]. 
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 Visualisation des données (data visualization) : Bien qu'il existe plusieurs excellentes 

bibliothèques de graphiques en Python (par exemple, matplotlib et seaborn]), ces 

bibliothèques ne sont pas conçues pour générer des graphiques interactifs faciles à 

partager et à sérialiser en format de données brutes. Pour accélérer la visualisation, 

Matminer inclut son propre module, FigRecipes, qui fournit un ensemble de méthodes 

prédéfinies pour la création de figures communes bien formatées. Plotly a été 

sélectionné comme l’arrière-plan de FigRecipes. Il contient sept types de tracé : les 

tracés x-y, les matrices de dispersion, les histogrammes, les diagrammes à barres, les 

cartes thermiques, les tracés parallèles et les tracés de violon [10]. 

 

Figure II.6 : Vue d'ensemble des capacités de matminer 

 

L’installation de matminer nécessite : 

 Python (>= 3.6), 

 Pymatgen,  

 Sympy, 

L’installation par pip :  

 

 
$ pip install matminer 
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Ou, pour installer matminer dans votre dossier personnel, exécutez la commande suivante :  

 

 

Pour mettre à jour matminer, tapez simplement .pip install --upgrade matminer [11].  

  

$ pip install matminer --user  
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1 Prédiction du gap expérimental par Machine Learning :  

Afin de pouvoir utiliser un matériau dans n’importe quelle application, il est nécessaire de 

connaitre ses propriétés électroniques qui dépendent du gap. Ce dernier est difficile à 

calculer par les méthodes classiques. Par conséquent, la prédiction du gap représente un défi 

pour la communauté scientifique mais faisable par ML. 

D’abord, on a rassemblé les énergies de gap expérimentales à partir de Citrine en utilisant la 

bibliothèque Matminer, et les énergies de gap théoriques à partir de Materials Project en 

utilisant la bibliothèque Pymatgen. Ensuite, on a appliqué un apprentissage sur notre base de 

données créée en utilisant la méthode des forêts aléatoires. Cet outil permet non seulement 

de prédire avec précision le gap expérimental pour n’importe quelle composition, mais la 

rapidité de la prédiction basée uniquement sur la composition et son gap théorique. 
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2 Prédiction de nouveaux matériaux par Machine Learning :  

Dans cette partie nous reproduisons le calcul effectué par Ward et al. [1]. Sachant que la 

théorie de la fonctionnelle de la densité DFT est un outil fondamentale pour découvrir de 

nouveaux matériaux mais malheureusement elle nécessite un cout de calcul très élevé. Dans 

l’article [1], Ward et al. ont utilisé des données obtenues par la DFT pour créer des modèles 

performants par ML pouvant être utilisés pour développer des nouvelles recherches. Le 

principe de ce travail était de classifier les enthalpies de formation calculées par la DFT en un 

ensemble d’attributs contenant deux types distincts :  

i. Attributs dépendants de la composition des propriétés des atomes constituant le 

matériau. 

ii. Attributs obtenus par application de la tessellations de Voronoi sur la structure 

cristalline des composés.  

Les modèles créés à l’aide de cette méthode présentent une erreur de validation croisée 

réduite de moitié par rapport aux modèles créés en utilisant la fonction de distribution radiale 

et la matrice de Coulomb. Prenant un ensemble de données de 435 000 énergies de formations 

extraites de la base de données OQMD, ce modèle atteint une erreur absolue moyenne de 80 

mev/atome. Cette dernière est inférieure à l’erreur approximative entre les enthalpies de 

formation calculées par DFT et ceux mesurées expérimentalement. Ils ont également 

démontré que cette méthode est capable d’estimer avec précision l’énergie de formation des 

matériaux non incluant dans l’ensemble de données et peut être utilisée, par la suite, pour 

identifier des matériaux ayant des enthalpies de formation élevés [1].  
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3 Etude Statistique:  
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Dans ce travail, nous avons exploré ce que l’apprentissage automatique peut apporter à la 

compréhension et à l’amélioration dans le domaine des sciences des matériaux, notamment la 

prédiction de nouveaux matériaux sans utiliser les techniques de la DFT, gourmandes en 

calcul numérique. Néanmoins, afin d’avoir un très bon résultat ou une bonne prédiction, il est 

nécessaire d’avoir une large base de données. 

Cette nouvelle technique d’investigation est rendue possible grâce au développement et le 

partage open-source des données à l’image de Citrination, Materials Project, The Open 

Quantum Materials Database et d’autres bases de données qui sont entrain de voir le jour dans 

des équipes de simulation ab-initio à travers le monde. Ainsi, le développement de nouvelles 

bibliothèques sous python, par exemple scikit-learn ou matminer, a grandement facilité 

l’application de l’intelligence artificielle dans le domaine physique en général et dans les 

sciences des matériaux en particulier, surtout pour les non-spécialistes. 

Nous croyons que l'utilisation de l'apprentissage automatique pour l’analyse de grandes 

quantités de données, surtout expérimentales, peut être utilisée pour découvrir une nouvelle 

physique, puisque le machine Learning n'a pas d'idées préconçues. La suite de ce travail 

consistera à créer et enrichir une base de données des propriétés physiques des matériaux des 

équipes de recherche locales et d’implémenter la technique de l’apprentissage profond. 



Abstract : 

In the last years, the materials science community has made considerable efforts to use 

informatics to accelerate the development and discovery of new materials. The algorithms of 

machine learning analyze material properties data to extract new knowledge or to predictive 

models representing the behavior of materials from existing databases in materials science. This 

technique is less expensive in computing time than traditional ab-initio codes. In this master’s 

thesis, we have implemented the algorithms of machine learning, in python, using Scikit-learn 

to extract data from platforms such as Materials Project and Citrination. 

Keywords: machine learning, database, python, Scikit-learn, gap. 

 

Résumé : 

Au cours des dernières années, la communauté des sciences de matériaux a déployé des efforts 

considérables pour utiliser l'informatique afin d'accélérer le développement et la découverte de 

nouveaux matériaux. Les algorithmes d'apprentissage automatique analysent les données 

relatives aux propriétés des matériaux afin d'extraire de nouvelles connaissances ou des 

modèles prédictifs représentant leur comportement à partir de bases de données existantes en 

science des matériaux. Cette technique est moins coûteuse en temps de calcul que les codes   

ab-initio traditionnels. Dans ce mémoire master, nous avons implémenté les algorithmes 

d’apprentissage automatique, en python, en utilisant Scikit-learn pour extraire des informations 

à partir des bases de données telles que Materials Project et Citrination. 

Mots clés : apprentissage statistique, base de données, python, Scikit-learn, gap. 

 

 : ملخص

 مواد افواكتش تطوير عملية تسريعبهدف  المعلوماتية لاستخدام كبيرة جهوداً دةالما علوم مجتمع بذل الأخيرة، السنوات في

 سلوك لتمث معلومات جديدة لاستخراج المواد خصائص تحتوي على بيانات بتحليل الآلي التعلم خوارزميات تقوم. جديدة

 ab-initio رموز من الحوسبة وقت في تكلفة أقل التقنية هذه. دةالما علوم في الموجودة البيانات قواعد خلال من المواد

 لاستخراج Scikit-Learn باستخدام بايثون، في الآلي، التعلم خوارزميات بتنفيذ قمنا ،سترالما هذا أطروحة في. التقليدية

  .Citrinationو Materials Project مثل البيانات قواعد من المعلومات

 .Scikit-Learn ،gap يبثون، ،بيانات قاعدة الآلة، تعلم: المفتاحية الكلمات


