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Résumé

En classification supervisée des données médicales, l’hypothèse de classement est
apprise à partir d’un échantillon d’apprentissage généralement constitué de données éti-
quetées par un ou plusieurs médecins, experts du domaine. Néanmoins, face aux impor-
tants volumes de données disponibles actuellement, le coût de l’étiquetage des données
devient très coûteux. Ainsi, il est impraticable, voire impossible d’étiqueter toutes les
données disponibles. Cependant, sachant que la performance d’un classifieur est liée au
nombre de données d’apprentissage, la principale question qui ressort est comment amé-
liorer l’apprentissage d’un classifieur en ajoutant des données non étiquetées à l’ensemble
d’apprentissage. La technique d’apprentissage issue de la réponse à cette question est ap-
pelée l’apprentissage semi-supervisé. Au cours de ces dernières années la classification
semi-supervisée, qui fait usage des données non étiquetées pour améliorer la précision
de l’hypothèse de classification ciblée, a connu un essor important dans le domaine de
l’apprentissage artificiel.

Les méthodes d’ensemble comme approche de classification, nous offrent des taux
erreurs minimales. Elles permettent de prendre naturellement en compte l’information
apportée par les données non étiquetées dans l’apprentissage de la règle de classement.
Ces algorithmes font appel de manière répétée à un apprenant de base pour produire
différentes hypothèses ; au moment de la prédiction, ces hypothèses sont combinées au
sein d’un vote. L’intérêt des techniques de combinaison a été établi par les faits que :
quel que soit le mode de production des hypothèses et quelles que soient les modalités
du vote final, l’erreur globale observée est plus faible que celle de n’importe quelle
hypothèse impliquée dans le vote. Dans ces méthodes, l’importance de la diversité des
hypothèses a été justifiée d’où l’intérêt de l’algorithme de la Forêt Aléatoire par son
ensemble d’arbres de décision. Ces derniers ont la particularité d’être sensibles à l’ordre
de présentation des données, cela a permis à la Forêt Aléatoire d’être une méthode très
adaptée pour la tâche de classification des données réelles.

Dans cette thèse, nous nous appliquons sur la compréhension de cet algorithme des
Forêts Aléatoires (RF) qui est considéré comme une technique de référence, compéti-
tive avec la plupart des méthodes d’ensemble. De ce fait, avant d’aborder et d’élaborer
notre approche en apprentissage semi-supervisé, nous consacrons toute une partie de cette
thèse : à l’étude, l’optimisation et l’amélioration des performances de prédiction des RFs
dans le contexte supervisé.

Par la suite, nous détaillons notre problématique majeure à savoir l’étiquetage au-
tomatique par apprentissage semi-supervisé. Nous introduisons de manière progressive le
concept d’apprentissage semi-supervisé dans les méthodes d’ensemble, en commençant
par les Forêts Aléatoires en apprentissage semi-supervisé, l’algorithme co-Forest et son
application à la segmentation d’images médicales, et en dernier lieu, notre contribution
proposée au problème d’annotation des données médiales à grande dimension (l’approche
Optim co-Forest).
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CHAPITRE 0. RÉSUMÉ

Dans la dernière partie de cette thèse, nous nous intéressons plus particulièrement à la
sélection de variables en apprentissage supervisé et semi-supervisé. Le procédé de mesure
de variables d’importance dans le paradigme des Forêts Aléatoires (RF) a eu une grande
influence sur nos approches proposées. Afin d’améliorer l’efficacité de la sélection des
ensembles de données à grande dimension, nous proposons notre approche d’évaluation
de sélection de variables pertinentes en apprentissage semi-supervisé.

Nos divers algorithmes d’apprentissage supervisé et semi-supervisé ont été testés sur
des données médicales artificielles et réelles et ont abouti à des résultats encourageants.
Ces évaluations ont été enrichies par une discussion sur les avantages et les limites de
chacune des méthodes développées.

Mots clés

Apprentissage semi-supervisé ; classification, méthodes d’ensemble ; Forêt Aléatoire ; co-
Forest ; sélection de variables ; données à grande dimension ; données médicales.
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Abstract

In supervised medical data classification, the classifier is learned from a training sample
usually labeled by one or more physicians, experts in the field. Now, labeling, as well
as the collection of the data itself, is a process which requires considerable human effort
and is therefore very expensive. However, since we know that the larger the number of
training samples, the better the performance of the classifier, making assumption that
we have a correct classifier model, the issue becomes finding a way to improve supervised
learning by adding unlabeled data. Training using both labeled and unlabeled data is
called semi-supervised learning. In recent years, the semi-supervised classification, which
used unlabeled data to improve the accuracy of the learned hypothesis, experienced si-
gnificant growth, this in particular in the Machine Learning community.

The ensemble methods as classification approach offer a low generalization errors. It
allow naturally to take into account the information provided by unlabeled data in the
classification rule process. These algorithms used repeatedly learner hypothesis to gene-
rate different assumptions ; at the time of the prediction, these assumptions are combined
in a vote. The interest of these ensemble methods has been established by the facts
that : regardless of the production mode of hypotheses and whatever the terms of the
final vote, the observed error of generalization is lower than any of the voters. In these
methods, the importance of diversity of hypothesis has been demonstrated and that’s
why the algorithm Random Forest by its combination of decision trees that have the dis-
tinction of being sensitive to the order of presentation of data, remains the best candidate.

In the first part of the thesis, we focus on understanding the Random Forests (RF)
algorithm which is considered as a reference technique, competitive with most existing
ensemble methods. Therefore, before addressing and developing our approach in semi-
supervised learning. We devote a whole part of this thesis to study, optimize and improve
the RF prediction performance in the supervised learning.

Subsequently in the second part, we tackle the heart of our problem namely the au-
tomatic labeling in semi-supervised learning. To this end, we first adopt gradually the
semi-supervised concept in ensemble methods, beginning with Random Forests in semi-
supervised learning algorithm co-Forest and its application to semi-supervised segmenta-
tion of medical images, and finally, our contribution to the problem of the annotation of
high dimensional medial datasets (Optim co-Forest approach).

In the last part of this thesis, we particularly interest in supervised and semi-supervised
feature selection. The measure of feature importance in the paradigm of random forest
(RF) had a great influence on our proposed approaches. To improve the efficiency of
selection of high dimensional datasets, we evaluate our approach in selection of the most
important and relevant features for a better learning and therefor, a better discrimination
of noisy examples especially in the context of high dimensional dataset.
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CHAPITRE 0. ABSTRACT

Experimental results on both artificial and real problems show the usefulness of our
different semi-supervised algorithms. Depth analysis of the experimental results reveals
the advantages and the limits of each method.

Keywords

Semi-supervised learning ; classification ; ensemble methods ; Random Forest ; co-Forest ;
feature selection ; high dimensional dataset ; medical dataset.
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 ملخص

 

ةفرضية الترتيب  من خلال تصنيف منظم لبيانات طبية فإن
 
ك ثر عينة التدريب المكونة من البيانات المعل  عادة من  منشا

 
و ا
 
مة من طرف واحد ا

مام الكمية الهائلة من البيانات المتوفرة حالياً، ف
 
طباء والخبراء في هذا المجال. ولكن ا

 
صبإن تكلفة تعليم البيانات من ال

 
 باهظة،د حت جا

داء المصنف مرتبط مع عدد  م كل البيانات الموجودة. وعلماً يبل مستحيلًا تعلوبالتالي غير ممكن 
 
ن ا

 
ؤالً رئيسياً يطرح: إن سفبيانات التدريب ا
اب على هذا السؤال التقنية المستنتجة من الجو ."مة لمجموعة التدريب"كيف يمكن تحسين تدريب مصنف حين تضاف إليه بيانات غير معل  

خيرة فإن التعلم نصف المنظم الذي يستعمل البيانات .منظمالنصف تسمى التعلم 
 
معلمة لتحسين دقة فرضية الغير  خلال السنوات ال

 يقدماً ملحوظاً في مجال التعلت التصنيف المستهدف عرفت
 
سباً ضئيلة من كوسيلة للتصنيف، تمنح لنا مناهج المجموعة )جماعات( ن   ليم ال

خطاء، وتسمح لنا 
 
خذال

 
 .محضةيعية مة خلال تدريب قاعدة الترتيب وهذا بصفة طبالمعلومة المستنبطة من البيانات غير المعل   العتباربعين  با

ثناء التنبؤ فإن هذحتى يتسنى لها إنتاج مختل مرة وجود قاعدة تعل  ه الخوارزميات تتطلب بصفة مكر  ذه
 
تكون  الفتراضات هف الفرضيات، وا

سست مصلحة مم
 
مناهج المجموعة عن طريق الحقائق التالية بغض النظر عن نمط إنتاج افتراضيات ومهما كانت شروط زوجة ضمن التصويت. تا

 العام 
 
ي افتراضية مدر  الملحوظالتصويت النهائي فإن الخطا

 
 ا
 
ضعف من خطا

 
همية تنتبر   النماذجه جة في التصويت ضمن هذا

 
 تراضاتالفويع رت ا

شجار القرارالحاجة الى خوارزميات الغابة ال مم  
 
خيرة تتميز  ههذ .عشوائية بمجموعة ا

 
ة ما سمح للغاب ذلكلترتيب تقديم البيانات  استهابحال

ن تكون منهاج جد مناسب للقيام بتصنيف البيانات الحقيقية
 
 .العشوائية ا

طروحة على فهم خوارزمية الغابة 
 
غلبية المناهج الجماعية. لهذا قبل الشروع  (RF), العشوائيةنركز في هذه ال

 
التي تعتبر تقنية مرجعية منافسة ل

طروحة والقيام بمنهجية التعل  
 
مثلية وتحسين مهارات م نصف المنظم، نكرس جزءًا كبيراً من ال

 
في  (RFs)تنبؤ الغابات العشوائيةل: دراسة ا

 .مضمون منظم

توماتيكي بالتدريب نصف المنظ: التعلالتاليةل اشكاليتنا الرئيسية وبعد ذلك، سنفص
 
م نصف المنظم لم، ثم ندمج تدريجياً نظرية التعم ال

لتقسيم صور طبية  وتنفيذها ,forest)-(coم نصف المنظم، خوارزميةهي في طور التعل التيداخل مناهج جماعية مبدئين بالغابات العشوائية 
خير مساهمتنا ا

 
  .coforest)-(optimلمقترحة لمشكل تنقيط البيانات الطبية ذات الحجم الكبيروفي ال

خير  الجزءفي 
 
طروحة، نهتم وبشكل خاص من ال

 
  خصائص ضمن التدريب نصف المنظم قد باختيارال

 
ثرت عملية قياس خصائص ذات ال

 
همية ا

يقتنا لتقييم اختيار نقترح طر الكبير الحجم ذاتاختيار جماعة البيانات المقترحة. لتحسين فعالية  نماذجناالغابات العشوائية على  نموذجفي 
 .الخصائص الملائمة في التعلم نصف المنظم

د  لقد اختُب
 
إن تقويم كل هذا  ت إلى نتائج مشجعة.رت مختلف خوارزمياتٌنا بالتعلم المنظم ونصف المنظم على بيانات طبية مصطنعة وحقيقية وا

ثري بمناقشة حول 
 
 مزايا وحدود النماذج الموسعة.ا

 الكلمات المفتاحية

، اختيار الخصائص، البيانات ذات الحجم الكبير،  FOREST-COمنظم، التصنيف، المناهج الجماعية، الغابات العشوائية،الالتعلم نصف 
 البيانات الطبية.
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CHAPITRE 1

Introduction Générale

1 Motivations

Le stockage de l’information médicale et des données médicales ne cesse d’augmenter
avec le développement technologique. La nécessité de développer et d’organiser de nou-
velles façons à fournir : les informations de santé, les données et les connaissances ont
été accompagnées par des avancées majeures dans les technologies de l’information et de
la communication. Ces nouvelles technologies accélèrent l’échange et l’utilisation des
données, informations et connaissances et éliminent les barrières géographiques et tempo-
relles. Ces processus favorisent grandement le développement de l’informatique médicale.

L’informatique médicale existe maintenant depuis presque cinquante ans et elle a connu
une croissance très rapide pendant cette dernière décennie. Malgré les avancés majeures de
la science et de la technologie des soins de santé, cette discipline d’informatique médicale
recèle le potentiel d’améliorer et de faciliter l’évolution constante de la masse de données
toujours plus large concernant l’étiologie, la prévention et le traitement des maladies.
Ce large champ d’intérêt couvre de nombreux thèmes de recherches multidisciplinaires
avec un retentissement essentiel pour les soins des patients et le diagnostic des médecins.

La représentation et l’extraction de connaissances médicales occupent une place impor-
tante dans le paysage de la recherche de l’informatique médicale [1]. La nécessité de
décrire sans ambiguïté les connaissances médicales dans des environnements cliniques,
intrinsèquement caractérisées par des ambiguïtés terminologiques, diversité des données,
a donné lieu à l’utilisation des systèmes d’aide au diagnostic au médecin [2].

Pour faire face à cet accroissement exponentiel des données à une échelle sans précé-
dent, les techniques d’aide au diagnostic nécessitent des transformations et optimisations
stratégiques majeures pour assurer l’exploitation, l’exploration et l’interprétabilité de ces
masses de données. Elles nécessitent également une prise de conscience et une modifi-
cation des pratiques des experts du domaine, pour lesquels ces évolutions constituent un
défi pour minimiser les erreurs médicales.

2 Objectifs et Contexte de la thèse

Les quantités croissantes de données médicales produites annuellement comprennent une
source inestimable de connaissances à découvrir, représenter et exploiter pour améliorer
et renforcer le diagnostic médical. L’acquisition de ces dernières est devenue relativement
simple et peu coûteuse, les ensembles de données sont de plus en plus importants, tant
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CHAPITRE 1. INTRODUCTION GÉNÉRALE

en ce qui concerne le nombre de variables, qu’en terme de nombre d’instances. Cependant,
ce n’est pas le cas pour les instances étiquetées. Habituellement, le coût d’obtention de
ces labels est très élevé, pour cette raison, les données non étiquetées représentent la
majorité des cas, surtout en comparaison avec la quantité de données étiquetées. L’utili-
sation de ces données nécessite un soin particulier, car plusieurs problèmes se posent à
l’augmentation de la dimensionnalité et à l’absence d’étiquettes.

La fouille de données supervisée ou non supervisée, fournit les outils méthodologiques
pour annoter ces données [3]. Les méthodes supervisées s’adressent généralement à la
classification des données sur la base de connaissances préalables acquises par un ap-
prentissage sur des données déjà annotées par l’expert, alors que les données dans les
méthodes non supervisées (clustering) sont basées uniquement sur la similitude des ins-
tances de données sans apprentissage. Cette dernière pourrait être considérée comme
avantageuse sur les méthodes supervisées. Cependant, les méthodes non supervisées, en
général, nécessitent que le nombre de groupes cibles soit pré-spécifié par l’utilisateur, et
les résultats ne soient pas associés avec des étiquettes de classe.

Dans ce contexte, le praticien dispose souvent d’un grand échantillon de données non
étiquetées et d’un plus petit nombre étiqueté. Avec la disponibilité des données non
étiquetées et la difficulté d’obtenir des étiquettes, les méthodes d’apprentissage semi-
supervisé ont acquis une grande importance. Contrairement à l’apprentissage supervisé,
l’apprentissage semi-supervisé vise les problèmes avec relativement peu de données éti-
quetées et une grande quantité de données non étiquetées.

L’approche semi-supervisée qui se situe à l’intersection entre l’approche supervisée et non
supervisée, est alors une solution envisageable [4]. L’apprentissage semi-supervisé cherche
à extraire une règle de décision ou de régression d’un ensemble d’apprentissage, avec une
particularité : cet ensemble contient à la fois des objets étiquetés, et d’autres qui ne le
sont pas (non étiquetés).

Dans cette thèse, nous nous focalisons sur l’amélioration des performances de la classifi-
cation supervisée en utilisant les données non étiquetées (classification semi-supervisée).
Nos principaux objectifs sont de répondre aux questions de recherche suivantes :

– La connaissance seule des points avec labels est-elle suffisante pour construire une
fonction de décision robuste capable de prédire correctement les étiquettes des points
non étiquetés ?

– Comment juger de la pertinence d’un modèle à l’aide des données non étiquetées ?
– Comment améliorer les performances de ce dernier ?
– Dans le passage à l’échelle des données, ce prototype peut-il toujours être performant ?
– Le marquage manuel des régions d’intérêt des images médicales est une tâche fasti-
dieuse pour l’expert médical. Comment améliorer l’annotation des images médicales
au niveau du pixel pour automatiser les annotations d’une manière structurée ?

3 Problématiques

L’apprentissage automatique traite généralement deux problèmes différents : l’apprentis-
sage supervisé (classification) et l’apprentissage non supervisé (clustering). Cependant,
au cours des dernières années, de nouveaux paradigmes ont émergé. Ils hybrident ces
deux approches afin d’étendre l’applicabilité des algorithmes d’apprentissage automa-
tique. Le premier paradigme qui a vu le jour est l’apprentissage semi-supervisé [5, 6],
où l’ensemble d’apprentissage est composé de deux parties différentes. Dans la première
partie, les étiquettes de classe sont spécifiées, alors que dans la seconde partie, seules
les caractéristiques des données sont disponibles. L’importance de ces problèmes réside
dans le fait que les données étiquetées sont souvent difficiles à obtenir, tandis que les
non marquées sont facilement disponibles. Ainsi, l’utilisation des données non étiquetées
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peut être un moyen d’améliorer les performances des algorithmes supervisés à faible coût
supplémentaire. Les récents ouvrages [7,8,10] dans le domaine d’apprentissage automa-
tique montrent une activité importante autour de cette question.

Plusieurs techniques ont été développées pour réaliser la tâche d’apprentissage semi-
supervisé. Il existe principalement trois paradigmes [7] [8] qui abordent le problème de
la combinaison des données labellisées et non labellisées et ce afin d’améliorer les per-
formances de classification. Nous citons en particulier : l’apprentissage semi-supervisé,
l’apprentissage transductif et l’apprentissage actif.

L’apprentissage semi-supervisé (SSL) renvoie à des méthodes qui exploitent soit les
données non étiquetées par l’apprentissage supervisé ; ou bien les données étiquetées par
l’apprentissage non supervisé.

L’apprentissage Transductif regroupe les méthodes qui tentent également d’exploiter
les exemples non-étiquetés, mais en supposant que les exemples non étiquetés sont
exactement les exemples de test.

L’apprentissage actif se réfère à des méthodes qui sélectionnent les exemples non
étiquetés les plus importants. Un oracle peut être proposé pour l’étiquetage de ces ins-
tances, dont l’objectif est de minimiser l’étiquetage des données [9]. Parfois, il est appelé
échantillonnage sélectif ou sélection d’échantillon.

Dans cette thèse, nous nous focalisons sur l’amélioration des performances de la classifi-
cation supervisée en utilisant les données non étiquetées (SSL). Nous replaçons d’abord
la classification semi-supervisée dans le cadre des problèmes de classification. Nous nous
contentons à l’utilisation des méthodes d’ensemble comme méthodes de classification en
apprentissage semi-supervisé.

Dans le cadre de données à grande dimension un autre problème surgit et concerne le
nombre très important d’attributs. Un nombre élevé de d’attributs peut s’avérer pénali-
sant pour un traitement pertinent et efficace des données. D’un côté par les problèmes
algorithmiques que cela peut entraîner (liés au coût calculatoire et à la capacité de
stockage nécessaire), et d’autre part, parmi les variables existantes peuvent être non-
pertinentes, inutiles et/ou redondantes perturbant ainsi le bon traitement des données.
Or, il est très souvent difficile voire impossible de distinguer les variables pertinentes des
variables non-pertinentes. L’intérêt d’application de techniques de sélection de variables
est devenu essentiel pour améliorer les performances des classifieurs (Han et al. [10]) ;
(Guyon & Elisseeff [11]) ; (Liu & Motoda, [12] [13]).

Les algorithmes de sélection d’attributs supervisé nécessitent la définition des labels de
toutes les données. Par conséquent, la procédure de labéllisation réalisée par un expert
humain peut s’avérer fastidieuse et coûteuse en temps de travail. C’est pour cette raison
que, pour des applications réelles, on est généralement en présence de bases de données
formées de nombreuses données non labellisées et avec peu de données labellisées. Ce
contexte d’apprentissage est appelé semi-supervisé car l’analyste exploite à la fois les
données non labellisées et les quelques données labellisées.

4 Contributions

La tâche d’apprentissage vise à apprendre à étiqueter des exemples pour lesquels il n’y
a pas d’étiquette connue, soit parce qu’il est difficile et coûteux d’obtenir ces étiquettes,
soit parce qu’il s’agit d’exemples non encore observés. Ainsi, pour entraîner un classifieur,
nous disposons souvent d’une base d’exemples étiquetés, et d’une grande base d’exemples
non étiquetés.
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De ce fait, plusieurs travaux pionniers ont proposé des méthodes intéressantes [5] [14]
[15] [16] [17] [18] [19] [6] montrant l’intérêt de ce type d’apprentissage. En effet, la
plupart des travaux ont relevé un point très important, démontrant clairement que la
prise en compte d’exemples non labellisés pouvait dégrader les performances par rap-
port à un apprentissage purement supervisé. Il est devenu donc clair qu’une analyse plus
fondamentale est nécessaire afin de mieux comprendre les conditions qui permettent non
seulement d’espérer, mais aussi de garantir des améliorations de performances. De cette
vision est née notre approche d’apprentissage semi-supervisé.

Depuis la prolifération des bases de données partiellement étiquetées, la sélection de
variables a connu un développement important dans le mode semi-supervisé. Nous pro-
posons dans cette thèse d’aborder cette problématique avec une méthode d’ensemble à
base de mesure d’importance de variables. Ce modèle est basé sur la classification semi-
supervisée pour sélectionner les variables les plus pertinentes.

Notre contribution consiste à développer une méthode d’apprentissage semi-supervisé en
présence d’un grand nombre de variables tout en fournissant une sélection de variables
les plus pertinentes de manière intégrée. L’idée est de mettre en exécution les méthodes
ensemblistes qui consistent à combiner plusieurs modèles pour produire une solution plus
performante et plus robuste.

L’application de méthodes ensemblistes est préconisé dès qu’on veut dépasser le cap de
réalisation de meilleures performances de prédiction. En effet, au lieu d’essayer d’optimi-
ser une méthode ”en un seule fois”, les méthodes d’ensemble génèrent plusieurs règles
de prédiction et mettent ensuite en commun leurs différentes réponses. L’heuristique de
ces méthodes est qu’en générant beaucoup de prédicteurs, nous explorons massivement
l’espace des solutions, et qu’en agrégeant toutes les prédictions, nous récupérons un pré-
dicteur qui rend compte de toute cette exploration.

Nos contributions dans cette thèse sont résumées dans les trois points suivant :

1. Propositions et applications de différentes améliorations aux méthodes d’ensemble
pour la sélection et la classification en apprentissage supervisé.

2. Propositions d’une approche de classification des données à grande échelle en ap-
prentissage semi-supervisé par les méthodes d’ensemble.

3. Propositions d’une méthode de sélection de variables en apprentissage semi-supervisé
sur les données à grande échelle.

4. Proposition d’une méthode d’annotation des images médicales au niveau du pixel
pour la segmentation des régions d’intérêt de l’image.

5 Organisation du manuscrit

Ce manuscrit est structuré en deux grands volets répartis en cinq parties comme suit :

Partie 1 : Problématiques et Objectifs Introduit en deux chapitres, les probléma-
tiques qu’abordent cette thèse.

Le premier volet :

Classification en apprentissage supervisé et semi-supervisé par les méthodes d’ensemble.

Partie 2 : État de l’art et Contribution en apprentissage supervisé : Classification
des données par approche ensembliste Cette partie relate en trois chapitres, les
travaux des méthodes d’ensemble en apprentissage supervisé. Dans chacun des chapitres,
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une amélioration est proposée et apportée aux méthodes d’ensemble, leur évaluation est
réalisée sur les données médicales.

Partie 3 : État de l’art et Contribution en apprentissage semi-supervisé : Clas-
sification des données par approche ensembliste Les objectifs et la contribution
apportée à la problématique de classification en semi-supervisé sont décrits en cette
partie dans trois chapitres.

Le second volet :

Sélection de variables en apprentissage supervisé et semi-supervisé par les méthodes
d’ensemble

Partie 4 : État de l’art et Contribution dans la sélection de variables en appren-
tissage supervisé et semi-supervisé par approche ensembliste Trois contributions
dans la sélection de variables par mesure d’importance en apprentissage supervisé sont
dépeintes dans les deux premiers chapitres englobant cette partie. Le chapitre 3 expose
la sélection de variables par methode d’ensemble en apprentissage semi-supervisé.

Partie 5 : Conclusion et perspectives

La conclusion générale résume une synthèse des contributions apportées ainsi que les
chemins définissant les perspectives possibles pour des travaux futurs.
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CHAPITRE 2

Problématique générale

1 Données à grande échelle : propriétés

Dans les années à venir, on produira dans le monde plus de données de recherche que
tout ce qui a été produit dans l’histoire de l’humanité [20]. Les nouvelles technologies, en
progrès constant, vont permettre d’augmenter considérablement les vitesses et volumes
de production des données. Ces données seront générées à partir d’appareils à très haut
débit comme les séquenceurs, les simulations numériques de haute performance, les cap-
teurs (e.g., environnementaux), les imageries scientifiques, les satellites. Les catégories
les plus concernées par l’avènement des méthodes haut débit se situent principalement
en bio-informatique et en bio-statistique [21].

Ces évolutions technologiques dans le numérique ont conduit durant les années 2000 à
l’apparition de la notion de Big Data qui inverse le paradigme précédent dans lequel la
production de données était gouvernée par la nature des problématiques [22]. A l’heure
actuelle la question est donc plus de savoir comment organiser et analyser ces données
que de les produire. Plus récemment, l’Open Data s’inscrit dans cette dynamique tech-
nologique.

Depuis, le phénomène, toujours en cours d’évolution, s’est étendu à l’ensemble des don-
nées, posant à tous des questions d’ordre technologique, stratégique, éthique et juridique.

L’évolution extrêmement rapide des technologies d’acquisition des données génère aussi
dans certains domaines une obsolescence rapide des outils permettant d’en exploiter la
production, dès lors que ces outils sont spécifiques d’une technologie particulière. Il n’en
reste pas moins que les outils phares peuvent perdurer sur de très longues périodes sans
être remplacés.

La majorité des données est désormais disponible sous forme numérique. Par contre, de
nombreuses données nécessitent d’être structurées sous la forme de bases de données afin
de pouvoir être pleinement utilisables et partageables. Du fait de l’accumulation et du
manque de moyens humains, il est désormais de plus en plus fréquent que les données
soient à la fois mal analysées et sous-employées [23].

La pluralité des applications rendues possibles mais aussi la diversité des données acquises
et des technologies d’acquisition rendent nécessaire le développement de méthodologies
appropriées et de nouveaux standards. Les problèmes soulevés par l’accroissement des
volumes de données portent non seulement sur leur analyse statistique, mais aussi sur
leur analyse « tout court » (extraction d’information, traitement algorithmique). Ces
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traitements doivent pouvoir être adaptés, optimisés, de façon à pouvoir supporter le
changement d’échelle. Par ailleurs, le volume des données change aussi la nature des
questions qui peuvent être traitées, et pose des problèmes de modélisation en amont de
tout traitement qu’il soit algorithmique ou statistique.

2 Données Annotées : propriétés

La richesse et la diversité des données biomédicales, permettent l’intégration translation-
nelle de multiples études bio-informatiques (translational bioinformatics research) [24],
[25], [26], [22].

Cependant, les découvertes qui pourraient être réalisées par la fouille des données bio-
médicales sont limitées car la plupart des ressources publiques ne sont pas généralement
décrites à l’aide de terminologies et d’ontologies.

La communauté biomédicale reconnaît d’ores et déjà l’importance des terminologies et
des ontologies pour faciliter l’intégration de données et permettre de nouvelles décou-
vertes [27]. Cependant, la variété des données est très importante et celles-ci sont ra-
rement annotées par des terminologies claires et simples décrites dans des ontologies
biomédicales.

Le plus souvent, les éléments d’une ressource (e.g., données expérimentales, diagnos-
tics, maladies, échantillons, essais cliniques, images) ne sont pas toujours annotés, et
quand c’est le cas, c’est avec des méta-données textuelles qui décrivent cet élément. Le
problème est que ces descriptions textuelles sont rarement structurées. Il existe donc un
challenge qui consiste à produire pour ces descriptions des annotations (ou labels, tags,
étiquettes) qui faciliteraient la recherche et l’exploitation de ces données ainsi que leur
intégration dans des systèmes d’aide au diagnostic au médecin [25], [28].

Habituellement, l’annotation peut être construite de trois manières principales : manuelle,
automatique et semi-automatique.

– Dans l’annotation manuelle, des liens entre les données et les concepts sont fournis
par des experts du domaine.

– Dans l’annotation automatique, des programmes spécialisés font l’analyse des données
pour fournir de tels liens.

– Dans l’annotation semi-automatique, les programmes spécialisés suggèrent des liens
entre les données et les concepts qui sont ensuite validés par des experts du do-
maine [29].

Pour expliquer plus clairement le concept d’annotation, citons pour exemple l’annotation
et le séquençage des génomes : Le séquençage de l’ADN donne accès à une succession
de nucléotides. Obtenir une carte complète et précise du génome d’un organisme se ré-
vèle être une tâche à la fois complexe et utile pour les scientifiques. Les généticiens
et les biologistes moléculaires utilisent de multiples cartes pour explorer le terrain que
constitue le génome : cartes de liaisons génétiques (mode de transmission des gènes dont
les allèles déterminent les différences de phénotypes), cartes cytogénétiques (établies à
partir de certaines positions caractéristiques visibles au microscope tels que les points de
cassures de réarrangements chromosomiques) et des cartes de restriction comportant les
sites de l’ADN sensibles aux enzymes de restriction [30].

Une fois la séquence assemblée, il s’agit de chercher dans ces successions de nucléotides
des informations : c’est l’annotation. Celle-ci se déroule principalement en deux temps :
l’annotation automatique et l’annotation manuelle.

L’annotation automatique consiste à développer et faire tourner des algorithmes sur les
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séquences assemblées afin de reconnaître les gènes. C’est le travail des bio-informaticiens.

L’annotation manuelle est un travail long et fastidieux qui nécessite la mobilisation d’une
communauté d’experts pour des groupes de protéines ou de fonctions biologiques. Il s’agit
de parcourir une à une la séquence de gènes prédit par les bio-informaticiens et de décider
si l’algorithme a bien prédit (validation le gène) ou à défaut (non validation du gène).
Cette étape doit être répétée car une annotation peut toujours être améliorée. L’ensemble
de ces informations est ensuite stocké dans des bases de données consultables.

Toujours dans le registre médical, un grand nombre d’images médicales sont générées
quotidiennement dans les hôpitaux et les établissements médicaux, les besoins pour ef-
ficacement traiter, indexer, rechercher et récupérer ces images sont d’une importance
primordiale. Étant donné l’augmentation des archives de contenus visuels disponibles,
ces bases de grande taille motivent le développement de méthodes automatiques d’in-
dexation, d’annotation et de requête. La quantité d’images possédant des annotations
plus ou moins structurées qui ne cessent d’augmenter. Plusieurs techniques d’apprentis-
sage automatique peuvent en bénéficier en estimant de manière plus robuste des modèles
de prédiction de labels.

L’annotation d’images médicales peut être classée en deux catégories : l’annotation au
niveau de l’image globale et celle au niveau pixel.
– L’annotation au niveau de l’image représente les méta-données de l’image, y compris
où, quand, et comment l’image a été acquise.

– L’annotation au niveau pixel englobe des informations sur l’emplacement spatial d’un
seul point ou une région d’intérêt (ROI : Region Of Interest). Elle peut être asso-
ciée avec les marqueurs cliniques (par exemple, les tumeurs, les fractures osseuses,
les caillots sanguins) présentés dans l’image. Les annotations peuvent être élaborées
à partir d’observations ou de calculs. Les professionnels médicaux créent des annota-
tions d’observations en associant un texte et/ou en représentant les majorations par
des informations textuelles sur les ROI.

Les procédés traditionnels d’annotation, comme le marquage manuel des régions d’inté-
rêt ainsi que l’indexation des images médicales sont des tâches fastidieuses pour l’expert
médical. Pour améliorer l’annotation des images médicales au niveau pixelique et de
l’image globale, de nouvelles technologies sont nécessaires pour automatiser les annota-
tions d’une manière structurée et créer du contenu sémantique que les utilisateurs peuvent
facilement rechercher.

Différents cadres d’applications comprennent le même problème d’annotation et nécessite
l’intervention d’expert pour effectuer cette tâche. Exemples : dans le domaine de la re-
connaissance vocale, l’enregistrement nous donne d’énormes quantités de données audio
dont le coût est négligeable. Toutefois, l’étiquetage exige par la suite, quelqu’un pour
l’écouter et le saisir. Pour l’intégration d’une nouvelle citation PubMed, le titre ainsi que
le résumé de l’article correspondant sont indexés (grâce à des annotations manuelles)
avec des termes de MeSH améliorant significativement la performance des recherches
d’articles [22]. Des situations similaires sont valables pour la télédétection, la reconnais-
sance des visages, la détection des intrusions dans les réseaux informatiques [31], etc . . .

Toutefois, l’annotation des données biomédicales reste encore marginale. Ce n’est pas
une pratique courante pour plusieurs raisons [22], [32] :

– Les annotations ont le plus souvent besoin d’être créées manuellement par des experts
ou directement par les auteurs des données,

– La nécessité d’intervention d’experts du domaine ciblé, qui ne sont pas forcement dis-
ponible pour cette tâche,

– Le nombre de terminologies biomédicales disponibles est important. En outre, ces
terminologies changent régulièrement et se chevauchent les unes les autres,
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– Les annotations (labels, tags, étiquettes) sont généralement dans des formats différents
et ne sont pas toujours accessibles aux utilisateurs,

– Les utilisateurs ne connaissent pas toujours les terminologies biomédicales pour faire
les annotations eux-mêmes,

– L’annotation est souvent une tâche supplémentaire ennuyeuse et sans retour immédiat
pour l’utilisateur.

3 Résumé

Face au rythme de croissance de ces volumes de données, l’annotation manuelle pré-
sente aujourd’hui un coût prohibitif. Dans cette thèse, nous nous intéressons aux ap-
proches produisant des annotations automatiques qui tentent d’apporter une réponse à
ce problème [33]. Nous nous sommes focalisés sur les bases de données médicales et
biologiques à moyenne et grande échelle dimensionnelle, ainsi qu’aux images médicales.
Contrairement aux nombreuses bases généralistes (ne possèdent pas de connaissances à
priori sur leur contenu) pour les bases bio-médicales, il est important de tenir compte de
leur spécificité lors de l’élaboration d’algorithmes d’annotation automatique.

Il y a essentiellement deux types de méthodes utilisées pour l’annotation des données :

Les méthodes où une personne (expert) fournit des connaissances (linguistiques ou sur le
domaine), et les méthodes dirigées par les données, où ces connaissances sont construites
par apprentissage supervisé.

Ces deux types de méthodes ont certaines limitations [34], [35], [36] :

– Les méthodes à base de connaissances expertes sont simples à mettre en place mais
coûteuses en temps pour ce qui est de la construction des connaissances. Elles ont
aussi un potentiel de couverture réduit comparées aux méthodes statistiques.

– Les méthodes par apprentissage peuvent être très robustes si on dispose d’un bon
nombre d’exemples d’entraînement et si les données de test sont du même type que
les données d’apprentissage. Ces méthodes sont de ce fait dépendantes des données
annotées, ressources qui ne sont pas toujours disponibles.

Il existe également des méthodes hybrides combinant ces deux techniques, nous nous in-
téressons à ces dernières et plus particulièrement à l’apprentissage semi-supervisé (SSL :
semi supervised Learning). Avec la disponibilité des données non étiquetées et la dif-
ficulté d’obtenir des étiquettes, des méthodes d’apprentissage semi-supervisé ont acquis
une grande importance. A la différence de l’apprentissage supervisé, l’apprentissage semi-
supervisé vise les problèmes avec relativement peu de données étiquetées et une grande
quantité de données non étiquetées.

L’apprentissage semi-supervisé est un des champs de recherche des plus intéressants pour
une évolution du domaine de l’apprentissage artificiel au-delà du cadre supervisé à partir
des données. Il peut également aider l’apprentissage humain (exemple l’aide au diagnos-
tic médical) qui fonctionne fréquemment en mode supervisé.

Dans cette thèse, nous proposons de développer un modèle qui combine les données
labellisées et non labellisées, qui sera plus précis que celui construit uniquement sur les
données labellisées. Ainsi, un premier modèle sera fondé à partir des données labelli-
sées et sera raffiné par la suite grâce aux données non labellisées. Nous nous focalisons
sur l’amélioration des performances de la classification semi-supervisée en employant les
méthodes d’ensemble.

En effet, la combinaison de différentes méthodes d’apprentissage/classification permet
de tirer avantage de leurs forces tout en contournant leurs faiblesses. Aujourd’hui, force
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est de constater que ce qu’on appelle maintenant systèmes multi-classifieurs (désignés
souvent par l’acronyme MCS pour Multiple Classifier Systems) constitue une des voies
les plus prometteuses de l’apprentissage automatique [8].

Parmi les systèmes multi-classifieurs émergent en particulier les Ensemble de Classifieurs,
ou en anglais Ensemble of Classifiers (EoC). L’une des approches EoC les plus populaires
et les plus efficaces consiste à combiner un ensemble de classifieurs de même type (par
exemple un ensemble de réseaux de neurones, un ensemble d’arbres de décision, ou un
ensemble de discriminants). Ces techniques ont fait l’objet de nombreux travaux et il en
existe aujourd’hui un grand nombre capables de générer automatiquement des ensembles
de classifieurs : Bagging [37], Boosting [38], Random Subspaces [39], ECOC [40], pour
ne citer que les plus courantes. Ces méthodes ont pour objectif de créer de la diversité
au sein d’un ensemble de classifieurs tout en cherchant à établir le meilleur consensus
possible entre ces classifieurs.

De ce fait, l’approche ensembliste est la seule méthode qui permet la prise en compte
rigoureuse recherchée tout en apportant des hypothèses supplémentaires sur les données
non annotées. Dans ce cadre les deux principales contributions de ce travail sont le trai-
tement des questions suivantes : « Comment juger la pertinence d’un modèle à l’aide des
données non étiquetées ? » et « Comment améliorer les performances de ce dernier ?».

Dans le cadre d’application aux données à grande dimension, l’identification de sous-
ensembles de variables pertinents parmi des milliers de variables potentiellement inutiles
et superflues est un sujet de recherche ardu dans le domaine de reconnaissance de forme,
ce qui a attiré énormément d’attention au cours des dernières années.

En apprentissage supervisé, les algorithmes de sélection de variables se basent unique-
ment sur des informations à partir de données étiquetées pour trouver les sous-ensembles
de variables pertinents, à savoir, celles qui s’avèrent utiles pour la construction d’une hy-
pothèse efficace. Un modèle de classification qui permet d’atteindre de bonnes solutions
ou même meilleures avec un sous-ensemble restreint de caractéristiques [11], [41], [42].

Cependant, dans de nombreuses applications sur des données réelles, la quantité de don-
nées labellisées est très limitée et parait difficile de repérer et d’éliminer les variables
redondantes et inutiles de l’ensemble des paramètres, surtout lorsqu’il s’agit de grandes
dimensions. Cette situation se produit naturellement dans bon nombre d’applications dans
le monde réel, où de grandes quantités de données peuvent être collectées à moindre
coût et automatiquement. Mais l’étiquetage manuel des échantillons pose un problème
de consommation de temps qu’on ne peut considérer comme acquis. Dans ce cas, les
méthodes de sélection de variables non supervisées pourraient être envisagées pour ex-
ploiter l’information véhiculée par la grande quantité de données d’apprentissage non
labellisées [43], [44], [45], [46].

La sélection de caractéristiques dans l’apprentissage non supervisé vise à trouver des
sous-ensembles de variables pertinents qui produisent des regroupements "naturels" en
regroupant les objets «similaires» en un ensemble basé sur une mesure de similarité.

De toute évidence, la combinaison des deux paradigmes (supervisé ou non) a permis
l’émergence d’approches semi-supervisées sophistiquées pour la sélection de variables
qui peuvent gérer à la fois les données étiquetées et non étiquetées. Le problème de la
sélection de variables semi-supervisées a suscité beaucoup d’intérêt récemment et son
efficacité a déjà été démontrée dans de nombreuses applications [47], [48], [49], [50].

Nous peuvons résumer le problème de « malédiction de dimension » par l’aphorisme de
Liu et Motoda "Less is more" [12] qui met en exergue la nécessité de supprimer l’en-
semble des portions non pertinentes des données de manière préalable à tout traitement
si on désire en extraire des informations utiles et compréhensibles.
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La sélection de variables en apprentissage semi-supervisé constitue une solution à ces
problèmes. Ce processus vise en effet à la détermination d’un sous ensemble optimal (au
sens d’un critère donné) de variables en tenant compte à la fois des données labellisées
et non labellisées.

Notre seconde contribution consiste à proposer une méthode d’apprentissage semi-supervisée
en présence d’un grand nombre de variables tout en fournissant une sélection de variables
les plus pertinentes de manière intégrée. L’idée est de mettre en exécution les méthodes
ensemblistes qui consistent à combiner plusieurs modèles pour produire une solution plus
performante et plus robuste.

4 Démarche de cette thèse

Les méthodes d’ensemble constituent l’une des principales orientations actuelles de la
recherche sur l’apprentissage par machine, elles ont été appliquées sur un large éventail
de problèmes réels. Malgré l’absence d’une théorie unifiée sur des ensembles, il y a beau-
coup de raisons théoriques pour combiner plusieurs apprenants, et une preuve empirique
de l’efficacité de cette approche.

Le principe des méthodes d’ensemble est de construire une collection de prédicteurs et
ensuite d’agréger l’ensemble de leurs décisions ; son objectif est d’être en mesure de
trouver un ensemble d’hypothèses qui sont différentes dans leurs prises de décision afin
qu’elles puissent se compléter mutuellement.

Parmi les approches issues des méthodes d’ensemble, la Forêt Aléatoire est l’un des
derniers aboutissements de la recherche les plus efficaces pour l’apprentissage d’arbres
de décision. Cette approche développées respectivement par Breiman 2001 [51], Amit et
Geman 1997 [52] est consacrée à l’agrégation d’arbres randomisés. Elle génère un jeu
d’arbres doublement perturbés au moyen d’une randomisation opérée à la fois au niveau
de l’échantillon d’apprentissage et des partitions internes. La Forêt Aléatoire (Random
Forest RF) est une technique de prévision d’ensemble réussie qui utilise le vote majoritaire
ou une moyenne en fonction de la combinaison.

Au premier abord de cette thèse, une première partie (Figure 1) est consacrée à l’intro-
duction du contexte et la problématique. Par la suite, nous nous sommes focalisés sur la
compréhension de cet algorithme RF qui est considéré comme une technique de référence,
compétitive avec la plupart des méthodes d’ensemble. Par ailleurs, malgré le succès des
RFs, plusieurs travaux [53] [54] [55] [56] ont proposé l’amélioration de ce dernier.

Ainsi avant d’aborder et d’élaborer notre approche en apprentissage semi-supervisé. Nous
avons consacré toute une partie de cette thèse « Partie II – Classification contexte su-
pervisé » (Figure 1), à l’étude, l’optimisation et l’amélioration des performances de
prédiction des RF’s. Cette partie regroupe trois chapitres, où chaque chapitre expose une
modification et correction à cette technique. En premier lieu, au niveau de l’agrégation
des résultats (Forêt Aléatoire à vote pondéré [57]). En second lieu, au niveau de l’échan-
tillonnage des données (Forêt à sous espaces aléatoires [58]) et en dernier lieu, au sein
du classifieur lui même pour apporter plus d’interprétabilité à la forêt (Forêt Aléatoire
Floue [59]).

Dans la troisième partie, la tâche d’étiquetage automatique par apprentissage semi-
supervisé étant abordé. Pour ce faire, nous étudions le concept semi-supervisé dans les
méthodes d’ensemble, par l’introduction de l’algorithme des Forêts Aléatoires en ap-
prentissage semi-supervisé chapitre 1 (l’algorithme co-Forest [60]), l’annotation d’images
médicales au niveau pixellique par la segmentation des régions d’intérêt en apprentissage
semi-supervisé dans le chapitre 2. Dans le chapitre 3, nous abordons le problème d’an-
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Figure 1 – Schéma représentatif des étapes de la démarche de cette thèse

notation sur les données à grande dimension (Approche Optim-coforest [61]).

Le deuxième volet de cette thèse se penche plus particulièrement sur la capacité de
sélection de variables des forêts aléatoires. L’étude du principe de mesure des variables
d’importance dans le paradigme des forêts aléatoires (RF) [51] a influencer et inspirer
grandement nos travaux réalisés dans cette partie.

Dans la quatrième partie de cette thèse (Figure 1), nous étudions le potentiel de sélec-
tion des RF’s en comparaison avec d’autres méthodes sur les données médicales chapitre
1 [62], [63] et [64], puis nous exploitons dans le chapitre 2 cette mesure sur des forêts à
inférence conditionnelle [65]. Nous abordons par la suite dans le chapitre 3, notre seconde
problématique qui est les données à grande dimension et la sélection en apprentissage
semi-supervisé, en apportant une application de notre approche sur les données à grande
dimension [66].

Finalement, nous terminons par la cinquième partie, avec une conclusion qui exposera
une synthèse des contributions apportées ainsi que les pistes définissant des perspectives
possibles pour de futurs travaux ainsi que les difficultés rencontrées lors de la réalisation
de cette thèse.
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Deuxième partie

II

État de l’art et Propositions en
apprentissage supervisé : Clas-
sification des données par ap-
proche ensembliste
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Introduction

Les Ensembles de Classifieurs (EoC) ou méthode ensembliste est une des approches
multi- classifieurs les plus populaires et les plus efficaces. Elle consiste à combiner
les décisions individuelles de plusieurs hypothèses h1; ´ ´ ´ ; hT pour classer de nouveaux
exemples.

L’heuristique de ces méthodes est qu’en générant beaucoup de prédicteurs, on explore
grandement l’espace des solutions, et qu’en agrégeant toutes les prédictions, on récupère
un prédicteur qui rend compte de toute cette exploration.

L’objectif visé est que le prédicteur final soit meilleur que chacun des prédicteurs indivi-
duels : même si les classifieurs individuels commettent des erreurs, il est peu probable
qu’ils commettent les mêmes erreurs pour les mêmes entrées. D’où, surgit l’idée que les
prédicteurs individuels doivent être différents les uns des autres : la majorité ne doit pas
se tromper pour un même élément x.

Pour que cela soit possible, il faut également que les prédicteurs individuels soient re-
lativement bons. Et là où un prédicteur se trompe, les autres doivent prendre le relais
en renforçant l’apprentissage. Les conditions expliquant le succès de ces méthodes d’en-
semble se résument ainsi :

– Les hypothèses construites ont un taux de succès meilleur que l’aléatoire.
– Les hypothèses présentent une certaine diversité.

L’émergence des méthodes de combinaison de plusieurs hypothèses répond aux limites
des algorithmes induisant une seule hypothèse. En effet l’étude de Dietterich [67] désigne
3 limitations majeures à ces derniers :

Limitation statistique (variance) : si
l’espace de recherche est grand propor-
tionnellement au nombre d’exemples,
plusieurs hypothèses de même perfor-
mance peuvent être induites. L’algo-
rithme est contraint d’en choisir une
(surement pas la meilleure) (Figure 2),
un simple vote peut réduire ce risque.

Figure 2 – Limitation statistique (variance)
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Limitation de représentation (biais) :
lorsque la famille d’hypothèses H ne
contient pas de bonne approximation de
f (Figure 3), une combinaison peut aug-
menter l’espace des fonctions possibles
H.

Figure 3 – Limitation de représentation (biais)

Limitation computationnelle : si
l’usage d’heuristiques est nécessaire
pour résoudre les problèmes algorith-
miques, on aboutit souvent à des minima
locaux (Figure 4). Une combinaison de
minima locaux peut réduire le risque de
choisir la mauvaise hypothèse.

Figure 4 – Limitation computationnelle

Une classification possible des méthodes ensemblistes repose sur la nature des hypothèses
de base [68] :

Méthodes ensemblistes hétérogènes Combinent un ensemble d’hypothèses h1; ´ ´ ´ ; hT
produites par des algorithmes différents L1; ´ ´ ´ ; LT sur une même distribution D des
exemples de LS.

Méthodes ensemblistes homogènes Associent un ensemble d’hypothèses h1; ´ ´ ´ ; hT
produites par un même algorithme d’apprentissage L (un ensemble de réseaux de neu-
rones, un ensemble d’arbres de décision, ou un ensemble de discriminants). La diversité
des hypothèses s’opère en modifiant la distribution de probabilité Dt des exemples utilisés
pour construire ht.

Il existe aujourd’hui un grand nombre de méthodes capables de générer automatiquement
des ensembles de classifieurs : Bagging [37], Boosting [38], Random Subspaces [39]. . ., et
chacune de ces procédures d’induction d’EoC dispose d’hyper-paramètres pour le contrôle
de la construction des EoC.

Le principe de la méthode d’ensemble [67], est de construire une collection des prédic-
teurs, et puis agréger l’ensemble de leurs prédictions. L’heuristique de ces méthodes est
qu’en générant beaucoup de prédicteurs, on explore grandement l’espace des solutions,
et qu’en agrégeant toutes les prédictions, on récupère un prédicteur qui prend en consi-
dération toute cette exploration.

L’objectif est d’être en mesure de trouver un ensemble d’hypothèses qui sont différentes
dans leurs prises de décision afin qu’elles puissent se compléter mutuellement. Pour que
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cela soit possible, il faut également que les prédicteurs individuels soient relativement
bons et différents les uns des autres. Le premier point est nécessaire, car agréger de mau-
vais prédicteurs ne pourra vraisemblablement pas donner un bon prédicteur. Le deuxième
point est également naturel, car agréger des prédicteurs qui sont quasiment pareils don-
nera encore un prédicteur semblable et n’améliorera pas les prédictions.

Parmi les méthodes d’induction d’EoC, on trouve la méthode de la forêt aléatoire [51].
Cette méthode est un bagging amélioré au niveau des hyper-paramètres. Elle est basée sur
la combinaison de classifieurs élémentaires de types arbres de décision. Individuellement,
ces classifieurs ne sont pas efficaces, mais ils possèdent des propriétés intéressantes à ex-
ploiter au sein d’un EoC : ils sont particulièrement inconstants ; la spécificité des arbres
utilisés dans les forêts aléatoires est que leur induction est perturbée d’un facteur aléa-
toire, et cela dans le but de générer de la diversité dans l’ensemble. C’est sur la base
de ces deux éléments : utiliser des arbres de décision comme classifieurs élémentaires et
faire intervenir l’aléatoire dans leur induction qu’a été introduit le formalisme de la forêt
aléatoire.

L. Breiman a proposé un algorithme d’induction de la forêt aléatoire appelé Forest-RI [51],
cet algorithme est considéré comme un algorithme de référence qui est compétitif avec
les principales méthodes d’ensemble. Cependant, son utilisation pose jusqu’à aujourd’hui
d’importantes difficultés.

Nous nous sommes intéressés dans cette partie à la classification des données médi-
cales en exploitant certaines méthodes d’ensemble existantes, en particulier l’algorithme
des forêts aléatoires. L’idée des méthodes d’ensemble est de combiner plusieurs classi-
fieurs pour construire un meilleur modèle. Il existe de nombreuses méthodes qui génèrent
automatiquement des ensembles de classifieurs. Certaines d’entre elles manipulent les
exemples (comme dans Bootstrapping [69]), d’autres randomisent le choix des attributs
(Random Subspaces Method [39]) et d’autres randomisent les deux exemples et attributs
(Forêts aléatoires).

Parmi les algorithmes de génération de forêts aléatoires, la méthode Random Forest dé-
livre un assemblage de plusieurs arbres de décisions, elle perd en intelligibilité ce qu’elle
gagne en précision et se caractérise par sa double "randomisation" qui lui permet d’amé-
liorer ses qualités de prédiction par rapport aux techniques plus simples comme le bagging.

Les forêts sont aléatoires et ont la particularité d’utiliser exclusivement des classifieurs
élémentaires types d’arbres de décision. La raison principale est que ces classifieurs (arbres
de décision) sont particulièrement adaptés pour une utilisation dans les méthodes d’en-
semble, et aussi en raison de leur instabilité.

Par conséquent, des procédés pour générer la diversité dans ces ensembles sont parfois
spécifiques à l’induction automatique des arbres de décision. La principale difficulté po-
sée par diverses méthodes d’ensemble est leurs hyper-paramètres [70] qui permettent de
contrôler la variété dans les données. Les Forêts aléatoires ne font pas exception à cette
règle. Si nous prenons l’exemple de l’algorithme de référence pour l’induction des forêts
aléatoires Forest-RI [51], deux paramètres principaux sont utilisés pour créer la diversité :

– Le nombre d’attributs sélectionnés de manière aléatoire à chaque nœud de l’arbre,
– Le nombre d’arbres induits dans la forêt.

D’autres méthodes comme les méthodes à sous espaces aléatoires (RSM) [39], Bagging
à sous-espaces (SubBag) [71] et Random Patches (RP) [72], utilisent un autre paramètre
qui représente la taille du sous-ensemble de variables sélectionnées. L’objectif de ces
paramètres est de créer de la diversité dans l’ensemble (Bootstrapping, RSM, SubBag,
RP, . . .) et / ou de la diversité entre les classifieurs pendant l’étape de l’apprentissage
(Random Forest, extra-trees, . . .).
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Un autre problème survient dans les méthodes d’ensemble qui est comment combiner
la décision de chaque classifieur primaire dans l’ensemble. Dans les forêts aléatoires
(RF), toute prévision est assurée par un vote à la majorité simple des classes d’arbres
individuels. Cette méthode n’est pas toujours optimale puisque tous les arbres n’ont pas
nécessairement les mêmes performances.

L’objectif de la partie 2 de cette thèse est de :

– Remplacer le vote de la majorité traditionnelle des forêts aléatoires par un vote pon-
déré [57],

– Soulever le problème de la diversité en développant une nouvelle méthode d’ensemble
basée sur les forêts aléatoires et la méthode des sous-espaces aléatoires appelées
Sub_RF (Forêt à sous espaces aléatoires [58]),

– Gagner en stabilité et en interprétabilité ce que l’on perd par le principe des ensembles
de classifieurs. Nous introduisons la Forêt Aléatoire Floue (FRF) et nous proposons
une optimisation de cette dernière [59].
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CHAPITRE 1

Étude d’une Forêt Aléatoire à vote pondéré

1 Principe de la Forêt Aléatoire

La Forêt Aléatoire appelée RF (Random Forest) [51] est constituée d’un ensemble
d’arbres simples de prévision, chacun étant capable de produire une réponse lorsqu’on
lui présente un sous-ensemble de données. Cette méthode est un bagging amélioré au
niveau des hyper-paramètres.

Le Bagging est une méthode d’ensemble introduite par Breiman [37]. Le mot Bagging est
la contraction des mots Bootstrap et Aggregating. Le Bootstrap est un principe de ré-
échantillonnage statistique [69] traditionnellement utilisé pour l’estimation de grandeurs
ou de propriétés statistiques.

Bootstrapping Un bootstrap d’un ensemble T est l’ensemble obtenu en tirant jT j
fois des éléments de T uniformément au hasard et avec remise. Le bootstrapping d’un
ensemble d’entraînement T produit un nouvel ensemble T 0 qui présente en moyenne
1 ` e`1 ı 63% instances uniques différentes de T quand jT j >> 1 [73] (la création de
plusieurs bags à partir d’une base de donnée (voir exemple illustré Figure 5)).

Figure 5 – Schéma représentatif du principe du bootstrapping

Agrégation Le principe est de produire plusieurs bootstraps T 01; : : : ; T
0
m, chaque boots-

trap T 0
i
étant utilisé pour entraîner un prédicteur ti (penser ici à un arbre de régression,
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mais la technique s’applique à n’importe quelle famille de prédicteurs). Étant donné une
instance (x; y), on fait régresser chaque arbre, ce qui nous donne un ensemble de valeurs
y1; : : : ; ym prédites. Celles-ci sont alors agrégées en calculant leurs moyennes.

y =
1

m

X
i

yi

En résumé, l’idée du Bagging est d’utiliser plusieurs ensembles de données ré-échantillonnées
à partir de l’ensemble des données observées et ce à l’aide d’un tirage aléatoire avec remise
(Figure 5). Ainsi chaque classifieur élémentaire de l’ensemble sera entraîné sur un des
échantillons bootstrap de sorte qu’il soit tous entraîné sur un ensemble d’apprentissage
différent. L’agrégation de ces classifieurs permet d’obtenir un prédicteur plus performant.

1.1 Forêt à entrées aléatoires "Forest-RI"

Une Forêt Aléatoire est un prédicteur constitué d’un ensemble de classifieurs élémentaires
de type arbres de décision CART [74]. L. Breiman [51] propose une amélioration du
bagging avec un algorithme d’induction de forêts aléatoires (Forest-RI — pour Random
Forest - Random Input —) qui utilise le principe de randomisation "Random Feature
Selection" proposé par Amit et Geman [52]. L’algorithme 1 Random Forest-RI appartient
à la famille la plus large des forêts aléatoires défini par Breiman [51].

Algorithm 1 Pseudo code de l’algorithme Random Forest-RI
1: Entrées : L’ensemble d’apprentissage L, Nombre d’arbres N.
2: Sortie : Ensemble d0arbres E
3: Processus :
4: for i = 1! N do
5: T i  BootstrapSample(T )
6: Ci  ConstructTree(T i) où à chaque noeud :

– Sélection aléatoire de K =
p
M Variables à partir de l’ensemble d’attributs M

– Sélection de la variable la plus informative K en utilisant l’index de Gini
– Création d’un nœud fils en utilisant cette variable

7: E  E [ fCig
8: end for
9: Retourner E

L’induction des arbres se fait sans élagage et selon l’algorithme CART, toutefois, au
niveau de chaque nœud, la sélection de la meilleure partition, basée sur l’index de Gini,
s’effectue uniquement sur un sous-ensemble d’attributs de taille préfixée (généralement
égale à la racine carrée du nombre total d’attributs) sélectionnés aléatoirement depuis
l’espace originel des caractéristiques [75].
Pour la problématique de classification, la réponse prend forme d’une classe qui associe
un ensemble (classe) de valeurs indépendantes (prédicteur) à une des catégories pré-
sentes dans la variable indépendante. En utilisant les ensembles d’arbres on obtient une
amélioration significative de la prévision (c’est-à-dire une meilleure tendance à prévoir
les nouvelles données), par rapport aux techniques classiques (par exemple CART) [76].
La réponse de chaque arbre dépend du sous-ensemble de données choisi indépendamment
(avec remplacement) et avec la même distribution pour tous les arbres de la forêt. La
prédiction globale de la forêt aléatoire est calculée en prenant la majorité des votes de
chacun de ses arbres.

2 Objectifs

La Forêt Aléatoire (Random Forest RF) est une technique de prévision d’ensemble réussie
qui utilise le vote majoritaire ou une moyenne en fonction de la combinaison. Cependant,
il est clair que chaque arbre dans une forêt aléatoire peut avoir une contribution différente
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au traitement d’une certaine instance.

Plusieurs travaux [53–56] ont proposé des améliorations de la forêt aléatoire, en se ba-
sant sur le fait qu’individuellement, chaque classifieur donne de faibles prédictions. L’idée
principale est de renforcer chaque classifieur sans exclure la variété entre eux et de dimi-
nuer la variance sans perdre sa force de prédiction. D’autres travaux [53] [56] ont affirmé
que l’amélioration de chaque classifieur individuellement est insuffisante. Ils ont proposé
alors de changer la méthode d’agrégation classique par d’autres techniques.

Dans ce travail [57, 77], nous apportons aussi nos améliorations aux Forêts Aléatoires,
et nous démontrons que les performances de prédiction des RF’s peuvent encore être
améliorées avec le remplacement de l’indice de GINI par d’autres indices (twoing ou de-
viance). Nos expérimentations démontrent également que l’agrégation des prédictions des
arbres par vote pondéré donne de meilleurs résultats que l’agrégation classique avec vote
majoritaire.

Ce chapitre est organisé comme suit : la première section concerne l’état de l’art, nous ex-
posons les différentes techniques utilisées dans la littérature pour améliorer ces méthodes.
La seconde section concerne les expérimentations ; dans cette section nous présentons
l’approche proposée, les bases de données utilisées, les expérimentations réalisées, les
résultats obtenus avec leurs interprétations. Et dans la dernière section, une conclusion
générale et des perspectives pour ce travail sont proposées.

3 État de l’art

Plusieurs travaux prouvent qu’un modèle de classification induisant une seule hypothèse
possède des problèmes [37] [51]. Ils ont donc proposé de combiner chacun de ces classi-
fieurs individuels faibles pour former un unique système de classification appelé Ensemble
de Classifieurs (comme les forêts aléatoires).

A ce jour plusieurs études se sont intéressées aux forêts aléatoires, plus particulièrement
à l’amélioration de l’algorithme CART au niveau du critère de segmentation, ainsi qu’à
l’étape de l’agrégation des classifieurs pour obtenir un meilleur classifieur final. Nous
présentons dans cette section l’état de l’art des améliorations des forêts aléatoires ainsi
que nos propositions dans ce sens.

3.1 Choix de la variable

La construction d’un arbre de décision passe par plusieurs étapes ; la première étape est
de choisir une variable de segmentation qui maximise un critère donné. Nous citons par la
suite les travaux qui améliorent cette étape en utilisant d’autres critères de segmentation.

Robnik-Sikonja dans [53] étudie certaines possibilités d’augmenter ou de diminuer la force
de corrélation des arbres dans la forêt. La sélection aléatoire des attributs rend les arbres
individuels plutôt faibles. Le premier objectif était de renforcer individuellement les arbres
sans perdre la variété entre eux, et d’augmenter la variance sans décroitre sa force de
prédiction.

L’étude expérimentale de Robnik-Sikonja dans [53], repose sur deux forêts aléatoires va-
riantes, dont la première est une méthode classique en utilisant l’indice de Gini [74],
alors que la seconde est améliorée en utilisant les cinq critères suivants : (Gini, Gain de
ration [78], MDL [79], RelieF [80] et Myopic RelieF [81]).

Les travaux d’Abellan & Masegosa [54] sont des études expérimentales utilisant dif-
férents arbres de décision comme classifieurs par la méthode Bagging [37]. Le but de
ces études est de déterminer le meilleur critère de partitionnement parmi quatre critères
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(Info-gain [82], ratio Info-Gain [78], l’indice de Gini, et imprécise Info-Gain [83]). Ils ont
prouvé que la meilleure forêt Aléatoire est celle qu’utilise le critère Imprécise Info-Gain
(IIG).

Une autre étude expérimentale a été faite par Andres Cano et al. [55]. Les auteurs ont uti-
lisé deux approches pour construire les arbres de décision. Une approche bayésienne avec
un nombre de nœuds de partitionnement K = 1 (K le nombre de caractéristiques à sélec-
tionner aléatoirement à chaque nœud), et une forêt aléatoire classique dont le nombre
K est variable. Pour les deux approches, quatre groupes d’arbres différents 10, 50, 100
et 200 ont été évalués sur 23 bases de données du dépôt d’UCI [84]. Après l’utilisation
d’une décomposition bias-variance de l’erreur, les auteurs ont confirmé que le nombre K
affecte directement la performance de la forêt aléatoire. En effet, pour une diminution de
cette valeur K la variance est réduite tandis que le bias augmente [85] et vice versa. Cette
tendance est rompue avec l’injection supplémentaire d’aléatoire dans le critère de division.

Evanthia et al. [56] utilisent trois types de forêts aléatoires : la forêt aléatoire clas-
sique (indice de Gini), deux autres forêts aléatoires améliorées l’une avec ReliefF pour la
segmentation, et l’autre avec plusieurs critères d’évaluation. La motivation derrière ces
méthodes d’induction de forêt est de favoriser simultanément l’augmentation des per-
formances individuelles des arbres et celle de la diversité. Pour leurs expérimentations
ils ont modélisé la base de donnés alzheimer pré-traitée par fMRI (functional magnetic
resonance imaging) [86,87].

3.2 Le mécanisme de vote

Construire une collection de prédicteurs n’est pas une condition suffisante pour avoir une
bonne classification, une autre étape est très importante pour la construction d’une forêt
aléatoire, c’est l’agrégation de l’ensemble des prédictions. L’objectif visé est que ce pré-
dicteur final soit meilleur que chacun des prédicteurs individuels. Dans l’étape suivante
nous présentons les travaux qui améliorent cette étape.

Dans une forêt aléatoire classique, l’agrégation est représentée par un vote majoritaire
des prédictions des classifieurs individuels. Plusieurs travaux ont mis au point des alter-
natives au vote majoritaire par l’application d’autres mécanismes de vote.

Robnik-Sikonja propose dans [53] d’étudier une amélioration du système de vote majo-
ritaire classique des forêts aléatoires, dans le but d’obtenir des classifieurs finaux plus
performants. L’idée proposée est d’établir une sélection d’arbres de décision qui parti-
cipent au vote final sur les données "similaires" en terme de voisinage. Plus simplement,
pour chaque exemple de la base de test, ce système détermine parmi les données d’ap-
prentissage, celles qui lui ressemblent le plus. Il décide alors de ne faire confiance qu’aux
arbres de décision qui savent le mieux classer ces données dites "similaires". Ce système
de vote majoritaire s’appuie sur la procédure utilisée par Breiman dans [51] pour mesurer
la similarité.

Dans [56] Evanitha et al., présentent des améliorations au système du vote ordinaire.
Il s’agit de proposer six diversités de l’algorithme de vote pondéré. Le premier algo-
rithme [53] est le même que celui utilisé par Breiman dans [51]. Ce principe est basé
sur les performances individuelles des arbres sur les donnés similaires. Le deuxième algo-
rithme [88], le troisième [89] et le cinquième algorithme [90] sont basés sur des métriques
entre les données. Le quatrième [91] et le sixième [92] utilisent la pondération des arbres
selon leurs taux de classification. Evanitha et al. effectuent un certain nombre d’expéri-
mentations sur la base de données Alzheimer pour étudier l’évolution des performances
des forêts aléatoires lorsqu’elles implémentent le vote pondéré ou le vote majoritaire
classique.
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3.3 Contributions/propositions

Dans ce travail, nous proposons de remplacer le vote majoritaire par le vote pondéré
suivant la performance locale de chaque arbre. Ce choix est justifié par le fait que le
vote classique dans son principe donne un même poids à chaque décision de chaque arbre
ce qui est préjudiciable pour nombre d’exemples. Ce système de vote dépend aussi du
choix d’une majorité de classifieurs qui donnent une même classe pour la prédiction d’un
exemple donné, alors que les arbres n’ont pas les mêmes performances. Nous mettons en
œuvre également une deuxième modification au niveau du choix de variable de division
en remplaçant l’indice de Gini par ses diversités à savoir Towing et Deviance.

4 Méthodes

4.1 Indice d’évaluation Gini

Ce critère a été introduit par Breiman et al. [51] dans la méthode d’induction d’arbres
CART (Classification And Regression Tree) [74]. C’est également le critère que Breiman
a décidé d’utiliser dans ses algorithmes d’induction de forêt aléatoire pour mesurer l’im-
pureté du nœud.

En classification, on cherche à diminuer l’indice de Gini, et donc à augmenter l’homo-
généité des nœuds obtenus (un nœud étant parfaitement homogène s’il ne contient que
des observations de la même classe). Il existe plusieurs critères selon lesquels l’impureté
de nœud est minimisée dans un problème de classification. Les trois métriques de Gini
communément utilisés incluent : Gdi, Deviance et Twoing.

La métrique Gdi

L’indice GDI est appliqué par défaut dans l’algorithme de CART, il est défini par :

Gdi = 1`
kX
i=1

P 2(i)

Où p est la proportion d’observation de la classe i qui atteint le nœud.

Un nœud avec juste une classe (un nœud pur) a l’indice Gini égal à zéro ; autrement dit
l’indice de Gini est positif.

La métrique Twoing

Constatant que l’indice de Gini n’est pas efficace lorsque le nombre de classes est élevé,
Breiman a proposé dans [74] la règle Twoing qui fonctionne pour les arbres binaires, où
le nombre de nœud est égal à deux et la partition T se divise en deux noeuds, tG et tD.

Conçu pour les problèmes multi-classes, cette approche se base sur la séparation entre
les classes plutôt que la diversité du nœud. Dans un problème multi-classes chaque
division est traitée comme un problème binaire. Les divisions qui tiennent des ensembles
de classes liées sont préférées. L’approche offre l’avantage de révéler des similarités entre
les classes et peut être aussi appliquée aux classes ordonnées.

Twoing = p(tG)p(tD)(

kX
i=1

jpi(tG)` pi(tD)j)

La règle de Twoing n’est pas une mesure de pureté d’un nœud, mais une mesure de
différence pour décider comment diviser un nœud.
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En dénotant pi(tG) par la fraction des membres de classe i dans le nœud gauche fils
après la division, et pi(tD) dénote la fraction des membres de classe i dans le nœud fils
juste après la division. p(tG) et p(tD) sont les fractions d’observations qui se divisent
respectivement vers la gauche et la droite. Si l’expression est grande, la division donne
des nœuds fils purs. De même si l’expression est petite, la division fait ressortir chaque
nœud fils semblable l’un à l’autre, et par la suite semblable au nœud parent. De ce fait,
la division n’augmente pas la pureté du nœud.

La métrique de Déviance

Aussi appelée la trans-entropie ou la mesure de déviance d’impureté, est utilisée pour
calculer l’impureté de nœud. Un nœud pur a la déviance zéro ; autrement, la déviance
est positive, définit par :

Deviance = `
kX
i=1

p(i) log p(i)

4.2 L’agrégation par vote

Une forêt aléatoire est l’agrégation d’une collection d’arbres aléatoires. Cette méthode
revient à faire la moyenne des arbres en régression, et à faire un vote majoritaire en
classification.

Le vote majoritaire

Pour chaque instance (x; y) et forêt aléatoire, l’apprentissage de chaque arbre de la forêt
est lancé pour aboutir un ensemble de valeurs de classes prédîtes. Celles-ci sont alors
agrégées par un vote majoritaire entre les classifieurs (Algorithme 2).

Algorithm 2 L’agrégation par vote majoritaire
1: Entrainer l’ensemble des classifieurs H sur une X donnée pour prédire les classes Cj
2: Calculer Vt;j le vote pour la classe retournée par chaque classifieur

Vt;j(X) =


1 si ht donne la classe j
0 sinon.

3: Calculer le vote total obtenu par chaque classe Vj =
P

t=1(Vt;j)
4: Choisir la classe qui a la plus grande valeur des votes Vj comme une classe finale

pour la donnée X

Le vote pondéré

Dans ce travail, nous proposons d’étudier une amélioration du système de vote majo-
ritaire classique des forêts aléatoires, dans le but d’obtenir des classifieurs finaux plus
performants.

L’idée est de pondérer les décisions (la classe attribuée) de chaque arbre de la forêt par
sa performance locale. La performance locale de chaque arbre est tout simplement son
taux de bonne classification par ses OOB (Out Of Bag 1). En finalité la somme de toutes
les pondérations pour chaque classe est réalisée et l’élément à classer prend la valeur
de celle qui a le plus grand poids (Algorithme 3).

1. Un échantillon bootstrap S est, par exemple, obtenu en tirant aléatoirement n observations avec remise
dans l’échantillon d’apprentissage S, chaque observation ayant une probabilité 1=n d’être tirée, les éléments
restants sont les éléments OOB.
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Algorithm 3 L’agrégation par vote pondéré
1: Entrées : X : Une instance à classer, T : ensemble de classifieurs, OOB de chaque

classifieur.
2: Sortie : Classe Cx
3: Processus :
4: Calculer la performance Performt de chaque classifieur «t» de «T»

Performt = Taux de classification (OOBt)

5: Calculer Scorec;x le score de chaque classe «c» obtenu par les «T» classifieurs
pour l’instance «X».

Scorec;x =
PT

t=1(Testt;c(x) ˜ Performt)

Testt;c(x) =


1 si l’arbre «t» donne la classe «c» pour l’instance «X»
0 sinon.

6: La classe cx avec le score le plus élevé est choisie comme classe finale

Cx = Argmax(Scorec;x)

5 Résultats et interprétation

Dans ce chapitre, nous allons présenter l’impact de chaque indice de division ainsi que
chaque type de vote sur une forêt aléatoire. La pondération de chaque arbre est calculée
selon son taux de bonne classification de ses éléments OOB. Dans ce qui suit nous
présentons les résultats obtenus par les différentes combinaisons. Les expérimentations
ont été réalisées en deux temps. Premièrement, mettre en place le nombre d’arbres pour
la construction de la forêt Aléatoire, et en second lieu, séléctionner l’indice de division
et le type de vote optimal pour améliorer les performances de classification de la forêt
aléatoire.

5.1 Description des bases de données médicales

Afin d’évaluer les différentes méthodes, nous avons fait appel à quatre bases de données
médicales du répertoire UCI Machine Learning [84] résumées dans le tableau (Table 1).

La base de données Breast Cancer La base de données du cancer du sein dénommée
« Wisconsin Breast Cancer Database » a été collectée à l’Université du Wisconsin.
Elle contient les informations médicales de 699 cas cliniques relatifs au cancer du sein
classés comme bénin ou malin : 458 patientes (soit 65%) sont des cas bénins et 241
patientes (soit 35%) sont des cas malins. La base de données contient neuf attributs qui
représentent des cas cliniques, et l’attribut de la classe binaire.

La base de données Bupa liver disorder La base de données Liver disorders a été
dénotée par Richard S. Forsyth dans une recherche médicale de la compagnie de soins
médicaux internationaux BUPA. Elle englobe une étude médicale sur 345 individus des
maladies du déséquilibre de foie (200 malades, 145 non malades). La base de données
contient six attributs, les cinq premiers sont des analyses de sang. Ils sont supposés être
sensibles aux désordres du foie qui pourraient survenir suite à la consommation excessive
d’alcool.

La base de données Haberman L’ensemble de données concerne une étude qui a
été accomplie entre 1958 et 1970 à l’Université « Chicago’s Billings Hospital » sur la
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survivance de patients qui avaient subi la chirurgie pour le cancer du sein. La base de
données contient 306 patients (225 ont survécu et 81 ont succombé à la mort). Elle
contient trois attributs et un quatrième pour la classe.

La base de données Pima La base de données Pima Indians Diabetes a été réalisée
sur une étude de 768 femmes Indiennes Pima (500 non diabétiques 268 Diabétiques), Ces
mêmes femmes, qui ont stoppé leur migrations en Arizona, États Unis, et ont adopté
un mode de vie occidentalisé, développent un diabète dans presque 50% des cas. Le
diagnostic est une valeur binaire variable « classe» qui permet de savoir si le patient
montre des signes de diabète selon les critères de l’organisation Mondiale de la Santé.

Bases de données # Instances # Variables # Classes
Breast 699 9 2

Bupa Liver 345 6 2
Habermann 306 3 2

Pima 768 8 2

Table 1 – Paramètres des bases de données utilisées

5.2 Choix de la taille de la forêt

Pour choisir le nombre d’arbres optimal dans une forêt, nous avons effectué plusieurs
tests avec, à chaque fois, une forêt de taille différente. Les résultats (Figure 6) indiquent
qu’à partir de 100 arbres le taux d’erreur reste plus ou moins stable. Dans ce qui suit on
va utiliser 100 arbres pour toutes les expérimentations.

Figure 6 – Taux de classification par rapport aux nombres d’arbres.

5.3 Choix de l’indice de division et le type de vote

Nous comparons dans cette partie les performances (taux de classification) de six diffé-
rentes forêts aléatoires. Dans le but d’améliorer la performance des forêts nous avons
remplacé dans trois forêts le vote majoritaire par le vote pondéré, en utilisant les mêmes
critères pour les trois forêts (indice de Gini (Gdi), Twoing et Deviance). Le tableau (Table
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2) contient les résultats des différentes forêts. Nous constatons que le vote pondéré donne
de meilleurs résultats par rapport au vote majoritaire classique, aussi que le critère Dé-
viance donne la plupart du temps de meilleurs résultats par rapport à l’indice de Gini
(Gdi) et Twoing.

Bases de
données

Vote majoritaire Vote pondéré
GDI TWOING DEVIANCE GDI TWOING DEVIANCE

Breast cancer 99.335 99.1416 99.5708 99.514 99.1416 99.5708
Bupa Liver 70.7218 69.7321 71.4348 72.1739 71.3043 72.1739
Habermann 72.8406 71.9167 72.5490 72.5490 72.5490 73.521
Pima 81.0546 81.9117 82.0313 82.0313 81.6406 82.3

Table 2 – Les performances des forêts aléatoires utilisant l’indice de Gini et ses deux
variantes

Afin de mieux évaluer les performances réalisées, nous avons développé deux forêts aléa-
toires différentes, la première est une forêt aléatoire classique avec l’indice de Gini (Gdi)
et le vote majoritaire pour agréger les 100 classifieurs. La deuxième forêt est améliorée
en remplaçant Gini par Deviance et un vote pondéré pour l’agrégation. Une validation
croisée égale à 10 est effectuée pour chaque forêt afin de comparer les performances de
sensibilité, spécificité et taux de classification des deux méthodes sur les quatre bases de
données (voir Table 3).

Bases de
données

RF classique RF améliorée
TC% Se% Sp% TC% Se% Sp%

Breast cancer 99.28 98.15 99.62 99.51 99.14 99.81
Bupa Liver 70.72 86.33 42.54 72.17 87.38 44.71
Haberman 72,84 41,6 82,98 73,52 43,6 82,85
Pima 81.05 61.56 90.40 82.3 64.81 90.69

Table 3 – Les performances de la forêt améliorée pour l’ensemble de données médicales

Breast Cancer Les deux forêts aléatoires donnent des valeurs de sensibilité et spécifi-
cité très élevées. Ces résultats montrent que les forêts aléatoires ont effectuées un bon
apprentissage pour les données négatives et positives, donc elles réalisent une très bonne
détection des patients bénins et malins.

En comparant les résultats des deux forêts nous remarquons que les résultats sont presque
identiques vu la nature de la base de données. Notant que que plusieurs travaux n’utilisant
qu’un mono-classifieur comme les réseaux de neurones ont obtenu avec cette base 100%
de bonne classification.

Bupa liver La sensibilité des deux approches est très élevée, cela signifie que les deux
forêts ont réalisées un bon apprentissage pour les données positives. Par contre, la spéci-
ficité des deux méthodes est faible d’où la détection des patients non malades est moins
pertinente.
En comparant les deux forêts aléatoires, nous remarquons que la forêt améliorée fournit
la plupart du temps de meilleurs résultats que la forêt classique (8 cas sur 10).

Haberman La sensibilité des deux méthodes est faible, donc on obtient une mauvaise
détection des patients décédés depuis cinq ans. Une très bonne valeur de la spécificité
des deux forêts nous donne une bonne détection des patients qui ont survécu durant les
cinq ans.
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Pima Les résultats de cette expérimentation montrent que la spécificité des deux forêts
est très élevée prouvant que les forêts aléatoires ont réalisées un bon apprentissage sur
les données négatives. Nous pouvons en conclure que lorsqu’un patient est non diabétique
la méthode RF le détecte avec succès.

En comparant les résultats obtenus, notre constat immédiat, est que la forêt aléatoire
améliorée fournit la plupart du temps de meilleurs résultats que la forêt aléatoire clas-
sique (7 cas sur 10).

Pour la comparaison des deux forêts aléatoires classique et améliorée, nous constatons
que la deuxième méthode donne la plupart du temps de meilleurs résultats par rapport
à la forêt classique.

6 Conclusion

Dans ce chapitre, nous proposons une étude comparative des performances de classifi-
cation reliée au domaine médical du modèle ensembliste forêt Aléatoire (Random Forest).

Pour cela, nous avons procédé dans un premier temps à une analyse de travaux effectués
dans le domaine. Ceci nous a permis de mettre en évidence plusieurs avantages ainsi que
certaines limites des forêts aléatoires employées dans le cadre de la classification des
données médicales. Nous avons constaté en conséquence que les classifieurs déjà propo-
sés à base des forêts aléatoires font preuve de bonnes performances mais peuvent être
encore améliorés pour apporter plus de précisions aux résultats.

Nous avons en premier lieu, fait appel à la forêt aléatoire en appliquant l’indice de Gini
et le vote majoritaire. En second lieu, nous avons procédé au développement de plusieurs
variances du même classifieur en utilisant l’indice de Déviance et Twoing rule au niveau
du choix de la variable de division des nœuds des arbres. Et en dernier lieu, nous avons
appliqué le vote pondéré comme méthode d’agrégation de l’ensemble d’arbres.

Le taux de classification obtenu avec notre méthode est parmi les meilleurs résultats
obtenus jusqu’à aujourd’hui pour la classification de ces bases de données. Les résultats
obtenus sont très compétitifs par rapport aux autres versions des forêts aléatoires.
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Étude d’une Forêt à Sous espaces Aléatoires

1 Objectifs

L’intérêt principal de ce travail est donc d’étudier les performances d’une version mo-
difiée des forêts aléatoires que nous appelons Forêt à Sous espaces Aléatoires Sub_RF
(Subspaces Random Forests). La méthode proposée [58, 77] pour l’induction des arbres,
tente d’améliorer la précision en apportant plus de diversité au sein des ensembles de
classifieurs.

Pour cela, ce chapitre a été réparti comme suit : Un état de l’art des travaux du domaine
est exposé dans la section 2. Par la suite dans la section 3, nous présentons le principe des
méthodes utilisées et nous détaillons notre approche d’induction d’arbres. Nos résultats
sont présentés et discutés dans la section 4 suivante. Enfin, une synthèse générale qui met
en évidence les principales propriétés de notre technique ainsi que quelques perspectives
sont proposées dans la conclusion.

2 État de l’art

Il existe différentes possibilités pour la génération des ensembles de classifieurs. La pre-
mière possibilité consiste à manipuler les données comme dans le Bagging [37] avec
l’utilisation du principe de Bootstrap ou dans le RSM (Random Subspace Methods [39])
où nous appliquons uniquement un sous-ensemble aléatoire de l’espace des caractéris-
tiques.

Une deuxième possibilité d’induire des ensembles de classifieurs est de faire appel a dif-
férents algorithmes de classification (ou un algorithme avec différents paramètres) tout
en formant chacun sur le même ensemble de données (ici nous parlons des méthodes
d’ensemble hétérogènes) [93–96].

Une troisième possibilité consiste à combiner les deux premières méthodes en randomisant
les données (Bootstraping 1 par exemple) et l’algorithme d’apprentissage (en utilisant dif-
férents algorithmes ou bien un seul avec différents paramètres).

Dans cette optique, Breiman a proposé les Forêts Aléatoires (Random Forests) [51].
L’algorithme des Forêts Aléatoires est l’une des réalisations les plus populaires de la

1. Un échantillon bootstrap O est, par exemple, obtenu en tirant aléatoirement n observations avec remise
dans l’échantillon d’apprentissage O, chaque observation ayant une probabilité 1=n d’être tirée.
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recherche consacrée à l’agrégation d’arbres aléatoires. Depuis leur proposition, plusieurs
chercheurs ont tenté d’améliorer les forêts aléatoires par la modification du mécanisme
de vote ou la technique d’induction des arbres.

L’algorithme PERT (pour "PErfect Random Tree" les arbres aléatoires parfaits) en est
un exemple, il a été proposé par Cutler et Guohua (2001) [97]. Dans cet algorithme,
pour la division de chaque nœud non-terminal, deux exemples de différentes classes sont
d’abord tirés au hasard parmi l’ensemble d’apprentissage. Ensuite, un attribut aléatoire
est sélectionné et le point de découpage est aléatoirement et uniformément établi entre
les valeurs de cet attribut pour les deux exemples pris au hasard.

Geurts et al. (2006) [85] ont mis en place un autre algorithme intégrant plus d’aléatoire
au sein de l’arbre de décision connu sous le nom d’Extra-trees (Pour Extremely Rando-
mized trees) qui est similaire à PERT et qui combine la randomisation des attributs de
la méthode RSM avec une sélection totalement aléatoire du point de découpage.

Dans un autre travail, Panov et al. [71] ont combiné les Sous-espaces aléatoires et le
Bagging pour construire de meilleurs ensembles. L’idée du SubBag (pour Subspaces Bag-
ging) consiste à sélectionner des échantillons aléatoires avec remplacement à partir de
l’ensemble originel (comme dans le Bagging) et pour chaque échantillon, seulement
75% des attributs sont choisis au hasard (en utilisant le RSM [39]). Ainsi, les sous-bases
obtenues sont plus randomisées par rapport à celles générées par le Bootsrping.

Dans leur papier [71], Panov et al. ont prouvé que cette approche donne des perfor-
mances comparables à celles des forêts aléatoires, avec l’avantage supplémentaire d’être
applicable à n’importe quel algorithme d’apprentissage sans la nécessité de le randomiser.

Louppes et Geurts ont proposé dans [72] un travail similaire au SubBag appelé Random
Patches où chaque modèle de l’ensemble est construit à partir d’un sous ensemble de
données et de variables obtenues par tirage aléatoire de l’ensemble originel des données.
Leur méthode est très efficace pour l’application des grandes bases de données, car elle
réduit considérablement l’espace mémoire et le temps d’exécution.

3 Propositions

Dans ce travail, une version modifiée de RF appelée Sub_RF (pour Subspaces Random
Forests) est proposée. Notre procédure exploite le principe de SubBag [71] pour la mise
en place de l’algorithme des forêts aléatoires.

3.1 Les sous-espaces Aléatoires

La Méthode de Sous-espaces Aléatoires ou bien RSM (pour Random Subspaces Method)
a été proposée par Ho [39]. Cette méthode est assez similaire au Bagging, mais il ne s’agit
pas de manipulation des données, mais plutôt les caractéristiques par un échantillonnage
sans remise.

L’idée de base est de former chaque classifieur sur un sous-espace d’attributs tirés aléa-
toirement de la base originelle. Chaque sous-espace aléatoire a la même dimension P ,
avec P < M, où M est la dimension de l’espace originel de descripteurs. Dans [39], Ho
a montré, pour le paramètre P , que les meilleurs résultats sont généralement obtenus
par P ı M=2 caractéristiques. Ho a également montré que le RSM est applicable à tout
type de classifieur.
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3.2 Forêt à Sous espaces Aléatoires (Sub_RF)

La méthode proposée permet la création d’un ensemble de classifieurs en utilisant le
procédé du SubBag [71] pour la génération des échantillons d’apprentissage tandis que
les classifieurs sont des arbres de décisions générés en utilisant l’algorithme Forest-RI [51].

Cette méthode d’induction d’arbres a été nommée Sub_RF (pour Subspaces Random
Forest) (Algorithme 4).

Algorithm 4 Pseudo code de l’algorithme Sub_RF
1: Entrées : L’ensemble d’apprentissage L, Nombre d’arbres N, Taille du sous-espace
S.

2: Sortie : Ensemble d0arbres
3: Processus :
4: for i = 1! N do
5: T i  BootstrapSample(T )
6: T i  SelectRandomSubSpaces(T i; S)
7: Ci  ConstructRF_tree(T i)
8: E  E [ fCig
9: end for
10: Retourner E

Cet algorithme ajoute un autre niveau de randomisation à la méthode du SubBag grâce
à la fonction ConstructRF_tree() qui permet de créer des arbres à l’aide du principe
des forêts aléatoires. Pendant le processus d’apprentissage des arbres, à chaque nœud, la
sélection de la meilleure répartition sur la base de l’indice de Gini est effectuée non pas
sur l’ensemble des attributs M mais sur un sous-ensemble sélectionné de façon aléatoire
(racine de M selon l’algorithme Forest-RI).

4 Résultats et interprétations

Notre approche a été testée sur cinq bases de données du dépôt d’UCI Machine Learning
Repository [84]. Les bases de données qui ont été utilisées dans nos expériences sont
décrites dans le tableau (Table 15).

Bases de données # Instances # Variables # Classes
Breast 699 9 2
Ecoli 366 7 8
Isolet 7797 617 26
Liver 345 6 2
Pima 768 8 2

Table 4 – Paramètres des bases de données d’expérimentations

Dans nos expériences, quatre algorithmes différents sont mis en œuvre à savoir PERT [97],
Random Forest [51], SubBag [71] et notre méthode proposée Sub_RF. L’objectif est de
visualiser et d’étudier l’évolution de l’erreur de chaque technique.

Tout d’abord, chaque base de données a été divisée en deux sous-ensembles de données,
une pour l’apprentissage et l’autre pour le test en utilisant la validation croisée (5-fold
cross validation). La division de la base a été effectuée par tirage au hasard de la base
initiale en respectant la distribution des classes. Comme il a été déjà expliqué, notre mé-
thode utilise le Bootstraping pour générer les sous-bases, ainsi nous aurons en moyenne,
pour chaque échantillon bootstrap 63,2% des exemples uniques à partir de l’ensemble
d’origine, le reste étant des doubles (première randomisation).
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Pour nos expérimentations, les paramètres recommandés pour chaque algorithme seront
utilisés. Dans [71], Panov et Dzeroski ont suggéré d’exploiter 75% de l’espace des at-
tributs (à l’aide de la méthode RSM) pour chaque Bag (seconde randomisation). Pour
le paramètre K de l’algorithme Random Forest, plusieurs travaux de la littérature ont
montré qu’un nombre d’attributs égal à

p
M (M est la taille de tout l’espace des attri-

buts) est un bon compromis pour produire une forêt performante [51] [98].

Pour le choix de la taille de l’ensemble, nous avons développé plusieurs forêts aléatoires
avec différents nombre d’arbres : 10, 50, 100, 200, 500 et 1000. Les résultats indiquent
que, pour plus de 100 arbres, le taux d’erreur reste plus ou moins stable (Figure 7).

Figure 7 – Taux d’erreur de RF avec les différents nombres d’arbres

Dans ce qui suit, la taille de chaque forêt est fixée à 100 arbres. Dans un second temps,
nous avons effectué une comparaison entre RF, SubBag et notre méthode proposée
Sub_RF afin d’évaluer la performance de cette nouvelle technique pour générer des
classifieurs à base d’arbres.

Bases de données PERT RF SubBag Sub_RF
Breast 0,0478 0,04 0,03 0,0403
Ecoli 0,2555 0,1672 0,1551 0,1499
Isolet 0,1982 0,0899 0,0808 0,0781
Liver 0,2816 0,2812 0,2603 0,2501
Pima 0,2541 0,2387 0,2311 0,2283

Table 5 – Taux d’erreurs des différents algorithmes

Les résultats (Table 5) montrent que Sub_RF donne de meilleurs performances par
rapport aux autres méthodes, en raison de l’augmentation de sa randomisation. Cela
peut être expliqué par le fait que, contrairement au RF, les arbres du Sub_RF sont
très différents car ils n’utilisent pas tous les attributs et, contrairement à PERT, ils
choisissent la meilleure variable. Sur la Base Breast Cancer, SubBag donne de meilleures
performances que Sub_RF, cela peut s’expliquer par leur ressemblance dans la première
et la seconde étape de randomisation. A partir de ces résultats, nous pensons que Sub_RF
fournit globalement le meilleur compromis en terme de randomisation dans le cadre de
la génération des forêts aléatoires.
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5 Conclusion

Dans ce chapitre, une nouvelle méthode de génération d’arbres appelée Subspaces Ran-
dom Forest (Sub_RF) qui utilise le Bagging, la méthode des Sous-espaces aléatoires et
les Forêts Aléatoires a été essentiellement proposée. Cette méthode s’est, en fait, avérée
efficace par rapport à la forêt aléatoire classique.

Pour cette raison, nous avons testé expérimentalement notre approche sur cinq bases de
données du répertoire de l’UCI. Les résultats montrent que notre approche suggérée est
compétitive aux méthodes existantes dans l’état de l’art.

Il reste plusieurs questions et limites de notre approche auxquelles nous souhaitons ré-
pondre à l’avenir. Tout d’abord, nous voulons renforcer d’avantage ces résultats avec
une analyse théorique ainsi que tester notre algorithme sur de grandes bases de données.
Nous aimerions également tester certaines techniques de sélection ensemble afin de ne
garder que les meilleurs arbres de la forêt vu que les arbres générés sont très différents.
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CHAPITRE 3

Optimisation des Forêts Aléatoires Floues

1 Objectifs

Pour certains domaines d’application, il est essentiel de produire des procédures de clas-
sification compréhensibles par l’utilisateur. C’est en particulier le cas pour l’aide au
diagnostic médical où le médecin doit pouvoir interpréter les raisons du diagnostic auto-
matique.

A ce titre plusieurs travaux sont effectués afin de développer des outils d’aide au diagnos-
tic et de classification des maladies interprétables et transparents. Les arbres de décision
répondent à ces contraintes car ils représentent graphiquement un ensemble de règles et
sont aisément interprétables mais leur instabilité a conduit à l’élaboration de méthodes
comme le Bagging (pour Bootstrap Aggregating) [37].

La Forêt Aléatoire «Random Forest» de Breiman [51] nous permet dans une certaine
mesure de remédier à ce problème. Malgré la puissance de performance de ce dernier,
la notion de stabilité n’est pas forcément présente. L’idée proposée est d’intégrer le flou
pour retrouver la stabilité grâce aux arbres flous.

Dans ce travail [59], nous traitons l’extraction de la connaissance à partir des données,
en appliquant les forêts aléatoires floues (Fuzzy Random Forest FRF) qui combinent la
robustesse des arbres de décision, la puissance du caractère aléatoire qui augmente la
diversité des arbres dans la forêt ainsi que la flexibilité de la logique floue. Les FRF’s
ont la spécificité de contrôler des données imparfaites, de réduire le taux d’erreurs et de
mettre en évidence plus de robustesse et plus d’interprétabilité.

De ce fait, nous nous focalisons sur l’étude des forêts aléatoires floues, et plus particu-
lièrement leur l’amélioration par la méthode C-moyennes flous (FCM : Fuzzy C-Means)
et ce afin d’optimiser l’apprentissage structurel des paramètres flous. Cette technique
permet de réduire le nombre de sous-ensembles flous et de minimiser le nombre de règles
pour une connaissance plus ciblée.

Ce chapitre est composé de 5 sections décrites comme suit : en premier lieu, un état de
l’art sur les forêts aléatoires floues est réalisé dans ce contexte. En second lieu, nous
présentons les méthodes et l’approche proposée. Par la suite, nous exposons les résul-
tats et interprétations des algorithmes implémentés avec une synthèse sur les différentes
techniques. En dernier lieu, seront présentées une conclusion générale et les perspectives
futures pour ce travail .
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2 Univers flou

Nous ne pouvons aborder la forêt floue sans tout d’abord présenter les bases de la théorie
floue.

Dans la vie quotidienne nous appliquons implicitement la logique floue, car les informa-
tions ne sont pas toujours précises. Autrement, chaque personne peut se trouver dans des
situations où elle utilise des informations incomplètes, après raisonnement, elle prend des
décisions. Il a été nécessaire de créer une logique (Logique floue) qui admet des valeurs
de vérité en dehors de l’ensemble binaire pour pouvoir tenir compte et manipuler ce genre
d’information [99].

2.1 Le problème

Ces imperfections peuvent être distinguées en trois classes :

– Imprécision : désigne les connaissances qui ne sont pas perçues ou clairement définies.
Par exemple : La température de la chambre est très élevée [100].

– Incertitude : désigne les connaissances dont la validité est sujette à questions. Par
exemple : Je crois que la température est de 30 [100].

– Incomplète : du fait d’une rupture dans la transmission des données [101].

2.2 La logique floue

La logique floue est une extension de la logique classique (appelée aussi la logique boo-
léenne), Lotfi Zadeh est le fondateur de la théorie des ensembles flous qui est définie
comme : "une collection telle que l’appartenance d’un élément quelconque à cette col-
lection peut prendre toutes les valeurs entre 0 et 1" [102].

La logique est basée sur deux concepts principaux :
– Ensembles et variables flous et opérateurs associés.
– Prise de décision à partir d’une base de règles : Si. . . Alors

2.3 Notion d’ensemble et sous ensemble flou

Ensemble flou

Soit X une collection d’objets notés x. Un ensemble flou A de X est caractérisé par une
fonction d’appartenance —A. La valeur —A, pour x dans X, est comprise entre 0 et 1. Elle
définit le degré d’appartenance de l’objet x à l’ensemble flou A [101].

Fonction d’appartenance

Il existe plusieurs formes classiques de fonctions d’appartenance floues (comme trapé-
zoïdale, triangulaire ou gaussienne,. . .) qui modélisent des variables linguistiques (grand,
moyen ou jeune,. . .). Elle permet de décrire une appartenance floue à une classe [103].

Sous ensemble flou

La logique floue permet de caractériser une appartenance graduelle à un sous ensemble,
appelé sous ensemble flou [104].

- Dans l’approche classique :

Si —A est la fonction d’appartenance de l’ensemble A.
8 x 2 X —A (x) = 0 si x =2 X

—A (x) = 1 si x 2 X
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- Dans l’approche floue :
– Un élément peut appartenir plus ou moins fortement à cette classe.
– Un sous-ensemble flou A d’un référentiel X est caractérisé par une fonction d’apparte-
nance —A :

Si —A est la fonction d’appartenance de l’ensemble flou A.
8 x 2 X —A 2 [1,0]

Un ensemble flou est déterminé par sa fonction d’appartenance (degré d’appartenance ou
valeur de vérité) [104].

3 Forêt Aléatoire Floue (Fuzzy Random Forest)

3.1 Le principe des forêts d’arbre de décision flou

Les forêts aléatoires floues (FRF) sont un ensemble d’arbres de décision floue. Les arbres
de décision floue généralisent les arbres de décision classiques et sont beaucoup mieux
adaptés pour le traitement de données numériques continues, et cela sans introduire des
seuils de décision classiques [105]. Le parcours de la racine à une feuille constitue une
règle floue. A chaque étape de construction d’un nœud de l’arbre, le choix de l’attri-
but est très important. Chaque attribut n’a pas le même pouvoir discriminant relatif aux
classes.

En sélectionnant les attributs possédant un fort pouvoir discriminant, l’arbre de décision
sera moins profond et plus efficace. La mesure du pouvoir discriminant d’un attribut se
fait grâce à une mesure de discrimination. La stratégie de partitionnement détermine la
façon de découper la base d’apprentissage durant le développement de l’arbre ; et le
critère d’arrêt définit les choix d’arrêt du développement de l’arbre.

L’objectif est de définir à chaque nœud l’attribut permettant de déterminer au mieux la
classe des éléments de la base d’apprentissage.

3.2 Construire des partitions floues

L’élément important pour la prise en compte de données imprécises (l’information impar-
faite) est l’existence d’une partition floue sur l’univers des valeurs d’attribut numérique
– symbolique [106], elle est en général donnée par l’expert du domaine.

Pour cela, il faut en premier un système d’apprentissage inductif autonome doté d’une
méthode automatique de construction de partition floue pour gérer et traiter les données
numériques. Par la suite des données numériques – symboliques pour construire les arbres
de décisions floues.

3.3 Les caractéristiques d’un arbre de décision flou

Les arbres de décision flous généralisent les arbres de décision classiques et sont mieux
adaptés pour le traitement des données numériques / symboliques dont le parcours se
fait de la racine à la feuille et constitue une règle floue [105] pour obtenir la réponse de
l’arbre. Ils sont aussi construits avec des seuils fixés pour chaque attribut numérique qui
seront considérés comme des valeurs floues lors de l’utilisation de l’arbre général.

La construction d’arbre de décision par la stratégie TDIDT (Top Down Induction of De-
cision Tree) se fait par les étapes suivantes :
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‰ : La base d’apprentissage composée des
exemples définis par des attributs Ai et une
classe C.

Choisir un attribut Ai pour partitionner la
base d’apprentissage ‰. Un nœud est créé
dans l’arbre portant un test sur la valeur
Ai s’effectue généralement en décomposant
la base en sous base. Chaque sous base est
composée d’exemples possédant une valeur
identique pour A.

Si tous les exemples de la base possèdent
la même classe, le processus de l’arbre peut
s’arrêter sinon il reprend la partition (au
choix du meilleur attribut).

Dans le cadre flou on repartit les exemples
de toutes les sous bases en leurs affectant un
degré d’appartenance.

3.4 Comparaison entre l’arbre de décision classique et l’arbre de
décision flou

Arbre classique (booléen) Arbre flou
Le processus de classification suit le
premier chemin valide.

Tous les chemins de l’arbre sont éva-
lués lors du processus de classification.

Le critère de sélection pour diviser
les données lors de la construction de
l’arbre n’est pas toujours approprié.

Meilleur pouvoir de généralisation
entre l’ensemble d’apprentissage et
l’ensemble de test.

L’arbre est sensible au bruit dans l’en-
semble d’apprentissage.

L’utilisation de degrés d’appartenance
flous permet un traitement robuste
face au bruit.

Le processus de décision dépend des va-
leurs seuils.

L’usage de valeurs linguistique élimine
le problème des valeurs seuils.

Table 6 – La comparaison entre l’arbre de décision classique et flou [107]

4 État de l’art

En passant en revue les différents travaux réalisés au préalable sur la Forêt Aléatoire
Floue, une seule équipe dirigée par le Professeur P. Bonissone traite le problème des don-
nées imparfaites en utilisant des systèmes multi-classifieurs basés sur des forêts d’arbres
de décisions floues. De ce fait, nous citons les différents travaux réalisés par cette équipe.

Dans leur papier «A Fuzzy Random Forest : Fundamental for Design and Construc-
tion» [108] P. Bonissone et al. ont effectué des tests sur différentes bases en comparant
les performances de l’algorithme FRF (Fuzzy Random Forest) tout en appliquant des
arbres de type Fuzzy ID3 avec les algorithmes de Bayes, C4.5, Random forest et ADA-
BOOST.
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Sur une autre étude, Bonissone et al. «Combination Methods in a Fuzzy Random Forest
» [109] ont mis en œuvre deux autres méthodes de combinaisons : méthode minimum
(chaque classe est sélectionnée par la valeur minimum de toutes les feuilles atteintes dans
l’arbre) et la méthode maximum (chaque classe est sélectionnée par la valeur maximum
de toutes les feuilles atteintes dans l’arbre) avec les 2 techniques FRF et FID 1. D’après
les résultats comparatifs, les auteurs ont constaté que FRF est nettement meilleure que
FID.

Toujours dans la continuité de l’amélioration du principe de FRF, Bossinone et al. dans
«Weighted in a Fuzzy Random Forest» [110] ont combiné une méthode pondérée en
utilisant une inférence suivant 2 stratégies :

– SM 1 : en combinant l’information des feuilles atteintes dans chaque arbre pour obtenir
la décision de chaque arbre, en appliquant le même procédé de combinaison aux autres
pour produire la décision globale de la forêt.

– SM2 : en combinant l’information des feuilles atteintes de tous les arbres pour réaliser
la décision globale de la forêt.

Les résultats obtenus démontrent que l’implémentation d’inférence pondérée avec la
deuxième stratégie est mieux adaptée qu’avec la première.

Dans un papier plus général, Bonissone et al. «A fuzzy Radom forest» [111] ont réca-
pitulé toutes les différentes stratégies et ont dressé un bilan comparatif entre elles. Les
méthodes de combinaison utilisées sont :

– La méthode pondérée qui dépend explicitement des données.
– La méthode non pondérée qui dépend des données implicites.

Les résultats recueillis montrent de meilleures performances (jusqu’à 65%) pour les mé-
thodes de combinaison pondérées par rapport aux méthodes non pondérées.

Dans leur dernier papier intitulé «Towards the learning from low quality data in a fuzzy
random forest ensemble» [112], ils proposent une étude comparative entre la forêt floue
avec des séparateurs flous non uniformes/uniformes.

– La séparation floue non-uniforme (reconnaissance de forme de type non symétrique).
– La séparation floue uniforme. (Reconnaissance de forme de type symétrique, homo-
gène).

Leurs résultats prouvent clairement que FRF avec les séparations floues non-uniformes
aboutissent à de meilleurs résultats que les séparations floues uniformes.

Tout récemment le chercheur C. Marcela [113] a présenté une étude sur l’influence du
nombre d’arbres pour la construction de la forêt d’arbre de décision flou. Chacune de ces
forêts a été employée pour classifier tous les exemples de l’ensemble d’essai, en appli-
quant 3 graphiques :

– Classique : correspond au taux d’erreur en employant un arbre de décision flou classique
de type fuzzy CART.

– Zadeh : correspond au taux obtenu en employant les T-conormes de Zadeh (les opé-
rateurs minimum et maximum) en classifiant des exemples.

– Lukasiewicz : correspond au taux d’erreur obtenu en employant les t-normes de Luka-
siewicz en classifiant les exemples.

1. Le FID est un programme qui produit un arbre de décision basé sur la logique floue en permettant la
gestion des données imparfaites, en particulier des étiquettes linguistiques
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5 Propositions

La FRF accroit la robustesse des arbres de décision flous. La puissance du caractère
aléatoire augmente la diversité des arbres dans la forêt, et la flexibilité de la logique
floue. Tout ces points permettent de : contrôler des données imparfaites, réduire le taux
d’erreur et mettre en évidence plus de robustesse et plus d’interprétabilité.

Dans le cadre de notre travail, nous nous intéressons à l’étude des forêts aléatoires
floues optimisées pour les doter d’une meilleure capacité de prise en compte des données
imparfaites (numériques, imprécises, incertaines, ou incomplètes), et améliorer leur mise
en œuvre dans un raisonnement flou. De ce fait, nous proposons la construction de forêts
d’arbres de décision flous (de types Fuzzy CART) pour la classification de l’ensemble
des données, en employant la logique floue de Sugeno [114].

6 Base de données

6.1 Pima Diabetes

La base Pima Indian Diabetes (PID) d’Arizona [84] est constituée de 768 femmes dont
268 sont diabétiques et 500 non diabétiques. Chaque cas est formé de 9 attributs, le 9
ème représente la classe du patient (Table 7).

Attributs Description de l’attribut Moyenne Écart type
Npreg Nombre de grossesses 3.845 3.37
Glu Concentration du glucose plasmatique 120.895 31.973
BP Tension artérielle diastolique, (mm Hg) 69.105 19.356
Skin épaisseur de pli de peau du triceps, (mm) 20.536 15.952
Insu Dose d’insuline, (mu U/ml) 79.799 115.244
Bmi Indice de masse corporelle, (poids kg/taille

m)
31.993 7.884

Ped Fonction de pédigrée de diabète (l’hérédité) 0.472 0.331
Age âge (Année) 33.241 11.76

Table 7 – Description des attributs de la base de données Pima Diabetes

6.2 Liver Disorder

Liver Disorder (Bupa) [84] est une base de données sur les troubles hépatiques collectée
par Liver disorder Medical Research Ltd, elle contient 345 exemples de sexe masculin (200
non malades et 145 malades), sont définis par les 7 attributs dont le dernier représente
la classe (Table 8).

Attributs Description de l’attribut Moyenne Écart type
mcv Volume globulaire moyen 90.159 4.448
alkphos Alcalines phosphatase 69.87 18.348
SGPT Aminotransferase alanine 30.406 19.512
SGOT Aspartate aminotransferase 24.643 10.064
gammagt Gamma-glutamyl transpeptidase 38.248 39.255
drinks Nombre de boissons d’une demi –

pinte l’équivalent de boissons alcoo-
lisées bues par jour

3.455 3.338

Table 8 – Description de la base de données Liver disorder Bupa
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7 Expérimentations

7.1 Les forêts aléatoires Classiques (RF)

Pour les deux bases de données nous avons réparti l’ensemble des données en 2/3 pour
l’apprentissage et 1/3 pour le test, tout en gardant une distribution des classes équilibrées,
les résultats obtenus sont les suivants :

Figure 8 – Performances de classification en fonction du nombre d’arbres pour la base
Pima Diabetes et Liver disorder Bupa

– Les performances de la forêt aléatoire (RF) (Figure 8) sur la base Pima Diabetes ont
donné les meilleurs résultats au niveau de 200 arbres avec un taux de classification de
82.5%, mais la stabilité est plus présente à partir de 400 arbres.

– Pour la base Liver Disorder le taux de classification est de 72% pour 150 arbres et en
augmentant le nombre d’arbres on remarque plus ou moins une stabilité à partir de 250
arbres.

Dans les méthodes d’ensemble et plus particulièrement la forêt aléatoire RF, l’aspect
de stabilité des performances étant le plus important. A partir des résultats réalisés nous
avons constaté une certaine stabilité qui est présente avec un nombre d’arbres important
sur des bases de données à petite dimension. Notre but est d’implémenter l’arbre classique
avec le flou afin de voir si la stabilité sera plus présente avec moins de classifieur.

7.2 Forêt Aléatoire Floue avec l’arbre Fuzzy CART (FRF-FCART)

Dans la construction du FRF nous intégrons la logique floue au niveau des nœuds pour
chaque arbre en utilisant l’équation 3.1 de l’indice flou de Gini [106]. Cet indice peut
s’étendre pour la prise en compte de valeurs floues de la même façon que l’entropie de
Shannon.

L’indice flou de Gini HG(V=U) est défini par :

HG(V=U) =

mX
i=1

p ˜ (Ui):GG(V=Ui); (3.1)
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avec : GG(V=Ui) = 1`
Pm

j=1 p ˜ (Vj=Ui)2

Les performances de la forêt aléatoire floue (Figure 9) sur la base Pima Diabetes ont
donné de meilleurs résultats au niveau de 30 arbres avec un taux de classification de 76%
avec une stabilité bien présente sur les différents nombres d’arbres. Pour la base Liver
Disorder Bupa, le taux de classification est de 66% et sa stabilité est présente à partir
de 100 arbres.

Figure 9 – Performances de classification en fonction du nombre d’arbres pour la base
Pima et Bupa

Nous remarquons que Fuzzy CART donne des résultats assez médiocres avec un temps
d’exécution important bien que la stabilité recherchée est présente.

La connaissance obtenue

Nous distinguons dans les figures suivantes les fonctions d’appartenances pour les va-
riables de la base de données Pima Diabetes et Liver Disorder Bupa.

La base Pima Diabetes Le classifieur Fuzzy CART génère une base de connaissances
de 60 règles de classification. Dans la Figure 10, la partition floue de chaque paramètre
est faite de manière automatique.
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Figure 10 – Les fonctions d’appartenance de la base de données Pima avec Fuzzy CART

La base Liver Disorder Le classifieur Fuzzy CART génère une base de connaissances
de 35 règles de classification.

Figure 11 – Les fonctions d’appartenance de la base de données Liver Disorder avec Fuzzy
CART

Dans le même cas que la base de données PIMA, nous retrouvons une partition floue de
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manière automatique passant par exemple de 8 fonctions d’appartenance pour le para-
mètre MCV à 2 pour le paramètre DRINKS (Figure 11).

L’inconvénient majeur de cette approche est le fait de solliciter toutes les règles de la
base de connaissance (60 règles pour Pima et 35 règles pour Bupa) pour chaque exemple
présenté à l’entrée du classifieur, ce qui complique la tâche du médecin.

L’application des arbres de type Fuzzy CART dans les forêts aléatoires floues démontre
la stabilité recherchée, mais en contre partie nous a fait perdre en performances et en
interprétabilité avec un temps d’exécution très grand. La connaissance obtenue est inco-
hérente et cela peut s’expliquer par les points suivants :

– Incomplétude des partitions floues : exemple deux voisins de sous-ensembles flous dans
une partition floue qui ne se chevauche pas.

– Indiscernabilité des partitions floues : exemple les fonctions d’appartenance de deux
sous-ensembles flous sont tellement semblables que la partition floue est indiscernable.

– Inconsistance des règles floues : exemple Les fonctions d’appartenance perdent leurs
sens prescrits physiques.

– Trop de sous-ensembles flous.

Pour remédier à tous ces points, nous proposons l’algorithme d’optimisation Fuzzy C-
Means [115,116] qui a déjà montré son intérêt d’application pour l’optimisation de l’ap-
prentissage structurel des paramètres flous [117]. Il va également nous permettre d’aug-
menter la distinction des partitions floues et de réduire le nombre de sous-ensembles
flous.

7.3 Forêt Aléatoire Floue avec l’arbre modifié Fuzzy C-Means
CART (FRF-FCM-FCART)

Principe de Fuzzy C-Means (FCM) dans Fuzzy CART

FCM est un algorithme de clustering qui permet de faire une répartition des fonctions
d’appartenance au niveau des nœuds. Son principe de regroupement permet d’améliorer
les performances de chaque arbre et cibler la connaissance. Il est utilisé dans la classifi-
cation non supervisée. Dans notre cas d’application le nombre de clusters va être égal à
2, car nous traitons un problème de classification binaire et le paramètre de fuzzification
m est fixé à 2 de manière heuristique.

L’approche FCM- Fuzzy CART

L’optimisation du Fuzzy CART se fait comme suit (Figure 12), FCM tente de partitionner
les données numériques dans des clusters. L’appartenance d’un point de données à un
cluster spécifique est exprimée par la valeur d’appartenance de ce point à ce cluster. La
valeur d’appartenance est calculée par la minimisation d’une fonction objective de FCM,
qui recherche l’appartenance réalisant le moins d’erreur.
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Figure 12 – Schéma représentatif de la répartition des clusters en fonctions d’appartenance
avec FCM

Nous allons effectuer la même répartition des bases de données faite précédemment pour
l’expérimentation des Forêts Aléatoires Floues avec l’arbre modifié Fuzzy C-Means CART
(FRF-FCM-FCART), les résultats obtenus sont les suivants :

Figure 13 – Erreur de classification en fonction du nombre d’arbres pour la base Pima et
Bupa

Les performances de la forêt aléatoire Floue en fonction du nombre d’arbres (Figure 13),
ont réalisé les meilleurs résultats au niveau de 30 arbres sur la base PIMA Diabetes avec
un taux de classification de 79%, avec une stabilité quasi constante à partir des 30 arbres.
Quant à la base Liver Disorder Bupa le meilleur taux de classification est de 69% et la
stabilité commence à partir de 30 arbres.
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La Connaissance obtenue

La base Pima Diabetes Le classifieur FCM- Fuzzy CART génère une base de connais-
sances de 2 règles de classification (Figure 14) :

Règle 1 : If (Npreg is petit) and (Glu is grand) and (Bp is grand ) and (Skin is grand)
and (PED is grand) and (Age is grand) then (class is malade).

Règle 2 : If (Npreg is grand) and (Glu is petit) and (Bp is petit) and (Skin is petit) and
(PED is petit) and (Age is petit) then (class is non malade).

Figure 14 – Les fonctions d’appartenance de la base de données Pima Diabetes avec FCM

La base Liver Disorder Avec le classifieur FCM- Fuzzy CART, une base de connais-
sances de 2 règles de classification est réalisée (Figure 15) :

Règle 1 : If (mcv is grand) and (alkphos is grand) and (SGPT is grand1) and (SGOT is
petit) and (gammagt is grand) and (drinks is grand) then (class is malade).

Règle 2 : If (mcv is petit) and (alkphos is petit) and (SGPT is petit) and (SGOT is
petit) and (gammagt is petit) and (drinks is petit) then (calss is non malade).
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Figure 15 – Les fonctions d’appartenance de la base de données Liver Disorder Bupa avec
FCM

Dans cette partie, chaque attribut d’entrée a deux fonctions d’appartenance. Nous remar-
quons que l’application de fuzzy c-means a réduit considérablement le nombre de règles,
celui-ci a été minimisé de 60 règles à 2 pour Pima Diabetes et de 35 à 2 pour Liver
Disorder Bupa, ce qui diminue la complexité de la base de connaissances de manière
significative.

7.4 Discussion

Dans le cadre de ce travail, nous nous sommes intéressés à la construction d’une forêt
d’arbres de décision floue (de types Fuzzy CART) pour la classification de données mé-
dicales. Les résultats obtenus sont non satisfaisants, en terme de temps d’exécution et
taux de classification, d’où l’initiative d’améliorer cette approche par l’algorithme d’op-
timisation Fuzzy C-means. Il permet une meilleure répartition des données et ainsi une
régularisation des contraintes qui s’appliquent sur les paramètres des fonctions d’appar-
tenance floues. Cette approche nous a permis de réduire le nombre de sous-ensembles
flous tout en minimisant le nombre de règles pour une connaissance plus ciblée.

Cet algorithme réduit le nombre de sous-ensembles flous et minimise le nombre de règles
pour une connaissance ciblée. Delà donc automatiser et optimiser la structure et les pa-
ramètres des fonctions d’appartenance.

Des résultats obtenus, nous pouvons dire que les arbres de décision flous constituent une
technique importante dans tout système pour la modélisation de la connaissance dans
l’aide au diagnostic médical.

8 Conclusion

Ce chapitre présente un modèle de classification de forêts aléatoires floues, pour cela
nous avons appliqué deux critères pour évaluer la méthode proposée. Le premier est la
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stabilité des performances du classifieur, le second est le bon taux de classification.

L’algorithme de Fuzzy C-Means (FCM) a permis d’optimiser l’arbre Fuzzy CART en ré-
duisant son temps d’exécution mais tout en gardant une très bonne stabilité et une bonne
reconnaissance.

Avec l’hybridation de ces méthodes, une extraction de connaissances par le système d’in-
férence flou a pu être faite passant de 60 règles avec le Fuzzy CART à 2 avec Fuzzy
FCM. La connaissance réalisée est plus fiable, précise et suffisamment simple pour être
comprise, le tout en améliorant les performances avec un bon taux de classification pour
les deux bases de données.

Nous prévoyons dans les perspectives de ce travail, son adaptation à un problème multi-
classes ; aussi ordonnancer les connaissances par ordre de pertinence et ainsi faire un
élagage des arbres les moins informatifs (sélection de classifieurs).
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Conclusion

Les méthodes de classification ont pour but d’identifier les classes auxquelles appar-
tiennent des objets à partir de certains traits descriptifs. Elles conviennent en particulier
au problème de la prise de décision automatisée. La procédure de classification sera
extraite automatiquement à partir d’un ensemble d’exemples, ce dernier consiste en la
description d’un cas avec la classification correspondante.

Un système d’apprentissage doit alors, à partir de cet ensemble d’exemples, extraire une
procédure de classification, il s’agit en effet d’extraire une règle générale à partir des
données observées. La tâche générée tentera d’identifier les classes auxquelles appar-
tiennent des objets à partir de certains traits descriptifs et avoir une meilleure prédiction
pour classifier les nouveaux exemples.

Les méthodes d’ensemble constituent l’une des principales orientations actuelles de la
recherche sur l’apprentissage par machine, elles ont été appliquées à un large éventail
de problèmes réels. Malgré l’absence d’une théorie unifiée sur des ensembles de données,
il y a beaucoup de raisons théoriques pour combiner plusieurs apprenants, et la preuve
empirique confirme l’efficacité de cette approche.

Parmi les algorithmes issus des méthodes d’ensemble, les forêts aléatoires ("Random Fo-
rest" RF) [51] sont l’une des derniers aboutissements de la recherche et les plus efficaces
pour l’apprentissage d’arbres de décision. RF permet l’agrégation d’arbres randomisés tout
en synthétisant les approches développées respectivement par Breiman 1996 [37], Amit
et Geman 1997 [52].

Les performances d’une forêt d’arbres dépendent de la qualité des exemples qui la com-
pose et de leur indépendance. Aussi les forêts aléatoires sont fondées sur des arbres non
élagués afin de réduire l’erreur de biais ; en outre, le processus aléatoire permet d’assurer
une faible corrélation entre les arbres pour sauvegarder leur diversité.

Nous nous sommes intéressés dans ce travail à étudier et améliorer les performances du
modèle ensembliste Forêt Aléatoire sur une tâche de classification reliée au domaine
médical. À cet effet, nous avons procédé en premier temps à une analyse de travaux
effectués dans le domaine qui a permis de mettre en évidence plusieurs avantages ainsi
que certaines limites des forêts aléatoires employées dans le cadre de la classification
des données médicales. Nous avons constaté en conséquence que les classifieurs déjà
proposés à base des forêts aléatoires font preuve de bonnes performances mais peuvent
être encore améliorés pour apporter plus de précisions aux résultats.

Nous avons en premier lieu, fait appel à la forêt aléatoire en utilisant l’indice de Gini et
le vote majoritaire, puis nous avons procédé au développement de plusieurs variances du
même classifieur en utilisant l’indice de Déviance et Twoing rule au niveau du choix de

48



CHAPITRE 3. OPTIMISATION DES FORÊTS ALÉATOIRES FLOUES

la variable de division des nœuds des arbres et enfin nous avons appliqué le vote pondéré
comme méthode d’agrégation de l’ensemble d’arbres.

En second lieu, une nouvelle méthode de génération d’arbres appelée Subspaces Random
Forest (Sub_RF) qui regroupe les principes du Bagging, la méthode des Sous-espaces
aléatoires et les Forêts Aléatoires a été essentiellement proposée. Cette méthode s’est,
en effet, avérée efficace par rapport à la forêt aléatoire classique.

En dernier lieu, un modèle de classification des forêts aléatoires floues est proposé. Spéci-
fiquement, nous nous sommes plus intéresses à deux critères pour évaluer cette approche.
Le premier est la stabilité des performances du classifieur, le second est la bonne recon-
naissance. L’algorithme de Fuzzy C-Means (FCM) a permis d’optimiser l’arbre Fuzzy
CART en réduisant son temps d’exécution mais tout en gardant une très bonne stabi-
lité et un bonne reconnaissance. Avec l’hybridation de ces méthodes une extraction de
connaissances par le système d’inférence flou a pu être faite passant de 60 règles avec
le Fuzzy CART à 2 avec Fuzzy FCM. La connaissance réalisée est plus fiable, précise et
suffisamment simple pour être comprise, le tout en améliorant les performances avec un
bon taux de classification pour les deux bases de données.

Il reste plusieurs questions et limites à nos approches auxquelles nous souhaitons répondre
à l’avenir. Nous prévoyons dans les perspectives de ce travail, de renforcer ces résultats
avec une analyse théorique ainsi que tester nos algorithmes sur de grandes bases de
données. Aussi l’adaptation aux problèmes multi-classes et multi-labels [118].
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Introduction

Les méthodes modernes d’acquisition automatique permettent d’obtenir de nombreuses
variables sur de nombreux individus pour un faible coût. Toutefois, la variable d’intérêt
est souvent plus difficile à repérer que les autres. Ceci est particulièrement vrai dans les
problèmes de prédiction. Dans ce cas, il est préférable d’apprendre une règle qui per-
met de prédire la variable d’intérêt étant donné la disponibilité des variables obtenues à
moindre coût.

Dans ce contexte, le praticien dispose souvent d’un grand échantillon de données non
étiquetées et d’un plus petit échantillon de données étiquetées. Exemple, avec le déve-
loppement rapide d’Internet, il est facile d’obtenir des milliards de pages Web à partir de
serveurs Web. Cependant, la classification de ces pages web dans des classes est une tâche
longue et difficile. Aussi dans le domaine de la reconnaissance vocale, l’enregistrement
nous donne d’énormes quantités de données audio dont le coût est négligeable. Toute-
fois, l’étiquetage exige quelqu’un pour l’écouter et le saisir par la suite. Des situations
similaires sont valables pour la télédétection, la reconnaissance des visages, l’imagerie
médicale, la recherche d’images par contenu [15] et la détection des intrusions dans les
réseaux informatiques [31].

Vu la disponibilité des données non étiquetées et la difficulté de leur annotation, les mé-
thodes d’apprentissage semi-supervisé ont acquis une grande importance. A la différence
de l’apprentissage supervisé, l’apprentissage semi-supervisé vise les problèmes avec rela-
tivement peu de données étiquetées et une grande quantité de données non étiquetées.
La question qui se pose est alors de savoir si la seule connaissance des points avec labels
est suffisante pour construire une fonction de décision capable de prédire correctement
les étiquettes des points non étiquetés. Différentes approches proposent de déduire des
points non étiquetés des informations supplémentaires et de les inclure dans le problème
d’apprentissage.

Plusieurs sortes de techniques ont été développées pour réaliser la tâche d’apprentissage
semi-supervisé. Il existe principalement trois paradigmes [7] [8] qui abordent le problème
de la combinaison des données labellisées et non labellisées afin d’améliorer les per-
formances. De ce fait, nous citons en bref ces catégories : apprentissage semi-supervisé,
apprentissage transductif et l’apprentissage actif.

L’Apprentissage semi-supervisé (SSL) renvoie à des méthodes qui tentent d’exploi-
ter soit les données non étiquetées pour l’apprentissage supervisé où les exemples non
étiquetés sont différents des exemples de test ; soit d’exploiter les données étiquetées
pour l’apprentissage non supervisé.
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L’Apprentissage Transductif regroupe les méthodes qui tentent également d’exploiter
les exemples non étiquetés, mais en supposant que les exemples non étiquetés sont
exactement les exemples de test.

L’Apprentissage actif se réfère à des méthodes qui sélectionnent les exemples non
étiquetés les plus importants, et un oracle peut être proposé pour l’étiquetage de ces
instances, dont l’objectif est de minimiser l’étiquetage des données [9]. Parfois, il est
appelé échantillonnage sélectif ou sélection d’échantillon.

Dans cette partie, nous nous focalisons sur l’amélioration des performances de la clas-
sification supervisée en employant les données non étiquetées (SSL). Nous mettons en
place d’abord l’approche semi-supervisée dans le cadre des problèmes de classification,
orientée vers l’application des méthodes d’ensemble en classification semi-supervisée.

L’apprentissage semi-supervisé fait ressortir l’hypothèse que les données non étiquetées
vont améliorer l’apprentissage. Mais, cela n’est pas toujours vrai [17]. Chapelle et al. [7]
distinguent trois hypothèses que les données doivent satisfaire pour pouvoir profiter des
exemples non-étiquetés.

– L’hypothèse de régularité : si deux points x1; x2, sont proches dans une région à haute
densité, alors les sorties correspondantes doivent être y1; y2,

– L’hypothèse de classe : si les points sont dans le même cluster donc ils sont susceptibles
d’être de la même classe,

– L’hypothèse de sous-espace : les données (de grande dimension) se situent générale-
ment sur une variété de basse dimension.

La première hypothèse est une condition que les données doivent remplir pour permettre
une généralisation à partir d’un petit nombre d’étiquettes. En effet, les données pour les-
quelles deux exemples très proches, situés dans des régions denses de l’espace d’appren-
tissage, et qui n’ont pas plus de chance de posséder des étiquettes communes, deviendront
des données dont la nature empêche un apprentissage semi-supervisé. Les deux autres
hypothèses spécifient des conditions que les données peuvent remplir et sous lesquelles il
est possible d’établir une généralisation à partir d’un petit nombre d’exemples étiquetés :
soit les données sont regroupées en classes homogènes, soit en des sous-espaces denses
et homogènes. La différence entre ces deux hypothèses concerne essentiellement l’espace
dans lequel est mesuré la distance entre deux exemples.

Parmi les méthodes qui profitent de ces hypothèses, Zhu [17] distingue plusieurs familles
(Figure 16) la plupart de ces méthodes supposent une structure sous-jacente qui corrèle
les données non étiquetées avec une étiquette de classe et les rend par conséquent ins-
tructives.

Les paramètres d’apprentissage semi-supervisé peuvent être divisés en mono et multi-vue
(Figure 16). Dans l’apprentissage à vue unique, comme EM [119] et l’auto-apprentissage
[120], l’algorithme reçoit un ensemble unique de caractéristiques qui sont utilisées pour
l’apprentissage. En apprentissage à multi-vue, tels que Co-training [5] et Co-EM [121],
l’algorithme d’apprentissage reçoit deux ou plusieurs ensembles de caractéristiques (vue
multiple). Ces deux vues font appels aux multiples classifieurs de type homogène (tri-
Training [16], Co-Forest [18], Co-training by Committee [122]) ou hétérogène (statistical
co-learning [14], Democratic co-learning [15]). Cette catégorie de méthodes a un lien
direct avec les méthodes ensemblistes puisqu’elle fait appel à plusieurs classifieurs pour
gérer les exemples non-étiquetés.

Dans la partie précédente de cette thèse, nous avons démontré de manière empirique
l’efficacité d’application des approches d’ensemble (de manière plus spécifique celle de
l’algorithme des forêts Aléatoires). De ce fait, l’approche ensembliste est la seule mé-
thode qui permet la prise en compte rigoureuse recherchée tout en apportant des hypo-

52



Figure 16 – Les différentes approches pour l’apprentissage semi-supervisé SSL

thèses supplémentaires sur les données non classées. Dans ce cadre nos deux principales
contributions à ce travail sont le traitement des questions suivantes : « Comment juger la
pertinence d’un modèle à l’aide des données non étiquetées ? » et « Comment améliorer
les performances de ce dernier ? ».

Les données non étiquetées peuvent dans un certain nombre de situations dégrader la
règle de classement. Selon Cozman and Cohen [123], ceci ne peut être le cas que si le
modèle postulé est mal spécifié. En effet, si le modèle utilisé est bien spécifié l’informa-
tion apportée par ces dernières est efficacement prise en compte par le modèle, et conduit
à une amélioration de la règle de classement supervisé.

Dans cette troisième partie de la thèse, nous cherchons à répondre à la question sui-
vante « Le modèle utilisé est-il pertinent ? ». Pour cela, nous partons de l’idée que
lorsque différentes méthodes peuvent être utilisées pour estimer un même paramètre il
est intéressant de les comparer [124]. Nous comparons alors les estimations supervisées
et semi-supervisées des paramètres dans différents domaines applicatifs.

Nous proposons alors la mise en place d’expérimentations qui permettent de détecter, si
les paramètres estimés de ces différentes façons sont suffisamment proches compte tenu
de l’hypothèse que le modèle spécifie. Ces expérimentations concèdent à détecter les
situations où le semi-supervisé est susceptible d’améliorer les performances du supervisé.

Cette troisimèe partie de la thèse se répartie en trois contributions principales suivantes :

– Extrapolation du principe des forêts aléatoires en apprentissage semi-supervisé : appli-
cation sur données biologiques à grande dimension [60].

– Proposition d’approche de segmentation semi-supervisée des images médicales par clas-
sification pixellique semi-supervisée : application sur les images réelles rétiniennes.

– Présentation d’une nouvelle approche de classification semi-supervisée optimisée pour
une application à grande échelle de données [61].
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CHAPITRE 1

Les Forêts Aléatoires en Apprentissage Semi-Supervisé
(co-Forest)

1 Objectifs

En apprentissage supervisé, les algorithmes infèrent un modèle de prédiction à partir
de données préalablement étiquetées. Cependant, l’étiquetage est un processus long et
coûteux qui nécessite souvent l’intervention d’un expert. Cette phase contraste avec une
acquisition automatique des données. Ce n’est alors pas habituel de se retrouver avec
un volume important de données dont seulement une petite partie a pu être étiquetée.
Par exemple, en recherche d’images par le contenu, l’utilisateur souhaite étiqueter le
minimum d’images pour fouiller une base aussi grande que possible. Dans ce contexte,
l’apprentissage semi-supervisé (SSL) intègre les données non-étiquetées dans la mise en
place du modèle de prédiction. En ce sens, l’apprentissage semi-supervisé est à mi-chemin
entre l’apprentissage supervisé et non-supervisé : il cherche à exploiter les données non-
étiquetées pour apprendre la relation entre les exemples et leur étiquette.

L’apprentissage semi-supervisé a été largement appliqué dans de nombreux domaines
tel que le diagnostic médical, la reconnaissance des formes . . .etc. Les méthodes d’ap-
prentissage semi-supervisées font appel aux données non étiquetées en plus des données
étiquetées. Leur utilisation offre une meilleure classification des ensembles de données de
grande dimension, dont seulement un petit nombre d’exemples étiquetés est disponible.
Les méthodes d’ensemble sont considérées comme une solution efficace pour résoudre le
problème de dimensionnalité et permettent d’améliorer la robustesse et la capacité de
généralisation des apprenants individuels. Dans ce chapitre, nous nous intéressons plus
particulièrement à l’algorithme d’ensemble Random Forest en semi-supervisé nommé co-
Forest pour la classification des données biologiques à grande dimension. L’algorithme
est évalué sur sa capacité à prédire correctement l’étiquette des exemples non étiquetés,
ainsi que sa robustesse lorsque le nombre d’exemples étiquetés disponibles est restreint.

Pour ce faire, ce chapitre va être réparti comme suit : dans la section 2, nous présentons
un état de l’art des approches d’ensemble semi-supervisées existantes en expliquant le
principe de chacune. Dans la section 3, nous détaillons notre proposition. Nos résultats
sont présentés et discutés dans la section suivante. Enfin, une synthèse générale qui met
en évidence les principales propriétés de cette technique ainsi que ses points forts.
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2 État de l’art

Le premier à avoir vu le jour dans la catégorie des techniques d’apprentissage ensem-
blistes en semi-supervisé est l’algorithme co-Training, proposé par Blum et Mitchell [5]
pour la classification semi-supervisée des pages web.

Le co-Training, suppose que les variables sont naturellement partitionnées en deux en-
sembles x = (x1;x2). Par exemple, pour les pages Web on considère l’ensemble des liens
hypertextes et l’ensemble du contenu, sous les hypothèses suivantes :

1. Chaque composant est suffisant pour la classification,

2. Les composants sont indépendants conditionnellement à la classe,

Blum et Mitchell (1998) démontrent des garanties de type Probably Approximately Cor-
rect (PAC) (Valiant [125]) sur l’apprentissage en présence de données étiquetées et non
étiquetées (Algorithme 5).

Algorithm 5 co-Training pseudo code pour la classification de documents
1: Entrée : une collection initiale de documents étiquetés
2: Sortie : Deux classifieurs, C1 et C2, qui prédisent l’étiquette des nouveaux docu-

ments.
3: Répéter jusqu’à ce qu’il n’y est plus de document sans étiquette.

- Construire le classifieur C1 en utilisant la partie x1 de chaque document
- Construire le classifieur C2 en employant la partie x2 de chaque document.
- Pour chaque classe k, ajouter à la collection de documents étiquetés le

document non-étiqueté classé dans la classe k par le classifeur C1 avec la plus forte
probabilité.

- Pour chaque classe k, ajouter à la collection de documents étiquetés le
document non-étiqueté classé dans la classe k par le classifeur C2 avec la plus forte
probabilité.

4: Ces prédictions peuvent ensuite être combinées.

Les auteurs ont également montré que l’indépendance des deux sous-ensembles d’attri-
buts est une condition nécessaire pour que cet algorithme du co-Training améliore la
prédiction. En pratique, cependant, il n’est pas toujours possible d’obtenir deux sous-
ensembles d’attributs indépendants par rapport à l’étiquette, ce qui rend le co-Training
difficilement généralisable.

Pour contourner cette difficulté, Goldman and Zhou [14] proposent d’adapter cette stra-
tégie à un ensemble de classifieurs hétérogènes, appelé statistical co-learning. Leur mé-
thode suit la procédure mise en place par Blum and Mitchell [5], même s’ils sont obligés
de contrôler la qualité des exemples nouvellement étiquetés avant de les ajouter défini-
tivement à l’apprentissage.

Grâce à l’aide de trois classificateurs au lieu de deux, Zhou et al. [16] ont proposé
l’algorithme d’apprentissage tri-Training, qui nécessite des sous-ensembles d’attributs ni
suffisants ni redondants et pas d’algorithmes d’apprentissage supervisé spéciaux qui pour-
raient diviser l’espace d’exemple dans un ensemble de classes d’équivalence. L’algorithme
tri-Training réalise la prédiction par un vote majoritaire plutôt que par un classifieur com-
biné ou un stacking.

D’autre part, une amélioration de l’algorithme co-Training a vu le jour sous le nom de
co-Forest, qui étend le paradigme du co-Training en appliquant Random Forest [51]. Il
a été introduit par Li et Zhou [18] dans l’application à la détection de micro calcifica-
tions pour le diagnostic du cancer du sein. co-Forest utilise N – 3 classifieurs au lieu
des 3 dans Tri training. Les N ` 1 classifieurs sont employés pour la détermination des
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exemples de confiance, appelés Ensemble de concomitance = Hi = HN`1. La confiance
d’un exemple non étiqueté peut être simplement estimée par le degré de confiance sur
l’étiquetage, à savoir le nombre de classifieurs qui sont d’accords sur l’étiquette assignée
par Hi.

Les approches proposées par [5], [15], [16] (ainsi que d’autres telles que celles de [126])
montrent l’avantage à utiliser plusieurs classifieurs. Cependant, l’apprentissage de ces
classifieurs implique de prédire les exemples non-étiquetés avant de les appliquer. De
ce fait, par sa mesure de confiance l’algorithme de Li et Zhou [18], propose le meilleur
compromis à l’approche semi-supervisée.

Pour bien mettre en évidence ce principe, dans ce chapitre, nous nous intéressons à
l’application de l’algorithme co-Forest pour la classification des données biologiques à
grande dimension en apprentissage semi-supervisé.

3 Proposition

Dans ce travail nous nous focalisons sur l’application de l’algorithme semi-supervisé co-
Forest sur les données biologiques transcriptomes (Figure 17), où le nombre de variables
p, peut atteindre des dizaines voire des centaines de milliers. Dans un même temps, pour
beaucoup d’applications, le nombre d’observations n, se trouve réduit à quelques dizaines.

Figure 17 – Structure des bases biologiques

Le domaine typique de telles situations est le domaine médical où l’on peut maintenant
faire énormément de mesures sur un individu donné (mesures d’expression de gènes par
exemple), mais le nombre d’individus sur lequel on fait l’expérience est réduit (dans le
cas d’étude d’une maladie, le nombre de porteurs de la maladie qui participent à une
étude est souvent très limité).

4 Principe de l’algorithme co-Forest

L’algorithme co-Forest a été proposé par Li and Zhou [18], il étend le paradigme co-
Training [5] par la méthode d’ensemble Forêts aléatoires (Random Forest) [51].
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Algorithm 6 Pseudo code de l’algorithme co-Forest
Entrées : L’ensemble d’exemples labellisés L, ensemble d’exemples non labellisés U,

seuil de confiance „, nombre d’arbres N
Sorties : Ensemble d’arbres hi,
Processus :

1: Construction de la forêt aléatoire à N arbres
2: for i = 1! N do
3: êi;0  0:5
4: Wi;0  0
5: end for
6: t 0
7: Répéter jusqu’à ce qu’il n’y ait aucuns changements dans les arbres de la forêt

aléatoire.
8: t t+ 1
9: for i = 1! N do

10: êi;t  EstimateError (Hi; L)
11: Li;t  ffi
12: if (êi;t < êi;t`1) then
13: Ui;t  Subsample (U, êi;t`1:Wi;t`1

êi;t
)

14: for xu› Ui;t do
15: if Confidence (Hi; xu) > „ then
16: L0

i;t
 Li;t

S
(xu; Hi(xu))

17: Wi;t  Wi;t + Confidence (Hi; xu)
18: end if
19: end for
20: end if
21: end for
22: for i = 1! N do
23: if (êi;t:Wi;t < êi;t`1:Wi;t`1) then
24: hi  LearnRandomTree (L

S
(L0

i;t
))

25: end if
26: end for
27: fin de Répéter
28: Retourner hi
29: Vote Majoritaire H˜(x) argmaxy›label

P
i:hi(x)=y 1

Nous désignons par L et U l’ensemble des données étiquetées et non étiquetées respec-
tivement. En co-Training, deux classifieurs sont formés à partir de L, puis chacun d’eux
sélectionne les exemples les plus confiants dans U pour la phase de labellisation, à
partir de leur propre fonction de classement ou par séparation hyperplan. Ainsi, une par-
tie importante de co-Training réside dans la façon d’estimer la confiance de la prévision,
en d’autres termes, comment estimer ou obtenir la confiance d’un exemple non labellisé ?.

Dans co-Forest, un ensemble de N classifieurs désignés comme H˜ est utilisé dans co-
Training au lieu de deux classifieurs. De cette façon, nous pouvons estimer efficacement
la confiance de chaque classifieur. Si nous voulons considérer l’exemple labellisé le plus
confiant par un des classifieurs hi (i = 1; 2; : : : ; N) de l’ensemble H˜, nous employons
l’ensemble de concomitance de hi noté par Hi qui regroupe tous les autres classifieurs à
l’exception de hi. Par conséquent, la confiance de l’étiquetage peut être calculée comme
le degré d’accord sur l’étiquetage, c’est à dire le nombre de classifieurs qui s’accordent
sur le label attribué par Hi. L’idée générale de co-Forest est de former tout d’abord un
ensemble de classifieurs par les données étiquetées L et d’affiner chaque classifieur avec
des données non marquées jugées les plus confiants par son ensemble de concomitance.

Plus précisément, dans chaque itération d’apprentissage autour de co-Forest, l’ensemble
de concomitance Hi permettra de tester chaque exemple dans U. Pour un exemple non
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labellisé xu, si le nombre de classifieurs qui s’accordent sur une étiquette particulière
dépasse un seuil „ prédéfini, cette nouvelle étiquette lui sera affectée et par la suite il
sera copié dans le nouveau ensemble L0. A l’itération suivante, L0 est employé pour le
raffinage de hi. Nous noterons que les exemples non étiquetés ne sont pas supprimés de
U, de sorte qu’ils peuvent être sélectionnés par d’autres Hj(j 6= i) dans les itérations
suivantes (Algorithme 5).

Un problème qui peut affecter la performance globale de co-Forest est que toutes les
données non étiquetées dont la confiance est au-dessus de „ seront ajoutées à Li, ce qui
rend Li assez grand dans l’avenir. Mais dans le cas où un classifieur ne peut représenter la
distribution sous-jacente ; une énorme quantité de données étiquetées deviendra nuisible
à la performance au lieu d’augmenter la précision de la prédiction.

Ce phénomène a été découvert dans plusieurs algorithmes d’apprentissage semi-supervisé.
Inspiré par Nigam et al. [121], co-Forest reprend aussi le principe en assignant un poids
à chaque exemple non marqué. Un exemple est pondéré en fonction de la confiance
prédictive d’un ensemble concomitant. Cette approche permet de réduire l’influence de
„, même si „ est petit, les exemples qui ont une faible confiance prédictive peuvent être
limités.

êi;t

êi;t`1
<
wi;t`1

wi;t
< 1 (1.1)

Selon Li et Zhou [18], dans les deux itérations ((t`1) avec t > 1), la condition (eq. 1.1)
pour l’actualisation de l’ensemble d’apprentissage devrait être satisfaite pour améliorer
de manière itérative la capacité de généralisation.

En supposant que le classificateur hi est reconstruit (phase ré-apprentissage) sur l’en-
semble de données LiUL0i;t dans la t i ème itération. Et que êi;t désigne le taux d’erreur de
H˜ sur L0

i;t
aussi que êi;twi;t est la moyenne pondérée des exemples mal labellisés par H˜.

Les hypothèses que êi;t < êi;t`1 et wi;t`1 < wi;t, wi;t <
êi;t`1wi;t`1

êi;t
doivent être réunis par

l’obtention du sous-échantillon de U et ainsi satisfaire la condition en ( eq. 1.1).

En résumé, le principe de l’algorithme co-Forest, consiste en N arbres aléatoires qui sont
d’abord formés à partir d’un ensemble d’apprentissage bootstrap 1 de l’ensemble labellisé
L pour créer une forêt aléatoire. Ensuite, à chaque itération, chaque arbre aléatoire sera
affiné avec les exemples nouvellement marqués par son ensemble de concomitance, où la
confiance de l’exemple labellisé dépasse un certain seuil „. Cette méthode permettra de
réduire les chances qu’un arbre dans une forêt aléatoire soit biaisé lorsque nous utilisons
les données non étiquetées.

5 Expérimentations et Résultats

Nous comparons les performances de l’algorithme co-Forest à ceux de Random Forest
classique, afin d’évaluer les situations où le semi-supervisé est susceptible d’améliorer les
performances du supervisé. Le tableau (Table 9) décrit l’ensemble de données biologiques
appliquées pour l’expérimentation en termes de nombre d’exemples, de gènes (attributs)
et de classes.

1. Un échantillon bootstrap L est, par exemple, obtenu en tirant aléatoirement n observations avec remise
dans l’échantillon d’apprentissage Ln, chaque observation ayant une probabilité 1/n d’être tirée [69].
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Base de données ] Gènes ] Exemples ] classes Références
Colon 2000 62 2 [127]
Prostate 12533 102 2 [128]
Childhood tumors 9945 23 2 [129]
Leukemia 7129 38 2 [130]
Breast Cancer 12625 24 2 [131]
Dataset-C 7129 60 2 [132]

Table 9 – Caractéristiques des bases d’expérimentation

Les données d’apprentissage sont aléatoirement divisées en deux ensembles : L labellisé
et non labellisé U fixés par un taux (—), qui peut être calculé par la taille de U sur la
taille de L [ U. Afin de simuler différentes quantités de données non étiquetées, quatre
différents taux de « non-labéllisation » — = 20%, 40%, 60% et 80%, sont étudiés.
Notons que les distributions de classe pour L et U sont maintenues similaires à celle de
l’ensemble originel de données.

Dans ces expérimentations, nous reprenons les mêmes paramètres fixés dans [18], avec
une valeur de N fixée à 6 arbres, le seuil de confiance „ à 0,75, soit un exemple non
labellisé est considéré comme étant de confiance si plus de 3/4 des arbres s’accordent
sur le label donné.

Pour estimer l’erreur sur chaque jeu de données, nous avons prédéterminé un ensemble
d’exemples étiquetés. Pour chaque ensemble, l’algorithme est évalué sur sa capacité à
prédire correctement l’étiquette des exemples non étiquetés. Les exemples étiquetés ont
été choisis aléatoirement, avec pour seule condition celle d’avoir au moins un exemple
de chaque classe présent dans chaque ensemble.

— Techniques Colon Prostate
Childhood

Leukemia
Breast

Dataset-C Moyenne
Tumors Cancer

80 %
Random Forest 0,45 0,36 0,80 0,48 0,53 0,14 0,41
co-Forest 0,41 0,34 0,77 0,48 0,52 0,09 0,36
Improv. 3,64% 1,91% 3,08% 0,82% 1,38% 5,50% 2,26%

60 %
Random Forest 0,41 0,23 0,57 0,24 0,43 0,06 0,26
co-Forest 0,36 0,22 0,45 0,21 0,41 0,05 0,23
Improv. 4,98% 0,40% 11,67% 2,78% 2,32% 0,22% 3,60%

40 %
Random Forest 0,35 0,20 0,27 0,16 0,40 0,02 0,17
co-Forest 0,33 0,15 0,21 0,13 0,36 0,02 0,15
Improv. 2,20% 4,64% 5,95% 2,17% 4,24% 0,11% 2,05%

20 %
Random Forest 0,38 0,21 0,44 0,10 0,26 0,01 0,15
co-Forest 0,35 0,20 0,43 0,09 0,23 0,01 0,14
Improv. 2,78% 0,75% 1,00% 0,97% 2,57% 0,08% 1,50%

0 %
Random Forest 0,36 0,20 0,34 0,06 0,25 0,01 0,12
co-Forest 0,35 0,20 0,30 0,06 0,26 0,01 0,12
Improv. 0,29% 0,91% 3,98% 0,09% -0,60% 0,02% 0,78%

Table 10 – L’erreur Moyenne des algorithmes comparés aux différents taux —

L’algorithme co-Forest a permis d’améliorer les performances de Random Forest. Cela
peut être observé aux différents pourcentages de non labéllisation — (Figure 18), en par-
ticulier lorsque le taux est élevé (les données étiquetées sont très faibles).

Afin de comparer la performance d’amélioration de co-Forest sur Random Forest, les amé-
liorations "improv." sont moyennées sur l’ensemble des jeux de données dans tous les
exemples non labellisés, et ainsi une amélioration de la performance globale est obtenue.
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Nous avons enregistré (Table 10) un pourcentage d’amélioration Improv. de 3.64% sur la
base Colon avec seulement 12 exemples étiquetés. Des performances très intéressantes
sont réalisées sur la base Childhood tumors où co-Forest dépasse largement Random
Forest par un taux d’amélioration égal à 11%, avec seulement 9 échantillons étiquetés
(Figure 18).

Figure 18 – Courbe de performances d’amélioration de co-Forest Vs. Random forest à
chaque —

L’amélioration moyenne la plus élevée de co-Forest sur l’algorithme supervisé Random fo-
rest est de 3,6% sur l’ensemble des données biologiques, avec un taux de non-labéllisation
— égale à 60% (voir Table 10). Enfin, pour chaque jeu de données, l’algorithme co-Forest
a montré sa robustesse quand le nombre d’exemples étiquetés disponibles diminue (voir
Figure 19).

6 Conclusion

Dans ce travail l’algorithme de co-Forest est présenté. Il fait appel aux échantillons
non étiquetés pour améliorer les performances d’apprentissage à partir des échantillons
labellisés. Il étendant le paradigme de co-Training, en exploitant la puissance de la
forêt aléatoire. co-Forest permet la sélection des échantillons non labellisés les plus
confiants par la participation de tout ces classifieurs. Des expérimentations menées sur
des ensembles de données biologiques prouvent l’efficacité de co-Forest et confirme ainsi
sa capacité de mesure en améliorant la performance de l’hypothèse apprise sur une petite
quantité d’échantillons labellisés tout en exploitant les échantillons non labellisés.
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Figure 19 – Histogrammes de performances pour chaque degré de non labéllisation —
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CHAPITRE 2

Les Forêts Aléatoires en Apprentissage Semi-Supervisé
(Co-forest) pour la segmentation des images rétiniennes

1 Contexte

La majorité des applications dans le domaine d’aide au diagnostic médical nécessitent
l’acquisition de données d’imagerie de natures diverses : radiologies, examens scanner ou
IRM, imagerie échographique, vidéo, . . .etc. Une tâche fondamentale dans le traitement
de ces données est la segmentation, c’est-à-dire l’extraction des structures d’intérêt dans
les images, en 2D ou en 3D. Ces informations servent notamment de base à la visuali-
sation des organes, la classification des objets, la génération de modèles de simulation,
ou des mesures surfaciques ou volumiques.

Dans le cadre de ce travail, nous nous intéressons à l’annotation des images au niveau
super-pixellique par l’approche de segmentation semi-automatique. Ce procédé nécessite
une interaction plus ou moins importante de l’expert. Ce type de traitement est utile soit
pour traiter directement les données, soit pour définir un résultat de référence qui pourra
être appliqué pour l’évaluation de méthodes de segmentation automatiques.

La segmentation automatique d’image vise à l’extraction automatisée d’objets caractéri-
sés par un contour. Elle a pour but de rassembler des pixels entre eux suivant des critères
prédéfinis, le plus souvent les niveaux de gris ou la texture. Les pixels sont ainsi regroupés
en régions, qui constituent une partition de l’image. Néanmoins, cette tâche reste difficile
à réaliser surtout dans les cas de figure où les bords d’un objet sont manquants et/ou il
y a un faible contraste entre les régions d’intérêt (ROI) et le fond.

Dans cette partie de thèse, nous nous focalisons sur la segmentation semi automatiques
des images fond d’œil de la rétine pour le suivi médical de la maladie de Glaucome.
Dans les images rétiniennes, la papille, ou disque optique (« disc » anglais), ou tête du
nerf optique, est le lieu de rassemblement des fibres optiques à l’entrée du nerf optique
(Figure 20). C’est aussi la structure anatomique oculaire qui se dégrade progressivement
par le glaucome. Cette altération s’exprime par l’apparition d’une excavation (« cup »
Figure 20), ou par l’élargissement d’une excavation constitutionnelle physiologique. Elle
est visible à l’examen du fond d’œil, et peut précéder de plusieurs années l’apparition
des désordres péri-métriques. Le dépistage du glaucome s’effectue à l’aide de plusieurs
examens comme la mesure du champ visuel, celle de la pression intraoculaire ou encore
le fond d’œil qui permet d’analyser l’état du nerf optique.
Actuellement, la recherche tente d’identifier plus précisément les patients présentant
des facteurs à risques. L’objectif étant une prise en charge toujours plus précoce de la
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Figure 20 – Mesure du rapport cup/disque Optique

maladie afin de retarder le développement de déficits visuels. Les recherches récentes
sur la détection automatique du glaucome visent à détecter le cup et le disque optique
pour calculer le rapport cup/disque (C/D : la valeur du diamètre du cup divisée sur le
diamètre du disque Figure 20).

Plusieurs études médicales [133,134], ont démontré que la forme du disque physiologique
de la papille d’une population normale est généralement arrondie ou de forme ovale hori-
zontale. Par ailleurs, la perte d’épaisseur des fibres nerveuses rétiniennes péri-papillaires
(RNFL) se produit au niveau des pôles supérieurs et inférieurs du disque. La forme du cup
est agrandit verticalement plus qu’horizontalement. Par conséquent, le rapport vertical
cup sur disque (VC/D) apporte une information clinique plus pertinente pour le suivi du
glaucome.

2 Objectifs

Dans le but de mesurer automatiquement le rapport cup/disque (VC/D), de nombreuses
approches ont été proposées dans la littérature pour la segmentation d’images du fond
d’œil afin d’extraire la région du disque optique. Tous ces travaux peuvent être repartis
au sein des familles d’approches comme : les méthodes de segmentation, les techniques
d’extraction de caractéristiques et les méthodes de classification qui comprennent les
algorithmes supervisés et non supervisés. La segmentation supervisée par des méthodes
telles que les réseaux de neurones et les machines à vastes marges (SVM) conduisent à
une grande précision, mais ils nécessitent une grande quantité de données étiquetées pour
leur apprentissage, ce qui est difficile, coûteux et lent à acquérir dans les applications
réelles. D’autre part, les méthodes d’apprentissage non supervisé tels que K-means et C-
Moyens floues (FCM) suppriment les coûts d’étiquetage mais ont un rendement inférieur
par rapport aux méthodes supervisées.

Pour résoudre ces problèmes, nous proposons une approche semi-supervisée pour la seg-
mentation des régions cup et disque pour le calcul du rapport (VC/D). Plusieurs algo-
rithmes semi-supervisés tels que l’auto-apprentissage [135], Co-training [5], Expectation
Maximization (EM) [136] et, récemment, la méthode d’ensemble Co-Forest [18,137], ont
été développés, mais aucun d’entre eux n’a été utilisés pour segmentation semi-supervisée.

Plusieurs approches ont été développées afin d’automatiser le plus possible le processus
de segmentation cup et disque optique des images rétiniennes. La majorité des méthodes
existantes sont basées sur la modélisation et caractérisation du contour [138–141]. Tou-
tefois, des études récentes [142,143] indiquent que le procédé de segmentation par clas-
sification pixellique est potentiellement très utile et intéressant. Néanmoins, la grille
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de pixels est une représentation non naturelle des scènes visuelles. Elle est plutôt un
"artefact" d’un processus de formation d’image numérique. Ainsi, il serait plus naturel,
et sans doute plus efficace, de travailler avec des entités perceptuellement significatives
obtenues à partir d’un processus de regroupement de bas niveau.

De ce fait, les algorithmes de regroupement des pixels ou de sur-segmentation de l’image
connus sous le nom de "super-pixels", peuvent être utilisés pour remplacer la structure
rigide de la grille de pixels [144]. Un superpixel est un correctif d’image, qui permet de
mieux aligner les bords d’intensité qu’un patch rectangulaire. Il capture la redondance
dans l’image et réduit la complexité du traitement subséquent. En effet, le super-pixel
peut causer une accélération substantielle dans le temps de traitement, puisque le nombre
de super-pixels d’une image varie de 25 à 2500, contrairement aux centaines de milliers
de pixels dans une image [145].

Les super-pixels sont devenus des blocs de construction clés pour de nombreux algo-
rithmes de vision par ordinateur ; La construction des super-pixels sur l’image centrale,
nous permet de travailler localement sur l’information extraite. Les avantages de cette
approche peuvent être résumés dans les points suivants [144] :

1. Les super-pixels adhèrent au mieux aux contours de l’image.

2. Dans le pré-traitement, les super-pixels sont rapides au calcul et simple à utiliser.

3. Pour la segmentation, les super-pixels augmentent à la fois la vitesse de traitement
et améliorent la qualité des résultats.

Dans cette partie de la thèse, nous proposons une méthode de segmentation semi-
supervisée par la classification de super-pixels. Pour ce faire, la méthode proposée SP3S
(Super-Pixel for Semi-Supervised Segmentation) comporte deux étapes principales. Dans
la première étape, la forêt aléatoire en apprentissage semi-supervisé « co-Forest » est
formée uniquement sur 5% de la base d’image où les super-pixels sont annotés par un
expert ophtalmologique. Dans la seconde étape, les super-pixels non labellisés sont im-
pliqués pour le renforcement de l’apprentissage du classifieur afin de mieux discriminer les
régions cup et disque des images rétiniennes. Pour calculer le rapport VC/D, un modèle
de forme géométrique actif est utilisé pour dresser le contour du cup et disque optique.

Pour ce faire, ce chapitre est organisé comme suit : Dans la section 2, nous introduisons les
travaux connexes pour la rétine fond segmentation pour le calcul du C/D. L’algorithme
co-Forest est également présenté dans section 3. L’approche proposée sera détaillée dans
la section 4. La section 5 présente les résultats expérimentaux. Enfin, dans la section 6
nous concluons par l’apport de cette approche pour le suivi de la maladie du glaucome.

3 État de l’art du domaine

Plusieurs approches ont été développées afin d’automatiser le plus possible le proces-
sus de segmentation des images rétiniennes. Dans la littérature, un certain nombre
d’études ont été rapportées sur la segmentation automatique du disque optique (OD)
[138–141,146,147] ; d’autres études ont également été signalées qui s’intéressent qu’à la
segmentation du cup otique (OC) [142, 148], et enfin d’autres travaux ont relevé le défi
de la segmentation commune du cup et disque optique [143,149,150]. Tous ces travaux
peuvent être divisés en familles d’approches comme : l’approche contour, les algorithmes
morphologique, les méthodes de classification des pixels, etc . . .

Klein et Walter [146] proposent un procédé basé sur l’opération morphologique afin
d’extraire le disque optique ; ils ont appliqué la ligne de partage des eaux à l’image
gradient. Lalonde et al. [138] quant à eux, ils ont fait l’extraction du disque optique
(OD) à l’aide du Filtre de Canny, et le contour du disque optique a été déterminé par un
modèle circulaire.
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Un autre travail [147] propose la segmentation du disque optique à l’aide des motifs de
l’opérateur local binaire (LBP), où une égalisation d’histogramme est effectuée pour amé-
liorer la qualité de l’image d’entrée avant l’application de la méthode de LBP. D’autres
opérateurs morphologiques et de filtrage sont appliqués pour filtrer les artefacts et en-
lever le bruit de l’image segmentée.

Dans l’approche de Merickel et al. [140], le chemin optimal correspondant à la frontière
du disque a été déterminé sur la base de la fonction de coût, la texture et celle des
informations a priori du contour. Xu et al. [141] ont utilisé la technique de modèle dé-
formable qui comprend la détermination du contour du disque à travers la minimisation
de la fonction d’énergie définie par l’intensité de l’image, l’image gradient et la douceur
de frontière. Li et Chutatape [139] ont fait appel à l’analyse en composantes principales
pour localiser le disque optique. Un modèle de forme actif modifié est proposé dans la
détection de la forme du disque optique, un système de coordonnées du fond d’œil est
établi afin de fournir une meilleure description des caractéristiques dans les images réti-
niennes. Wong et al. [151] ont opté pour la technique level-set suivie par un ajustement
géométrique en ellipse afin de lisser les contours du disque optique. Lowell et al. [152],
ont également proposé un modèle adaptatif pour positionner le disque optique, et un
modèle de contour déformable pour le segmenter. Ce dernier utilise un modèle elliptique
global et un modèle déformable local.

Mittapalli et Kande dans [148] présentent deux méthodes de segmentation pour la détec-
tion du disque (OD) et cup (OC) optique. La première en appliquant les motifs binaires
locaux [153]. La deuxième méthode pour la détection du cup optique est basée sur la
méthode de regroupement SWFCM (spatially weighted fuzzy c means clustering) [154]
utilisant les informations des propriétés structurelles et les niveaux de gris de la région
claire.

En contrepartie des approches qui ont largement porté sur l’estimation du rapport C/D,
Joshi et al. [149] proposent une évaluation plus complète du disque optique et effec-
tuent la détection du glaucome utilisant plusieurs paramètres du disque. La méthode
présentée pour l’évaluation du glaucome est présentée sous la forme de deux méthodes
de segmentation pour OD et OC. Une nouvelle méthode de segmentation de l’OD est
proposée, elle intègre l’information locale de l’image autour de chaque point d’intérêt
dans l’espace de fonction multi-dimensionnelle afin de fournir de la robustesse contre les
variations trouvées dans et autour de la région d’OD. En parallèle, une stratégie multi-
étapes est mise en œuvre pour obtenir un sous-ensemble fiable de vessel-bends appelé
r-bends suivis par un raccord pour dériver le contour du cup optique.

Abramoff et al. [143] ont adopté une méthode de classification pixellique en faisant appel
à l’analyse de la fonctionnalité de l’algorithme du plus proche voisin. Le résultat final
de leur approche comprenait la classification de chaque pixel à chaque région (classe)
disque, cup, ou fond.

Dans l’approche de Cheng et al. [142], la segmentation du cup et disque optique des
images rétiniennes est déterminée par la méthode de classification de super-pixels. Le
processus proposé comprend : une étape de sur-segmentation par l’algorithme de classifi-
cation itératif linéaire (SLIC) [144] afin de diviser l’image en super-pixels. Le processus suit
une phase d’extraction de caractéristiques pour calculer les caractéristiques de chaque
superpixel. Enfin une classification avec la méthode SVM est réalisé pour déterminer
chaque super-pixels et d’estimer le contours cup et disque. Dans le même registre, Xu
et al. [155] reprennent le même cadre d’application des super-pixels sauf qu’ils adoptent
une approche non supervisée. Muramatsu et al. [156] comparent deux méthodes de classi-
fication pixelliques différentes qui emploient le modèle de contour actif (ACM), à savoir :
C moyens Flou (FCM) réseau de neurones (ANN) pour la segmentation des régions cup
et disque optique.
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Dans le but de combler le déficit de méthodes rentables, sensibles et précises pour dé-
pister le glaucome, ce travail traite le problème du suivi du glaucome par approche
de classification de super-pixels en apprentissage semi-supervisé. Contrairement aux mé-
thodes précédentes de segmentation des contours avec des données non marquées, notre
méthode SP3S, met en place la forêt aléatoire en apprentissage semi-supervisé pour la
segmentation des images rétiniennes à partir de toutes les données disponibles (étiquetées
et non étiquetées). Notre précédé effectue une classification pixellique sur une représenta-
tion super-pixellique afin de réduire la complexité de l’image dans la tâche de traitement.
Dans ce qui suit, les détails de notre approche sont présentés pour la mesure automatique
du rapport C/D afin d’établir un diagnostic rapide, fiable et efficace du glaucome.

4 L’approche proposée

L’objectif de ce travail est la segmentation automatique du cup et disque optique pour la
reconnaissance du glaucome. Pour ce faire ; nous proposons une approche basée essentiel-
lement sur une classification semi-supervisée des super-pixels de l’image. L’intervention
d’un ophtalmologue expert est importante dans l’identification des régions cups et disques
d’images du fond d’œil de la rétine. L’algorithme proposé est illustré dans la Figure 21.

En premier lieu, un pré-traitement de sur-segmentation basé sur une technique de super-
pixels est mise en place : l’image est divisée en petites régions homogènes en couleur,
appelées super-pixels, desquelles sont extraites la composante spatiale.

Figure 21 – Schéma représentant le processus SP3S de segmentation automatique du
cup et disque optique

Par la suite, intervient l’expert pour dresser les régions d’intérêt pour les 10 % des
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images sur-segmentées de la base. L’annotation se fait pour les régions : cup, disque
et fond. Notre contribution est l’application de l’algorithme semi-supervisé co-Forest
pour la classification des super-pixels afin de réaliser une segmentation semi-automatique
(annotation pixellique) des régions cups et disques. Dans la phase finale, les contours
cup et disque optique sont lissés par un modèle déformable (AGSM) de façon à mieux
estimer leurs limites pour le calcul du rapport VC/D. Les détails de chaque blocs sont
abordés dans les sections suivantes.

4.1 Sur-segmentation

La sur-segmentation est un pré-traitement qui subdivise une image en régions compactes
et uniformes composées de pixels qui possèdent les mêmes propriétés du point de vue de
la colorimétrie, de l’intensité, etc. Ces régions, appelées super-pixels, sont des agrégats
de pixels spatialement cohérents qui préservent l’homogénéité et l’information contenue
dans l’image (Figure 22). Les frontières des super-pixels ont la propriété d’adhérer aux
contours des objets présents dans l’image. Sur-segmenter l’image offre la possibilité de
manipuler des sous-régions cohérentes de l’image plutôt que des pixels. De ce fait, en
tant que pré-traitement, la sur-segmentation réduit significativement la complexité de
l’image.

L’algorithme de super-pixels

Les techniques dites de super-pixels sont de plus en plus populaires et couramment utili-
sés dans le domaine du traitement d’image et de la vision par ordinateur, notamment pour
la segmentation [157], l’estimation de bruit gaussien [158], etc . . .. Les approches à base
de super-pixels sont devenues des alternatives crédibles à l’utilisation d’une grille régu-
lière et rigide de pixels. Plusieurs algorithmes de sur-segmentation sont recensés dans la
littérature [159–161]. Ces approches permettent des traitements plus rapides, requérant
une capacité mémoire moindre, en offrant la possibilité de ne calculer les descripteurs de
texture qu’a l’échelle des super-pixels plutôt qu’à celui, plus dense, des pixels.

Les techniques de super-pixels reposent sur le regroupement de pixels voisins parta-
geant des caractéristiques similaires (texture, contour, couleur, etc . . .) au sein de ré-
gions polygonales. Par conséquent, les techniques de super-pixels produisent une image
sur-segmentée représentant une carte compacte du contenu initial de l’image [144]. Dans
ce travail, nous utilisons l’algorithme SLIC (Simple Linear Iterative Clustering) introduit
par Achanta et al. [144], il a été démontré que l’algorithme SLIC surpasse tous les algo-
rithmes concurrents tant qu’en point de vue de la qualité de la segmentation qu’en point
de vue de la vitesse d’exécution [144]. Il produit des super-pixels compacts et uniformes
en couleur sans requérir l’ajustement de multiples paramètres.

Figure 22 – Sur-segmentation obtenue à l’aide de l’algorithme SLIC
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Cette méthode récente, permet de construire des super-pixels réguliers en surface. Tout
d’abord, les centres des super-pixels sont initialisés sur une grille régulière, espacée de

S pixels avec S =
q

N
K
, où N est le nombre total de pixels dans l’image et K le nombre

de super-pixels souhaités. Ils peuvent être éventuellement déplacés afin d’éviter de se
trouver sur un contour de l’image. Cette méthode est itérative et comprend deux étapes :

1. L’assignation des pixels à un centre Ck suivant un critère d’appartenance,

2. La mise à jour des centres.

Cette approche tente de minimiser dans l’étape 1, le critère d’appartenance correspondant
à une distance entre Ck et le pixel courant p définie par :

Ds(Ck; p) = dlab(Ck; p) +
m

S
dxy(Ck; p) (2.1)

où dlab est la distance calorimétrique et dxy est la différence entre les positions dans
l’image courante, telles que :

dlab(Ck; p) =
q

(lk ` li)2 + (ak ` ai)2 + (bk ` bi)2

dxy(Ck; p) =
q

(xk ` xi)2 + (yk ` yi)2

Ainsi, les paramètres sont le nombre approximatif de super-pixels K et leur compacitém.
D’après Achanta et al. [144], m 2 [0` 20] lorsque nous travaillons sur l’espace couleur
CIELAB. Le terme m joue un rôle de pondération entre la couleur et la position. Quand
c = 0 les super-pixels peuvent être très souples et adhèrent aux contours de l’image et
quand m = 20 ils se rapprochent d’une forme régulière. Les auteurs proposent de fixer m
à 10 car cette valeur permet d’obtenir des performances supérieures à celles réalisées par
Felzenszwalb et Huttenlocher [160]. Pour chaque centre est défini une zone de recherche
d’appartenance de taille (2S ˆ 2S) et centrée sur Ck. Seuls les pixels p appartenant à
cette zone sont parcourus comme le montre la Figure 23.

Figure 23 – Zone de recherche de pixels similaires au centre Ck de référence

4.2 Méthodes d’extraction des caractéristiques

Les espaces couleurs

Différents espaces couleurs ont été utilisés dans la segmentation par classification pixel-
lique, mais beaucoup d’entre eux partagent des caractéristiques similaires. Par consé-
quent, dans ce travail, nous nous limitons à quatre espaces couleurs qui sont les plus
représentatifs et couramment utilisés dans le domaine de traitement d’image [162].
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Types de variables Forme
RGB R(i; j)

G(i; j)
B(i; j)

LUV L = 116( Y
Yn

)1=3 ` 16 Si Y
Yn
> 0:008856

= 903:3( Y
Yn

) Si Y
Yn
» 0:008856

U = 13L(U 0 ` U 0n)
V = 13L(V ` V 0n)

HSV H = G`B
(Max`Min)

Si R = Max
= B`R

(Max`Min)
+2 Si G = Max

= R`G
(Max`Min)

+4 Si B = Max

S = Max(R;G;B)`Min(R;G;B)

Max(R;G;B)

V = Max(R;G;B)
YUV Y = 0:2989R + 0:5866G + 0:1145B

U = 0:5647(B` Y ) = `0:1687R` 0:3312G +
0:5B
V = 0:7132(R ` Y ) = 0:5R ` 0:4183G `
0:0817B

Table 11 – Tableau des paramètres de caractérisation

L’espace RGB est un système additif qui décompose les couleurs en trois quantités
des trois couleurs primaires : le rouge, le vert et le bleu (Table 11). C’est le système
le plus employé dans les images couleurs et les moniteurs. Le modèle RVB utilise le
système de coordonnées cartésiennes. Le point (1, 1, 1) représente le blanc, le point (0,
0, 0) représente le noir et la diagonale représente les niveaux de gris.

L’intention de l’espace couleur LUV consiste à produire un espace de couleur plus
linéaire que les autres espaces couleurs existants (Table 11). Linéaire perceptuelle signifie
qu’un changement de la même quantité dans une valeur de couleur doit produire une
variation de la même importance visuelle.

L’espace HSV est un modèle de représentation dit "naturel", c’est-à-dire proche de
la perception physiologique de la couleur par l’œil humain. Il consiste à décomposer la
couleur selon des critères physiologiques (Table 11).

L’espace YUV est destiné principalement à la vidéo analogique, ce modèle de représen-
tation est utilisé dans les standards vidéo PAL et SECAM. La luminance est représentée
par Y, tandis que les chrominances U et V sont issues de la transformation de l’espace
RGB (Table 11).

Analyse spatiale

La localisation spatiale d’un pixel peut fournir des informations de l’emplacement et de
l’orientation par rapport au centre d’intérêt. Dans [163], Giannakeas et al. ont utilisé la
distance Euclidienne et la distance Manhattan pour mesurer la similarité entre la position
de pixel candidat et le centre d’intérêt (figure 24). Plus la distance est minime plus le
pixel candidat à une grande probabilité d’appartenir à la même classe du centre.
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Figure 24 – Procédure d’extraction des caractéristiques spatiales

4.3 La Forêt Aléatoire en apprentissage semi-supervisé "co-Forest"

L’algorithme co-Forest repose sur le paradigme du co-Training [5], où deux classifieurs
sont d’abord formés à partir de L, puis chacun d’eux choisit les exemples les plus confiants
en U de son point de vue. Il met par la suite à jour les autres classifieurs avec ces exemples
nouvellement étiquetés. Un des aspects les plus importants dans co-Training est d’esti-
mer la confiance d’un exemple donné non étiqueté.

Dans co-Training standard, l’estimation de la confiance profite directement à partir de
deux sous-ensembles d’attributs suffisants et redondants, où la confiance d’étiquetage
d’un classifieur pourrait être considérée comme sa confiance pour un exemple non éti-
queté. Lorsque la condition des deux sous-attributs suffisants et redondants n’est pas pré-
sente, la validation croisée est appliquée à chaque itération d’apprentissage afin d’estimer
la confiance pour les données non étiquetées [14]. L’inefficace estimation de la confiance
réduit considérablement l’applicabilité de l’étendue de l’algorithme co-Training dans des
applications telles que le diagnostic assisté par ordinateur.

Cependant, si un ensemble de classifieurs N, qui est désigné par H˜, est utilisé dans le co-
Training au lieu de deux classifieurs, la confiance peut être estimée de manière efficace.
Lors de la détermination des exemples les plus confiants étiquetés pour un classifieur de
l’ensemble de Hi(i = 1; : : : ; N), tous les classifieurs sont utilisés sauf hi. Ces classifieurs
forment un nouvel ensemble, qui est appelé l’ensemble de concomitance de H˜, noté
par Hi. Notons que Hi diffère de H˜ seulement par l’absence de hi. La confiance pour
un exemple sans étiquette peut être simplement estimée par le degré d’accords sur l’éti-
quetage, c’est à dire le nombre de classifieurs qui sont d’accord sur l’étiquette assignée
par Hi. En utilisant la méthode Co-forest [18], l’algorithme construit un ensemble de
classifieurs sur L, puis affine chaque classifieur avec des exemples nouvellement étiquetés
choisis par son ensemble de concomitance.

Le fonctionnement de Co-forest peut se résumer par les étapes suivantes :

Étape 1 Co-forest lance l’apprentissage des H˜ sur des bootstrap 1 de L Figure 25.

1. Un échantillon bootstrap L est, par exemple, obtenu en tirant aléatoirement n observations avec remise
dans l’échantillon d’apprentissage Ln, chaque observation ayant une probabilité 1/n d’être tirée.
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Figure 25 – Apprentissage des arbres sur les données labellisées L

Étape 2 l’ensemble de concomitance examine chaque exemple de U

Si le nombre de votant sur une étiquette de classe pour xu est d’accord > „ Alors xu
est labellisé et copié dans un nouveau ensemble L0

Remarque : Nous pourrons être confronté à une situation où L0 – U cela affecte les
performances de hi

Solution : introduire un poids par la prédiction de confidence par l’ensemble de conco-
mitance (Figure 26).

Figure 26 – Labellisation des données non labellisées U par l’ensemble de concomitance

Étape 3 Chaque arbre aléatoire est raffiné avec des exemples nouvellement marqués
LdL0 ensuite sélectionnés par son ensemble de concomitance sous la condition suivante :

ei;t:Wi;t < ei;t`1:Wi;t`1

Où : W =
P
wij et wij : la confidence prédictive de Hi sur xi dans L0 Figure 27.
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Figure 27 – Ré-apprentisage par les exemples nouvellement marqués L d L’

Pour que le succès de cette méthode d’ensemble soit présent, il faut que deux conditions
soient satisfaites :

– Chaque prédicteur individuel doit être relativement bon.
– Les prédicteurs individuels doivent être différents les uns des autres.

En plus simple, il faut que les prédicteurs individuels soient de bons classifieurs. Et là
où un prédicteur se trompe, les autres doivent prendre le relais.

Afin de maintenir la diversité dans Co-forest, l’idée est d’appliquer les forêts aléatoires.
Elles permettent d’injecter l’aléatoire dans son principe d’apprentissage, pour maintenir
cette condition. Les auteurs de Co-forest ont fixé un seuil pour la labéllisation des U où
seulement les U dont le total de poids <

ei;t`1:Wi;t`1

ei;t
seront sélectionnés (voir Figure

28).

Figure 28 – Schéma de principe de l’algorithme Co-forest
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4.4 Modèle géométrique déformable

Nous avons mis en œuvre un algorithme de modèle déformable basé sur la technique
AGSM (Active Geometric Shape Model) Wang et Boyer [164]. Les modèles déformables
sont des méthodes permettant de localiser les frontières d’un objet qui peut être re-
présenté par une équation paramétrique. L’idée est de modeler de manière itérative les
paramètres de forme de l’objet selon le champ de force, et ce afin de trouver les para-
mètres optimaux. Pour ajuster un modèle déformable de type snakes [165], ASM (Active
Shape Model) [166], etc . . ., les points du modèle vont être déplacés le long du champ
de force dans chaque itération. Un bon champ de force doit respecter les gradients de
l’image et être lissé pour assurer une large gamme de capture. Dans le modèle AGSM
de Wang et Boyer, ces derniers utilisent le Gradient Vector Flow (GVF) (eq. 2.2) pour
minimiser une énergie fonctionnelle (eq. 2.3) (Où f représente l’image lissée).

v(x; y) = [u(x; y); v(x; y)] (2.2)

‰ =

ZZ
(—(u2

x + u2
y + v2

x + u2
y)+ k rf k2k v`rf k2)dxdy (2.3)

Où f(x; y) est le négatif de l’énergie externe dérivée de I(x; y) l’image en niveaux de gris,
qui est considérée comme une fonction de variables continues de position (X; Y ) (eg.2.4).
Ce champ de force peut être résolu en utilisant le calcul des variations, et mesuré par
itération numérique [167].

f(x; y) = `Eext(x; y) = `Gff(x; y) ˜ I(x; y) (2.4)

Le principe de base d’AGSM est d’associer chaque paramètres : de position, de taille,
les paramètres de forme et ou les paramètres d’orientation, avec une force, puis régler le
paramètre en fonction de cette force ou orientation.

5 Base de données

RIM-ONE Release 3 est la troisième version de la base de données RIM-ONE [168].
C’est une base de données d’image rétinienne du fond d’œil, qui porte exclusivement sur
la segmentation du nerf optique (ONH). La base de données est composée de 159 images
du fond d’œil de taille 1424 x 1072, ces images sont segmentées de manière manuelle
par deux différents experts en ophtalmologie pour générer les images réalité terrain. La
segmentation moyenne est également disponible comme segmentation de référence.

Ces images du fond d’œil ont été capturées à partir de différentes sources médicales dans
trois hôpitaux espagnols (Hospital Universitario de Canarias, Hôpital Clinico San Carlos
et l’hôpital Universitario Miguel Servet). La compilation d’images provenant de diffé-
rentes sources médicales garantissent l’acquisition d’un ensemble d’images représentant
et hétérogène. Les images sont classées en différentes catégories :

– 85 images de patients non-glaucomateux,
– 29 images de patients avec un glaucome modéré,
– 6 images de patients atteints de glaucome sévère,
– 39 images de patients glaucomateux.

6 Résultats et expérimentations

6.1 Expérimentations

Dans la présente étude, afin de réaliser la sur-segmentation des images rétiniennes, nous
fixons la compacité des super-pixels par l’algorithme SLIC à m = 10. Il a été démontré
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par Achanta et al. [144], que cette valeur offre un bon équilibre entre la similitude des
couleurs et la proximité spatiale pour le traitement en super-pixels des images.

La première série d’expérimentations a été effectuée pour évaluer la performance selon
différents nombre de super-pixels K allant de 500, 1000, 1500 et 2000. Le tableau (Table
12) résume les taux de classification pour chaque K. Les résultats montrent que K = 500
est remarquable pour cette application malgré qu’il y a une légère amélioration lorsque
k atteint 1000 à 2000. Sachant qu’un petit nombre de K nécessite moins de temps de
calculs (i7-4790 CPU @ 3.60 GHz, 16Go RAM, MATLAB R2011b), par conséquent nous
adoptons K = 500 avec un filtre de 15 × 15 lors des essais ultérieurs.

Nombre de super-pixels K 500 1000 1500 2000
Taux de classification 90,16 90,81 90,74 90,85
Temps d’exécution (sec) 1207,37 2813,57 3524,40 4812,87

Table 12 – Tableau de performances selon différents nombre de super-pixels K

Pour la suite de notre expérimentation, nous avons sélectionné 10% de la base de don-
nées (15 images) pour réaliser l’apprentissage. L’expert ophtalmologiste interviendra dans
l’étiquetage de ces quinze images par marquage des zones d’intérêt (ROI), permettant
ainsi une meilleure perception des régions cup et disc. Dans la partie d’apprentissage de la
forêt aléatoire semi-supervisée, un nombre d’arbre égale à 100 étant choisi. L’évaluation
est réalisée par une validation croisée égale à 5. Les détails des paramètres d’expérimen-
tation sont résumés dans le tableau (Table 13).

Base étiquetée 15 images
Base d’apprentissage 64 images
Base de test 80 images
Degré de confiance 75%
Nombre d’arbres 100
Validation croisée 5

Table 13 – Paramètres de classification

6.2 Résultats

Une analyse quantitative est effectuée pour évaluer la performance globale de notre
méthode de segmentation. Cette évaluation est basée sur la similitude entre les régions et
les contours détectés par notre méthode en comparaison avec ceux des experts individuels
et leur moyenne. Pour estimer le chevauchement entre les régions segmentées et celles
vérité terrain, les mesures de précision et du rappel des super-pixels sont calculées.

Precision =
V P

V P + FP
Rappel =

V P

V P + FN

Avec : V P : Vrai Positif : nombre de super-pixels positifs classés positifs. FP : Faux
Positif : nombre de super-pixels négatifs classés positifs. FN : Faux Négatif : nombre de
super-pixels positifs classés négatifs.

Pour mieux apprécier la qualité des résultats de notre méthode, nous faisons appel à
une mesure de performance appelée F-score (F ) qui est la moyenne harmonique de la
précision et du rappel. Elle est définie comme suit :

F = 2
Precision : Rappel

Precision+ Rappel

La valeur de F-score se situe entre 0-1, une valeur F-score élevée nous renseigne sur la
pertinence de la technique.
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Cup optique Disque optique
Expert 1 Expert 2 Moyenne Expert 1 Expert 2 Moyenne

Cas Glaucomateux 0,8475 0,8563 0,8643 0,8982 0,8965 0,8989
Cas Suspects 0,8400 0,8614 0,8660 0,8756 0,8898 0,8909
Cas Normaux 0,8871 0,9033 0,9282 0,9149 0,9169 0,9178

Table 14 – Évaluation F-score des régions cups et disques optiques

Afin d’évaluer la performance globale sur l’ensemble des images, la moyenne F-score est
calculée sur les 3 catégories d’images : cas normal, cas glaucome et cas suspect (Table
14). De ce tableau, nous pouvons observer la mesure F score de notre méthode SP3S
pour les régions disque et cup optique en comparaison avec la segmentation des deux
experts et leur moyenne.

Une des raisons du grand intérêt porté à cette maladie du Glaucome réside dans sa
multiformité où chaque patient développe différentes formes de glaucomes à différents
stades d’évolution. Les traitements sont donc adaptés à chaque cas et il n’existe pas
de traitement standard. Chaque expert ophtalmologiste jugera de manière qualitative la
taille et forme du cup et disque optique pour évaluer la progression ou stade du glaucome.

La comparaison entre les segmentations expert 1 et 2 ainsi que leur moyenne (Table 14),
montre une correspondance plus grande (F score élevé) entre les contours de segmenta-
tion de notre approche SP3S avec celle de la moyenne des experts ophtalmologistes. En
effet, ceci se reflète dans les cas dit difficile à diagnostiquer (Figure 29), où nous sommes
confrontés à des marquages de régions différent et a des visions propres à chaque expert
ophtalmologiste. Établir une moyenne de ces segmentations permet de faire un compro-
mis entre les différents avis pour une mesure qui approche la réalité. Par notre méthode
de segmentation semi-automatique, notre algorithme permet de prendre en considération
les différents avis d’experts ophtalmologistes et fournir le meilleur consensus par rapport
à chacune de ces estimations.

L’application du modèle déformable AGSM a permis le tracé de courbe déformable qui
épouse la forme des régions cup et disque. Cette capacité de se mouvoir automatiquement
vers les données recherchées est représentée géométriquement et est guidée par une loi
d’évolution régissant ses déformations. Cette dynamique est basée sur la notion d’énergie
interne et externe, le but étant de minimiser l’énergie totale présente le long de la courbe.
Des contraintes permettent de conserver une courbe lisse avec des points équidistants tout
en laissant un certain champ libre pour les déformations. L’énergie interne correspond à
la morphologie et aux caractéristiques de la courbe (courbure, longueur, etc.). L’énergie
externe provient de l’image, les critères sont variables (présence de bords marqués, bruit,
etc.). En effet, le modèle AGSM ellipsoïdal [164] a permis de dresser la segmentation
en superpixels par classification semi-supervisée en des formes approchantes à celles
dessinées par les experts, réalisant un contour quasi-identique à celui de la moyenne des
experts.

6.3 Discussion

Pour plus d’exhaustivité, nous sélectionnons 6 images dites difficiles a diagnostiquer dans
le cas des patients glaucomateux, suspects et normaux (Figure 29). Nous discutons les
performances et la qualité de segmentation de notre approche en mode semi-supervisé
par l’algorithme co-Forest avec les marquages des deux experts et leur moyenne.

Six images représentant deux cas de chaque catégorie : glaucome (a,b), normal (c,d),
suspect (e,f) sont affichées dans la Figure 29). Elles sont décrites comme difficiles a
diagnostiquer par les experts ophtalmologistes à cause de la multiformité du glaucome
dans les cas suspects et glaucomateux, aussi par leur faible qualité visuelle (qualité de
l’image). En effet, nous pouvons clairement noter qu’à partir des images (a) cas glauco-
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(a)

(b)

(c)

(d)

(e)

(f)
Super-pixels SP3S-Expert 1 SP3S-Expert 2 SP3S-Moy Experts

Figure 29 – Exemple de segmentation semi-supervisée des cas rétiniens glaucomateux
(a,b), normaux (c,d), suspects (e,f). La segmentation des experts est représentée par un
contour noir, la segmentation par SP3S avec un contour vert (cup) et un contour bleu
(disque).
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mateux et (b) cas suspect, une divergence du point de vue des experts dans le marquage
des régions disque et cup optique.

La mesure F-score calculée dans les 3 catégories des six images indique que notre ap-
proche SP3S de segmentation semi-automatique par apprentissage semi supervisé réalise
des performances très satisfaisantes en comparaison aux annotations des experts.

Pour discuter ces résultats, nous prenons comme exemple l’image (a) cas glaucomateux
d’une qualité d’image très sombre où la visibilité n’est pas assez nette. Notre méthode a
permis une concordance de marquage avec l’expert 1 sur la région disque optique avec
un score égale à 0,9636. Pour la segmentation du cup optique elle coïncide mieux avec
celle de l’expert 2 par un score atteignant les 0,9575. Et ainsi le meilleur compromis a
été établi par la moyenne des experts avec pour le cup 0,95215 et le disque 0,9588. Nous
pouvons déduire de cet exemple que SP3S se rapproche le mieux des avis moyennés des
deux expert.

Dans sa globalité, ce travail, nous ouvre une multitude de pistes de recherche pour la
segmentation automatique des images. L’idée d’extrapoler la segmentation de région par
classification super-pixellique au contexte d’apprentissage semi-supervisé par l’approche
co-Forest, nous a permis d’exploiter les données non-étiquetées dans la mise en place du
modèle de prédiction ensembliste. En ce sens, les données non-étiquetées ont renforcé la
reconnaissance des régions d’intérêts pour un rapport Cup/Disque calculé approximant
celui des experts ophtalmologistes.

Une comparaison des rapports VC/D entre la moyenne de marquage des experts et celle
de notre approche SP3S sur les trois catégories d’images : Glaucome, suspect et normal
sont représentées dans les Figures 30, 31, 32. Les différences de mesures des ratios VC/D
de la moyenne des ophtalmologistes en comparaison avec notre méthode de segmentation
par l’algorithme co-Forest tendent à montrer de petites variations dans les 3 cas inclus,
ayant une mesure presque semblable à celle de la moyenne des experts.

Figure 30 – Comparaison du rapport Cup/Disc mesuré par un ophtalmologiste et notre
approche proposée.
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Figure 31 – Comparaison du rapport Cup/Disc mesuré par un ophtalmologiste et notre
approche proposée. Les cas 1-12 sont des cas de glaucome modéré, et 13-15 cas sont
des cas de glaucome sévère.

Figure 32 – Comparaison du rapport Cup/Disc mesuré par un ophtalmologiste et notre
approche proposée.

7 Conclusion

Le seul moyen de prévenir le glaucome est de le dépister précocement, pour pouvoir le
traiter le plus tôt possible. Plus le diagnostic est précoce, plus les chances de traite-
ment et de prévention de la cécité sont efficaces. Cette maladie peut être évaluée en
surveillant la pression intra-oculaire (PIO), par le champ visuel et l’aspect de la papille
optique (rapport Cup/Disque).

Dans ce travail, nous avons présenté une méthode de segmentation des régions cups et
disques SP3S (Super-Pixels for Semi-Supervised Segmentation) et ce afin de réaliser un
suivi médical concret de la maladie du glaucome. De ce fait, nous avons proposé une
méthode de segmentation semi-automatique des régions Cup et Disque des images réti-
niennes par classification super-pixellique en apprentissage semi-supervisé. L’objectif visé
est d’impliquer l’expert à l’apprentissage de notre modèle pour une meilleure discrimi-
nation des régions d’intérêt.

Les résultats obtenus sont très prometteurs et encourageants, indiquant une grande ca-
pacité de reconnaissance et de segmentation des régions ciblées. Notre processus peut
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être utilisé comme une étape d’examen préliminaire dans le diagnostic automatique du
glaucome en particulier dans les programmes de dépistage.

Enfin, même si nous considérons l’approche SP3S comme un pas en avant dans l’étude
de la segmentation semi-automatique, nous pouvons objecter le faible nombre d’images
disponibles pour chacun des cas étudiés. Une étude statistique représentative de la perfor-
mance humaine pour cette tâche nécessiterait un échantillonnage beaucoup plus large de
la population, en faisant intervenir des facteurs comme ceux environnementaux, l’âge ou
l’hérédité. Notre méthode pourrait être appliquée directement dans un tel cadre sans aug-
menter le temps de calcul, puisqu’elle fait appel à une sur-segmentation par super-pixels
qui accélèrent le processus classique initialement réalisé par des pixels.
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CHAPITRE 3

Nouvelle approche d’apprentissage semi-supervisé pour les
données à grande dimension

1 Objectifs

L’apprentissage semi-supervisé est un des champs de recherche les plus intéressants pour
une évolution du domaine de l’apprentissage artificiel au-delà du cadre supervisé des
données. Il peut également aider l’apprentissage humain (exemple : l’aide au diagnostic
médical) qui fonctionne fréquemment en mode supervisé. Dans ce chapitre nous propo-
sons une nouvelle approche en apprentissage semi-supervisé appelée Optim co-Forest.

L’algorithme Optim co-Forest combine à la fois le ré-échantillonnage de données (Bag-
ging [37]) et est secondé de deux stratégies de sélection : la première implique la sélection
de sous ensembles de paramètres aléatoires inspirée de l’approche Rel-RASCO [6] afin de
générer l’ensemble des classifieurs suivant le principe de co-Forest [18]. Cela permettra
de préserver la diversité des classifieurs et ainsi donc avoir une meilleure discrimination
des différentes classes. La seconde stratégie est une extension de la mesure d’importance
des forêts aléatoires RF [51], elle fait appel à un assortiment d’ensemble de données
marquées et non marquées, pour mesurer la pertinence des variables. Un classement de
toutes les variables est finalement réalisé par rapport à leurs pertinences dans tous les
classifieurs semi- supervisés.

Des expérimentations sur des ensembles de données de l’UCI [84] vérifient l’efficacité
de Optim co-Forest. Des applications sur des ensembles de données à grande dimension
confirment la puissance de notre méthode dans le passage à l’échelle grâce à ses ap-
proches de sélections adoptées.

Ce chapitre introduit l’algorithme Optim co-Forest, ce qui nous mène à organiser ce
papier comme suit : un état de l’art des techniques d’apprentissage ensemblistes en semi-
supervisé. Une revue de quelques méthodes d’ensemble dans le domaine semi-supervisé
est effectuée. Nous présentons en détail l’évolution de ces dernières ainsi que leurs avan-
tages et leurs limites. Nous exposons ensuite dans la section 3, le processus général de
notre approche proposée et ses différentes étapes. Nous validons notre algorithme et les
choix que nous avons réalisés par une phase d’expérimentation. Nous montrons la capa-
cité de notre méthode à améliorer les performances de classification par une comparaison
avec les méthodes représentatives de la littérature. Finalement, nous terminerons par une
conclusion présentant une synthèse des contributions apportées ainsi que les pistes définis-
sant des perspectives possibles pour de futurs travaux et aussi les difficultés rencontrées
lors de la réalisation de ce travail.
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2 Les techniques d’apprentissage ensemblistes en semi-
supervisé

Les méthodes d’apprentissage semi-supervisé utilisent des données non marquées, afin de
modifier ou hiérarchiser les hypothèses obtenues à partir de données étiquetées seules.

L’auto-apprentissage "Self-Training" est une technique couramment utilisée en appren-
tissage semi-supervisé. Dans l’auto-apprentissage, un classifieur est d’abord généré avec
la petite quantité de données étiquetées. Il est ensuite utilisé pour classer les données
non étiquetées. Les points non labellisés les plus confiants, avec leurs étiquettes prédites,
sont ajoutés à l’ensemble d’apprentissage. Le classifieur est reconstruit sur l’ensemble
de ces nouvelles données. A noter que le classifieur utilise ses propres prédictions pour le
ré-apprentissage. La procédure est également appelée auto-enseignement (self-learning).
Un inconvénient majeur de cette approche réside dans le calcul d’erreur de classification,
qui est de ce fait renforcé tout au long du processus de ré-apprentissage.

D’autres approches ont été élaborées par la suite, elles tentent de remédier à cet incon-
vénient en «éliminant» les points non marqués si la confiance de prédiction descend en
dessous d’un seuil. L’algorithme du co-Training (Blum et Mitchell [5]) (Mitchell [169])
étant le premier à proposer ce procedé, il suppose que :

– Les caractéristiques peuvent être divisées en deux ensembles ;
– Chaque sous-ensemble de variables est suffisant pour former un bon classifieur ;
– Les deux ensembles sont conditionnellement indépendants en fonction de la classe.

Initialement deux classifieurs sont générés séparément avec les données étiquetées sur les
deux sous-ensembles respectivement. Chaque classifieur classe par la suite les données
non marquées, et « alimente » l’autre classifieur avec les exemples les plus confiants
nouvellement labellisés. Chaque apprenant est reconstruit avec les exemples d’apprentis-
sage supplémentaires fournis par l’autre classifieur, et par la suite le processus est répété.

En co-Training, les deux classifieurs (ou hypothèses) doivent être d’accord sur les don-
nées non étiquetées ainsi que les données étiquetées.

Nous avons besoin d’hypothèses qui assurent que les sous-ensembles de caractéristiques
sont suffisamment bons, de façon a ce que nous pouvons faire confiance aux étiquettes
prédites par chaque apprenant sur U. De ce fait, nous avons besoin que les sous-ensembles
de variables soient conditionnellement indépendants afin que les exemples de données de
haute confiance d’un classifieur soient des échantillons iid (Independent and identically
distributed) pour l’autre classifieur. Zhu [17] schématise l’hypothèse dans la Figure 33.
L’algorithme co-Training présente des conditions strictes sur l’ensemble de vue des don-
nées. On peut se demander si ces conditions peuvent être réalisées dans des applications
réelles. Goldman et Zhou [14] utilisent deux apprenants de type différent mais sur le
même ensemble de caractéristiques. Ils font appels aux exemples de données U de haute
confiance identifiés avec un ensemble de tests statistiques pour relancer l’apprentissage
de l’autre et vice versa.

Chawla et Karakoulas [170] ont réalisé des études empiriques sur cette version de co-
Training et les ont comparé avec plusieurs autres méthodes, en particulier pour le cas
où les données étiquetées et non étiquetées ne suivent pas la même distribution. Plus
tard, Zhou et Goldman [15] ont proposé une approche à une seule vue avec multiples
classifieurs appelée Democratic Co-Learning.

Zhou et Li [16] proposent tri-Training qui utilise trois classifeurs. Si deux d’entre eux
sont d’accord sur la classification d’un point non marqué, ce dernier est utilisé pour l’ap-
prentissage du troisième classifieur. Cette approche évite ainsi la nécessité de mesurer
explicitement la confiance de l’étiquette de chaque apprenant. Il peut être appliqué à des
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Figure 33 – Illustration de l’hypothèse conditionnelle indépendante de co-Training sur
l’espace partagé de caractéristiques. Avec cette hypothèse les points de données les plus
confiants en vue X1, représentés par des étiquettes encerclées, seront dispersés au hasard
en vue X2. Ceci est avantageux si elles doivent servir pour le ré-apprentissage du classifieur
en vue X2.

ensembles de données sans points de vue différents, ou à différents types de classifieurs.
Balcan et al. [171] assouplissent l’hypothèse d’indépendance conditionnelle avec un état
d’expansion beaucoup plus faible, et justifient la procédure itérative de co-Training. Ando
et Zhang [172] proposent un modèle à deux avis qui assouplit également l’hypothèse d’in-
dépendance conditionnelle.

D’autres part, une amélioration de l’algorithme co-Training a vu le jour sous le nom de
RASCO (Random Subspace Method for Co-training) [173]. RASCO obtient les diffé-
rentes répartitions des caractéristiques en utilisant la méthode de sous-espace aléatoire
RSM [39]. Cette modification a apporté une réduction d’erreur d’apprentissage importante
en comparaison avec les algorithmes co-Training traditionnel et tri-Training. Dans son
principe RASCO utilise les répartitions aléatoires afin de former différents classifieurs.
Les échantillons de données non étiquetées seront étiquetés et ajoutés à l’ensemble d’ap-
prentissage basé sur la combinaison des décisions des classifieurs qui sont construit sur
les différentes répartitions de variables.

Cependant, dans le cas où on est en présence de beaucoup de variables non pertinentes,
RASCO peut sélectionner des sous-espaces de caractéristiques qui ne conviennent pas
pour une bonne classification. Dans [6], Yaslan et al. proposent d’appliquer des sous-
espaces de caractéristiques aléatoires pertinentes pour l’apprentissage de co-Training.
L’algorithme dénommé Rel` RASCO, produit des sous-espaces aléatoires pertinents à
l’aide de calcul de pertinence parmi des dizaines de variables. La pertinence d’une variable
est obtenue par le calcul de l’information mutuelle entre la variable et son étiquette de
classe.

Dans un autre volet, un nouvel algorithme qui étend le paradigme du co-Training en
appliquant Random Forest [51] a été introduit par [18] dans l’application à la détection
des micro-calcifications pour le diagnostic du cancer du sein. Cet algorithme nommé co-
Forest utilise N – 3 classifieurs au lieu des 3 dans Tri training. Les N ` 1 classifieurs
sont employés pour la détermination des exemples de confiance, appelés Ensemble de
concomitance = Hi = HN`1. La confiance d’un exemple non étiqueté peut être simple-
ment estimée par le degré d’accord sur l’étiquetage, à savoir le nombre de classifieurs
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qui sont d’accord sur l’étiquette assignée par Hi.

Les approches proposées par [5], [15], [16] (ainsi que d’autres parmi lesquelles [126])
montrent l’avantage à utiliser plusieurs classifieurs. Cependant, faire l’apprentisssage de
ces classifieurs implique de prédire les exemples non-étiquetés avant de les employer. De
ce fait l’algorithme de Li et Zhou, propose le meilleur compromis à l’approche semi-
supervisée.

Dernièrement, Deng et Guo dans leur papier [137], apportent une amélioration de co-
Forest avec des résultats très intéressants en intégrant une méthode de filtrage adaptative
« Adaptive DATA Editing », l’algorithme étant appelé ADE-Co-Forest. ADE-Co-Forest
emploie l’approche d’édition de données RemoveOnly [174] pour identifier et éliminer
les exemples «suspects» bruités mal étiquetés au sein du sous-ensemble d’apprentissage
nouvellement labellisé.

Le principe de RemoveOnly est comme suit : pour chaque exemple x nouvellement la-
bellisé en Li, il sélectionne les k plus proches voisins de x de l’ensemble d’apprentissage
L
S
Li selon la règle du plus proche voisin. Il vérifie ensuite, si au moins k0 voisins des k

plus proches voisins de x détiennent la même étiquette de classe avec x, sinon, l’exemple
concerné x est identifié comme un «suspect» mal labellisé et retiré de Li.

La première constatation déduite par rapport à ces approches d’édition de données (fil-
trage) c’est qu’elles présentent des avantages au niveau de leur efficacité calculatoire et
de leur robustesse face au sur-apprentissage. Mais elles ne tiennent pas en considération
les interactions entre les éléments, et tendent à sélectionner les exemples comportant
des informations redondantes plutôt que complémentaires. De plus, ces méthodes ne
tiennent absolument pas compte des choix faits pour la méthode de classification. Au
contraire elles appauvrissent l’ensemble de ré-apprentissage au lieu de l’enrichir avec des
éléments nouveaux pour renforcer l’apprentissage.

De ce fait, dans ce travail nous nous intéressons aussi à l’amélioration de co-Forest,
mais contrairement à ADE-Co-Forest [137] qui se base sur le calcul de distance pour
la suppression des éléments bruités, nous proposons une approche intégrée (Embedded)
de sélection d’attributs pertinents dans le processus de ré-apprentissage des classifieurs.
Cette approche permettra de garder tous les éléments nouvellement labellisés mais avec
un classement de pertinence au niveau des variables de reconstruction des arbres de
décision de la forêt aléatoire.

3 Notre approche proposée « L’algorithme Optim co-
Forest »

L’algorithme présenté est une amélioration de la méthode co-Forest de Li et Zhou [18]
pour la classification semi-supervisée (voir chapitre 1 et 2). Nous proposons d’optimiser
l’approche en intégrant une sélection d’attributs dans le processus de ré-apprentissage
en plus d’apporter quelques corrections aux limites observées dans co-Forest et reprises
dans ADE-Co-Forest ; mais avant d’aborder les étapes de notre approche, nous présentons
d’abord le principe de la dernière optimisation de l’algorithme co-Forest nommé ADE-
Co-Forest.

3.1 L’algorithme ADE co-Forest

Deng et Guo [137], ont mis en évidence un problème qui peut affecté co-forest ainsi
que d’autres algorithmes de type co-Training, à savoir, que les exemples non étiquetés
peuvent être mal étiquetés et intégrés dans le processus d’apprentissage. Cela est dû au
nombre limité d’exemples initialement labellisés qui génèrent habituellement des classi-
fieurs faibles, manquant de précision et de diversité. Dans leur article [137], Deng et Guo
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proposent un nouvel algorithme qui combine co-forest avec une technique d’édition de
données adaptative nommée ADE co-Forest.

ADE co-Forest exploite une technique spécifique d’édition de données (appelée aussi de
vérification ou de filtrage ) afin d’identifier et éliminer éventuellement les exemples mal
étiquetés à travers les itérations de co ` labeling. De plus, il emploie une stratégie
d’adaptation afin d’enclencher ou non l’opération d’édition en fonction des différents cas
de figure. La stratégie d’adaptation combine cinq théorèmes ou pré-conditions, toutes
assurent une réduction itérative de l’erreur de classification et une augmentation dans
l’échelle des nouveaux exemples d’apprentissage dans le cadre de la théorie de l’appren-
tissage PAC [125].

Dans ADE co-Forest la technique d’édition de données RemoveOnly (Algorithme 7) [174]
est employée pour identifier les données mal étiquetées.

Algorithm 7 Édition de donnée Remove only
1: Entrée : soit S = X
2: Sortie : S
3: Pour chaque xi 2 X

- Trouver les k plus proches voisins de xi dans (X ` xi)
- Si aucune étiquette de classe n’est commune avec au moins k0 voisins
- Alors retirer xi de S

Son principe est que l’étiquette de chaque instance non marquée n’est pas seulement
déterminée par de multiples classifieurs, mais aussi par la règle du plus proche voisin.
Si l’étiquette est compatible avec celles des données sélectionnées par un minimum de
k0 proches voisins, les données d’instance non labellisées avec la plus grande confiance,
sont ajoutées dans l’ensemble d’apprentissage. Sinon, elles sont refusées et écartées de
l’ensemble du ré-apprentissage.

3.2 L’algorithme Optim co-Forest

Dans le cadre d’une application sur des ensembles de données à grande dimension, les
caractéristiques peuvent être corrélées, redondantes ou peut-être même bruitées et donc
non pertinentes. Dans ce cas de figure co-Forest peut sélectionner ces variables et de
ce fait apprendre sur des données erronées résultant des performances de classification
individuelles médiocres. Cet inconvénient peut être évité par la sélection de variables
les plus pertinentes, ce qui implique l’utilisation d’algorithme de sélection intelligente à
l’instar de la sélection aléatoire.

Le procédé de mesure des variables d’importance dans le paradigme des forêts aléatoires
(RF) [51], a eu une grande influence sur notre approche proposée. Dans cette étude,
nous montrons que ces idées sont également applicables à la sélection de variables en
semi-supervisé. De ce fait, nous proposons une méthode d’évaluation des variables d’im-
portance en semi-supervisé basée sur le principe de co-Forest appelée Optim co-Forest.

L’algorithme classe les caractéristiques à travers un framework composé de méthodes
d’ensemble, dans lequel la pertinence d’un élément est évaluée par son exactitude pré-
dictive en faisant appel aux données étiquetées et non étiquetées.

Dans co-Forest, la mesure d’importance de variable ne peut être estimée qu’à partir des
échantillons OOB (Out of Bag) puisque l’échantillon bootstrap utilisé pour l’apprentis-
sage de chaque arbre aléatoire est modifié après première itération. Les données OOB
sont toutes étiquetées. Toutefois, étant donné la quantité très réduite de données mar-
quées, la diversité des données OOB n’est pas assez suffisante. Les estimations OOB
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sont biaisées car elles dépendent de trop peu de données.

Nous citons aussi deux conditions nécessaires pour que le succès d’une méthode d’en-
semble soit présent, il faut que chaque prédicteur individuel soit relativement bon ; et
que les prédicteurs individuels soient différents les uns des autres. Ainsi, pour maintenir
la diversité entre les membres du comité dans co-Forest, nous avons mis en œuvre deux
stratégies.

Optim co-Forest combine à la fois le ré-échantillonnage de données (Bagging [37]) et
deux stratégies de sélection. La première implique la sélection intelligente d’un sous
ensemble de paramètres aléatoires inspirée de l’approche Rel-RASCO [6] et ce afin de
générer l’ensemble des classifieurs suivant le principe de co-Forest. Cela permettra de
conserver la diversité des classifieurs ainsi que leur capacité à produire la meilleure dis-
crimination pour chaque classe.

Une fois que chaque membre de l’ensemble est obtenu, la seconde stratégie appliquée
consiste à une extension de la mesure d’importance de RF [51]. Elle fait appel à un as-
sortiment d’ensemble de données marquées et non marquées, pour mesurer la pertinence
des variables. Un classement de toutes les variables est finalement réalisé par rapport à
leurs pertinences dans tous les classifieurs semi-supervisés.

La combinaison de ces deux stratégies dans la construction de l’ensemble des classifieurs
en semi-supervisé mène à l’exploration d’un plus grand espace de solutions et delà récu-
pérer un prédicteur qui rend compte de toute cette exploration.

Dans ce chapitre, nous proposons d’établir des sous-espaces aléatoires de caractéris-
tiques pertinentes pour co-Forest. L’algorithme proposé, Optim co-Forest (Algorithme
8) produit des sous-espaces aléatoires pertinents à l’aide du score de pertinence des ca-
ractéristiques, obtenus en calculant l’information mutuelle entre les caractéristiques et
les étiquettes de classe. Afin de maintenir aussi la diversité (l’aspect aléatoire), chaque
variable d’un sous-espace est choisie en fonction des probabilités proportionnelles à la
pertinence des scores de caractéristiques.

Dans notre proposition Optim Co-forest (Algorithme 8 step 2), la première phase consiste
à construire la forêt aléatoire classique proposée par Breiman [51]. Cette méthode met
en place l’approche du Bagging [37] avec un algorithme d’induction aléatoire des forêts
(Forest-RI : Random forest - random Input). Cette approche utilise le principe de rando-
misation "Random Feature Selection" proposée par Amit et Geman [52] pour générer un
ensemble d’arbres doublement perturbé en pratiquant une randomisation fonctionnant à
la fois sur l’échantillon d’apprentissage et les partitions internes de l’arbre de décision.

Chaque arbre est donc généré en premier abord à partir d’un sous-échantillon (un échan-
tillon bootstrap [175]) de l’ensemble d’apprentissage, semblable aux techniques du Bag-
ging [37]. Par la suite, l’arbre est construit suivant la méthodologie CART [74] à la
différence qu’à chaque nœud, la sélection de la meilleure répartition basée sur l’indice de
Gini est effectuée non pas sur l’ensemble des attributsM mais sur un sous-ensemble choisi
au hasard de celui-ci. La taille K de ce sous-ensemble est établie entre (1 » K » M) [75].

Pour définir le paramètre K de l’algorithme des Forêts aléatoires, plusieurs travaux dans
la littérature [51,176], ont montré qu’un nombre d’attributs égal à

p
M est un bon com-

promis pour produire une forêt efficace.

Dans Optim Co-forest (Algorithme 8 step 2), nous introduisons l’approche des sous-
espaces pertinents (Algorithme 9) sur les K sous-ensembles d’attributs sélectionnés au
hasard (Figure 34). Pour ce faire, nous nous sommes basés sur le principe de génération
des sous-ensembles de l’algorithme Rel-RESCO [6] car il présente la caractéristique de
sélectionner les attributs de façon aléatoire et cela à l’aide d’un calcul de pertinence.
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Algorithm 8 Pseudo code de l’algorithme Optimized Co-Forest
Entrées : L’ensemble d’exemples labellisés L, ensemble d’exemples non labellisés U,

seuil de confiance „, nombre d’arbres NTree
Sorties : Ensemble d’arbres hi,
Processus :

1: Construction de la forêt aléatoire à NTree arbres avec les O relevent random
subspaces.

2: I  mesure d’importance des variables par H
3: for i = 1! NTree do
4: êi;0  0:5
5: Wi;0  0
6: end for
7: t 0
8: Répéter jusqu’à ce qu’il n’y ai aucun changement dans les arbres de la forêt aléa-

toire.
9: t t+ 1

10: for i = 1! NTree do
11: êi;t  EstimateError (Hi; OOBL)
12: L1

i;t
 ffi

13: if (êi;t < êi;t`1) then
14: U1

i;t
 Subsample (U, êi;t`1:Wi;t`1

êi;t
)

15: U2
i;t
 Subsample (U, êi;t`1:Wi;t`1

êi;t
)

16: for xu› U1
i;t
do

17: if Confidence (Hi; xu) > „ then
18: L1

i;t
 L1

i;t

S
(xu; Hi(xu))

19: Wi;t  Wi;t + Confidence (Hi; xu)
20: end if
21: end for
22: end if
23: end for
24: for i = 1! NTree do
25: if (êi;t:Wi;t < êi;t`1:Wi;t`1) then
26: hi  LearnRandomTree (L

S
(L1

i;t
; I))

27: end if
28: end for
29: for i = 1! Ntree do
30: for feature f do
31: Ii;t(f) Measure of Importance (f, (OOBi;t

S
U2
i;t
))

32: end for
33: end for
34: for feature f do
35: I(f) 

P
Ii;t(f)

NTree
36: end for
37: fin de Répéter
38: Vote Majoritaire H˜(x) argmaxy›label

P
i:hi(x)=y 1
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Cette approche permet d’apporter la diversité aux classifieurs tout en produisant autant
de sous-espaces que nécessaire.
Pour cela, nous supposons que nous disposons d’un problème de classification à C classes.
Les entrées x 2 R2 sont de dimension K. Les étiquettes l sont représentées à l’aide d’un
codage 2 1; : : : ; C. Il comporte un ensemble de données étiquetées L qui se compose de
N échantillons ; et un ensemble de données non marquées U avec seulement des entrées.

Notre objectif est de sélectionner O sous-espaces de caractéristiques S1; :::; SO (Algo-
rithme 8 step 2), (Figure 34), de sorte que nous pouvons former des classifieurs sur
chacun de ces sous-espaces et de combiner leurs sorties afin de produire une bonne clas-
sification sur les nouveaux exemples.

Figure 34 – Procédure de sélection des sous-espaces d’attributs pertinents

Lors de la production de chaque sous-espace de caractéristiques, la fonction Relevent
sélectionne chaque variable selon son score de pertinence réalisé à partir de l’information
mutuelle entre la fonction et les étiquettes de classe (Algorithme 9).

Algorithm 9 L’algorithme Relevant Random Subspace
1: Entrées : discrétiser L, Ntree : nombre d’arbres, F nombre de variables à sélectionner

dans chaque bag, labels l.
2: Sortie : SO
3: For O = 1 to Ntree Do
4: Rel = score relevance (BagLO , l) % calcul d’information mutuelle entre les carac-

téristiques et le vecteur classe l
- For m = 1 to F Do
- SO  tournement (Rel,m)
- end

5: end

Si nous notons Vj, j = f1; 2; ::; Kg le vecteur de caractéristiques à N dimensions pour la
j i ème variable. La pertinence Rel (Vj) d’une caractéristique Vj, à savoir, l’information
mutuelle MI (Vj; l), entre Vj et les classes ciblées l peut être évaluée comme suit :

Rel(Vj) = MI(Vj; l) =
X
n;c

p(Vn;c; ln;c)log
p(Vn;c; ln;c)

p(Vn;c)p(ln;c)
(3.1)

Où Vi;j représente la j i ème variable et ln;c c’est l’étiquette c pour le n ème échantillon
d’apprentissage.
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Afin d’être en mesure de calculer les probabilités de l’équation (3.1), nous devons passer
par une phase de discrétisation des variables. De ce fait, nous reprendrons le principe
appliqué dans Rel-RASCO [6]. Où 10 sous-ensembles de tailles égales seront placés
entre les valeurs minimales et maximales observées pour une variable Vj dans l’ensemble
d’apprentissage étiqueté. Nous approximons les probabilités par la moyenne du nombre
d’échantillons dans chaque sous-ensemble.

Nous générons dans un premier lieu O sous-espaces S1; : : : ; SO , chacun contenantm > 0
variables. Dans un second lieu, nous appliquons la méthode de sélection par tournement
[177] entre des paires de caractéristiques individuelles (avec taille de tournement fixée à
2) pour mettre en place les sous-espaces de caractéristiques (Figure 35).

La sélection par tournement est
effectuée comme suit : Deux va-
riables sont sélectionnées au hasard
à partir des K caractéristiques dis-
ponibles. Parmi ces deux variables,
celle qui présente un score de perti-
nence supérieur est ajoutée au sous-
ensemble de caractéristiques sélec-
tionnées. La variable sélectionnée
est extraite de l’ensemble des ca-
ractéristiques disponibles et la pro-
cédure est répétée jusqu’à ce que
l’ensemble de caractéristiques sé-
lectionnées m arrive au nombre F
requis de variables.

Figure 35 – Principe de sélection par tournement

Notre algorithme Optim co-Forest procède par la suite à la construction de son comité
par l’apprentissage des classifieurs sur les O sous-espaces d’ensembles de caractéristiques
pertinents en se référant au principe de co-Forest.
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Nous apporterons des modifications sur le calcul d’erreur ei;t de co-Forest classique qui
est évalué avec précision uniquement lors de la première itération par l’estimation d’erreur
out-of-bag. Aux itérations suivantes, elle a tendance à être sous-estimée et erronée car
elle dépend de l’ensemble d’apprentissage.

Dans Optim co-Forest l’erreur est calculée à tous les niveaux sur les éléments Out Of
Bag (Algorithme 8 step 12) pour assurer que l’erreur réalisée est non biaisée et ainsi plus
précise.

La seconde stratégie de sélection que nous avons élaborée dans Optim co-Forest consiste
à une mesure d’importance des variables pertinentes à partir des ensembles Out Of Bag.
Ces derniers ne sont pas utilisés pour la construction du modèle correspondant, cela
permettra d’aboutir à une estimation non biaisée (Algorithme 8 steps 30-36).

En premier lieu, nous construisons les ensembles Out Of Bag « en dehors du sac »
pour chaque classifieur, nous sélectionnons les cas bien prédits (classés) des exemples
étiquetés OOBl et nouvellement étiquetés dans un sous ensemble qu’on appellera U2

(Algorithme 8 step 16).

Figure 36 – Principe de mesure d’importance des variables

En second lieu, nous reprenons la confiance de chaque exemple sélectionné (Algorithme
10). Notons que la confiance des exemples étiquetés est mise à 1, si l’étiquette de
classe donnée par hi correspond à l’étiquette réelle. Pour les exemples non étiquetés,
leurs confiances seront calculées en fonction du degré d’accord sur l’étiquette parmi les
membres de concomitance H˜.

Algorithm 10 La fonction Confidence
1: Entrée : un exemple non labellisé x, un comité Hx ou x est out of bag, nombre de

classes C
2: Sorties : conf (x) et label(x)
3: Appliquer Hx pour générer la probabilité de distribution de classe de x tel que P (x) =
fpc(x) : c = 1 : : : ; Cg

4: conf (x)= max1»c»CP (x)
5: label(x)= argmax1»c»CP (x)

En dernier lieu, les valeurs de chaque variable Vi sont permutées au hasard, et hi est
appliqué pour prédire la classe de ce nouveau modèle Out Of Bag Perm. La procédure
est répétée pour chaque variable V 2 V1: : : Vi (voir Figure 36).

En fin de procédure, est calculée la somme des confiances des exemples pour lesquels
l’étiquette prédite dans Out Of Bag Perm diffère de la première étiquette initiale dans
Out Of Bag, . Cette dernière valeur est moyennée sur NTree (la taille du comité).
La valeur ainsi obtenue est prise comme l’importance de la variable V . L’idée clé de
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notre approche est l’utilisation de la confiance de l’étiquette dans l’évaluation de mesure
d’importance des variables. Ainsi, les exemples non étiquetés jouent un rôle important
dans l’évaluation variable d’importance.

3.3 Les avantages de notre approche

L’intérêt de notre approche se résume sur les différents avantages apportés par rapport
aux algorithmes co-Forest, ADE-Co-Forest, et Random Forest de l’état de l’art.

Premièrement, Optim co-Forest surpasse RF lorsque l’ensemble d’apprentissage label-
lisé disponible est faible. La forêt aléatoire RF s’appuie sur les données d’apprentissage
disponibles pour encourager la diversité. Donc, si la taille de l’ensemble d’apprentissage
est petite comme c’est le cas en semi-supervisé, alors la diversité parmi les membres de
l’ensemble sera limitée. Par conséquent, l’erreur d’ensemble sera faible. Optim co-Forest
ajoute progressivement des exemples nouvellement labellisés à l’ensemble d’apprentis-
sage en construisant des sous-espaces de variables pertinentes. De ce fait,Optim co-Forest
peut améliorer la diversité et l’erreur moyenne de l’ensemble des membres construits par
RF [51], co-Forest [18], ADE co-Forest [137] et améliore aussi le principe de mesure de
variable d’importance.

Deuxièmement, comme Optim co-Forest fait appel à une méthode de création d’ensemble
diversifiée, la mesure de variable d’importance sur la base d’un ensemble de classifieurs
(calcul de confiance) est plus précise que l’utilisation d’un seul classifieur.

Troisièmement, nous noterons également que la mesure de variable d’importance s’effec-
tue de manière différente dans notre approche que celle des forêts aléatoires RF ainsi
que co-Forest [18] et ADE-Co-Forest [137]. En co-Forest, la mesure de variable d’im-
portance ne peut être estimée qu’à partir des échantillons OOB puisque l’échantillon
bootstrap utilisé pour former chaque arbre aléatoire est rejeté après la première itération.
Toutefois, étant donné que la quantité de données labellisées est très faible, la diversité
des données out of bag est insuffisante. Les estimations out of bag sont donc biaisées car
elles dépendent d’un nombre de données restreint.

4 Expérimentations et résultats

Le même benchmark de données sur lequel Li et Zhou [18] ainsi que Deng et Guo [137]
ont fait leurs expériences pour évaluer les performances de leurs algorithmes respectifs
co-Forest et ADE-Co-Forest est utilisé dans cette étude. Ce benchemark est composé de
10 bases de données du dépôt d’UCI [84] (Blake et al., 1998), les informations détaillées
de ces ensembles de données sont indiquées dans Table 15.

Bases #instances #variables #classes
Bupa 345 7 2
Colic 368 22 2

Diabetes 768 8 2
Hepatitis 155 19 2

Hypothyroid 3163 25 2
Ionosphere 351 34 2
kr-vs-kp 3196 36 2
Sonar 208 60 2
Vote 435 16 2
Wpbc 194 33 2

Table 15 – Description des bases d’expérimentation

Pour chaque ensemble de données, une validation croisée égale à dix (10 cross validation)
est effectuée pour l’évaluation. Les données d’apprentissage sont aléatoirement divisées
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en deux ensembles : L labellisé et non labellisé U fixé par un taux (—), qui est calculé
par la taille de U sur la taille de L [ U. Afin de simuler les différentes quantités de
données non étiquetées, quatre différents taux de « non-labellisation » — = 20%, 40%,
60% et 80%, sont étudiés. Aussi nous prenons note que la distribution de classe pour L
et U est maintenue similaire à celle de l’ensemble originel.

Dans les expérimentations suivantes, la valeur de N est fixée à 6 arbres. Le seuil de
confiance „ est fixé à 0,75, à savoir, un exemple nouvellement labellisé est considéré
comme étant de confiance si plus de 3/4 des arbres sont d’accord sur son étiquette assi-
gnée.

Pour estimer l’erreur sur chaque jeu de données, nous avons prédéterminé un ensemble
d’exemples étiquetés. Pour chaque ensemble, l’algorithme est évalué sur sa capacité à
prédire correctement l’étiquette des exemples non labellisés. Les exemples étiquetés ont
été choisis aléatoirement, avec pour seule contrainte la présence d’au moins un exemple
de chaque classe pour chaque ensemble.

Afin d’évaluer les performances d’Optim co-Forest avec celles de : co-Forest, Random
Forest et ADE-co-Forest. Ces dernières sont moyennées (Average) sur l’ensemble des
jeux de données dans tous les exemples non labellisés, et une amélioration de la perfor-
mance globale est réalisée.

Pour chaque ensemble de données avec un taux — de « non labellisation » spécifique, la
validation croisée est répétée dix fois, et les résultats sont moyennés et enregistrés. Les
tableaux 16, 17, 18 et 19 résument les taux d’erreurs moyens des classifieurs appris sur
les différents taux —.

Afin de mieux évaluer les résultats obtenus pour chaque algorithme, nous faisons appel
aux tests non paramétriques. Nous adoptons plus particulièrement la méthodologie de
test de Friedman post-hoc proposée par Demsar [178] pour la comparaison de divers
algorithmes sur plusieurs jeux de données [179].

Optim Co-forest Random Forest (RF) Co-forest ADE-Co-forest
Bases Mean˚Std T(s) Mean˚Std T(s) Mean˚Std T(s) Mean˚Std T(s)
Bupa 0.675 ˚ 0.0408 2.035 0.464 ˚ 0.0596 0.103 0.670 ˚ 0.0530 1.944 0.663 ˚ 0.0428 1.954
Colic 0.843 ˚ 0.0073 5.814 0.570 ˚ 0.0200 0.108 0.841 ˚ 0.0167 4.643 0.840 ˚ 0.0218 5.546
Diabetes 0.742 ˚ 0.0215 4.633 0.372 ˚ 0.0084 0.134 0.740 ˚ 0.0268 3.393 0.742 ˚ 0.0257 4.334
Hepatitis 0.835 ˚ 0.0208 0.921 0.653 ˚ 0.0409 0.081 0.832 ˚ 0.0434 0.663 0.841 ˚ 0.0667 0.886
Hypothyroid 0.990 ˚ 0.0044 36.153 0.500 ˚ 0.0054 0.307 0.989 ˚ 0.0043 16.284 0.990 ˚ 0.0048 34.398
Ionosphere 0.931 ˚ 0.0149 1.973 0.481 ˚ 0.0287 0.094 0.929 ˚ 0.0221 1.461 0.928 ˚ 0.0300 1.671
kr-vs-kp 0.987 ˚ 0.0529 0.785 0.477 ˚ 0.1805 0.046 0.983 ˚ 0.0686 0.453 0.986 ˚ 0.0610 0.681
Sonar 0.799 ˚ 0.0283 1.548 0.526 ˚ 0.0611 0.097 0.797 ˚ 0.0189 1.106 0.796 ˚ 0.0664 1.218
Vote 0.958 ˚ 0.0073 0.980 0.567 ˚ 0.0274 0.085 0.954 ˚ 0.0277 0.913 0.956 ˚ 0.0289 0.882
Wpbc 0.793 ˚ 0.0073 1.237 0.263 ˚ 0.0173 0.088 0.788 ˚ 0.0328 1.247 0.796 ˚ 0.0311 1.074
Average rank 1.3 4 2.6 2.1

Table 16 – La moyenne des performances des algorithmes comparés avec un taux de non
labellisation des données — = 80%

Optim Co-forest Random Forest (RF) Co-forest ADE-Co-forest
Bases Mean˚Std T(s) Mean˚Std T(s) Mean˚Std T(s) Mean˚Std T(s)
Bupa 0.674 ˚ 0.0169 2.154 0.642 ˚ 0.0420 0.082 0.660 ˚ 0.0290 0.935 0.662 ˚ 0.0586 2.096
Colic 0.842 ˚ 0.0559 2.915 0.821 ˚ 0.0117 0.091 0.838 ˚ 0.0170 3.045 0.84 ˚ 0.0241 2.894
Diabetes 0.75 ˚ 0.0290 3.365 0.730 ˚ 0.0353 0.104 0.743 ˚ 0.0250 2.584 0.749 ˚ 0.0239 3.207
Hepatitis 0.828 ˚ 0.0159 0.622 0.811 ˚ 0.0631 0.069 0.828 ˚ 0.0750 0.462 0.831 ˚ 0.0253 0.536
Hypothyroid 0.988 ˚ 0.0000 26.453 0.987 ˚ 0.0031 0.286 0.988 ˚ 0.0059 12.767 0.988 ˚ 0.0040 25.835
Ionosphere 0.921 ˚ 0.0061 1.246 0.909 ˚ 0.0300 0.076 0.921 ˚ 0.0496 1.161 0.92 ˚ 0.0668 1.193
kr-vs-kp 0.983 ˚ 0.0039 2.012 0.976 ˚ 0.0359 0.095 0.980 ˚ 0.0282 0.952 0.981 ˚ 0.0177 1.827
Sonar 0.785 ˚ 0.0256 0.598 0.738 ˚ 0.0915 0.072 0.777 ˚ 0.0625 0.726 0.782 ˚ 0.0769 0.550
Vote 0.955 ˚ 0.0485 0.494 0.945 ˚ 0.0283 0.074 0.951 ˚ 0.0396 0.472 0.957 ˚ 0.0544 0.446
Wpbc 0.753 ˚ 0.0011 0.601 0.689 ˚ 0.0380 0.071 0.746 ˚ 0.0407 0.621 0.754 ˚ 0.0420 0.597
Average rank 1.5 4 2.7 1.8

Table 17 – La moyenne des performances des algorithmes comparés avec un taux de non
labellisation des données — = 60%
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Optim Co-forest Random Forest (RF) Co-forest ADE-Co-forest
Bases Mean˚Std T(s) Mean˚Std T(s) Mean˚Std T(s) Mean˚Std T(s)
Bupa 0.65 ˚ 0.0061 2.183 0.626 ˚ 0.0420 0.082 0.645 ˚ 0.0290 0.935 0.651 ˚ 0.0586 2.096
Colic 0.839 ˚ 0.0061 2.921 0.812 ˚ 0.0117 0.091 0.829 ˚ 0.0170 3.045 0.832 ˚ 0.0241 2.894
Diabetes 0.739 ˚ 0.0043 3.256 0.733 ˚ 0.0353 0.104 0.741 ˚ 0.0250 2.584 0.74 ˚ 0.0239 3.207
Hepatitis 0.833 ˚ 0.0163 0.554 0.805 ˚ 0.0631 0.069 0.818 ˚ 0.0750 0.462 0.825 ˚ 0.0253 0.536
Hypothyroid 0.988 ˚ 0.0010 26.946 0.986 ˚ 0.0031 0.286 0.987 ˚ 0.0059 12.767 0.987 ˚ 0.0040 25.835
Ionosphere 0.931 ˚ 0.0467 1.354 0.898 ˚ 0.0300 0.076 0.921 ˚ 0.0496 1.161 0.923 ˚ 0.0668 1.193
kr-vs-kp 0.982 ˚ 0.0107 2.014 0.968 ˚ 0.0092 0.097 0.976 ˚ 0.0231 0.105 0.978 ˚ 0.0294 1.986
Sonar 0.778 ˚ 0.0199 0.659 0.721 ˚ 0.0915 0.072 0.757 ˚ 0.0625 0.726 0.764 ˚ 0.0769 0.550
Vote 0.957 ˚ 0.0045 0.499 0.945 ˚ 0.0283 0.074 0.953 ˚ 0.0396 0.472 0.955 ˚ 0.0544 0.446
Wpbc 0.75 ˚ 0.0334 0.603 0.718 ˚ 0.0380 0.071 0.724 ˚ 0.0407 0.621 0.735 ˚ 0.0420 0.597
Average rank 1.3 4 2.75 1.95

Table 18 – La moyenne des performances des algorithmes comparés avec un taux de non
labellisation des données — = 40%

Optim Co-forest Random Forest (RF) Co-forest ADE-Co-forest
Bases Mean˚Std T(s) Mean˚Std T(s) Mean˚Std T(s) Mean˚Std T(s)
Bupa 0.623 ˚ 0.0142 1.136 0.604 ˚ 0.0098 0.077 0.615 ˚ 0.0613 0.985 0.62 ˚ 0.0323 1.127
Colic 0.831 ˚ 0.0028 2.298 0.793 ˚ 0.0640 0.078 0.822 ˚ 0.0794 2.058 0.821 ˚ 0.0820 2.233
Diabetes 0.75 ˚ 0.0147 2.301 0.721 ˚ 0.0129 0.086 0.737 ˚ 0.0272 1.983 0.745 ˚ 0.0219 2.297
Hepatitis 0.825 ˚ 0.0114 0.256 0.792 ˚ 0.0286 0.077 0.813 ˚ 0.0363 0.392 0.82 ˚ 0.0481 0.229
Hypothyroid 0.986 ˚ 0.0119 18.023 0.983 ˚ 0.0129 0.251 0.984 ˚ 0.0137 8.845 0.985 ˚ 0.0035 17.626
Ionosphere 0.912 ˚ 0.0323 0.773 0.869 ˚ 0.0549 0.071 0.908 ˚ 0.0195 0.730 0.911 ˚ 0.0430 0.715
kr-vs-kp 0.971 ˚ 0.0123 1.126 0.95 ˚ 0.0133 0.065 0.966 ˚ 0.0347 0.923 0.9691 ˚ 0.0283 1.025
Sonar 0.754 ˚ 0.0097 0.432 0.678 ˚ 0.0831 0.062 0.705 ˚ 0.0664 0.522 0.747 ˚ 0.0831 0.402
Vote 0.953 ˚ 0.0118 0.487 0.94 ˚ 0.0477 0.070 0.944 ˚ 0.0559 0.614 0.949 ˚ 0.0424 0.457
Wpbc 0.751 ˚ 5.8514E-17 0.389 0.697 ˚ 0.0462 0.063 0.75 ˚ 0.0395 0.466 0.757 ˚ 0.0666 0.340
Average rank 1.1 4 2.9 2

Table 19 – L’erreur Moyenne des algorithmes comparés avec un taux de non labellisation
des données — = 20%

Les Tableaux 16, 17, 18 et 19 démontrent que, par rapport aux taux de performances
moyennes des Forêts Aléatoires en fonction des différents taux —, les trois dérivés de
co-Forest en apprentissage semi-supervisé sont en mesure d’exploiter les données non
marquées et ce afin d’améliorer l’hypothèse initiale apprise par RF tout en tablant seule-
ment les données marquées.

Pour chaque taux — de non labellisation, Optim co-Forest a prouvé la plus grande
amélioration, tandis que co-Forest a fait ressortir la plus petite performance des trois. En
outre, les pairwised t-tests à travers les taux d’erreurs de chaque ensemble de données,
indiquent que le succès de Optim co-Forest sur le classifieur Random Forest est maximal
pour les 10 ensembles de données, tandis que les améliorations sur co-Forest et ADE-
Co-Forest sont significatives sur plus de la moitié des ensembles de données.
Optim-co-Forest nous a permis d’améliorer dans certains cas de manière significative et
dans d’autres cas de manière minime les performances de Random Forest, co-Forest et
ADE-Co-Forest. Cela peut être constaté aux différents taux de « non-labellisation » —, en
particulier lorsque le taux est élevé, c’est à dire, les données étiquetées sont très limitées.

Les résultats réalisés varient sur différents ensembles de données. Par exemple, les per-
formances d’Optim co-Forest sur Sonar, kr ` vs ` kp et Ionosphere sont tout à fait
remarquables. Par contre Optim co-Forest donne des résultats équivalents ou presque
médiocres sur Diabetes et Bupa. Ceci peut être expliqué par le nombre d’attributs dans
leur ensemble de données.

En effet, chaque arbre dans la forêt aléatoire est construit en utilisant le meilleur attribut
entre plusieurs attributs choisis au hasard pour la répartition interne à chaque nœud. Plus
le nombre d’attributs est petit dans les sous-ensembles, plus forte sont les possibilités
que certains attributs soient sélectionnés. Par conséquent, il y a plus de chance pour que
la répartition interne de l’arbre soit la même. Ainsi, les arbres dans la forêt aléatoire
générés avec un nombre d’attributs minime pourraient être moins diversifiés par rapport
à ceux qui sont formés sur plusieurs attributs.
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Nous pouvons remarquer dans le tableau (Table 15), que l’ensemble de données Diabetes
a seulement 8 attributs et celui de Bupa n’a que 6 attributs tandis que l’Hepatite et
Wpbc ont un nombre plus important d’attributs. Ceci peut expliquer les performances
réalisées sur le Diabetes et Bupa qui tendent à être inférieures à celles de Ionosphere
et Sonar (voir Tables 16, 17, 18 et 19).

Lors de l’évaluation des différentes approches, nous avons aussi besoin de choisir un al-
gorithme qui fonctionne rapidement et utilise les ressources informatiques disponibles de
manière efficace. Nous allons, en effet, évaluer l’efficacité des algorithmes comparés par
la mesure du temps d’exécution moyen de chacun. Tables 16, 17, 18 et 19) indiquent
le temps d’exécution T(s) sous le même support matériel d’exécution (CPU @ 2.60GHz
i7-4720HQ). Nous remarquons qu’Optim co-Forest enregistre légèrement plus de temps
d’exécution que les trois autres approches, les deux stratégies appliquées pour optimiser
co-Forest explique la légère différence dans l’application de petites bases de données.

Afin de mieux évaluer les résultats obtenus pour chaque algorithme, nous adoptons dans
cette étude la méthodologie post-hoc du test de Friedman proposé par Demsar [178]
pour la comparaison de plusieurs algorithmes sur plusieurs jeux de données.

4.1 Comparaison par tests non paramétriques

Un test non paramétrique est un test dont le modèle ne précise pas les conditions que
doivent remplir les paramètres de la population dont a été extrait l’échantillon. Cepen-
dant certaines conditions d’application doivent être vérifiées. Les échantillons considérés
doivent être aléatoires (lorsque tous les individus ont la même probabilité de faire par-
tie de l’échantillon) et simples (tous les individus qui doivent former l’échantillon sont
prélevés indépendamment les uns des autres) [180], et éventuellement indépendants les
uns des autres (emploi de tables de nombres aléatoires). Les variables aléatoires prises
en considération sont généralement supposées continues.

Avantages des tests non paramétriques

– Leur emploi se justifie lorsque les conditions d’applications des autres méthodes ne
sont pas satisfaites, même après d’éventuelles transformation de variables.

– Les probabilités des résultats de la plupart des tests non paramétriques sont des pro-
babilités exactes quelle que soit la forme de la distribution de la population dont est
tiré l’échantillon.

– Pour des échantillons de taille très faible jusqu’à N = 6, la seule possibilité est
l’utilisation d’un test non paramétrique, sauf si la nature exacte de la distribution de la
population est précisément connue. Ceci permet une diminution du coût ou du temps
nécessaire à la collecte des informations.

– Il existe des tests non paramétriques permettant de traiter des échantillons composés à
partir d’observations provenant de populations différentes. De telles données ne peuvent
être traitées par les tests paramétriques sans faire des hypothèses irréalistes.

– Seuls des tests non paramétriques existant permettent le traitement de données quali-
tatives : soit exprimées en rangs ou en plus ou moins (échelle ordinale), soit nominales.

– Les tests non paramétriques sont plus facile à apprendre et à appliquer que les tests
paramétriques. Leur relative simplicité résulte souvent du remplacement des valeurs
observées soit par des variables alternatives, indiquant l’appartenance à l’une ou à
l’autre classe d’observation, soit par les rangs, c’est-à-dire les numéros d’ordre des va-
leurs observées rangées par ordre croissant. C’est ainsi que la médiane est généralement
préférée à la moyenne, comme paramètre de position [181].

Désavantages des tests non paramétriques

– Les tests paramétriques, quand leurs conditions sont remplies, sont les plus puissants
que les tests non paramétriques.
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– Un second inconvénient réside dans la difficulté à trouver la description des tests et de
leurs tables de valeurs significatives.

4.2 Le test post-hoc de Friedman

Le test de Friedman est un test non-paramétrique utilisé pour comparer les observations
répétées sur les mêmes sujets. Il est également appelé une analyse non paramétrique en
blocs aléatoires de variance. Le test de Friedman utilise le test statistique chi-square avec
a ` 1 degrés de liberté, où a est le nombre de mesures répétées. Lorsque le p ` value
de ce test est faible (inférieure à 0,05) nous sommes dans le cas de figure de rejeter
l’hypothèse nulle.

Tout d’abord, nous avons utilisé le test de Friedman non-paramétrique pour évaluer le
rejet des hypothèses lorsqu’elles sont évaluées avec les mêmes conditions au même ni-
veau. Il classe les algorithmes pour chaque ensemble de données séparément, le meilleur
algorithme obtient le rang inférieur, par exemple dans notre cas avec 4 classifieurs, il
sera égal à 1, le deuxième rang à 2 etc.

Ensuite, le test de Friedman compare les rangs moyens des algorithmes et calcule la
statistique Friedman. Dans notre cas, avec 4 algorithmes et 10 ensembles de données,
Friedman statistique (répartis selon chi-square avec 3 degrés de liberté) : est de 27,72 pour
— = 20 %, 24,33 pour — = 40 % , 22,68 pour — = 60 % et 23.16 pour — = 80 %. P-valeur
calculée par Friedman Test : 0.000004, 0.000021, 0.000047 et 0.000037 respectivement,
de sorte que l’hypothèse nulle est rejetée à un niveau élevé d’importance pour tous les —.

Si une différence statistiquement significative de la performance est détectée, cela signi-
fie que certaines hypothèses à l’expérimentation ont des répartitions différentes les unes
des autres, par conséquent, notre prochaine étape sera d’essayer de savoir quelles paires
d’algorithmes sont significativement différentes des autres. De ce fait, nous procédons au
test post-hoc.

Demsar a montré dans son étude [178], que la puissance du test post-hoc est beaucoup
plus grande lorsque tous les classifieurs sont comparés seulement à un classifieur de
commande et non entre eux. Par conséquent, le test de comparaison ne devra pas être
fait par paires. Lorsque tous les classifieurs sont comparés avec un classifieur de contrôle,
nous pouvons utiliser l’une des procédures générales pour contrôler l’erreur dans les tests
d’hypothèses multiples, telles que le test de Bonferroni. Cette méthode est généralement
conservatrice, plus souple et facile à utiliser [178].

Le test statistique pour comparer l’i-ème et j-ème classifieur à l’aide de ces méthodes
est :

z =
(Ri ` Rj)q

k(k+1)

6N

Avec Rj est le rang moyen des algorithmes Rj = 1
N

P
i r

J
i
. rJ

i
le rang de la j`ème du

kème algorithmes sur la i` th de la N-ème base de données.

La valeur z est utilisée pour trouver la probabilité correspondante de la table de distri-
bution normale [178], qui est ensuite comparée à une valeur appropriée de ¸ (Table A1
dans [182]). Les tests diffèrent dans leur façon de régler la valeur de ¸ pour compenser
les comparaisons multiples.

La p-value fournit des informations pour savoir si un test d’hypothèse statistique est
significatif ou non. Selon Garcia et al. [183], quand p-value est considérée dans une com-
paraison multiple, il reflète la probabilité d’erreur d’une certaine comparaison, mais il ne
prend pas en compte les comparaisons restantes appartenant à la famille. De ce fait, ils
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recommandent l’utilisation de valeurs p ajustées (APVs : adjusted p-values) en raison du
fait qu’ils fournissent plus d’informations dans une analyse statistique.

Dans ce chapitre, nous avons mesuré les performances de chaque classifieur au moyen de
l’exactitude des données d’essai en utilisant 5 répétitions de 10 validations croisées, ainsi
chaque résultat appartenant à l’échantillon analysé par les tests statistiques représente
en fait la moyenne de 50 exécutions de l’algorithme en question. Les valeurs de p ajustées
obtenues en appliquant la méthode post hoc sur les résultats de la procédure Friedman
sont résumées dans le tableau (Table 20).

— i Algorithmes z = (R0 ` Ri)=SE unadjusted p

20%
3 RF 5.022947 0.000001
2 Co-forest 3.117691 0.001823
1 ADE-Co-forest 1.558846 0.119033

40%
3 RF 4.676537 0.000003
2 Co-forest 2.511474 0.012023
1 ADE-Co-forest 1.125833 0.260236

60%
3 RF 4.330127 0.000015
2 Co-forest 2.078461 0.037667
1 ADE-Co-forest 0.519615 0.603332

80%
3 RF 4.676537 0.000003
2 Co-forest 2.251666 0.024343
1 ADE-Co-forest 1.385641 0.165857

Table 20 – Le tableau de comparaison Post Hoc FRIEDMAN pour ¸ = 0:05

La procédure de Bonferroni-Dunn rejette les hypothèses qui ont une p ` valeur non
ajustée inférieure à 0.016667. Dans le cas des taux de non labellisitation — = 20 et 40
%, sur les bases de données à petites dimensions, le test a montré que Random Forest et
Co-forest sont significativement différents d’Optim Co-forest, et ADE-Co-forest et Optim
Co-forest très semblables. Par contre, au taux 60 et 80 %, Optim Co-forest, ADE-Co-
forêt et co-Forest sont trop semblables, le test rejette seulement la Forêt Aléatoire.

4.3 Passage à l’échelle : Application sur les bases à grande di-
mension

Comme indiqué précédemment dans la présentation de l’algorithme Optim co-Forest,
notre approche proposée étant plus adaptée aux ensembles de données à grande di-
mension, où les caractéristiques peuvent être corrélées, redondantes ou peut-être même
bruitées et donc non pertinentes. Dans ce cas de figure Optim co-Forest permet de sé-
lectionner de manière intelligente des variables plus pertinentes, ce qui implique des
performances plus intéressantes. De ce fait, nous allons confirmer cette hypothèse par
les tests suivants.

Bases #instances #variables #classe
Arcene 200 10000 2

BaseHock 1993 4862 2
CNAE-9 1080 856 9
Leukemia 73 7129 2
Madelon 2598 500 2
Musk 476 166 2
Ovarian 54 1536 2
PCMAC 1943 3289 2
Relathe 1427 4322 2

Toxicology 171 5748 4

Table 21 – Description des bases d’expérimentation à grande dimension

Nous avons sélectionné un ensemble de 10 bases de données à grande dimension du dépôt
d’ASU [184] et d’UCI [84], leurs caractéristiques sont résumées dans Table 21.
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Afin d’étudier l’efficacité d’Optim co-Forest sur les données à grande dimension en ap-
prentissage semi-supervisé, les performances de RF, co-Forest ADE-Co-Forest sont en
outre analysées.

Les résultats obtenus ont été réalisés avec les paramètres suivants : le nombre d’arbres
N égal à 100 arbres, le seuil de confiance „ toujours égal à 0,75. La méthode de vali-
dation croisée avec 10 divisions étant appliquée, les tests suivent la même stratégie de
simulation que précédemment avec différentes quantités de données non étiquetées — «
taux de non-labellisation » variant de 20%, 40%, 60% et 80%, avec une distribution de
classe pour L et U similaire à celle de l’ensemble de données originel.

Il peut être observé à partir des tableaux 22, 23, 24 et 25 qu’ Optim co-Forest est
en mesure d’améliorer la performance de l’hypothèse apprise à partir de données non
étiquetées pour différents taux de non labellisation. Le taux d’erreur moyen sur les quatre
taux — des différents tableaux a été réduit respectivement.

Optim Co-forest Random Forest (RF) Co-forest ADE-Co-forest
Bases Mean˚Std T(s) Mean˚Std T(s) Mean˚Std T(s) Mean˚Std T(s)
Arcene 0.5118 ˚ 0.0777 3.1632 0.4647 ˚ 0.0503 0.1371 0.5176 ˚ 0.0369 1.3980 0.4706 ˚ 0.0716 2.8093
BaseHock 0.8547 ˚ 0.0359 996.2300 0.5700 ˚ 0.0116 1.3317 0.6243 ˚ 0.0124 98.2694 0.6201 ˚ 0.0642 956.8076
CNAE-9 0.6889 ˚ 0.0282 26.2365 0.3722 ˚ 0.0449 0.5091 0.4922 ˚ 0.0528 14.4724 0.4778 ˚ 0.0654 24.0344
Leukemia 0.7231 ˚ 0.0114 0.5313 0.6538 ˚ 0.0583 0.0942 0.6538 ˚ 0.0798 0.2811 0.6769 ˚ 0.0570 0.4775
Madelon 0.5621 ˚ 0.0158 85.2317 0.5002 ˚ 0.0126 0.5012 0.5007 ˚ 0.0309 14.3252 0.5005 ˚ 0.0148 81.2428
Musk 0.5100 ˚ 0.0100 1.9855 0.4812 ˚ 0.0565 0.1601 0.5112 ˚ 0.0518 1.5900 0.4975 ˚ 0.0617 1.6966
Ovarian 0.6000 ˚ 0.0031 0.3564 0.4778 ˚ 0.0609 0.0961 0.5000 ˚ 0.0497 0.0998 0.4778 ˚ 0.0248 0.2320
PCMAC 0.8040 ˚ 0.0568 1235.6480 0.5260 ˚ 0.0346 2.1784 0.5473 ˚ 0.0476 62.2557 0.5488 ˚ 0.0598 1098.6757
Relathe 0.6587 ˚ 0.0389 276.5900 0.5673 ˚ 0.0190 1.5407 0.6059 ˚ 0.0438 69.3345 0.5908 ˚ 0.0512 252.3587
Toxicology 0.3053 ˚ 0.0130 1.4632 0.2632 ˚ 0.0517 0.1706 0.2667 ˚ 0.0505 0.3165 0.2667 ˚ 0.0147 1.2165
Average rank 1.2 3.9 2.1 2.8

Table 22 – La moyenne des performances des algorithmes comparés sur des ensembles
de données à grande dimension avec un taux de non labellisation — = 80%

Optim Co-forest Random Forest (RF) Co-forest ADE-Co-forest
Bases Mean˚Std T(s) Mean˚Std T(s) Mean˚Std T(s) Mean˚Std T(s)
Arcene 0.5165 ˚ 0.0256 10.7892 0.4412 ˚ 0.0411 0.3282 0.4824 ˚ 0.0483 1.8689 0.4912 ˚ 0.0305 9.2982
BaseHock 0.8718 ˚ 0.0111 1965.3546 0.5471 ˚ 0.0153 4.7914 0.6321 ˚ 0.0063 149.3320 0.6351 ˚ 0.0195 1871.3423
CNAE-9 0.7189 ˚ 0.0618 61.2355 0.3567 ˚ 0.0191 0.7362 0.4633 ˚ 0.0341 24.6943 0.4878 ˚ 0.0388 59.4440
Leukemia 0.7385 ˚ 0.0150 1.5688 0.6538 ˚ 0.0834 0.1373 0.6611 ˚ 0.0632 0.5043 0.6741 ˚ 0.0608 1.0460
Madelon 0.5095 ˚ 0.0147 160.0256 0.5000 ˚ 0.0279 1.1366 0.5042 ˚ 0.0208 21.4946 0.5090 ˚ 0.0163 158.7042
Musk 0.4587 ˚ 0.0163 2.8955 0.4375 ˚ 0.0476 0.1277 0.4450 ˚ 0.0307 2.3389 0.4463 ˚ 0.0162 2.4255
Ovarian 0.7289 ˚ 0.0932 0.8623 0.4556 ˚ 0.1204 0.1407 0.5089 ˚ 0.0633 0.4353 0.5137 ˚ 0.1009 0.5000
PCMAC 0.7954 ˚ 0.0280 1112.0135 0.5214 ˚ 0.0348 4.2671 0.5501 ˚ 0.0176 54.0222 0.5498 ˚ 0.0219 1002.7259
Relathe 0.6516 ˚ 0.0253 402.8965 0.5572 ˚ 0.0125 2.8730 0.5954 ˚ 0.0280 47.6561 0.5820 ˚ 0.0306 390.1300
Toxicology 0.3158 ˚ 0.0480 3.4786 0.2667 ˚ 0.0419 0.2570 0.2772 ˚ 0.0563 1.6305 0.2667 ˚ 0.0419 3.2478
Average rank 1 3.95 2.7 2.35

Table 23 – La moyenne des performances des algorithmes comparés sur des ensembles
de données à grande dimension avec un taux de non labellisation — = 60%

Nous noterons également que ADE-Co-Forest a des performances nettement inférieures à
celles de co-Forest lors du passage à l’échelle sur les différents —. Dans un autre cas de
figure Optim co-Forest réalise des performances considérables même dans les conditions
les plus extrêmes avec un taux de non labellisation —=80% ; ce qui nous ramène en citant
la base Leukemia par exemple, a seulement 15 individus labellisés avec 7129 caractéris-
tiques et pourtant une amélioration moyenne de 9.939% sur l’erreur moyenne est réalisée.

Optim Co-forest Random Forest (RF) Co-forest ADE-Co-forest
Bases Mean˚Std T(s) Mean˚Std T(s) Mean˚Std T(s) Mean˚Std T(s)
Arcene 0.6453 ˚ 0.0297 12.1003 0.5076 ˚ 0.0460 0.4207 0.5877 ˚ 0.0403 2.2795 0.6043 ˚ 0.0197 11.4293
BaseHock 0.8092 ˚ 0.0133 7025.6955 0.5862 ˚ 0.0195 8.0011 0.7051 ˚ 0.0068 110.3242 0.6698 ˚ 0.0152 6866.1659
CNAE-9 0.6303 ˚ 0.0294 87.2365 0.3878 ˚ 0.0370 1.4157 0.5239 ˚ 0.0159 24.4810 0.4264 ˚ 0.0146 85.6367
Leukemia 0.7231 ˚ 0.0498 1.9632 0.6538 ˚ 0.0885 0.1528 0.6654 ˚ 0.0918 0.5478 0.6538 ˚ 0.0501 1.6467
Madelon 0.5635 ˚ 0.0218 183.2152 0.5016 ˚ 0.0174 1.4692 0.5089 ˚ 0.0280 24.0347 0.5066 ˚ 0.0189 171.2990
Musk 0.6469 ˚ 0.0346 3.9965 0.4781 ˚ 0.0591 0.1535 0.6231 ˚ 0.0214 1.8201 0.5725 ˚ 0.0347 3.5546
Ovarian 0.7111 ˚ 0.0778 0.5123 0.4944 ˚ 0.0843 0.1362 0.5944 ˚ 0.0556 0.3709 0.5722 ˚ 0.0633 0.4694
PCMAC 0.6435 ˚ 0.0204 6324.5980 0.5367 ˚ 0.0150 6.9202 0.5857 ˚ 0.0158 90.4668 0.5678 ˚ 0.0182 6182.8384
Relathe 0.7623 ˚ 0.0334 1121.3587 0.5723 ˚ 0.0179 5.5956 0.6551 ˚ 0.0135 47.3533 0.6166 ˚ 0.0387 1074.2383
Toxicology 0.4228 ˚ 0.0509 5.4237 0.3649 ˚ 0.0771 0.3383 0.4000 ˚ 0.0603 1.8807 0.3877 ˚ 0.0400 5.0429
Average rank 1 3.95 2.1 2.95

Table 24 – La moyenne des performances des algorithmes comparés sur des ensembles
de données à grande dimension avec un taux de non labellisation — = 40%
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Optim Co-forest Random Forest (RF) Co-forest ADE-Co-forest
Bases Mean˚Std T(s) Mean˚Std T(s) Mean˚Std T(s) Mean˚Std T(s)
Arcene 0.5809 ˚ 0.0497 26.8956 0.4706 ˚ 0.0524 0.5852 0.5574 ˚ 0.0682 2.8265 0.5603 ˚ 0.0472 25.4365
BaseHock 0.8020 ˚ 0.0167 1533.2555 0.5775 ˚ 0.0162 6.3920 0.6985 ˚ 0.0086 39.5137 0.661 ˚ 0.0115 1496.3231
CNAE-9 0.5006 ˚ 0.0213 122.3255 0.3281 ˚ 0.0145 1.7349 0.4550 ˚ 0.0352 353.5539 0.3872 ˚ 0.0201 120.8174
Leukemia 0.7615 ˚ 0.099 1.7524 0.6538 ˚ 0.0699 0.1562 0.6692 ˚ 0.0926 0.4856 0.6577 ˚ 0.0632 1.7313
Madelon 0.5470 ˚ 0.0302 210.2354 0.5008 ˚ 0.0139 2.2302 0.5106 ˚ 0.0371 337.9970 0.5088 ˚ 0.0458 202.7113
Musk 0.5969 ˚ 0.0515 4.7859 0.4763 ˚ 0.0421 0.1903 0.5825 ˚ 0.0428 2.8359 0.53 ˚ 0.0456 4.5300
Ovarian 0.7056 ˚ 0.1049 0.6234 0.4722 ˚ 0.0304 0.1232 0.5611 ˚ 0.1009 0.4204 0.5389 ˚ 0.1204 0.5704
PCMAC 0.7287 ˚ 0.0295 1678.9560 0.5341 ˚ 0.0258 8.5303 0.5804 ˚ 0.0159 49.0181 0.5624 ˚ 0.0150 1654.5269
Relathe 0.7216 ˚ 0.0171 963.2540 0.5581 ˚ 0.0240 7.4081 0.6365 ˚ 0.0182 51.7928 0.599 ˚ 0.0149 943.0689
Toxicology 0.4351 ˚ 0.0574 5.2364 0.3789 ˚ 0.0771 0.3383 0.3947 ˚ 0.0603 1.8807 0.3807 ˚ 0.0400 5.0429
Average rank 1 4 2.1 2.9

Table 25 – La moyenne des performances des algorithmes comparés sur des ensembles
de données à grande dimension avec un taux de non labellisation — = 20%

Le principe de sélection adapté dans Optim co-Forest avec la mesure de variables d’impor-
tance a permis d’apporter des améliorations notables, le distinguant comme un excellent
candidat dans la classification des données à grande dimension en apprentissage semi-
supervisé.

La mesure d’importance des variables adaptée par Optim Co-Forest a apportée des amé-
liorations significatives, le distinguant comme un excellent candidat dans la classification
semi-supervisé de données à grande dimension. En outre, en terme de temps de calcul T
(s) (tableaux 22, 23, 24 et 25), on peut voir clairement que, dans le cadre de données à
grand nombre d’attributs, Optim Co-Forest est gourmand en temps d’exécution, ceci est
relié à la complexité temporelle des deux stratégies de sélections adoptées.

La comparaison Friedman post hoc pour les quatre algorithmes avec les P-valeurs ajustées
sur les résultats de la procédure Friedman sont résumés dans Table 26.

— i Algorithmes z = (R0 ` Ri)=SE unadjusted p

20%
3 RF 5.196152 0
2 ADE-Co-forest 3.290897 0.000999
1 Co-forest 1.905256 0.056747

40%
3 RF 5.10955 0
2 ADE-Co-forest 3.377499 0.000731
1 Co-forest 1.905256 0.056747

60%
3 RF 5.10955 0
2 Co-forest 2.944486 0.003235
1 ADE-Co-forest 2.338269 0.019373

80%
3 RF 4.676537 0.000003
2 ADE-Co-forest 2.771281 0.005584
1 Co-forest 1.558846 0.119033

Table 26 – Le tableau de comparaison Post Hoc FRIEDMAN pour ¸ = 0:05

Pour les ensembles de données à grande dimension, la procédure de Bonferroni-Dunn
rejette les hypothèses qui ont une p`valeur non ajustée inférieure à 0.016667, à chaque
niveau de non labélisation —. Ainsi, le test a montré qu’à — = 20, 40 et 80 %, Random
forest et ADE-Co-forest sont significativement différents de Optim Co-forest. Parcontre,
une grande similarité est présente entre Optim Co-forest et Co-forest.

Par conséquent, au taux 60 %, Optim Co-forest et ADE-Co-forest sont très semblables,
le test rejette les algorithmes Random forest et Co-forest. Ceci peut être expliqué par
l’approche d’édition de données appliquée par ADE-Co-forest qui lui permet d’éliminer
les données bruitées et d’outrepasser les performances de Co-forest à un certain nombre
de données labellisées disponibles.

Afin de soutenir davantage ces comparaisons, nous avons comparé, sur chaque ensemble
de données l’hégémonie de Optim Co-forest avec chaque paire de méthodes. Nous utili-
sons Pairwise t-test (avec t = 0; 05) sur les performances des tableaux 22, 23, 24 et 25
pour respectivement — = 80, 60, 40 et 20 %.

Les résultats de ces comparaisons par paires sont représentés dans le tableau (Table 27)
en termes des statuts «Win | Tie | Loss» [185] ; les trois valeurs dans chaque cellule
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indiquent combien de fois Optim Co-forest est nettement mieux / pas significativement
différent / plus médiocre que l’autre méthode sur les 10 ensembles de données à grande
dimension.

Algorithmes Random forest Co-forest ADE-Co-forest
Paired t-test
(with t = 0.05)

Win Tie Loss Win Tie Loss Win Tie Loss

—% = 20 10 0 0 7 3 0 9 1 0
—% = 40 10 0 0 7 3 0 9 1 0
—% = 60 10 0 0 7 2 1 7 3 0
—% = 80 10 0 0 8 2 0 9 1 0

Table 27 – Le tableau de comparaison Pairwise t-test d’Optim Co-forest avec les 3 autres
classifieurs

Il peut être clairement vu du tableau de comparaison Pairwise t-test (Table 27), qu’Optim
Co-forest surpasse considérablement Co-forest et ADE-Co-forest dans le cadre d’appli-
cation des données à grande dimension.

5 Conclusion

La tâche d’apprentissage vise à savoir étiqueter des exemples pour lesquels l’étiquette
est inconnue, soit parce qu’il est difficile et couteux d’obtenir ces étiquettes, soit parce
qu’il s’agit d’exemples non encore observés. Ainsi, pour entrainer un classifieur, on dis-
pose souvent d’une base d’exemples étiquetés, et d’une énorme masse d’exemples non
étiquetés.

De ce fait, plusieurs travaux pionniers ont proposé des méthodes attrayantes [5] [14] [15]
[16] [17] [18] [19] [6] montrant l’intérêt de ce type d’apprentissage. Néanmoins, la plupart
des travaux ont relevé un point très important, c’est que la prise en compte d’exemples
non labellisés pouvaient dégrader les performances par rapport à un apprentissage pure-
ment supervisé. Il est devenu donc clair qu’une analyse plus fondamentale est nécessaire
pour de mieux comprendre les conditions qui permettent non seulement d’espérer, mais
garantir des améliorations de performances. De cette vision est née notre approche Optim
co-Forest.

Dans ce chapitre, l’algorithme Optim co-Forest est proposé, il a la faculté de tirer profit
des échantillons non marqués pour améliorer les performances du système formé à partir
des échantillons marqués. En étendant le paradigme co-Forest, Optim co-Forest exploite
la puissance de Random Forest, une méthode d’ensemble bien connue, pour s’attaquer
au problème de la sélection des échantillons non labellisés les plus confiants pour le
ré-apprentissage de la forêt.

Optim co-Forest exploite également deux stratégies de sélection : la première concerne
la sélection de sous-ensemble de paramètres aléatoires qui nous permettra de garder la
diversité des classifieurs. La seconde méthode est la mesure d’importance de variables
pour mesurer la pertinence de ces variables. La combinaison de ces deux stratégies dans
la construction de l’ensemble des classifieurs en semi-supervisé conduit à l’exploration
d’un plus grand espace de solutions et par conséquent avoir un prédicteur plus compétitif
et adéquat aux espaces à grande dimension.

Des expérimentations sur des ensembles de données de l’UCI de petite et grande dimen-
sion vérifient l’efficacité de Optim co-Forest. Elles montrent clairement que le principe
d’Optim co-Forest est plus intéressant et performant et se distingue dans le cas de
données à grande dimension.
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Conclusion

En classification et plus généralement en apprentissage, on distingue classiquement deux
approches : le cas supervisé et le cas non supervisé. On peut combiner celles-ci dans
un apprentissage semi-supervisé. Dans ce cadre, on enrichit un ensemble de données non
étiquetées par un certain nombre d’exemples étiquetés. Ces derniers, en proportion géné-
ralement faible, servent à guider les algorithmes de classification via leur paramétrage
et leurs conditions d’initialisation.

Typiquement, ce type de problème se présente lorsqu’évaluer la classe d’un exemple
est coûteux. Comme exemple lorsqu’on souhaite déterminer si un patient donné est at-
teint ou non d’une maladie qu’on ne peut détecter que par des moyens modernes onéreux.

D’un autre point de vue, nous avons étudié dans la partie précédente (Partie 2) les avan-
tages et la capacité prédictive des méthodes d’ensemble, plus spécifiquement des forêts
aléatoires. Sur le même principe, nous avons proposé dans ce travail de reprendre l’al-
gorithme Random Forest dans un contexte semi supervisé sur des applications à grande
échelle de données. De ce fait, nous avons mis aux points trois contributions où nous
avons illustré les résultats théoriques avec des données synthétiques et réelles :

Dans un premier temps, nous avons étudié la méthode d’apprentissage co-Forest sur des
données biologiques pour l’application classique d’apprentissage semi supervisé des forêts
aléatoires, et comparé les résultats obtenus avec ceux obtenus par la même approche
en apprentissage supervisé, démontrant ainsi la capacité de co-Forest à améliorer les
performances en exploitant les échantillons non labellisés

En second lieu, nous avons cherché par la suite à étendre la méthode co-Forest pour en
faire un outil de segmentation d’images médicales par approche de classification pixel-
lique. L’approche expérimentale est fournie et testée sur des images rétiniennes réelles.
Le principe repose sur une approche de segmentation semi-supervisée par la classification
de super-pixels des régions cup et disque pour le calcul du rapport Cup/disque. Ce pro-
cédé nous a permis la reconnaissance automatique par apprentissage semi-supervisé des
régions Discs et Cups pour la mesure du rapport CDR afin de mesurer la progression du
glaucome. Pour ce faire, la méthode proposée SP3S (Super-Pixel for Semi-Supervised
Segmentation) comporte deux étapes principales. Dans la première, la forêt aléatoire en
apprentissage semi-supervisé « co-Forest » est formée uniquement sur 10% des images
super-pixels annotées par un expert ophtalmologiste. Dans la seconde étape, les super-
pixels non labellisés sont impliqués pour le renforcement de l’apprentissage du classifieur
afin de mieux discriminer les régions cup et disque des images rétiniennes. Pour calculer le
rapport VC/D, un modèle de forme géométrique actif est utilisé pour dresser le contour
du cup et disque. Les résultats réalisés ont démontré des erreurs minimes comparées à
ceux des experts du domaine.
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En dernier lieu, nous avons proposé un nouvel algorithme de classification semi-supervisé
Optim co-Forest qui améliore les méthodes décrites dans la littérature pour une appli-
cation à moyenne et grande échelle de données. Cette méthode a démontré sa faculté
de tirer profit d’échantillons non marqués pour améliorer les performances du système
formé à partir d’échantillons marqués. En étendant le paradigme de co-Forest, Optim
co-Forest exploite la puissance de Random Forest, pour s’attaquer au problème de la
sélection des échantillons non labellisés les plus confiants pour le ré-apprentissage de la
forêt en classification semi-supervisée.

Enfin l’étude que nous avons mené dans le cadre de l’évaluation d’algorithmes semi-
supervisés nous démontre clairement la supériorité des méthodes semi-supervisées dans
le contexte de données partiellement étiquetées. Nous avons pu observer que la combi-
naison des données étiquetées et non étiquetées permettait une évaluation plus globale,
objective et quantitative des méthodes supervisées seules afin d’améliorer les perfor-
mances de classification.

Ces applications montrent également, que les méthodes proposées passent à l’échelle
de manière très intéressante malgré le volume de données. L’algorithme développé en
dernier chapitre de cette partie peut être appliqué pour la sélection de caractéristiques.
Cette piste sera exploitée dans la partie suivante de cette thèse.
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Quatrième partie

IV

État de l’art et Propositions
en apprentissage supervisé et
semi-supervisé : Sélection de
variables par approche ensem-
bliste
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Introduction

Les avancées technologiques ont facilité l’acquisition et le recueil de nombreuses données,
notamment dans le domaine médical lors des routines cliniques. Ces données peuvent être
utilisées comme support de décision médicale, conduisant aux développements d’outils
capables de les analyser et de les traiter.

Dans la littérature, nous trouvons régulièrement la notion d’aide au diagnostic, ces sys-
tèmes sont même considérés comme étant essentiels dans beaucoup de disciplines, ils
reposent sur des techniques issues de l’intelligence artificielle. Cependant, le problème
majeur que rencontre l’application de ces approches réside dans la haute dimension des
données. Ces problèmes désignent les situations où nous disposons de peu d’observations
alors que le nombre de variables explicatives est très grand. Cette situation est de plus en
plus fréquente dans diverses applications, en particulier celles liées aux domaine médical
et biologique.

Aujourd’hui, la difficulté réside non seulement dans l’obtention des données pertinentes
mais également dans leurs analyses. L’objectif consiste à développer des méthodes d’ana-
lyse permettant d’extraire un maximum d’informations à partir des données récoltées par
les experts ou appareils médicaux. Ces faits ont fait émerger un grand nombre de ques-
tions, "Quelle est la bonne procédure de sélection à utiliser ?", "Comment parvenir à
une technique complètement explicite, simple à implémenter et rapide aux calculs ?".

La sélection de données contribue au renforcement de l’aide au diagnostic médical, le
degré et le taux de progression des variables pertinentes mesurées de façon répétitive sur
chaque sujet permettent de quantifier la sévérité de la maladie et la susceptibilité de
sa progression. Ceci est usuellement intéressant, sur les plans cliniques et scientifiques,
d’aider l’expert dans ses prises de décisions dans un laps de temps rapide.

Les méthodes de réduction de la dimension peuvent être divisées en deux grandes caté-
gories : l’extraction de variables et la sélection de variables [13, 186].

– Les méthodes d’extraction de variables consistent à transformer l’ensemble de va-
riables de départ en un nouvel ensemble de variables, généralement plus petit, tout
en conservant autant que possible la structure originale des données. Nous pouvons
distinguer les méthodes linéaires non-supervisées comme l’Analyse en Composantes
Principales (ACP) [187], les méthodes linéaires supervisées comme l’Analyse Facto-
rielle Discriminante (AFD) [188], les méthodes non linéaires non supervisées comme
l’ACP à noyau [189], Locally Linear Embedding (LLE) [190], Isometric FeatureMapping
(Isomap) [191] et les méthodes non linéaires supervisées comme l’Analyse Factorielle
Discriminante à noyau...
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Le principal inconvénient de ces méthodes est leur temps de calcul. Une méthode
d’extraction de variables nécessite le calcul des attributs initiaux pour ensuite extraire
les attributs pertinents. Ces derniers sont obtenus en combinant, linéairement ou non,
les variables initiales. Un autre inconvénient des méthodes d’extraction est qu’elles
imposent un effort important à l’utilisateur pour interpréter et comprendre la nouvelle
représentation des données : il est donc difficile de donner une interprétation séman-
tique des attributs extraits, car ces derniers sont une combinaison des attributs initiaux.

– Les méthodes de sélection de variables [186] aident à choisir un sous-ensemble
pertinent de variables à partir de l’ensemble original de caractéristiques selon un critère
de performance. Ces méthodes [192] permettent alors de caractériser plus rapidement
les données et sont donc utilisées pour des applications où les coûts en temps de
calcul doivent être minimisés. La sélection de variables ne modifie pas la représentation
originale des données : les attributs sélectionnés gardent leur sémantique de départ et
peuvent alors être interprétés plus facilement par l’utilisateur.

Problématique

Durant ces dernières années, la sélection de variables est devenue l’objet qui attire l’at-
tention de nombreux chercheurs. Cette sélection permet d’identifier et d’éliminer les
variables qui pénalisent les performances d’un modèle complexe dans la mesure où elles
peuvent être bruitées, redondantes ou non pertinentes. De plus, la mise en évidence des
variables pertinentes facilite l’interprétation et la compréhension des aspects médicaux
et biologiques ; ainsi, elle permet d’améliorer la performance de prédiction des méthodes
de classification et de passer outre le fléau de la haute dimension de ces données (phé-
nomène connu sous le nom en anglais de the curse of dimentionality).

Le problème spécifique de la sélection de variables nécessite une approche particulière
puisque le nombre de variables est très largement supérieur vis-à-vis du nombre d’échan-
tillons (expériences ou observations). Dans la littérature d’apprentissage artificiel trois
approches sont envisagées. Elles relèvent des méthodes de type filtre, enveloppe "wrap-
per" ou embarqué "Embedded".

Les méthodes wrapper et Embedded sélectionnent de façon implicite les variables où la
sélection se fait lors du processus d’apprentissage. Ces deux approches sont caractérisées
par la pertinence des attributs sélectionnés mais demande un temps de calcul long à
l’opposé de la méthode filtre. L’approche filtre est couramment utilisée à ce jour pour
analyser les données biologiques, elle consiste à parcourir la sélection des variables avant
le processus de l’apprentissage et ne conserve que les caractéristiques informatives.

Les approches de sélection de variables

La sélection de variables est d’un intérêt particulier et crucial pour toute base de données
dont le nombre de variables ou d’observations est très grand. Or, avec le développement
des outils informatiques qui permettent de stocker et de traiter toujours mieux ces don-
nées, ce type de situations est fréquemment rencontré, ceci explique l’intérêt actuel porté
au thème de la sélection de variables qui permet d’extraire des variables pertinentes et
de réduire la dimension de l’espace originel.

Dans l’apprentissage automatique, la sélection de variables est un dispositif crucial où le
but est d’isoler le sous-ensemble de caractéristiques permettant d’expliquer efficacement
les valeurs de la variable cible, ainsi trois approches sont généralement citées dans la
littérature :

– Approche Filtre (filter approach),
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– Approche enveloppe (wrapper approach),
– Approche embarquée (Embedded approach).

Approche filtre

L’approche filtre sélectionne un sous-ensemble de variables en pré-traitement des données
d’un modèle (l’étape d’analyse des données). Le processus de sélection est indépendant
du processus de classification (Figure 37) [193].

Figure 37 – Principe de l’approche filtre

Un de ses avantages est d’être complètement indépendante du modèle de données
construit. Elle propose un sous-ensemble de variables satisfaisant pour expliquer la struc-
ture cachée des données.

Ce principe est aussi adapté dans la sélection de variables non supervisées (Géurif [194],
Mitra et al. [46], Bennani et Géurif [195]). De plus les procédures filtres sont générale-
ment moins gourmandes en temps de calcul puisqu’elles évitent les exécutions répétitives
des algorithmes d’apprentissage sur différents sous-ensemble de variables.

En revanche, leur inconvénient majeur est qu’elles ignorent l’impact des sous-ensembles
choisis sur les performances de l’algorithme d’apprentissage.

Approche enveloppe

Les techniques enveloppe "wrapper" ont été introduites par John et al. en 1994 [196].
Leur principe est de générer des sous-ensembles candidats et de les évaluer grâce à un al-
gorithme de classification. Cette évaluation est faite par un calcul d’un score, par exemple
un score d’un ensemble sera un compromis entre le nombre de variables éliminées et le
taux de performance de classification sur un fichier de test.

L’appel à l’algorithme de classification est fait à chaque évaluation (c’est-à-dire, à chaque
sélection d’une variable, le taux de classification est calculé pour juger la pertinence d’une
caractéristique) et cela par un mécanisme de validation croisée qui est fréquemment uti-
lisé.

Le principe de wrapper est de générer un sous-ensemble bien adapté à l’algorithme de
classification (Figure 38). Les taux de reconnaissance sont élevés car la sélection prend
en compte le biais intrinsèque de l’algorithme de classification. Un autre avantage est
sa simplicité conceptuelle ; il n’y a pas besoin de comprendre comment l’induction est
affectée par la sélection des variables, il suffit de générer et de tester.

Figure 38 – Principe de l’approche enveloppe wrapper.
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Cependant, trois raisons font que les wrappers ne constituent pas une solution parfaite :

– D’abord, elles n’apportent pas vraiment de justification théorique à la sélection, de ce
fait, elles ne permettent pas de comprendre les relations de dépendances condition-
nelles existantes entre les variables.

– D’autre part la procédure de sélection est spécifique à un algorithme de classifica-
tion particulier et les sous-ensembles trouvés ne sont pas forcément valides si nous
changeons de méthode d’induction.

– Finalement, l’inconvénient principal de la méthode réside dans les calculs qui de-
viennent de plus en plus longs, voir irréalisables quand le nombre de variables est très
grand.

Approche embarquée

Les méthodes embarquées "Embedded" intègrent directement la sélection dans le proces-
sus d’apprentissage, les arbres de décision [74] sont l’illustration la plus emblématique.
Cette catégorie regroupe toutes techniques qui évaluent l’importance d’une variable en
cohérence avec le critère utilisé pour évaluer la pertinence globale du modèle.

La sélection de variables

La sélection de variables (Feature Selection "FS") est un domaine très actif depuis ces
dernières années. Sa particularité s’inscrit dans le cadre de la fouille de données. En
effet, la fouille de données de très grande dimension devient un enjeu crucial pour des
applications tel que le génie génétique, les processus industriels complexes, etc . . ..

Il s’agit en fait de résumer et d’extraire intelligemment de la connaissance à partir des
données brutes. L’intérêt de la sélection de variables est regroupé dans les points suivants :

– Lorsque le nombre de variables est vraiment trop grand, l’apprentissage consomme un
très grand temps. Par contre, la sélection peut réduire l’espace des caractéristiques et
permettre l’exécution dans un temps convenable.

– D’un autre point de vue, créer un classifieur revient à créer un modèle pour les données.
Or une attente légitime pour un modèle est d’être le plus simple possible (paradigme
d’Occam’s razor [197]). La réduction de la dimension de l’espace de caractéristiques
permet alors de réduire le nombre de paramètres nécessaires à la description de ce
modèle.

– Elle améliore la performance de la classification : sa vitesse et son pouvoir de généra-
lisation.

– Elle augmente la compréhensibilité des données.

La sélection de données consiste à choisir un sous-ensemble optimal de variables per-
tinentes, à partir d’un ensemble de variables originelles. Elle comporte trois éléments
essentiels : une mesure de pertinence, une procédure de recherche et un critère d’arrêt.

Mesure de pertinence

La mesure de pertinence associée aux méthodes de sélection de variables sont souvent
basées sur des heuristiques calculant l’importance individuelle de chaque variable dans
le modèle obtenu. Ces heuristiques sont de différentes natures : statistique, probabiliste,
information mutuelle, mesure d’indépendance ou bien la vraisemblance entre les variables.
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Procédure de recherche

Trouver une solution optimale suppose une recherche exhaustive parmi les (2n –1) sous-
ensembles de variables possibles. Bien que des méthodes de recherche efficaces comme
celle de Branch et Bound ont été proposées, elles s’appuient sur une propriété de mono
tonicité de la mesure de pertinence qui est en pratique difficile à assurer (Bennani [198] ;
Bennani [199]). Une recherche exhaustive est dès lors inapplicable même pour un nombre
de variables de l’ordre de quelques dizaines. En pratique, nous utilisons des approches
sous-optimales comme les algorithmes de recherche gloutonne ou les méthodes de re-
cherche aléatoire.

Les stratégies gloutonnes les plus utilisées sont les méthodes séquentielles dont font
partie la méthode de sélection en avant (forward selection) (Dy et Brodley [200] ; Raf-
tery et Dean [201]), la méthode d’élimination en arrière (backward elimination) (Guérif
et Bennani [202]) et les méthodes bidirectionnelles comme la méthode stepwise ou celle
proposée par Sorg-Madsen et al. [203] qui combine une approche par sélection filtre à
une approche symbiose par élimination (wrapper ou Embedded).

La méthode de sélection en avant débute avec un ensemble vide et progresse en ajoutant
une à une les variables les plus intéressantes. A l’inverse, la méthode d’élimination en
arrière commence par l’ensemble de toutes les variables dont les moins pertinentes sont
supprimées tour à tour. Les méthodes bidirectionnelles combinent ces deux modes de
recherche. Les algorithmes génétiques font partie des méthodes de recherche aléatoire
qui sont parfois utilisées. Il est reproché généralement à la méthode de sélection en avant,
de ne pas prendre en compte le problème de la pertinence mutuelle.

Critère d’arrêt

Le nombre de variables à sélectionner fait généralement partie des inconnues du problème
et il doit être déterminé automatiquement à l’aide d’un critère d’arrêt de la procédure
de sélection de variables. Ce problème se rapporte à celui de la sélection de modèles
sachant que de nombreux auteurs utilisent soit des critères de maximum de vraisemblance
( [200] ; [201]) soit des critères de séparabilité des classes ( [200] ; [202]).

Il convient de noter que les critères de séparabilité utilisés dans [200], [202] ne sont plus
utilisables lorsque le nombre de variables est important car leur évaluation fait intervenir
soit l’inversion soit le calcul du déterminant des matrices de covariance.

D’autres auteurs comme Sorg-Madsen et al. [203] utilisent une combinaison de la mesure
de pertinence et de la procédure de recherche. Par contre, pour la sélection d’un sous-
ensemble de variables, l’attribution d’un score pour chaque variable est la technique la
plus optimale et plusieurs solutions ont été proposées dans la littérature.

Une première solution est d’attribuer un score à chaque variable indépendamment des
autres, et de faire la somme de ces scores. Pour évaluer une variable, l’idée est de dé-
terminer la corrélation de la variable avec la classe. Cependant, Elisseeff et Guyon [204]
ont démontré par des exemples simples que cette approche nommée feature ranking pose
des problèmes dans le cas général. En effet, cette approche n’élimine pas les variables
redondantes, d’autre part, il est possible que des variables peu corrélées avec la classe
deviennent utiles lorsque nous les repositionnons dans le contexte des autres variables.

Une seconde solution est d’évaluer un sous-ensemble dans sa globalité. Une méthode
plus spécifique au problème est décrite dans Koller et Sahami [205] où les auteurs pro-
posent d’éliminer une variable si elle possède une couverture markovienne, c’est-à-dire
si elle est indépendante de la classe en connaissance des autres variables. Il existe aussi
d’autres solutions avec un principe intermédiaire entre feature ranking et subset ranking
basé sur une idée de Ghiselli [206] démontrant de bons résultats dans le cadre de la CFS
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(Correlation based Feature Selection) par M.Hall [207].

La corrélation ou la dépendance entre deux variables peut être définie de plusieurs fa-
çons. L’application du coefficient de corrélation statistique comme dans [207] est trop
restrictive, car elle ne capture que les dépendances linéaires. Le test de Fisher à un score
important indique donc que les moyennes des deux classes sont significativement diffé-
rentes.

En revanche, un test d’indépendance statistique peut être utilisé comme celui du Chi-
2, t-statistic, F-statistic [208], [209], [210]. Aussi, il est possible d’utiliser la notion
d’information mutuelle (MI) qui est fondée sur un calcul probabiliste et d’entropie de
Shannon [211] ainsi que la méthode mRMR (minimum Redondance Maximum Relevance)
qui vise deux objectifs en parallèle : prendre les variables pertinentes et éliminer les va-
riables redondantes.

Dans les parties précédentes de cette thèse, nous avons mis en avant les avantages et
les inconvénients de la méthode Forêt Aléatoire, montrant que cette méthode délivre un
assemblage de plusieurs arbres de décisions, elle perd en intelligibilité ce qu’elle gagne en
précision, aussi elle se caractérise par sa double "randomisation" qui lui permet d’amélio-
rer ses qualités de prédiction par rapport aux techniques plus simples comme le bagging.
Cette implémentation présente l’avantage de ne dépendre que d’un nombre très limité de
paramètres pour s’exécuter, ce qui rend leur exploration plus riche. Les deux principales
caractéristiques de la méthode sont sa capacité de sélection des variables d’importance
et le nombre d’arbres formant la forêt globale de prédiction.

Dans la quatrième partie de cette thèse, nous proposons d’étudier et d’exploiter le pro-
cédé de mesure des variables d’importance du paradigme des forêts aléatoires (RF) [51].

De ce fait, la partie 4 s’articule autour des trois études et applications suivantes :

– Étude des capacités de sélection des Forêts Aléatoires RF’s pour l’extraction des des-
cripteurs médicaux pertinents [64], [62], [63] et [212].

– Proposition de mesure d’importance des variables par les forêts à inférence condition-
nelle [65].

– Application de l’approche de classification semi supervisée optimisée à grande échelle
de données [66] pour la sélection de variables en semi supervisé.
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CHAPITRE 1

La Mesure d’importance des facteurs qui influent sur le
contrôle du Kératocône par la Forêt aléatoire

1 Objectifs

Le but de cette recherche est d’identifier les facteurs importants qui influent sur le Kéra-
tocône en appliquant l’approche de sélection de variables. Le Kératocône est une maladie
déformante de la cornée qui perd progressivement sa forme normalement sphérique pour
prendre localement la forme d’un cône de plus en plus cambré. Cette déformation pro-
gressive, non inflammatoire, entraîne une myopie et un astigmatisme. L’évolution peut se
faire avec l’apparition d’un astigmatisme irrégulier pouvant s’accompagner d’une baisse
de la fonction visuelle.

Le diagnostic du Kératocône peut s’avérer difficile à poser, surtout au stade peu avancé,
puisque les symptômes associés à cette maladie peuvent aussi être associés à d’autres
troubles oculaires. Seuls des tests spécifiques peuvent révéler la présence de la maladie.

L’hétérogénéité et l’imperfection de détection du Kératocône constituent la difficulté
majeure rencontrée lors du diagnostic. Les experts doivent faire face à cette difficulté
au niveau de la modélisation des connaissances ainsi qu’au niveau des mécanismes de
raisonnement.

Dans ce chapitre, nous présentons une méthode de sélection basée sur l’algorithme des
forêts aléatoires. En plus d’être très performantes en prédiction, les forêts aléatoires cal-
culent un indice d’importance des variables. La phase de sélection de variables appliquée
par l’approche des forêts aléatoires de type embarqué (embedded) est comparée avec les
méthodes classiques des catégories filtre, enveloppe et embarqué comme suit : Maximum
de pertience et minimum de redondance, Relief, LSW, SVM-RFE, par la suite une classi-
fication est réalisée afin d’identifier les facteurs importants qui influent sur l’identification
du Kératocône.

Dans ce travail [64], nous utilisons une base de données expérimentale réelle composée
de 492 échantillons et 62 attributs, obtenus à partir de 246 sujets enregistrés entre 2010
et 2014. La collecte de données locale a été réalisée au niveau de la clinique LAZOUNI
Tlemcen.

De ce fait, nous ciblons deux objectifs distincts en sélection de variables. En effet, nous
distinguons le but d’interprétation du but de prédiction. Notre méthode de sélection de
variables tente de satisfaire ces deux objectifs. Pour cela nous allons répartir ce travail

108



CHAPITRE 1. LA MESURE D’IMPORTANCE DES FACTEURS QUI INFLUENT SUR LE
CONTRÔLE DU KÉRATOCÔNE PAR LA FORÊT ALÉATOIRE

comme suit, dans la deuxième section, un état de l’art sur la classification du Kératocône
et les différentes techniques exploitées y sont présentés. La troisième section concerne
la description de notre propre base de données avec un exemple de lecture d’une carte
de topographie cornéenne Orbascan II. La quatrième section présente les techniques de
sélection employées en comparaison avec la mesure d’importance des forêts aléatoires.
Vient par la suite, la section résultats et interprétations présentant aussi les avantages
et inconvénients de chacune des approches de sélection employées. En dernier lieu, une
conclusion est apporté qui résume les avantages à l’application de cette approche par
rapport aux méthodes classiques.

2 État de l’art des travaux sur la détection automa-
tique du Kératocône

Dans la littérature plusieurs travaux se sont intéressés à la détection automatique du
Kératocône. Durant ces dix dernières années, nous notons une grande tendance des cher-
cheurs appartenant à des disciplines diverses qui s’intéressent à la détection automatique
du Kératocône et cela a conduit à l’apparition d’un grand nombre de publications. Un
dénombrement de telles publications reflète la fertilité et la vitalité de ce champ.

Dans ce chapitre nous nous sommes investis à collecter, synthétiser, analyser et classifier
les différentes techniques de classification du Kératocône présentes dans la littérature.
Cette tâche a été très ardue vu le nombre énorme et croissant des publications mais aussi
la multitude des domaines d’application et la grande diversité des solutions originales
traitant le problème de la maladie du Kératocône. En effet, nous citerons par la suite
uniquement les recherches réalisées sur les cartes de l’Orbscan II , que nous classerons
par ordre chronologique de contribution. L’ensemble des publications et les différentes
approches et méthodes sont synthétisées comme suit :

Les premiers à s’être attaqués à ce problème par approche intelligente sont Smolek et
Klyce 1997 [213], ils se sont intéressés à la détection automatique du Kératocône par une
approche neuronale. Le réseau de neurones pour le dépistage du Kératocône a été conçu
pour détecter la présence d’un Kératocône (KC) ou suspects de Kératocône (KCS). De
ces expérimentations, les auteurs ont conclu que les réseaux de neurones ont permis une
bonne distinction des KC de KCS de la topographie.

Par la suite, Accardo et Pensiero [214] ont traité l’identification du début du Kératocône,
ils ont émis la question de savoir si un dépistage du Kératocône doit être effectué en
tenant compte des deux yeux d’un même sujet ou chaque œil séparément. Pour cela, ils
ont utilisé l’approche neuronale par plusieurs combinaisons du nombre d’entrées, nœuds
cachés et de sortie. Les auteurs ont prouvé que de meilleurs résultats sont réalisés par
les paramètres des deux yeux d’un même sujet.

L. A. Carvalho [215] a proposé de développer un réseau de neurones artificiel qui pourrait
classer les types spécifiques de formes de la cornée en utilisant des coefficients de Zernike
comme entrée pour améliorer la précision de détection du Kératocône. L’auteur a collecté
une base de données à partir d’un système Eyesys 2000 de 80 cornées classées en cinq
catégories : (1) normales, (2) l’astigmatisme à-la- règle, (3) l’astigmatisme contre- la
- règle, (4) le Kératocône, (5) post- kératomileusis assisté par laser in situ. Il a montré
qu’en utilisant un système de représentation de surface de la cornée simple et bien enri-
chi en s’appuyant sur les informations de l’élévation de la cornée, peut alors générer des
paramètres d’entrée simples qui sont indépendants de la définition de courbure et donc
efficaces.

Dans [216], Mahmoud et al. présentent une simulation des indices topographiques utilisés
pour la détection et l’évaluation du Kératocône et cela pour permettre leur application
à des cartes acquises à partir de plusieurs machines topographiques. Les expérimentations
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de ce travail par les indices simulés étaient significativement corrélées avec les indices
natifs correspondants aux 3 appareils topographiques : un Tomey TMS- 1, un EyeMa-
pAlcon et Keratron topographe. Les auteurs sont parvenus à la déduction que tous les
indices simulés étaient significativement corrélés avec les indices natifs correspondants.

Une étude comparative a été proposée par Z. Schlegel, [217] entre la partie antérieure et
la partie postérieure des cartes d’élévation de la cornée et entre le cas normal et le cas
suspect. La méthode utilisée est de calculer les corrélations de l’élévation des paramètres
entre les surfaces antérieures et postérieures. La technique des réseaux de neurones a été
appliquée. Les résultats ont permis de montrer que la corrélation calculée entre la toni-
cité conique et la partie antérieure et postérieure de la surface de la cornée était meilleure
dans le cas Kératocône suspect que celui normal. Par contre, l’asphéricité conique et la
courbure apicale sont moins corrélées dans le cas Kératocône suspect que celui normal.

La technique de régression logistique a été appliquée par deSanctis et al. [218] pour
soutenir des points de référence identifiés par l’analyse des courbes ROC, et pour vérifier
la validité du modèle. Les courbes (ROC) des caractéristiques ont été réalisées pour
déterminer l’exactitude prédictive globale de l’essai et identifier les points de coupures
optimales de l’élévation de la cornée postérieure pour maximiser la sensibilité et la spé-
cificité de la discrimination Kératocône et Kératocône infraclinique des cornées normales.
La Courbe ROC a montré une grande précision globale prédictive de l’élévation posté-
rieure à la fois pour le Kératocône et le Kératocône infraclinique (aire sous la courbe
0,99 et 0,93 respectivement). L’étude réalisée a clairement indiqué que l’élévation de la
cornée postérieure permet une discrimination très efficace du Kératocône par rapport aux
cornées normales.

Afin d’identifier le Kératocône à partir des cartes ORBSCAN II, Souza et al. [219] im-
plémentent les approches : les séparateurs à vaste marge, les perceptrons multi-couche
et réseau à base radial. Plusieurs paramètres ont été utilisés comme référence pour le
dépistage. La validation croisée a été appliquée pour l’apprentissage et le test des clas-
sifieurs.L’ensemble des résultats de l’apprentissage sur les cartes de l’Orbscan II par les
techniques : SVM, le RNS et RBF montrent clairement une bonne détection du Kérato-
cône.

Gatinel et. Saad [220], proposent la prévention de l’ectasie cornéenne par une nouvelle
méthode de détection du Kératocône fruste. La méthode statistique d’analyse discrimi-
nante a été appliquée afin de séparer les observations en les classant grâce à une fonction
score de diverses variables. Pour discriminer entre les cornées saines de celles atteintes
de Kératocône fruste, les auteurs ont utilisé la courbe ROC.

Un nouveau test diagnostic a été établi par Smadja et al. [221], en utilisant la puissance
des techniques d’analyse discriminante. Le travail est basé sur la classification du kéra-
tocone infraclinique par la méthode des arbres de décision CART. Pour cette méthode
l’auteur a introduit 55 paramètres de la cornée antérieure et postérieure. Il s’est basé
pour l’évaluation des performances de l’algorithme sur les paramètres de la courbure
d’élévation tachymétrie, et les paramètres de front d’onde. Les résultats avec l’arbre de
décision ont permis la discrimination entre le cas normal et le cas Kératocône avec une
sensibilité de 100% et une spécificité de 99,5%.

3 Contribution

Dans ce travail nous nous intéressons plus particulièrement à la capacité de sélection
de variables dans les forêts aléatoires pour l’identification des facteurs influents à la
détection du Kératocône. Les Forêts Aléatoires peuvent être appliqué sur des données
à la fois nominales et continues. Elle a la capacité de s’adapter aux problématiques où
le nombre de catégories pour les variables est trop grand pour permettre l’utilisation de
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techniques classiques comme les Arbres de Décision, la Régression Logit, etc . . ..
De plus, sa faculté de pouvoir faire de la prévision sur un sous-ensemble aléatoire de pré-
dicteurs apporte une solution adéquate pour résoudre les problématiques où le nombre
de variables à étudier dépasse un certain seuil de compréhension.

Le Kératocône constitue actuellement un champ primordial de recherches, il y a d’impor-
tantes discordances dans les estimations du nombre de personnes atteintes de Kératocône,
mais beaucoup d’études estiment que la prévalence est comprise entre une personne sur
2000 et une sur 500 [222,223]. Il correspond à une déformation de la cornée vers l’avant,
les modifications visuelles sont peu importantes au début de la maladie, et elles s’appa-
rentent à des troubles de la vision classiques (astigmatisme, myopie).

L’objectif de ce chapitre est de proposer un modèle d’aide au diagnostic médical en oph-
talmologie capable de détecter automatiquement la pathologie du Kératocône pour aider
les experts du domaine à travers le topographe Orbscan II. C’est dans ce contexte, que
se constitue notre travail. La collecte de données locales a été établie dans le cadre d’un
projet de fin d’études de Master au sein de la clinique Lazouni.

A partir de cette base de données, nous avons pu mettre au point un modèle qui permet
de prendre en charge les fonctionnalités de classification automatique du Kératocône tout
en identifiant les paramètres les plus pertinents. Une étude comparative a été réalisée
à travers plusieurs techniques de sélection dans l’étape de sélection pour confirmer la
puissance et l’avantage d’application des forets aléatoires pour la mesure d’importance
des variables.

4 Base de données

Aujourd’hui, il existe dans la littérature un grand nombre de travaux sur l’aide au diag-
nostic médical dans le domaine ophtalmologique, basé sur la collecte et la sélection
des attributs à partir de l’appareil topographique pour renforcer le dépistage du Kérato-
cône. De ce fait, nous avons constitué une nouvelle base de 62 variables, enrichie par de
nouveaux paramètres : I-S OSI axial, Tangentiel et OSI Tangentiel (Table 28) ; ce sont
des indices topographiques calculés à partir de l’analyse des données recueillies par le
topographe et qui permettent d’exploiter de manière plus quantitative les informations
topographiques, et servir de variables explicatives.

4.1 Lecture des cartes de topographie cornéenne

La topographie cornéenne permet de recueillir des informations relatives à la courbure
ou au relief (élévation) de la cornée, grâce à la projection et l’analyse du reflet d’un
motif lumineux éclairant ou balayant la cornée. Les images recueillies sont analysées de
façon automatisée par un logiciel, et par la suite des cartes en couleur sont fournies au
médecin pour l’interprétation [224].

Les figures suivantes (Figures 39 et 40) montrent ces différentes cartes dans les différents
cas :
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Figure 39 – Les cartes de topographie cornéenne de l’œil gauche d’un patient sain

Figure 40 – Les cartes de topographie cornéenne de l’œil droit d’un patient atteint de
Kératocône

– Les couleurs chaudes (jaune, orange, rouge, violet) représentent ce qui est bombé
(définit les cas Kératocône).

– Les couleurs froides (bleu ciel jusqu’au vert) représentent ce qui est plat.
– Le vert est utilisé pour définir les valeurs moyennes.

La topographie standard est une analyse informatique de la surface cornéenne. Elle per-
met la réalisation de courbes de niveau de la surface antérieure de la cornée. Ces analyses
sont indiquées dans le dépistage et le suivi de certaines affections de la cornée (Kérato-
cône, astigmatisme) dans la chirurgie réfractive ou dans la contactologie (placement de
lentilles de contact) [225].

4.2 Présentation de la base Kératocône

La collecte a été réalisée durant l’année 2014 dans le cadre de projet de fin d’études de
Master [226] au niveau de la clinique LAZOUNI Tlemcen. Les données sont constituées
de 492 échantillons, obtenus à partir de 246 sujets étudiés entre 2010 et 2014 qui se
répartissent entre 130 femmes, 111 hommes et 05 enfants (Figure 41) dont l’âge varie
de 14 ans à 81 ans. Pour chaque patient nous prenons les paramètres de l’œil gauche
et l’œil droit c’est-à-dire 492 cas à traiter dont 292 sont atteints de Kératocône : 90
femmes, 53 hommes et 03 enfants (Figure 41) et 200 non Kératocône.
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Figure 41 – Répartitions des patients dans la base de données

Chaque cas est formé de 61 attributs, nous donnons les détails des 24 majeurs attributs.
Le tableau (Table 28) présente une description de ces attributs suivant la description
faite par D. Gatinel [227] :

Sexe 130 femmes, 111 hommes et 05 enfants
Age Entre 14 ans et 81 ans
Og Œil gauche
Od Œil droit
Kératométrie si-
mulée SimK2

Méridien de la cornée le plus plat (la plus faible de Kératometrie)
dans la zone du 3 mm

Kératométrie si-
mulée SimK1

Méridien de la cornée le plus cambré (la plus forte de Kératometrie)
dans la zone du 3 mm

K moy La moyenne du rayon de courbure
Couleur La couleur correspond à un rayon de courbure c’est-à-dire elle cor-

respond à une puissance. Quand il y a beaucoup de couleurs dans
une petite surface dans une image topographique (3 jusqu’à 5 mm)
cela veut dire qu’il existe des irrégularités cornéennes.

Symétrie Du fait que la forme de la cornée étant asphérique et régulière cela
implique qu’on doit avoir une image presque en miroir. Dans le cas
du Kératocône il n y a pas de symétrie

Axe rouge Axe
bleu

C’est la même chose que la symétrie (on appelle ça les hémi mé-
ridien). Dans le cas normal les axes sont alignés c’est-à-dire symé-
trique par contre dans un cas de Kératocône les axes ne sont pas
alignés.

Point le plus fin Dans le Kératocône, il existe un amincissement cornéen, par contre
dans le cas normal la cornée est fine au centre et s’épaissit vers
la périphérie. Dans le Kératocône le point le plus fin est situé au
sommet du cône qui est en général en temporal inférieur.

La pachymétrie La pachymétrie permet la mesure précise de l’épaisseur de la cor-
née. Elle se mesure en micron. En Algérie la moyenne de la pachy-
métrie est au tour de 400 microns alors que la moyenne européenne
est de 550 microns. Lorsque la pachymétrie d’un patient est infé-
rieur à 470 microns un Kératocône est suspect

Rayon sphère
antérieur/
postérieur

Ce rapport est utilisé pour voir la meilleure sphère possible on
l’appelle aussi (best fit sphere). Quand ce rapport est : < 1.25 cas
normal, Entre 1.25 et 1.27 cas suspect, > 1.27 cas très suspect

I Axial I Tangen-
tiel

I est égal à la moyenne de 5 mesures de kératométrie sur l’anneau
des 3 mm et 5 mm centraux de l’hémicornée inférieure
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S Axial S Tan-
gentiel

S est égal à la moyenne de 5 mesures de kératométrie sur l’anneau
des 3 mm et 5 mm centraux de l’hémicornée supérieure

CYL Cylindre Kératométrique Simulé Différence entre les valeurs de
SimK 1 et SimK 2

OSI : Index de
secteur opposé

La surface cornéenne est divisée en 8 secteurs égaux, dont l’angle
interne est égal à 45°. La puissance moyenne de chaque secteur
est calculée, et l’OSI est égal à la différence maximale mesurée
entre deux secteurs opposés. Sa valeur augmente en cas d’astig-
matisme irrégulier caractérisé par la présence d’un degré important
d’asymétrie.

I-S Axial Il consiste à moyenner les valeurs kératométriques obtenues en dif-
férents points de l’hémicornée inférieure (I) et leur soustraire la
moyenne correspondante pour les points correspondants de l’hémi-
cornée supérieure (S).

Fig. La topographie cornéenne (axiale)
I-S Tangentiel

Fig. La topographie cornéenne (tangentielle)

Table 28 – Les paramètres de la base de données

Les indices calculés sont des données quantitatives qui peuvent être utilisées pour construire
des modèles statistiques destinés à séparer en groupes diagnostics les cornées testées. Le
logiciel du topographe au niveau de la clinique dispose des critères de Rabinowitz [228]
et de Klyce et Maeda [229–231].
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5 Étapes de sélection

Les techniques de sélection étudiées reposent sur l’estimation de poids (scores) corres-
pondante à chaque caractéristique. Ces poids sont utilisés pour ordonner puis sélectionner
les K parmi D descripteurs les plus pertinents.

5.1 minimum Redondance Maximum Relevance (mRMR)

" Min-Redundancy, Max-relevance" (mRMR) est une méthode de filtrage pour la sé-
lection de caractéristiques proposée par Peng et al. en 2005 [232]. Cette méthode est
basée sur des mesures statistiques classiques comme l’information mutuelle, la corréla-
tion etc,....
L’idée de base est de profiter de ces mesures pour essayer de minimiser la redondance
(mR) entre les variables et de maximiser la pertinence (MR).

Peng et al. utilisent l’information mutuelle pour calculer les deux facteurs mR et MR.
Le calcul de la redondance et de la pertinence d’une variable est donnée par l’équation
suivante :

Redondance(i) =
1

jF j2
X
i;j2F

I(i; j)

Pertinence(i) =
1

jF j2
X
i;j2F

I(i; Y )

– jF j : représente la taille de l’ensemble de variables.
– I(i; j) : est l’information mutuelle entre la ieme et la jeme variable.
– I(i; Y ) : est l’information mutuelle entre la ieme variable et l’ensemble des étiquettes
de la classe Y . Le score d’une variable est la combinaison de ces deux facteurs tel
que :

Score (i) =Pertinence (i) - Redondance (i)

5.2 ReliefF

Cet algorithme, introduit sous le nom de Relief dans (Kira et Rendel [233]) puis amé-
lioré et adapté au cas multi-classes par I. Kononenko [80] sous le nom de ReliefF, ne se
contente pas d’éliminer la redondance mais définit un critère de pertinence.

Ce critère mesure la capacité de chaque caractéristique à regrouper les données de même
étiquette et discriminer celles ayant des étiquettes différentes (voir algorithme 11). L’ana-
lyse approfondie de ReliefF est effectuée dans (Robnik-Sikonja et Kononenko, [234]).
Max(d) (resp. min(d)) désigne la valeur maximale (resp. minimale) que peut prendre la
caractéristique désignée par l’indice d, sur l’ensemble des données. xid est la valeur de
la dième caractéristique de la donnée xi.

Le poids d’une caractéristique est d’autant plus grand que les données issues de la même
classe ont des valeurs proches et que les données issues de classes différentes sont bien
séparées.

Sa technique aléatoire ne peut garantir la cohérence des résultats lorsque nous appliquons
la méthode sur les mêmes données plusieurs fois. De ce fait, pour un modèle d’aide au
diagnostic nous ne pouvons pas laisser ces paramètres instables, pour cela nous fixons
dans ce projet les paramètres aléatoires par les valeurs suivantes :

– L’exemple choisi est de sortie 0, pour pouvoir extraire les valeurs des patients normaux
vu par l’inéquivalance du partitionnement des échantillons de la base de données.

– La variable K pour le calcul des plus proches voisins des hits et misses est fixée à 5.
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Algorithm 11 ReliefF Algorithme
1: Initialiser les poids
2: Tirer aléatoirement une donnée Xi
3: Trouver les K plus proches voisins de Xi ayant les mêmes étiquettes (hits),
4: Trouver les K plus proches voisins de Xi ayant une étiquette différente de la classe

de Xi (misses)
5: Pour chaque caractéristique mettre à jour les poids

Wd = wd `
KX
j=1

diff(xi; di; hitsj)

m ˜ k

+
X

c 6=class(xi)

(
p(c)

1` p(class(xi))
)

KX
j=1

diff(xi; di;missesj)

m ˜ k

6: La distance utilisée est définie par :

diff(xi; di; xj) =
jxid–xjdj

max(d)–min(d)

5.3 Las Vegas Wrapper LVW

LVW est une méthode de sélection de caractéristiques proposée en 1996 par Liu et
Setiono [235]. Cette méthode consiste à générer aléatoirement et à chaque itération, un
sous-ensemble de caractéristiques et à l’évaluer avec un classifieur.

Algorithm 12 pseudo code Las Vegas Wrapper (LVW)
1: Entrée : Une base d’apprentissage A, Une base de caractéristiques S, Nombre d’ité-

rations T
2: Sorties : S : Ensemble sélectionné, Err = Classifieur(A;S), k = 0, N = jSj
3: Répéter

- S1 = Générer Aléatoirement N1 = jS1j
- Err1 = Classifieur(A;S1)
- Si (Err1 < Err) ou (Err = Err1 et N1 < N) alors
- k = 0 ; N = N1 ; S = S1 ; Err = Err1

- Fin Si
- k = k + 1

4: Jusqu’à k = T
5: Retourner S

Après avoir évalué si sa performance est meilleure que celle réalisée auparavant (au
départ, l’ensemble de base est supposé comme le meilleur sous-ensemble), ce sous-
ensemble devient le meilleur sous-ensemble courant. Ce processus est répété jusqu’à ce
que T essais consécutifs soient infructueux pour l’amélioration. L’algorithme 12 résume
le pseudo-code de cette méthode [236]. Cette méthode présente l’inconvénient de ne pas
garantir l’optimalité de la solution finale ainsi qu’un temps de calcul très élevé.

5.4 La méthode de suppression récursive des paramètres par RFE-
SVM

L’algorithme RFE-SVM (Recursive Feature Elimination–Support Vector Machine) pro-
posé par Guyon [237] renvoie un classement des caractéristiques d’un problème de clas-
sification par l’apprentissage d’un SVM avec un noyau linéaire, et permet la suppression
des paramètres avec le plus petit critère de classement.
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RFE-SVM est une méthode basée sur l’élimination backward et utilisant les SVM pour
sélectionner un sous-ensemble d’attributs optimaux non redondants. Elle est fondée sur
l’estimation de poids relatifs à l’optimisation d’un problème de discrimination linéaire, ce
problème étant résolu à l’aide d’une machine à vecteurs de support (SVM). La procédure
de sélection est décrémentale et élimine progressivement les attributs de faible poids.
L’algorithme est décomposé en trois étapes :

Tant qu’il reste des attributs,
– Apprentissage du classifieur SVM
– Calcul des w2

j

– Supprimer le (les) attribut(s) correspondant au(x) poids le(s) plus faible(s).

5.5 Mesure d’importance par permutation des Forêts Aléatoires

En plus de construire un ensemble de prédicteurs, l’algorithme des Random Forests-RI
calcule une estimation de son erreur de généralisation : l’erreur Out-Of-Bag (OOB).
"Out-Of-Bag" signifie ici "en dehors du bootstrap". Cette erreur était déjà calculée par
l’algorithme du Bagging, d’où la présence du mot "Bag". Le procédé de calcul de cette
erreur est le suivant :

À partir d’une base d’apprentissage A de m exemples, on tire des sous-bases bootstrap
de m exemples avec remise. De ce fait, pour chaque échantillon bootstrap 63,2% des
exemples sont uniques de A, le reste étant des doublons. Donc pour chaque sous base
1/3 des exemples de A ne sont pas sélectionnés et sont considérés comme OOB [51]. Ils
serviront à :

1. L’évaluation interne de la forêt (estimation de l’erreur de classification en générali-
sation de la forêt).

2. Estimer l’importance des variables pour la sélection de variables.

L’algorithme des forêts aléatoires propose également des critères permettant d’évaluer
l’importance des covariables sur la prédiction de Y . Nous considérons ici la mesure d’im-
portance par permutation due à Breiman [51]. Une variable Xj est considérée comme im-
portante pour la prédiction de Y si en brisant le lien entre Xj et Y , l’erreur de prédiction
augmente. Pour briser le lien entre Xj et Y , Breiman propose de permuter aléatoirement
des valeurs de Xj.

Plus formellement, considérons une collection d’ensembles Out-Of-Bag (OOB) —Dt
n =

Dn=D
t
n; t = 1; : : : ; Ntrees contenant les observations non retenues dans les échantillons

bootstrap. Ces ensembles seront utilisés pour calculer l’erreur de chaque arbre h. A partir
de ces ensembles, définissons les ensembles out-of-bag permutés —D

tj
n ; t = 1; : : : ; Ntrees

en permutant les valeurs de la j-ème variable des échantillons out of bag. La mesure
d’importance par permutation est alors définie par :

I(Xj) =
1

Ntrees

NtreesX
t=1

[R(ht; —D
tj
n )` R(ht; —Dt

n)] (1.1)

Cette quantité est l’équivalent empirique de la mesure d’importance I(Xj) comme l’ont
formulé Zeng et al. [238]

I(Xj) = E[(Y ` h(Xj)
2]` E[(Y ` h(X)2]

Avec : X(j) = (X1; : : : ;X
0

j
; : : : ;Xp) est un vecteur aléatoire tel que X

0

j
est une réplication

indépendante de Xj . La permutation de Xj dans la définition de I(Xj) revient donc à
remplacer Xj par une variable indépendante et de même loi dans eq 1.1.
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6 Étapes de classification

Pour tester la pertinence des variables sélectionnées par les différentes méthodes de
sélection qui ont été exposées précédemment, nous utilisons le classifieur SVM ( les
machines à vecteurs de supports) de la boite à outils LIBSVM [239] comme méthode
d’apprentissage sur les sous-ensemble de variables sélectionnées afin de juger de leurs
efficacités et valider leurs performances.

7 Expérimentations et résultats

Dans la pratique, il est très utile d’extraire des informations à partir des variables des
données utilisées. Nous devons choisir les variables nécessaires pour expliquer les résul-
tats de sortie.

Ces informations extraites peuvent être d’une grande aide dans l’interprétation des don-
nées. Elles peuvent également être utilisées pour construire de meilleurs classifieurs : un
classifieur construit en utilisant uniquement les variables utiles peut être plus puissant
qu’un classifieur construit avec des variables supplémentaires bruyantes.

Dans ce travail, nous nous intéressons aux forêts aléatoires pour la sélection de variables.
Très simple à mettre en œuvre où la sélection d’un sous-ensemble de variables explica-
tives (d’importances) parmi un grand nombre, permet généralement de :

– Réduire beaucoup les temps de calcul : très fructueuse en grande dimension.
– Obtenir une plus grande variété de modèles.
– L’aggrégation des valeurs ou classes prédites (vote majoritaire) par tous les modèles
générés devrait alors donner un classifieur plus robuste et plus précis.

L’application de Random Forest requiert deux paramètres principaux : Le paramètre le
plus important est le nombre m de variables sélectionnées aléatoirement à chaque nœud
de l’arbre. Ce paramètre nommé mtry peut varier de 1 à "p" (observations). Ici, nous
l’avons fixé à

p
(p` 1) suivant le paramétrage de Breiman [51]. Nous pouvons également

ajuster le nombre d’arbres de la forêt. Ce paramètre est appelé Ntrees et sa valeur finale
est fixée par la construction incrémentale d’arbres jusqu’à ce que l’erreur soit minimale.

Les résultats, comme on peut le voir dans la Figure 42, montrent qu’à 120 arbres l’erreur
converge à 0,065 ce qui donne un taux de classification de 93.5%. Et au-delà de cette
valeur, l’erreur reste à peu près constante.

Figure 42 – Performances de classification de la base de données par la forêt aléatoire
en fonction du nombre d’arbres.
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7.1 Résultats

Les performances de la mesure d’importance des forêts aléatoires sont mises en évidence
à travers une comparaison avec d’autres méthodes de sélection des 3 catégories : Filtre,
enveloppe et embarqué de la littérature du domaine.

Dans le but d’évaluer la qualité du sous-ensemble de variables obtenues, un classifieur
est formé de manière itérative sur les vingts caractéristiques les plus importantes. Nous
évaluons ensuite la précision de l’ensemble de données de test avec un classifieur SV M
(en utilisant le package LIBSVM [239]). Les paramètres du classifieur SVM que nous
avons mis en exécution sont le noyau polynomiale du premier degré et un paramètre de
régularisation.

La Figure 43 montre l’évolution de la précision en fonction des nombres de caractéristiques
sélectionnées. Les résultats indiquent une amélioration importante générale de notre
approche par rapport aux quatre autres approches. Comme on peut le constater dans la
Figure en 43, La mesure d’importance des forêts aléatoires "RF : Random Forest" dépasse
nettement les quatre autres méthodes par une marge remarquable. Sur la majeure partie
des variables sélectionnées mRMR et LVW effectuent les pires performances.

Figure 43 – Courbes de performances en fonction du nombre de variables sélectionnées

Pour plus d’exhaustivité, nous avons également calculé la précision moyenne pour les
différents nombres de caractéristiques sélectionnées. Les précisions moyennes entre RF et
les autres méthodes ainsi que les 20 premières caractéristiques sélectionnées par chacune
sont décrites dans le tableau (Table 35).

Techniques mRMR ReliefF LVW SVM-RFE Random Forest
Performances 0.9334 0.9384 0.9354 0.9457 0.9521

Table 29 – Le taux de performance moyen sur les 20 variables les plus pertinentes

7.2 Discussion

Les performances moyennées sur les 20 variables les plus pertinentes après le proces-
sus de sélection montrent clairement que la méthode mRMR donne en comparaison des
autres approches un faible taux de classification (Table 29), cela est dû à son principe qui
se base sur le calcul probabiliste de l’information mutuelle, sachant que la probabilité
est un rapport de nombre de cas favorables sur le nombre de cas possibles ; mais dans
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le domaine médical la présence d’une caractéristique ne change pas pour chaque classe
mais plutôt sa présence qui est évidente en portant sa propre valeur, alors que MI mesure
seulement l’indépendance d’attributs par rapport à la classe.

La deuxième approche de type filtre, la méthode ReliefF, réalise une légère amélioration
du taux de classification (Table 29), nous remarquons dans la Figue 42 qu’elle atteint
des performances très intéressantes avec un nombre de variables inférieur à 10. Son point
fort est son principe qui réside dans les différents traitements, comme le calcul des hits
(les exemples de la même classe) et les misses (les exemples qui ont une étiquette
différente) et la normalisation des valeurs de chaque caractéristique pour éviter la domi-
nance entre les variables et par conséquent éviter d’éliminer les attributs à faibles valeurs.

L’approche enveloppe (LVW : Las Vegas Wrapper) utilisée dans notre cas, donne des
résultats d’ordre similaire aux approches filtres, malgré sa capacité d’évaluation d’un
sous-ensemble de caractéristiques par la performance de classification de l’algorithme
d’apprentissage. Il reste néanmoins sujet au sur-apprentissage même par l’application
d’une validation croisée et son principe de recherche itératif ne permet pas de parcourir
totalement l’espace de recherche.

L’algorithme de type embarqué RFE-SVM, donne des résultats très intéressants (Table
29), celui-ci exploite essentiellement la richesse du bagage théorique sur lequel sont ba-
sées les machines à vecteurs de supports (SVM). Son principe de recherche locale permet
d’améliorer de façon itérative, la solution existante en explorant le voisinage de celle-ci.
Cependant, cette technique permet la section par un choix localement optimal dans l’es-
poir que ce choix mènera à une solution globalement optimale, ce qui rend l’algorithme
complètement glouton.

Si nous comparons les deux approches embarquées, RFE-SVM et la mesure d’importance
de la forêt aléatoire, nous remarquons des performances voisines dans la moyenne partie
des variables sélectionnées (Figure 42), ce qui confirme la supériorité des méthodes de
type embarqué sur les deux autres catégories.

La démarche de sélection des forêts aléatoires, concède d’une part de sélectionner une
batterie de caractéristiques discriminantes et explicatives et d’autre part d’élaborer un
modèle prédictif d’une situation donnée en ne faisant aucun a priori sur les variables en
entrée. En effet la méthode Random Forest a l’avantage de donner à toutes les variables
le même statut.

De ce fait, le principe de permutation aléatoire d’une variable étudiée, permet de hié-
rarchiser les variables si la modification de sa valeur pour un individu donné entraine sa
mauvaise classification. Cette méthode intégrée dans une approche d’ensemble de clas-
sifieurs se distingue par ses performances ainsi que la qualité des variables sélectionnées
(Table 30).

En effet, les variables sélectionnées (Table 30) par la mesure d’importance par permu-
tation des forêts aléatoires regroupe les 8 variables utilisées par les experts ophtalmolo-
giques dans leur routine clinique, à savoir : le cylindre kératométrique, la pachymétrie,
le point le plus fin, le nombre de couleurs postérieur et antérieur, le BFS, OSI et la
symétrie en rouge et celle en Bleu.
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mRMR ReliefF LVW SVM-RFE Random Fo-
rest

Nbre de
couleurs
post 5mm

Nbre de cou-
leurs post
5mm

Nbre de cou-
leurs post
5mm

Nbre de cou-
leurs post
5mm

Nbre de cou-
leurs post 5mm

Pts le plus
fin

Pachy Pachy Symétrie en
bleu

OSI Tangentiel
Sup

Pachy Pts le plus fin Age Nbre de cou-
leurs post
5mm

Œil G/D

Degré K1 Degré K1 Tangentiel
5mm D5 inf

Axial 3mm inf Sexe

Degré K2 OSI Tangen-
tiel Sup

Tangentiel
5mm D5 sup

Tangentiel
3mm D3 inf

Symétrie en
bleu

Sexe Sexe Tangentiel
5mm D5 inf

Symétrie de
l’image

pts le plus fin
centré

Age Tangentiel
3mm D3 inf

Tangentiel
3mm D3 sup

Axial 5mm
D5 inf

Symétrie en
Rouge

Axial 3 mm
D3 inf

Axial 3 mm
D3 inf

Tangentiel
5mm D5 sup

OSI Tangen-
tiel Sup

BFS Post

Axial 3 mm
D3 inf

Degré K2 Tangentiel
5mm D5 inf

Axial 3 mm
D3 inf

Symétrie de
l’image

K1 Axial 5mm inf Tangentiel
5mm D5 inf

Sexe BFS Ant

Tangentiel
D3 3mm inf

K1 Axial 5mm inf K1 Cylindre kéra-
tométrique

Tangentiel
D3 3mm inf

Tangentiel
3mm D3 sup

Tangentiel
D3 3mm sup

Axial 5 mm
inf

Nbre de cou-
leurs ant 5mm

OSI Tangen-
tiel Sup

Tangentiel
D3 3mm inf

Axial 5 mm
D5 sup

Tangentiel
D3 3mm inf

Tangentiel D3
3mm sup

Axial 5 mm
D5 inf

Axial 3 mm
D3 inf

Axial 3 mm
D3 sup

Axial 3 mm
D3 inf

Axial 3 mm D3
sup

Axial 3 mm
D3 inf

Age Tangentiel 5
mm D5 inf

Axial 3 mm
D3 sup

Axial 5 mm D5
inf

Table 30 – Les 20 variables les plus pertinentes sélectionnées par les différentes tech-
niques

7.3 Synthèse sur les techniques de sélection

L’analyse de l’existant nous a permis de noter et résumer dans la Table 31 les différentes
caractéristiques de chaque méthode lors de son fonctionnement et son traitement durant
le processus de sélection.

En examinant bien ces différentes techniques (Table 31), nous remarquons clairement
la complémentarité des méthodes. Plusieurs idées peuvent émerger comme l’hybridation
entre les méthodes qui sont très performantes au calcul du poids significatifs et celles
qui peuvent diminuer les redondances.
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Table 31 – Caractéristiques des différentes techniques de sélection.
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8 Conclusion et Perspectives

La littérature abondante s’intéresse depuis plusieurs décennies sur le problème de sélec-
tion de variables (features selection) témoignant ainsi de son importance mais aussi sur
ses difficultés ; choisir a priori les caractéristiques pertinentes pour une application donnée
n’est pas facile et plus particulièrement dans le domaine médical.

Notre démarche de sélection des identificateurs de la maladie du Kératocône consiste à
comparer l’efficacité de plusieurs méthodes de sélection qui peuvent être intégrées dans
un processus d’une approche filtre, enveloppe ou embarquée ceci afin de mettre en évi-
dence la transparence du système, avec comme objectif d’extraire les plus pertinents et
les plus informatifs. Les expérimentations réalisées ont permis d’évaluer les performances
des résultats avec le classifieur SVM.

Nous avons constaté que les forêts aléatoires pouvaient s’avérer très utiles pour faire
de la sélection de variables. L’indice d’importance distingue bien les bonnes variables
des variables bruitées. Notre procédure automatique permet alors de proposer des sous-
ensembles de variables très pertinents, de façon encore relativement rapide.

Bien que les résultats obtenus soient intéressants et encourageants, beaucoup de points
sont susceptibles d’être étudiés dans le cadre de travaux futurs, tels que :

– L’utilisation d’autres mesures de sélection de variables pour mettre en valeur les dif-
férentes relations entre variables.

– D’après l’étude des avantages et des inconvénients des méthodes de sélection utilisées
dans ce travail, une hybridation entre les techniques est envisageable ou la fusion entre
les points forts de ces méthodes.

– Faire appel aux méthodes de boosting pour améliorer encore plus le taux de classifi-
cation.

Ce domaine de recherche restera toujours actif tant qu’il est motivé d’une part par l’évolu-
tion des systèmes de collecte et de stockage des données et d’autre part par les exigences
de performances. Pour bien juger cette sélection l’approche adéquate serai de collaborer
avec des experts (médecins spécialistes) pour une meilleure interprétation des résultats.

Cette collaboration avec les experts permet de nous orienter vers la manière d’utiliser
ces données fondamentales en pratique clinique et leurs influences sur la prise en charge
des patients, puisque ce domaine de recherche est majeur dans le : dépistage, traitement
et prédiction de l’évolution clinique de ces patients.
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CHAPITRE 2

Application des Forêts à Inférence Conditionnelle pour la
mesure d’importance des variables

1 Objectifs

La mesure d’importance des variables par les forêts aléatoires (RF) a reçu une attention
accrue comme moyen de sélection de variables dans les tâches de classification. Le calcul
d’importance d’une variable dans les forêts aléatoires est une façon intelligente de sélec-
tionner les variables dans de nombreuses applications de manière embarquée. Cependant,
leur efficacité n’est pas fiable dans les situations où les variables prédictives potentielles
varient dans leur échelle de mesure ou de catégories.

Dans ce chapitre, nous avons mis en place la Forêt Aléatoire construite par les arbres
à inférence conditionnelle (Conditional Inference Tree "CIT") qui est appelée Forêt à
Inférence Conditionnelle (Conditional Inference Forest "CIF"). Sa spécificité réside dans
le fait, que dans chaque arbre de la Forêt à Inférence Conditionnelle, la division des nœuds
est basée sur la façon d’avoir une bonne associativité par inférence conditionnelle. La
méthode statistique p`value est utilisée pour mesurer l’association. En plus d’identifier
les variables qui améliorent la précision de classification, la méthodologie identifie aussi
clairement les variables qui sont neutres à l’exactitude, et aussi également qui interfèrent
dans la bonne classification.

2 État de l’art du domaine

Les arbres classiques ont toujours été utilisés pour la sélection de variables d’importance.
Le critère de découpage le plus commun dans l’arborescence de type CART est l’indice
de Gini qui vérifie la pureté des nœuds résultants dans l’arbre afin de trouver une division
favorable. Plusieurs travaux se sont interessés à la recherche d’une scission favorable, les
chances de trouver une bonne division augmente si la variable est continue ou a plusieurs
catégories. Par conséquent, même si la variable est non informative, elle pourrait être le
nœud père dans la structure hiérarchique de l’arbre.

Le critère de sélection est appliqué sur les variables de type continu et avec une ou plu-
sieurs catégories. L’origine de cette sélection est l’indice ’Gini’ pour la division au niveau
du noeud (tout en construisant l’arbre) et pour la sélection de variables (en général sur
la base de la fréquence ou de la variable choisie pour la division).
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Des travaux récents par Abdel-Aty et al. [240] et Harb et al. [241] ont utilisé l’algorithme
des forêts aléatoires pour déterminer les variables d’importance. Cependant, Strobl et
al. [242] ont montré que la méthode d’échantillonnage (bootstrapping) et l’utilisation
de l’indice de Gini dans la sélection tend a biaiser le processus d’extraction de variables
d’importance.

Dans cette étude, nous proposons l’application des arbres à inférence conditionnelle,
développés par Hothorn et al. [243], et leurs forêts pour la sélection variable, où la pro-
cédure de division et la séparabilité des variables sont essentielles pour le développement
des arbres.

L’implémentation de cette nouvelle méthodologie permettra d’améliorer les performances
de classification et de sélection de variables grâce au principe de division Khi-2 adopté
par les arbres à inférence conditionnelle.

Dans la littérature, peu d’études mettent en œuvre cette approche, nous les citons comme
suit :

Das et al. Ont proposé dans leur papier [244] une méthodologie basée sur la Forêt à
Inférence Conditionnelle pour identifier les variables d’intérêt sur les données du trafic
routier (Roadway Characteristics and Inventory database (RCI)). Les auteurs ont réalisé
de bons résultats comparés à la forêt aléatoire classique qui leur ont permis d’identifier
les endroits où les accidents routiers graves ont tendance à se produire.

Auret et Aldrich présentent dans [245] des mesures d’importance de variables associées
aux forêts aléatoires, les forêts à inférence conditionnelle et les arbres stimulés, sur un
ensemble de bases de données afin de comparer ces méthodes. Les résultats montrent
que les mesures d’importance de variables basées sur les forêts à inférence condition-
nelle semblent trouver un bon équilibre entre l’identification des variables significatives
et écartent la signalisation inutile des variables corrélées.

Strobl et al. dans [246] mettent en place une Toolbox officielle sous langage R nommée
cforest (Forêt à Inférence Conditionnelle) comme une mise en œuvre alternative de la
forêt aléatoire, qui fournit la sélection des variables impartiales dans l’arborescence du
classement individuel.

Nagy et al. [247] ont appliqué les techniques : de régression logique, CART et arbres à
inférence conditionnelle pour prévoir les facteurs de risque des comportements stéréoty-
pés chez les chevaux. Les deux méthodes CART et CIT atteignent la même précision de
prédiction, mais elles aboutissent à une meilleure extraction des facteurs de risque que
ceux de la méthode de régression logique.

Nicodemus et Malley [248] ont réalisé une comparaison de trois algorithmes : forêt aléa-
toire (RF), la Forêt à Inférence Conditionnelle (CIF) et la régression logique de Monte
Carlo (MCLR) en combinaison avec la fonction de permutation (VIM) pour la mesure
d’importance de variable. Cette fonction est reconnue pour être une méthode puissante
pour les ensembles de données à haut débit. Ils ont montré que les distributions de RF
VIM étaient sensibles à la structure de corrélation tandis que CIF et MCLR VIM ont été
observées à la fois impartiales et moins influencées par la corrélation.

Dans [249] Strempel et al. Implémentent les arbres à inférence conditionnelle et la
méthode des forêts aléatoires pour trouver des relations entre les descripteurs physico-
chimiques et le facteur de bioconcentration (valeurs BCF), et réalisent des résultats très
intéressants.

Récemment, Guelman et al. [250] ont proposé une nouvelle méthode nommée arbres
d’inférence conditionnelle causale et son prolongement naturel aux forêts à inférence

2. ÉTAT DE L’ART DU DOMAINE 125



CHAPITRE 2. APPLICATION DES FORÊTS À INFÉRENCE CONDITIONNELLE POUR LA
MESURE D’IMPORTANCE DES VARIABLES

conditionnelle causale, pour un traitement optimal personnalisé des règles appliquées
dans les interventions de marketing. La méthode de partitionnement récursif impartial
proposée par Hothorn et al. [243], à motivée l’idée majeure de cette méthode. Les arbres
à inférence causale se caractérisent alors par la séparation entre la sélection de variable
et la procédure de séparation, couplée avec un critère d’arrêt statistique efficace basé sur
la théorie des tests de permutation développée par Strasser et Weber [251].

Cette approche statistique empêche le sur-apprentissage, sans exiger aucune forme d’éla-
gage ou de validation croisée. Il permet également d’éviter les biais de sélection covariante
avec de nombreuses divisions possibles. Les résultats de performances mesurées sur des
données synthétiques montrent que la méthode des forêts à inférence conditionnelle cau-
sale surpasse souvent les solutions alternatives décrites dans cet article.

Un autre travail de Bessonov et al. [252] sur une application bio-informatique, a per-
mis d’évaluer les performances des méthodes CIT et CIF pour la prédiction du réseau
de régulation (GRN) à partir des données d’expression de gènes. Les performances de
chaque méthode ont été évaluées par l’aire sous la courbe (AUROC) et (AUPR). Les
résultats préliminaires montrent que CIT et CIF prédisent avec succès GRNs à des taux
de rendements acceptables mais pas optimaux. Étonnamment, les auteurs ont démontré
qu’en utilisant le schéma d’agrégation actuel de mesure d’importance sur les données à
grande dimension, un arbre seul CIT donne de meilleures performances que la forêt CIF
dans les 5 réseaux.

Dans cette étude [65], nous exploitons l’idée majeure d’inférence conditionnelle dans la
Forêt Aléatoire pour la sélection de variables et la procédure de construction des arbres.
Les procédures de partitionnement et de choix de variables de séparation sont essentielles
pour le développement d’arbres sans tendance à avoir de nombreuses divisions. Notre but
est de mettre en évidence la transparence de notre système et d’identifier les variables
les plus pertinentes et les plus informatives.

Ce chapitre est réparti comme suit. Dans la section 2, nous donnons les détails des
méthodes utilisées et notre approche proposée. Les résultats et la discussion de ces
résultats sont présentés dans la section 3. Enfin, dans la section 4, nous concluons ce
travail en mettant l’accent sur l’importance de cette méthode dans le domaine de la
sélection de variables.

3 Méthodes

3.1 La forêt Aléatoire

Les Forêts Aléatoires (RF), est un algorithme d’ensemble des arbres de type CART
(Classification And Regression Tree) indépendants et non élagués, développés par Brei-
man [51] pour remédier au problème d’instabilité des arbres de décision. L’aspect aléatoire
des forêts est accompli en sélectionnant un échantillon bootstrap de l’ensemble d’appren-
tissage et cela en divisant chaque nœud par la meilleure répartition entre sous-ensemble
de variables choisies au hasard.

Les arbres CART [74] appliqués utilisent l’indice de Gini (eq. 2.1) pour mesurer l’impureté
des nœuds, elle est maximale lorsque le nœud est divisé en parts égales entre toutes les
classes et zéro dans les cas où le nœud appartient à la même classe. Par conséquent, la
meilleure partition est avec un indice de Gini minimal. La procédure de partitionnement
est arrêtée lorsque tous les nœuds sont purs.

i(t) =
X
k=1

p(kjt)p(ljt) (2.1)

Où : k; l = 1; : : : ; K - indice de classe ;
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p(kjt) - la probabilité de la classe k réalisée pour le nœud t.

Cependant, comme vu dans les parties précédentes, cette approche présente certains in-
convénients :

– La modification de l’échantillon d’apprentissage pourrait conduire à des changements
radicaux dans l’arbre de décision : augmentation ou diminution de la complexité de
l’arbre, les changements dans les variables et les valeurs de partitionnement.

– Le sur-apprentissage
– La sélection de variables de séparation est biaisée en faveur de variables avec un nombre
élevé de catégories. (Hothorn et al, [253])

3.2 La Forêt et l’Arbre à Inférence Conditionnelle

Traditionnellement, les arbres de classification Breiman et al. [74] sont utilisés pour dé-
terminer la variable d’importance dans une variété de travaux et études. Les arbres de
décision sont des structures en forme d’arbres représentant des ensembles de décision qui
sont auto-générés pour la classification d’un ensemble de données (par opposition à un
échantillon), dans un ordre hiérarchique, en utilisant des algorithmes tels que ID3 et ses
améliorations C4.5 et C5.0, ainsi que CART et CHAID (Quinlan [82] ; [78]).

Tandis que la forêt aléatoire classique est une mise en œuvre d’un ensemble d’arbres de
type CART comme base d’apprenants ; la Forêt à Inférence Conditionnelle (CIF) utilise
les arbres à inférence conditionnelle (CIT). Dans CIF, le système d’agrégation fonctionne
en appliquant la moyenne des poids d’observation extraits de chaque arbres et non pas
en appliquant la moyenne des prévisions directement comme dans la Forêt aléatoire.

L’arbre à inférence conditionnelle est une nouvelle méthode, qui estime une relation de
régression par partitionnement récursif binaire pour les variables continues, manquantes,
ordonnées, nominales et multivariées dans un cadre d’inférence à conditionnelle. Ces der-
nières sont considérées à un certain égard, supérieures aux méthodes de régression linéaire
traditionnelle ou de régression par étapes, car elles ne reposent pas sur des hypothèses
sous-jacentes de la linéarité. En outre, ce modèle de prévision répond à une préoccu-
pation rencontrée par les arbres classiques qui est le sur-apprentissage des échantillons.
Le «sur-apprentissage» fait référence à la question d’un modèle statistique approprié qui
approche l’erreur aléatoire ou celles des fluctuations mineures des données, fonctionnant
ainsi comme un mauvais outil de prédiction.

Un autre problème fréquemment rencontré avec les différents types d’arbres de décision
est le biais dans la sélection des variables de partition pour avoir des seuils plus naturels
(Shih et Tsai [254]).

Généralement, les partitions obtenues à partir d’arbres à inférence conditionnelles ont été
signalées à être plus près de la vraie partition de données par rapport à celles réalisées
à partir d’une procédure de recherche exhaustive avec l’élagage (Hothorn et al, [243]).

CIT utilise une procédure de mesure d’association pour sélectionner les variables de sé-
paration au niveau des nœuds à la place de la sélection de la variable par optimisation
d’une mesure d’information utilisée par CART.

Les deux algorithme CART et CIT effectuent de manière récursive des divisions uni-variées
de la variable dépendante fondée sur des valeurs d’un ensemble de variables. CART em-
ploie l’indice de Gini comme mesure d’information pour la sélection de la covariable de
séparation, tandis que CIT utilise un schéma de sélection des covariables qui est basé sur
la théorie statistique (c.à.d sélectionné par les tests d’association en fonction de permu-
tation). Par conséquent, la partition des nœuds est choisie en fonction de la qualité de
l’association, et non pas par sa pureté comme dans l’arbre CART. Le nœud résultant

3. MÉTHODES 127



CHAPITRE 2. APPLICATION DES FORÊTS À INFÉRENCE CONDITIONNELLE POUR LA
MESURE D’IMPORTANCE DES VARIABLES

doit avoir une association ultérieure avec la valeur observée de la variable dépendante.

L’arbre à inférence conditionnelle utilise le test p ` value pour mesurer l’association.
Cette approche élimine les biais dus aux catégories mais permet aussi de choisir les va-
riables qui sont informatives.

L’algorithme de l’arbre à inférence conditionnelle CIT fonctionne comme suit (Algorithme
13) :

Algorithm 13 Les étapes de construction d’un arbre à inférence conditionnelle
Étape 1 Tester l’hypothèse nulle globale d’indépendance entre l’une des variables
d’entrée et la réponse (qui peut être multivariée).
Étape 2 Si cette hypothèse ne peut être rejetée
Alors Arrêt.
Étape3 Sinon sélectionner la variable d’entrée avec l’association la plus forte à la
réponse. Cette association est mesurée par une p-valeur correspondante à un test de
l’hypothèse nulle partielle d’une variable d’entrée unique et de la réponse.
Étape 4 Mettre en œuvre une scission binaire dans la variable d’entrée sélectionnée.
Étape 5 Répéter les étapes 1) et 4).

Les CITs utilisent un cadre unifié développé par Strasser et Weber [251], pour l’inférence
conditionnelle, ou les tests de permutation. Le critère d’arrêt à l’étape 1) est soit basé
sur la multiplicité ajustée des p-valeurs ou sur les valeurs p-univariées. Dans les deux
cas, le critère est maximisé, à savoir, 1` p` value est utilisé. Une partition est mise en
œuvre lorsque le critère dépasse la valeur donnée par min-critère comme spécifié dans
CIT. Par exemple, quand min-critère = 0,95, la p-valeur doit être inférieure à 0,05, afin
de diviser ce nœud. Cette approche statistique garantit que l’arbre est cultivé à la bonne
taille et aucune forme de validation croisée n’est nécessaire. Le choix de la grandeur
d’entrée à diviser se base sur les p-valeurs de manière à éviter une sélection de variables
biaisée vers des variables d’entrées avec plusieurs seuils possibles.

Les arbres à inférence conditionnelle présentent plusieurs avantages (Hothorn et al.
[243]) :

– Ils ne sont pas biaisés,
– Ils ne souffrent pas de sur-apprentissage,
– La précision de la prédiction des arbres à inférence conditionnelle équivaut à la précision
de la prédiction des arbres élagués optimaux.

3.3 Forêt à Inférence Conditionnelle (CIT) vs. Forêt Aléatoire
(CART)

Il convient de noter, qu’il y a des choses réalisables avec CIF qui ne peuvent pas être
faites avec la forêt aléatoire, par exemple la construction d’une forêt en mode non su-
pervisé (voir Hothorn et al., [253]) ou par des données multivariées ou multi-étiquettes.

En outre, lorsque les prédicteurs varient dans leur échelle de mesure et le nombre de
catégories, la sélection de variables et la mesure d’importance d’une variable sont biaisées
dans les forêts aléatoires en faveur des variables avec de nombreux seuils potentiels.
Tandis que dans les Forêts à Inférence Conditionnelle CIF, les arbres sont impartiaux et
un régime adéquat de ré-échantillonnage est utilisé par défaut. Voir Hothorn et al. [243]
et Strobl et al. [242].
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4 Résultats et Interprétations

Dans la pratique, il est très utile d’avoir des informations sur les données employées.
Comme par exemple d’identifier « Quelles sont les variables qui sont vraiment néces-
saires pour expliquer les résultats de prédiction ? » ; « Quelles sont les variables qui
peuvent être rejetées ? ».

Ces informations peuvent être d’une grande aide dans l’interprétation des données. Elles
peuvent également être utilisées pour construire de meilleurs prédicteurs : un prédicteur
construit à l’aide de variables pertinentes peut devenir plus performant qu’un prédicteur
construit avec des variables supplémentaires et bruyantes.

Dans ce chapitre, les résultats obtenus avec chaque procédé proposé seront examinés et
comparés à des algorithmes de la littérature. Les performances de la forêt à inférence
conditionnelle ont été évaluées sur six bases de données biologiques. Les bases de données
de nos expériences sont décrites dans la Table 32.

Bases # Inst. # Variables # Classes Ref
Colon 62 2000 2 [127]
Data_C 60 7129 8 [132]
Leukemia 72 7129 2 [130]
Lung 197 233 4 [84]
Lymphoma 96 4026 10 [84]
Prostate 102 12533 2 [128]

Table 32 – Les paramètres des bases de données biologiques

Dans ce travail, nous nous concentrons sur la capacité de mesure d’importance de la
Forêt à Inférence Conditionnelle. Très simple à mettre en œuvre pour la sélection d’un
sous-ensemble de variables explicatives (informatives) à partir d’un grand ensemble de
variables, elle permet généralement de :

– Réduire considérablement le temps de calcul spécialement pour les bases de données
à grande dimension.

– Obtenir une plus grande variété de modèles.
– L’agrégation des valeurs prédites ou classes par calcul de la moyenne de tous les mo-
dèles devrait alors donner un classifieur plus robuste et précis.

La Forêt à Inférence Conditionnelle à pour principe d’ajuster les corrélations entre les
variables prédictives. Si la condition est vraie, l’importance de chaque variable est cal-
culée en permutant dans une grille définie par les variables qui sont associées (avec (1
- p ` value) supérieure à un seuil) à la variable d’intérêt. Le degré d’importance de la
variable représente l’effet d’une variable dans les deux effets : prédiction et d’interaction.
L’étude de Strobl et al. [246] le démontre clairement dans le cadre de régression et de
classification.

Pour prouver l’efficacité de cette méthode, les performances de la Forêt à Inférence
Conditionnelle ont été évaluées et comparées avec : l’arbre de décision (CART), l’arbre
à inférence conditionnelle (CIT) et la Forêt Aléatoire (RF). Nous avons fixé le nombre
de taille de l’ensemble qui sera utilisé à 100 arbres. Les résultats sont résumés dans le
Tableau (Table 33).

4. RÉSULTATS ET INTERPRÉTATIONS 129



CHAPITRE 2. APPLICATION DES FORÊTS À INFÉRENCE CONDITIONNELLE POUR LA
MESURE D’IMPORTANCE DES VARIABLES

Bases CART Temps CIT Temps RF Temps CIF Temps
Colon 60.00 ˚ 0.0784 0.7990801 secs 68.75 ˚ 0.0832 1.532253 mins 65.63 ˚ 0.0853 2.473097 mins 75.00 ˚ 0.0778 2.436517 mins
Data_C 62.86 ˚ 0.0849 6.675668 secs 65.55 ˚ 0.0304 3.570362 mins 75.00 ˚ 0.0784 5.530348 mins 80.67 ˚ 0.0849 8.230207 mins
Leukemia 52.50 ˚ 0.0775 8.658111 secs 58.54 ˚ 0.0139 4.042948 mins 65.38 ˚ 0.0699 7.734867 mins 69.23 ˚ 0.0785 10.359085 mins
Lung 86.67 ˚ 0.0333 0.188019 secs 92.19 ˚ 0.0418 0.4240429 secs 90.48 ˚ 0.0288 0.2300229 secs 94.29 ˚ 0.0228 0.8880481 secs

Lymphoma 55.00 ˚ 0.0139 2.070523 secs 57.31 ˚ 0.0699 2.053651 mins 61.77 ˚ 0.0421 3.115863 mins 62.08 ˚ 0.0771 5.136490 mins
Prostate 81.14 ˚ 0.0484 22.47125 secs 82.69 ˚ 0.0530 4.154202 mins 85.71 ˚ 0.0797 4.428232 mins 86.29 ˚ 0.0750 20.192710 mins

Table 33 – Performances de classification par la Forêt à Inférence Conditionnelle en
comparaison avec d’autres méthodes.

La Forêt à Inférence Conditionnelle a amélioré la performance de la Forêt Aléatoire,
celle ci peut être observée avec les différents ensemble de données biologiques. En effet,
le tableau (Table 33) montre que pour les deux ensembles de données Colon et Lung,
l’Arbre à Inférence Conditionnelle (CIT) seule obtient de meilleurs résultats sur la forêt
aléatoire. Cela revient au processus de division CIT au niveau des nœuds qui est basé
sur la qualité de l’association et non pas sur sa pureté comme dans l’arbre CART. Le
nœud qui en résulte doit avoir une association ultérieure avec la valeur observée de la
variable dépendante. Les résultats obtenus démontrent clairement la supériorité de CIT
en comparaison avec RF dans le cas de bases de données de moyenne dimension.

Nous indiquons également dans le tableau (Table. 33), le temps d’exécution avec le
même matériel d’exécution (i7-4720HQ CPU @ 2.60GHz, 16Go RAM MATLAB R2014a)
des quatre algorithmes pour chaque ensemble de données. Il convient de noter que,
bien que CIF obtient des améliorations sur l’ensemble de données en générale, le temps
d’exécution est beaucoup plus important dans les méthodes d’ensemble (RF et CIF) par
rapport aux classifieurs simple CIT et CART. Enfin, pour chaque ensemble de données,
l’algorithme CIF montre un bon compromis en termes de performance et de temps d’exé-
cution et prouve ainsi sa robustesse lorsque le nombre de variables est important.

Afin d’évaluer la qualité du sous-ensemble de variables obtenu par le modèle CIF en
comparaison avec ceux de la Forêt Aléatoire RF, nous suivons le même protocole d’éva-
luation utilisée par [66, 255, 256] afin de mieux évaluer la qualité du sous-ensemble de
variables choisies par chaque algorithme (Figure 44). Pour ce faire, nous lançons l’ap-
prentissage à travers SV M (en utilisant le package LIBSVM [239]) sur l’ensemble de
données biologiques et évaluons la précision par l’intégration au fur et à mesure des
variables pertinentes générées par chaque approche.

Les nomogrammes dans la figure 44 montrent l’évolution de la précision en fonction du
nombre de variables sélectionnées. Les résultats indiquent une amélioration significative
de l’ensemble de l’approche Forêt à Inférence Conditionnelle par rapport à la méthode
Random Forest. Comme nous pouvons le voir dans la figure 44, CIF dépasse large-
ment la mesure d’importance de la méthode RF par une marge remarquable, il est plus
intéressant dans les grands ensembles de données comme : Prostate, Data_C, Leukemia.

Un examen plus approfondi révèle que, les différentes courbes de la précision des variables
importance sélectionnée par CIF augmente généralement rapidement au début (le nombre
de variables sélectionnées est petit) et ralentit par la suite. Ceci suggère que CIF classe
les variables les plus pertinentes dès le début. Ainsi, un classifieur peut obtenir un bon
classement avec seulement les 5 meilleurs caractéristiques tandis que la forêt Aléatoire
nécessite plus de variables pour obtenir des résultats comparables.
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Figure 44 – La courbe de performances des Forêts Classique et à Inférence Conditionnelle
en fonction du nombre de variables sélectionnées pour chaque base de données biologiques

4.1 Discussion

Contrairement aux conclusions données par Nagy et al. [247] et Berzal et al. [257], nos
résultats vont avec les conclusions de Hothorn et al [243]. En effet, les différents critères
de fractionnement ont un impact sur la précision de la classification. Nous avons constaté
une réelle différence en ce qui concerne la structure et la précision entre la forêt aléatoire
classique et la Forêt à Inférence Conditionnelle.

Plusieurs études et expérimentations ont prouvé que lorsque la mesure d’importance
au niveau de la forêt aléatoire classique est appliquée sur différents types de données,
les résultats sont trompeurs, car les variables prédictives sous-optimales peuvent être
artificiellement préférées dans la sélection des variables. En effet, deux mécanismes sous-
jacents à cette mesure sont biaisés ce qui se reflète dans la sélection de variables. D’une
part dans les arbres de classification individuels utilisés pour construire la forêt aléatoire,
et d’autre part, des effets induits sur l’échantillonnage bootstrap avec remplacement. En
considérant l’inférence conditionnelle de la forêt CIF et sa mesure d’association comme
critère de fractionnement, cette approche permet d’éliminer le biais dans la sélection des
variables induites par l’indice de Gini.

En outre, nous remarquons que lorsque la Forêt CIF est appliquée à l’aide de sous-
échantillonnage avec remplacement, résultent des mesures d’importance variable très
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fiable pour la sélection de variables, même dans des situations où les variables prédic-
tives potentielles varient dans leur échelle de mesure ou le nombre de catégories.

Le taux d’erreur obtenu lors de l’utilisation de la sélection de variables correspond à
une diminution significative par rapport aux résultats appliqué à l’ensemble de variables
entier. En revanche, la mesure d’association mise en œuvre dans ce procédé tend vers
un mécanisme de sélection de variables non biaisé. Nous pouvons conclure en disant que
l’approche proposée fournit une sélection de variables impartiale pour une plus grande
précision.

5 Conclusion

La Forêt à Inférence Conditionnelle CIF, diffère de la Forêt Aléatoire RF classique sur
deux façons. Les apprenants de base utilisés sont des arbres à inférence conditionnelle
(Hothorn et al. [243]). En outre, le schéma d’agrégation fonctionne en faisant la moyenne
des poids d’observation extraits de chacun des arbres construits à la place du vote majo-
ritaire appliqué dans la version originale.

Recourir aux arbres à Inférence Conditionnelle CITs au lieu des arbres de Classification
et de régression CART pour identifier les variables d’importance a permis d’aboutir à une
sélection précise et concise malgré les natures différentes des données.

Cette étude expérimente la Forêt à Inférence Conditionnelle comme un modèle de sélec-
tion de variables. Nous avons mis en œuvre la Forêt à Inférence Conditionnelle, par un
ensemble d’arbres d’inférence conditionnelle tout en exploitant leur capacité de sélection
de variables. Les résultats obtenus à l’aide de cette méthode sont très compétitifs par
rapport à ceux de l’état de l’art.

D’autres travaux sont actuellement en cours, nous essayons d’exploiter et d’adapter ce
principe d’inférence conditionnelle en apprentissage semi-supervisé. Aussi, nous étudions
l’efficacité de la mesure d’importance dans les ensembles de données à grande dimension.
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CHAPITRE 3

Sélection de variables en classification semi-supervisée

1 Objectifs

La sélection de variables est un domaine de recherche qui donne lieu à de nombreuses
études et à de nouvelles approches. Dans ce chapitre, nous apportons une contribution
concernant la sélection de variables pour des problèmes de classification semi-supervisée.

Les algorithmes de sélection supervisée nécessitent de définir des labels de toutes les don-
nées. Par conséquent, la procédure de labellisation réalisée par un expert humain peut
s’avérer fastidieuse et couteuse en temps de travail. C’est pour cette raison qu’on est gé-
néralement confronté à des bases de données réelles formées de nombreuses données non
labellisées et peu de données labellisées. Ce contexte d’apprentissage est appelé semi-
supervisé car l’analyste exploite à la fois les données non labellisées et les quelques
données labellisées. De ce fait, nous proposons alors une méthode d’évaluation semi-
supervisée de façon à ce que la sélection d’attributs et la classification de données soient
réalisées dans le même contexte.

Pour améliorer l’efficacité de la sélection des ensembles de données en grande dimen-
sion, nous mettons en œuvre une nouvelle approche d’évaluation de sélection de variables
d’importances en apprentissage semi-supervisé (appelée Optim Co-forest). Cette méthode
combine à la fois les idées de l’algorithme Co-forest et le principe de sélection des forêts
aléatoires basé sur la permutation des OOB (Out Of Bag).

Afin de comparer les performances de différentes méthodes proposées dans la littérature,
des expérimentations sont menées avec des bases de données à grandes dimensions de
référence.

2 Contribution

La tendance actuelle d’un fort accroissement de la taille des bases de données pose
un défi sans précédent pour la fouille de données. Non seulement les bases de données
s’agrandissent, mais de nouveaux types de données deviennent très répandus, tels que
les flux de données sur le web, les données de puces à ADN génomique et les données
relatives aux réseaux sociaux.

Les chercheurs se sont rendus compte que la phase de labellisation des données qui a
priori nécessite l’intervention d’un expert humain est devenue une opération difficile voire
fastidieuse lorsque le nombre de données est important. Dans des applications concrètes,
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il est souvent impossible que l’expert puisse assigner toutes les données d’apprentissage
aux classes en présence.

Le contexte semi-supervisé qui se situe à l’intersection entre le contexte supervisé et non
supervisé, est alors une solution envisagée [4]. L’apprentissage semi-supervisé cherche à
extraire une règle de décision ou de régression d’un ensemble d’apprentissage, avec une
particularité : cet ensemble contient à la fois des objets supervisés, c.à.d. étiquetés, et
d’autres qui ne le sont pas.

Un autre problème s’ajoute dans le cadre de données à grande dimension c’est le nombre
très important d’attributs. Un nombre élevé de variables peut en effet s’avérer pénalisant
pour un traitement pertinent et efficace des données. D’un côté par les problèmes algo-
rithmiques que cela peut entraîner (liés au coût calculatoire et à la capacité de stockage
nécessaire), et d’autre part, du fait que parmi les variables certaines peuvent être non-
pertinentes, inutiles et/ou redondantes perturbant ainsi le bon traitement des données.
Or, il est très souvent difficile voire impossible de distinguer les variables pertinentes des
variables non-pertinentes. L’intérêt d’application de techniques de sélection de variables
est devenu essentiel pour que la fouille de données atteigne ses objectifs (Han et al. [10]) ;
(Guyon et Elisseeff [11]) ; (Liu et Motoda, [12, 13]).

Le problème de dimensionalité des données peut être résumé par l’aphorisme de Liu et
Motoda "Less is more" [12] qui met en exergue la nécessité de supprimer l’ensemble des
portions non pertinentes des données de manière préalable à tout traitement si on désire
en extraire des informations utiles et compréhensibles.

La sélection de variables en apprentissage semi-supervisé constitue une solution à ces
problèmes. Ce processus vise en effet à la détermination d’un sous-ensemble optimal (au
sens d’un critère donné) de variables en tenant compte à la fois des données labellisées
et non labellisées.

Notre contribution est de proposer une méthode d’apprentissage semi-supervisée en pré-
sence d’un grand nombre de variables tout en fournissant une sélection de variables les
plus pertinentes de manière intégrée. L’idée est de mettre en exécution les méthodes en-
semblistes qui combinent plusieurs modèles pour produire une solution plus performante
et plus robuste.

L’application de méthodes ensemblistes est nécessaire dès lors qu’on veut passer un cap
de réalisation de meilleurs résultats de prédiction. En effet, au lieu d’essayer d’optimiser
une méthode "en une seule fois", les méthodes d’ensemble génèrent plusieurs règles de
prédiction et mettent ensuite en commun leurs différentes réponses. L’heuristique de ces
méthodes est qu’en générant beaucoup de prédicteurs, on explore massivement l’espace
des solutions, et qu’en agrégeant toutes les prédictions, on récupère un prédicteur qui
rend compte de toute cette exploration.

Le contenu suivant de ce chapitre est réparti comme suit : premièrement, un état de l’art
des techniques de sélection en apprentissage semi-supervisé est effectué. Nous exposons
ensuite dans la section 3, le principe de notre approche appelée optim co-forest en
décrivant comment la mesure de variable d’importance utilisée dans les forêts aléatoires
peut être étendue dans le contexte semi-supervisé grâce aux données étiquetées et non
étiquetées. Des expériences utilisant des bases à grande dimension et des données réelles
sont présentées dans la section 4. Nous terminons par une conclusion qui résume la
contribution apportée par ce travail.
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3 Les techniques de sélection semi-supervisée

L’identification de sous-ensembles de variables pertinents parmi des milliers de variables
potentiellement inutiles et superflues est un sujet de recherche ardu dans le domaine de
reconnaissance de forme, cela qui a attiré énormément d’attention au cours des dernières
années. En apprentissage supervisé, les algorithmes de sélection de variables se basent
uniquement sur des informations à partir de données étiquetées pour trouver les sous-
ensembles de variables pertinents, à savoir, ceux qui s’avèrent utiles pour la construction
d’un classifieur efficace. Un modèle de classification qui permet d’atteindre de bonnes
solutions avec un sous-ensemble restreint de caractéristiques [11,41,42].

D’un autre côté, la sélection de caractéristiques dans l’apprentissage non supervisé vise
à trouver des sous-ensembles de variables pertinents qui produisent des regroupements
«naturels» en assemblant les objets "similaires" en ensemble basé sur une mesure de
similarité. Plusieurs algorithmes de sélection d’attributs opérant dans un contexte non-
supervisé ont été proposés dans la littérature. Ces algorithmes utilisent les différents cri-
tères d’évaluation cités ci-dessus (mesure de corrélation [258], mesure de consistance [259]
. . .etc.).

De toute évidence, la combinaison des deux paradigmes (supervisés ou non) a permis
l’émergence d’approches semi-supervisées sophistiquées pour la sélection de variables
qui peuvent gérer à la fois les données étiquetées et non étiquetées. Le problème de la
sélection de variables semi-supervisées a suscité récemment beaucoup d’intérêt et son
efficacité a déjà été démontrée dans de nombreuses applications [47–50].

Récemment, plusieurs études ont porté leurs fruits sur la sélection de variables en semi-
supervisé. Pareil à la sélection de variable en supervisé et non supervisé, ces méthodes
peuvent être divisées en trois catégories [11], en fonction de la façon dont ils interagissent
avec l’algorithme d’apprentissage : filtres, enveloppes (wrapper) et les approches inté-
grées (embbeded).

Approche filtre (filter) Le filtrage est un processus de pré-traitement des données
par filtrage des variables non pertinentes avant que n’intervienne la phase de classifica-
tion. Il utilise les caractéristiques générales de l’ensemble de variables pour sélectionner
certaines variables et en exclure d’autres. La plupart des approches filtres classent les
variables selon leur pouvoir individuel de prédiction de la classe. Il peut être estimé de
divers moyens tels que le score de Fisher (Furey, et al. [260]), le test de Kolomogorov-
Smirnov [261], le coefficient de corrélation de Pearson (Miyahara et Pazzani, [262]) ou
encore l’information mutuelle ( [263,264]).

Le principal avantage des méthodes filtre est leur efficacité calculatoire et leur robustesse
face au sur-apprentissage. Malheureusement, ces méthodes ne tiennent pas en considéra-
tion les interactions entre les variables et tendent à sélectionner les variables comportant
de l’information redondante plutôt que complémentaire [11].

Dans les approches de type filtre, les méthodes de sélection en semi-supervisé existantes
sont basées sur le principe de maximisation de la marge. Elles font également l’hypothèse
que toutes les données étiquetées et non étiquetées sont indépendantes et identiquement
distribuées. La majorité des travaux réalisés dans cette catégorie se basent sur l’analyse
spectrale, mais ils diffèrent dans la manière de l’appliquer [265–267].

Nous citerons en premier lieu les travaux de Zhao et al. [49] qui ont proposé un algorithme
de classement des variables en semi-supervisé, dénommé sSELECT, basé sur la théorie
de la courbe spectrale. Leur méthode établie d’abord un graphe de voisinage en utilisant
les données d’origine, puis évalue chaque vecteur de caractéristiques en le transformant
en un indicateur de cluster et vérifie si elle est conforme aux informations de l’étiquette.
sSELECT a démontré des résultats prometteurs sur des jeux de données de références.
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Une autre approche similaire, par l’utilisation de la théorie de la courbe spectrale est la
méthode de sélection de variables en semi-supervisé à sensible Localité (Locality Sen-
sitive Semi-supervised Feature Selection method (LSDF)) [50]. C’est une extension de
la méthode d’analyse discriminante sensible Localité [268] dans le cas semi-supervisé.
Son objectif principal est de découvrir la structure intrinsèque des données, compte tenu
de toutes les variables. LSDF tente de classer les caractéristiques en fonction de leur
contribution à conserver la structure retrouvée à la plus basse dimension. Les données
labellisées sont utilisées pour maximiser la marge entre les données de différentes classes.
Quant aux données non marquées elles sont utilisées pour détecter la structure géomé-
trique de l’espace de données. L’idée est assez simple, son principal inconvénient est que
c’est une méthode unidimensionnelle.

Récemment, d’autres méthodes de type filtre ont vu le jour, elles se basent sur la logis-
tique I-RELIEF [47] leur but est de mesurer le pouvoir discriminant de chaque variable.

L’approche enveloppe (Wrapper) Ces approches ont été introduites par Kohavi et
John [193, 269]. Pour ces auteurs, les algorithmes de filtrage ne sont pas toujours ef-
ficaces car ils ignorent totalement l’influence de l’ensemble de variables sélectionnées
sur les performances de l’algorithme de classification. Pour résoudre ce problème, ils
proposent une approche différente utilisant le résultat de l’algorithme de classification
comme fonction d’évaluation. L’algorithme de classification appliqué aux données pré-
traitées est utilisé comme un sous-programme et aussi considéré comme une boite noire
par cet ensemble de méthodes.

Le risque de sur-apprentissage est important si le nombre d’observations est insuffisant
et si le nombre de variables à sélectionner doit être choisi par l’utilisateur. Enfin, le plus
grand désavantage de ces méthodes est le temps de calcul qui devient vite important
surtout dans le cas d’un nombre élevé de variables.

John, et al. [193] et Aha et Bankert [270] furent les premiers à démontrer (de façon
empirique) que la stratégie enveloppe était supérieure à la stratégie filtre en terme de
performance de classification.

Conformément à la stratégie enveloppe, la méthode de sélection de variable en semi-
supervisé avec une recherche en avant est proposée [48]. Ren et al. utilisent le mécanisme
de la sélection aléatoire des données non étiquetées pour former de nouveaux ensembles
d’apprentissage. La variable la plus fréquemment retenue est obtenue en appliquant la
stratégie de recherche séquentielle en avant dans le mode supervisé. Ensuite elle est
ajoutée au sous-ensemble des variables pertinentes à chaque itération. Dans cette mé-
thode, le sous-ensemble de variables dérivées des ensembles d’apprentissage aléatoires
utilisés peuvent être insuffisants, mais une fois que la variable est sélectionnée, elle ne
sera jamais éliminée.

Tout récemment, Benabdeslem et al. [271] ont proposé un algorithme à base de pon-
dération de variables dans un paradigme de classification automatique sous contraintes
(CLS). A cet effet, une vision globale est développée se basant sur la satisfaction relaxée
des contraintes intégrées directement dans la fonction objective du modèle proposé. L’ap-
proche évalue la pertinence des variables par des poids appris en cours de la construction
du modèle de classification. En parallèle à cette tâche principale de sélection de variables,
les auteurs s’intéressent au traitement de la redondance. Pour résoudre ce problème, ils
proposent une méthode originale combinant l’information mutuelle et un algorithme de
recherche d’arbre construit à partir de variables pertinentes en vue de l’optimisation au
final de leur nombre.

D’un autre côté, un inconvénient majeur à ces approches resurgit lors de leurs appli-
cations, où les performances de score de contrainte sont sévèrement influencées par le
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choix de l’ensemble de contraintes. Pour surmonter ce problème, les auteurs de [272] ont
proposé une approche d’échantillonnage (BS) à la partition de contrainte afin d’amélio-
rer la précision globale de classification. Le principal désavantage de cette méthode est
l’ignorance de la partie non marquée de données qui est généralement beaucoup plus im-
portante à celle qui est marquée. Afin de tirer profit des parties à la fois marquées et non
marquées de données, un score appelé C4 proposé dans [273], introduit une simple mul-
tiplication des scores Laplaciens avec les contraintes pour un compromis entre les deux
scores. Cependant, la méthode est biaisée vers les variables avec un bon score Laplacien
mais avec un score de contrainte très faible et vice-versa.

L’approche intégrée (Embedded) Les approches intégrées incorporent la sélection de
variables lors du processus d’apprentissage, sans étape de validation, pour maximiser la
qualité de l’ajustement et minimiser le nombre de variables. Un exemple très connu est
celui des arbres de décision, où les variables sélectionnées sont celles qui sont présentes
au niveau de la division de chaque noeud.

Selon Guyon et al. [11], ces approches seraient bien plus avantageuses en terme de temps
de calcul que les méthodes de type wrapper et resteraient robustes face au problème de
sur-apprentissage.

Nous retrouvons dans cette catégorie la méthode dite de FS-Manifold [274]. Elle sélec-
tionne un sous-ensemble optimal de caractéristiques en maximisant la marge de classifi-
cation entre les différentes classes, tout en exploitant la géométrie de la distribution de
probabilité que FS- Manifold génère à partir des données (marquées et non marquées). La
régularisation de distribution dans la méthode de sélection de variables proposée assua-
rant une classification est satisfaisante sur la distribution réalisée par les caractéristiques
sélectionnées des données non labellisées.

Dans un autre papier de sélection par approche intégrée suivant le paradigme semi-
supervisé, les auteurs Hindawi et al. [275] proposent une sélection de variables globale
en semi-supervisé appelée L2GFS : Local to Global Semi-Supervised Feature Selection.
Ils présentent un modèle métrique par le calcul de pondération locale des caractéris-
tiques, basé sur le regroupement des contraintes dans le but d’effectuer une sélection
globale de caractéristiques semi-supervisées.

Dans le cadre de sélection de variable par approche ensembliste en apprentissage semi-
supervisé, Bellal et al. [256] sont parmi les premiers à avoir réalisé la combinaison à la fois
du ré-échantillonnage de données (bagging [37]) et celle des sous-espaces aléatoires [39]
par l’application de l’algorithme co-Training [5]. Ils ont mis en œuvre une technique
appelée SEFR qui de son principe original conduit à l’exploration et l’extraction des
variables les plus pertinentes.

4 Approche proposée

Dans le cadre d’une application sur des ensembles de données à grande dimension, les
caractéristiques peuvent être corrélées, redondantes ou peuvent-être même bruitées et
donc non pertinentes. Dans ce cas de figure Co-forest peut sélectionner ces variables et
de ce fait apprendre sur des données erronées résultant des performances de classification
individuelles médiocres. Cet inconvénient peut être évité par la sélection de variables les
plus pertinentes, ce qui implique que l’utilisation d’algorithme de sélection intelligente
à l’instar de la sélection aléatoire est nécessaire.

Le procédé de mesure des variables d’importance dans le paradigme des forêts aléatoires
(RF) [51] a eu une grande influence sur notre approche proposée. Dans cette étude,
nous montrons que ces idées sont également applicables à la sélection de variables en
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semi-supervisé. De ce fait, nous proposons une méthode d’évaluation des variables d’im-
portance en semi-supervisé basée sur le principe de Co-forest appelée Optim Co-forest
(présenté dans la partie 3 chapitre 3).

L’algorithme classe les caractéristiques à travers un framework composé d’une méthode
d’ensemble, dans lequel la pertinence d’un élément est évaluée par son exactitude pré-
dictive en faisant appel aux données étiquetées et non étiquetées.

Dans Co-forest, la mesure de variable d’importance ne peut être estimée qu’à partir des
échantillons OOB puisque l’échantillon bootstrap utilisé pour l’apprentissage de chaque
arbre aléatoire est modifié après première itération. Les données OOB sont toutes étique-
tées. Toutefois, étant donné la quantité très réduite de données marquées, la diversité des
données OOB n’est pas suffisante. Les estimations OOB sont biaisées car elles dépendent
de trop peu de données.

Optim Co-forest combine à la fois le ré-échantillonnage de données (Bagging [37]) et
deux stratégies de sélection. La première implique la sélection intelligente d’un sous-
ensemble de paramètres aléatoires inspirée de l’approche Rel-RASCO [6] afin de générer
l’ensemble des classifieurs suivant le principe de Co-forest. Cela permettra de conserver
la diversité des classifieurs ainsi que leur capacité à produire la meilleure discrimination
pour chaque classe.

Une fois que chaque membre de l’ensemble est obtenu, la seconde stratégie appliquée
consiste à une extension de la mesure d’importance de RF [51]. Elle fait appel à un as-
sortiment d’ensemble de données marquées et non marquées, pour mesurer la pertinence
des variables. Un classement de toutes les variables est finalement réalisé par rapport à
leurs pertinences dans tous les classifieurs semi-supervisés.

La combinaison de ces deux stratégies dans la construction de l’ensemble des classifieurs
en semi-supervisé mène à l’exploration d’un plus grand espace de solutions et delà récu-
pérer un prédicteur qui rend compte de toute cette exploration.

Dans ce chapitre, nous proposons d’établir des sous-espaces aléatoires de caractéristiques
pertinentes pour Co-forest. L’algorithme proposé, Optim Co-forest produit des sous-
espaces aléatoires pertinents à l’aide du score de pertinence des caractéristiques, obtenu
en calculant l’information mutuelle entre les caractéristiques et les étiquettes de classe.
Afin de maintenir aussi la diversité (l’aspect aléatoire), chaque variable d’un sous-espace
est choisie en fonction des probabilités proportionnelles à la pertinence des scores de
caractéristiques.

4.1 La procédure de mesure d’importance des variables

En premier lieu, nous construisons les ensembles Out Of Bag « en dehors du sac »
pour chaque classifieur, nous sélectionnons les cas bien prédits (classés) des exemples
étiquetés OOBl et nouvellement étiquetés dans un sous-ensemble qu’on appellera U2

(Algorithme 14).

En second lieu, nous reprenons la confiance de chaque exemple sélectionné. Notons que
la confiance des exemples étiquetés, si l’étiquette de classe donnée par hi correspond à
l’étiquette réelle, est mise à 1. Pour les exemples non étiquetés, leurs confiances seront
calculées sur le degré d’accord sur l’étiquette parmi les membres de concomitance H˜.

En dernier lieu, les valeurs de chaque variable Vi sont permutées au hasard, et hi est
utilisé pour prédire la classe de ce nouveau modèle Out Of Bag Perm. La procédure est
répétée pour chaque variable V 2 fV1; : : : ; Vig (Algorithme 14).
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Algorithm 14 Mesure d’importance
1: Entrée : Comité H, ensemble de données OOBl, ensemble de données nouvellement

labellisées U2, nombre de classe K
2: Sortie : Importance V
3: Pour chaque x 2 U2 faire

- Hx = fhi 2 H | x 2 Uioobg
- [label(x), conf(x)]= Mesure Confidence (x; Hx; K)
- fin

4: Classer les exemples de U2 par ordre décroissant de confiance et sélectionner les nk
exemples de confiances pour chaque classe K

5: Pour chaque V 2 V 1: : : V i faire
- OOB = [OOBl

S
U2]

- Out Of Bag Perm= permute (OOB; V )
- Si (V est selectionné comme de confiance) alors
- Importance = Importance

S
[V ; label(V )]

- fin si
- fin

En fin de procédure, la somme des confiances des exemples pour lesquels l’étiquette
prédit dans Out Of Bag Perm diffère de la première étiquette initiale dans Out Of
Bag, est calculée. Cette dernière valeur est moyennée sur N (la taille du comité). La
valeur ainsi obtenue est prise comme l’importance de la variable V (Algorithme 14).
L’idée essentielle de notre approche est l’utilisation de la confiance de l’étiquette dans
l’évaluation de mesure d’importance des variables. Ainsi, les exemples non étiquetés
jouent un rôle important dans l’évaluation de variable d’importance.

5 Expérimentations et résultats

Dans cette section, nous présentons des résultats empiriques sur plusieurs données de
références et des données réelles à grande dimension. Aussi nous évaluons Optim co-
forest avec les algorithmes de l’état de l’art en semi-supervisé. A cet effet, Optim co-
forest est comparé à quatre autres méthodes de sélection BS : Bagging Score [272],
CLS : Constrained Laplacian Score [271], sSELECT :sélection de variable par analyse
spectrale [49] et SEFR : Semi-supervised Ensemble learning guided Feature Ranking
method [256].

Bases #instances #variables #classe
Arcene 200 10000 2

BaseHock 1993 4862 2
CNAE-9 1080 856 9
Leukemia 73 7129 2
Pancreatic 119 6771 2
PC MAC 1943 3289 2
Promoters 106 57 2
Relathe 1427 4322 2
Robot 88 90 4
Semion 1593 265 2

SMK-CAN 187 19993 2
Spect 267 22 2
SRBCT 83 2308 4
Vehicle 846 18 4

Table 34 – Description des bases d’expérimentation

Douze ensembles de données sont principalement choisis du référentiel Machine Learning
UCI [84], et de l’ASU feature selection Repository [184]. Ces derniers sont utilisés pour
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évaluer la performance de Optim co-forest et leurs caractéristiques sont décrites dans
le tableau (Table 34). Nous avons choisi ces ensembles de données, car ils contiennent
de nombreuses caractéristiques et relativement peu d’échantillons (comme exemple les
bases BaseHock et Prostate) sont de bons candidats pour la sélection de variables. La
plupart de ces ensembles de données ont déjà été appliqués par d’autres auteurs et ce
pour tester les performances de leurs algorithmes de sélection [44,45,48,49,256].

5.1 Phase d’évaluation

Dans le but d’une comparaison équitable, les mêmes paramètres expérimentaux dans [271]
ont été adoptés ici pour CLS, à savoir, le graphe de voisinage avec un degré approprié
à 10, et la valeur est définie sur 0,1. Pour BS, nous avons fixé la taille de l’ensemble
à 100, car il a été démontré dans [272] qu’autour de cette valeur l’algorithme BS est
moins sensible aux variations de la taille de l’ensemble. Optim Co-forest et SEFR sont
paramétrés de façon similaire. Le nombre de variables par sous espace est égal à p, où p
est la taille de l’espace d’entrée. La taille du comité N est équivalente à 100 arbres.

Pareil à l’algorithme co-forest [18], le seuil de confiance „ dans Optim Co-forest est
fixé à 0,75, à savoir, un exemple nouvellement labellisé est considéré comme étant de
confiance si plus de 3/4 des arbres sont d’accords sur son étiquette assignée.

Cependant, comme le suggèrent les auteurs dans [256], le nombre d’itérations maxiter
et la taille de l’échantillon n dans SEFR sont fixés à 10, et 1, respectivement. Pour
chaque jeu de données, les résultats expérimentaux sont moyennés sur plus de 10 itéra-
tions. A chaque itération, l’ensemble des données est découpé (de façon stratifiée) dans
une partition d’apprentissage avec les 2/3 des observations et une partition de test avec le
tiers restant. L’ensemble d’apprentissage est également réparti en ensembles de données
étiquetées et non étiquetées.

De même que [49], l’ensemble des échantillons étiquetés L se compose de 3 exemples
choisis par classe au hasard, et les exemples restants sont utilisés comme ensemble de
données non marquées U.

5.2 Résultats

Afin d’apprécier la qualité d’un sous-ensemble de variables obtenues avec les procédés
semi-supervisés mentionnés ci-dessus et suivant le protocol de test présenté par [255],
[256], nous lançons un apprentissage avec SV M (en utilisant le package LIBSVM [239])
sur l’ensemble de données d’apprentissage étiquetées et nous évaluons l’exactitude à par-
tir des données de test. La précision réalisée est moyennée et utilisée pour l’évaluation de
la qualité du sous-ensemble de variables sélectionnées en fonction de chaque algorithme
(Table 35).

Comme nous pouvons le constater dans la Figure 45, Optim co-forest dépasse nette-
ment les quatre autres méthodes par une marge remarquable. Sur la plupart des bases de
données sSELECT ainsi que CLS, ils effectuent les pires performances. Optim co-forest
semble combiner plus efficacement les données étiquetées et non étiquetées pour l’éva-
luation des caractéristiques. Il est plus intéressant sur les données à grande dimension
dans le mode semi-supervisé vue sa bonne performance sur les bases CNAE-9, Relathe,
PCMAC, Leukemia.
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Figure 45 – Courbes de performances des différentes bases de données en fonction du
nombre de variables sélectionnées

Les graphes dans la Figure 45 montrent l’évolution du taux de classification en fonction
des nombres de caractéristiques sélectionnées. Les résultats indiquent une amélioration
importante générale de notre approche par rapport aux quatre autres approches.

Une inspection plus minutieuse des différentes courbes révèle que la précision sur les
variables sélectionnées par Optim Co-forest augmente rapidement au départ (le nombre
de variables sélectionnées est petit) et se ralentit par la suite. Ceci suggère que Optim
Co-forest classe dès le début les caractéristiques les plus pertinentes. Donc un classifieur
peut réaliser une très bonne classification avec le top 5 des caractéristiques tandis que
les autres méthodes nécessitent plus de variables pour obtenir des résultats comparables.

Par souci d’exhaustivité, nous avons également établi la précision moyenne pour les
différents nombres de caractéristiques sélectionnés. Les précisions moyennes entre Optim
co-forest et les autres méthodes sur les 20 premières caractéristiques sont décrites dans
le tableau (Table 35). Encore une fois, comme nous pouvons le constater, Optim co-
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forest surpasse nettement BS, sSELECT, CLS et SEFR par une marge notable, sur
tous les ensembles de données. Pour finir, ces expériences confirment la capacité de la
mesure d’importance en exploitant efficacement les informations à partir des données non
étiquetées pour la classification des caractéristiques pertinentes.

Bases de données BS CLS SEFR sSelect Optim Co-forest
Arcene 0,6318 0,6506 0,6971 0,5537 0,7000

BaseHock 0,8145 0,5114 0,6756 0,5117 0,8865
CNAE-9 0,5333 0,1252 0,4505 0,1293 0,6113
Leukemia 0.8946 0.6388 0.8346 0.6296 0.9238
Pancreatic 0,5032 0,5179 0,5237 0,5116 0,5477
PC MAC 0,8208 0,5118 0,6693 0,5143 0,8332
Promoters 0,8189 0,7489 0,7211 0,5956 0,8317
Relathe 0,6605 0,5507 0,6138 0,5569 0,7562
Robot 0,6516 0,5697 0,6450 0,4384 0,6959
Semion 0,9148 0,9293 0,9240 0,9041 0,9317

SMK-CAN 0,6644 0,6541 0,6573 0,5881 0,6819
Spect 0,8017 0,7964 0,8031 0,8020 0,8094
SRBCT 0,7870 0,7653 0,7627 0,5767 0,8457
Vehicle 0,5493 0,5444 0,5715 0,5226 0,5781

Table 35 – Le taux de performance moyen sur les 20 variables les plus pertinentes

6 Conclusion

Depuis la prolifération des bases de données partiellement étiquetées, la sélection de
variables a connu un développement important dans le mode semi-supervisé. Nous avons
proposé dans ce chapitre d’aborder cette problématique avec une méthode d’ensemble
à base de mesure d’importance de variables. Ce modèle est basé sur la classification
semi-supervisée pour sélectionner les variables les plus pertinentes.

Dans ce travail, l’algorithme Optim Co-forest est proposé. Il a la faculté de tirer profit
des échantillons non marqués pour améliorer les performances du système formé à partir
des échantillons marqués. En étendant le paradigme Co-forest, Optim Co-forest exploite
la puissance de Random Forest, une méthode d’ensemble bien connue, pour s’attaquer
au problème de la sélection des échantillons non labellisés les plus confiants pour le
ré-apprentissage de la forêt.

Optim Co-forest exploite également deux stratégies de sélection : la première concerne
la sélection de sous-ensemble de paramètres aléatoires qui nous permettra de garder la
diversité des classifieurs. La seconde méthode est la mesure d’importance de variables
pour évaluer la pertinence de ces variables. La combinaison de ces deux stratégies dans
la construction de l’ensemble des classifieurs en semi-supervisé conduit à l’exploration
d’un plus grand espace de solutions et delà avoir un prédicteur plus compétitif et adéquat
aux espaces à grande dimension.

Des expérimentations réalisées sur plusieurs bases de données de très grande dimension
UCI et ASU prouvent l’efficacité de Optim Co-forest et confirment ainsi sa capacité de
sélection et de mesure d’importance tout en améliorant la performance de l’hypothèse
apprise sur une petite quantité d’échantillons labellisés et cela en exploitant les échan-
tillons non labellisés.

D’autres travaux sont actuellement en cours, avec de nouvelles expérimentations sur
des bases de données biologiques possédant plusieurs milliers de variables et pourront
évaluer la stabilité de la méthode de sélection de caractéristiques [276] dès que de petites
modifications seront apportées aux données.
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Conclusion

Dans de nombreuses applications d’apprentissage statistique, le nombre de variables est
grand devant le nombre de données. Du point de vue de la classification, il est préférable
de sélectionner un sous échantillon de variables pertinentes. Le problème de la sélection
de variables peut être vu comme un problème du choix de modèle (Raftery et Dean [277] ;
Maugis et al. [278] ; Murphy et al. [279]). Le fait de sélectionner les variables à partir de
la vraisemblance conditionnelle permet aussi de sélectionner les variables en supposant
que les variables non prises en compte sont indépendantes de la classe. Cette approche
a l’avantage de ne pas émettre d’hypothèses sur la distribution des variables non prises
en compte.

La littérature abondante depuis plusieurs décennies sur le problème de sélection de va-
riables (Features Selection) témoigne non seulement sur son importance mais aussi sur
ses difficultés qui résident dans le choix des caractéristiques pertinentes pour une appli-
cation donnée.

Le problème de la sélection de variables en classification, se pose généralement, lorsque
le nombre de variables utilisées pour expliquer la classe d’un individu, est très élevé.
Les besoins ont beaucoup évolué ces dernières années avec la manipulation d’un grand
nombre de variables dans des domaines tels que les données génétiques ou le traitement
d’image. Néanmoins si l’on doit traiter des données décrites par un grand nombre de
variables, les méthodes classiques d’analyse, d’apprentissage ou de fouille de données
peuvent se révéler inefficaces ou peuvent aboutir à des résultats peu précis.

Dans cette thèse, nous avons proposé des méthodes innovantes pour réduire la taille
initiale des données et pour sélectionner des ensembles de variables pertinents dans un
cadre de classification supervisée et semi-supervisée.

Notre démarche de sélection et de mesure d’importance consiste dans un premier temps
à comparer l’efficacité de plusieurs méthodes de sélection pouvant être intégrées dans
un processus de différentes approches de types : filtre, enveloppe et embarquée ; afin de
mettre en évidence la transparence de notre système, avec un objectif d’extraire les plus
pertinents et les plus informatifs. Les expérimentations réalisées ont permis d’évaluer les
performances des résultats avec différents classifieurs.

Cette quatrième partie de la thèse expose le processus de sélection de variables et l’impor-
tance de la sélection de variables pour l’amélioration des performances des algorithmes
de classification. Dans le premier chapitre, nous avons illustré nos propos avec des al-
gorithmes de sélection de variables proposées dans la littérature dans le cadre de la
classification de la maladie du Kératocône. Cette approche est basée sur la combinai-
son d’algorithmes de sélection de différents types pour évaluer la pertinence des sous-
ensembles candidats. Les différentes expérimentations que nous avons menées montrent
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de très bonnes performances pour la mesure d’importance utilisée dans les Forêts Aléa-
toires, avec des résultats en concordance avec les avis d’experts pour le diagnostic du
Kératocône.

Notre deuxième contribution porte sur l’application et l’adaptation des Forêts à Inférence
Conditionnelle pour la sélection des caractéristiques. Alors que la forêt aléatoire clas-
sique est une mise en œuvre d’un ensemble d’arbres de type CART comme apprenants
de base, la Forêt à inférence conditionnelle (CIF) utilise les arbres à inférence condi-
tionnelle (CIT). Dans CIF, le système d’agrégation fonctionne en faisant la moyenne
des poids d’observation extraits. Cette combinaison avec la mesure d’importance par per-
mutation connue dans la Forêt Aléatoire a permis une sélection de variables les plus
pertinentes par une stratégie simple et efficace avec une plus grande précision.

Dans le chapitre trois de cette partie de la thèse, nous proposons l’approche de classi-
fication de données semi-supervisées pour la tâche de sélection à grande échelle. Notre
méthode de sélection de variables a permis de construire des prédicteurs efficaces pour
un problème de données semi-supervisées. Les performances obtenues sont aussi bonnes,
que celles des meilleures méthodes publiées à ce jour pour les mêmes bases de données.
Notre principale contribution a été d’obtenir ces performances avec un nombre minimal
de variables. Cette caractéristique est importante pour la robustesse de nos prédicteurs
avec une condition nécessaire à une possible utilisation en routine clinique.

Dans sa globalité, cette quatrième partie de thèse, nous a permis de voir une multitude
de pistes de recherche qui s’offrent pour les algorithmes de sélection de variables. Nos
travaux dans les chapitres présentés portent sur la proposition de nouvelles approches de
sélection de variables.

Ce domaine de recherche restera toujours actif tant qu’il est motivé par l’évolution des
systèmes de collecte et de stockage des données d’une part et par les exigences d’autre
part. La meilleure approche pour juger cette sélection est de collaborer avec des experts
pour une interprétation des résultats et mettre en évidence les points suivants :

– Les variables qui sont en prédisposition et en cause des maladies.
– Les variables qui contribuent au développement de ces dernières.

Cette collaboration avec les experts permet de nous orienter vers la manière d’utiliser
ces données fondamentales en pratique clinique et leurs influences sur la prise en charge
des patients, car ce domaine de recherche est majeur dans le : dépistage, traitement et
prédiction de l’évolution clinique de ces patients. En parallèle, nous œuvrons à mieux
comprendre l’évolution de la réponse immunitaire du patient à tous les stades d’évolution
des différentes pathologies étudiées.
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Conclusion générale & Perspectives

Conclusion

Le sujet de cette thèse concerne la classification semi-supervisée des données médicales
et biologiques. Dans ce contexte, nous nous intéressons à la question du choix des mo-
dèles qui sont conçus et réalisés en utilisant conjointement des données étiquetées et
celles non étiquetées disponibles en nombre plus important.

La classification semi-supervisée trouve ses racines dans les problèmes d’apprentissage
en présence de données manquantes (McLachlan, [280]). De nombreux travaux y ont été
consacrés dans les années 1970 (Fryer et al. [281] ; Dempster et al. [119]). Ce thème de
recherche a connu ensuite un regain d’intérêt à la fin des années 1990 dans la commu-
nauté du Machine Learning, avec la disponibilité croissante de grands jeux de données
grâce aux nouvelles technologies.

En parallèle, les recherches en apprentissage artificiel initiées dans les années 1990 ont
montré qu’il est possible d’atteindre une décision aussi précise que souhaitée par une com-
binaison judicieuse d’hypothèses imparfaites mais correctement entraînées. De ce fait, les
techniques consistant à distribuer la tâche d’apprentissage entre plusieurs apprenants et
aussi combiner les solutions partielles pour obtenir la solution générale ont vu un grand
succès. Les méthodes de bagging/boosting, très étudiées actuellement, sont l’archétype
de cette tendance.

Nous avons choisi les méthodes d’ensemble pour la classification semi-supervisée des
données médicales, mais pour ce faire, nous avons réalisés plusieurs éxpérimentations
pour justifier nos choix et nos réalisations.

Dans une première partie, nous avons dressé trois expérimentations différentes des mé-
thodes d’ensemble « Forêt Aléatoire » en classification supervisée. Celles-ci nous ont
permis de mettre en évidence la multitude de questions posées dans ce cadre, ainsi que
les nombreuses méthodes développées pour y répondre. Cela justifie alors notre choix
pour les méthodes d’ensemble puisque celles-ci permettent de prendre en considération
l’information présente dans les données.

Les modèles de classification concus ont été utilisés dans la seconde partie dans laquelle
nous avons détaillé plus les méthodes d’ensemble utilisées dans le cadre semi-supervisé
ainsi que l’estimation de leurs paramètres à travers la mise en œuvre de l’algorithme
co-Forest. Nous avons constaté durant les expérimentations réalisées dans cette partie,
que les résultats obtenus pouvaient varier, et de ce fait, être améliorés selon la pertinence
des données d’entrée. Si l’algorithme d’apprentissage semi-supervisé dégrade les perfor-
mances du supervisé, alors le modèle établit n’est pas robuste et ce qui est largement
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justifié dans les applications à grande échelle.

Pour mettre davantage en évidence le potentiel applicatif de la méthode d’ensemble
co-Forest, nous réalisons la segmentation semi-automatique des images fond d’œil de
la rétine pour le suivi médical du Glaucome. Dans le but de mesurer automatiquement
le rapport cup/disque (C/D) et réaliser une prise en charge toujours plus précoce de
la maladie afin de retarder le développement du déficit visuel, nous proposons une ap-
proche de segmentation semi-supervisée par la classification de super-pixels des régions
cup et disque pour le calcul du rapport (C/D). Pour ce faire, la méthode proposée SP3S
(Super-Pixel for Semi-Supervised Segmentation) comporte deux étapes principales. Dans
la première, la forêt aléatoire en apprentissage semi-supervisé « co-Forest » est formée
uniquement sur 10% des images super-pixels annotées par un expert ophtalmologiste.
Dans la seconde étape, les super-pixels non labellisés sont impliqués pour le renforce-
ment de l’apprentissage du classifieur afin de mieux discriminer les régions cup et disque
des images rétiniennes. Pour calculer le rapport VC/D, un modèle de forme géométrique
actif est utilisé pour dresser le contour du cup et disque.

Dans cette même partie nous avons proposé une nouvelle approche d’ensemble en mode
semi-supervisé, qui exploite deux stratégies de sélection : la première concerne la sélec-
tion de sous-ensemble de paramètres aléatoires qui nous permettra de garder la diversité
des classifieurs. La seconde méthode concerne la mesure d’importance de variables pour
mesurer la pertinence de ces dernières. La combinaison de ces deux stratégies dans la
construction de l’ensemble des classifieurs en mode semi-supervisé conduit à l’explora-
tion d’un espace plus large de solutions et delà avoir un prédicteur plus compétitif et
adéquat aux espaces à grande dimension. Des tests statistiques et non paramétriques ont
été réalisés pour tester de la pertinence du modèle, prouvant ainsi sa supériorité par
rapport à d’autres modèles proposés dans le même domaine.

Dans la dernière partie, nous avons abordé la problématique de sélection de variables per-
tinentes avec les méthodes d’ensemble à base d’une fonction de mesure d’importance de
variables. Nous avons mené des expérimentations sur plusieurs bases de données réelles
à grandes et moyennes dimensions, elles ont prouvé l’efficacité de la méthode des forêts
aléatoires pour la sélection de variables. En se basant sur le principe même des Forêts
Aléatoires, notre contribution concernait la sélection des variables en mode d’apprentis-
sage semi-supervisé. Notre approche confirme ainsi sa capacité de mesure en améliorant
la performance de l’hypothèse apprise sur une petite quantité d’échantillons labellisés
tout en exploitant les échantillons non labellisés.

Perspectives

Nous sommes conscients que notre travail ne constitue qu’un début aux réflexions qui
devrons se poursuivre dans le futur, et cela en suivant les nombreuses pistes qui nous
sont apparues durant ces dernières années. A court terme pour ce travail, nous pensons
à quelques issues de recherche :

– Développer d’autres types de méthodes d’évaluation en plus de la combinaison de
classifieurs simples utilisée actuellement, comme par exemple l’évaluation en cas-
cade [282].

– Exploiter le principe d’apprentissage en cascade (cascading) au contexte semi-supervisé,
afin de remédier à la complexité temporelle. Cette technique a un avantage évident,
qui est d’optimiser le temps de décision, en particulier si on ordonne les classifieurs
élémentaires par complexité de calcul croissante.

– Toujours dans le but de minimiser le temps de calcul et en terme de complexité algo-
rithmique, d’autres pistes sont à exploiter, par le biais des GPUs, ces unités de calcul
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disposent d’une architecture particulière qui permet de paralléliser principalement des
opérations matricielles ou vectorielles. Pour des problèmes de moyenne et grande taille,
les mesures réelles obtenues par différents travaux démontrent des gains importants
lorsqu’elles sont comparées à celles d’une implémentation séquentielle réputée.

Nos travaux offrent également des perspectives à long terme. Par exemple, nous envisa-
geons :

– La mise en place d’une approche de classification non-supervisée dans un environne-
ment semi-supervisé, et cela par l’utilisation des données étiquetées pour la validation
des résultats de regroupement des données non étiquetées en apprentissage non super-
visé. Dans ce contexte, nous pourrons envisager de laisser les données étiquetées pour
"guider" ou "ajuster" le processus de regroupement, à savoir fournir une forme limitée
de supervision. L’approche résultante est appelé le clustering semi-supervisé. Cette
approche peut être considérée dans le cadre où les données labellisées disponibles sont
loin d’être représentatives pour aboutir à une classification ciblée des exemples, de sorte
que l’apprentissage supervisé est difficile à réaliser, même sous une forme transductive.
Contrairement au principe de regroupement traditionnel, l’approche de regroupement
semi-supervisé se résume en quelques méthodes publiés jusqu’à présent. La principale
distinction entre ces méthodes concerne la façon dont les deux sources d’information
sont combinées : soit en adaptant la mesure de similarité [283–287] ou en modifiant
la recherche de grappes (clusters) appropriées [288–290].

– Proposer une architecture d’annotation semi-automatique des images médicales pour
extraire les informations médicales spécifiques (i.e. modalité médicale (image globale),
région anatomique (au niveau des pixels de l’images)) à partir du contenu et du contexte
des images. L’apprentissage semi-supervisée par les experts du domaine peut être une
piste interessante a exploiter pour l’annotation du contenu et du contexte adaptée aux
images médicales.

– Appliquer les algorithmes semi-supervisés existants pour résoudre la problématique de
poly-pathologies chez les patients. Cette problématique de classification multi-labels
est affirmée par les praticiens, vu que, sur le terrain, les patients peuvent être atteints
de plusieurs pathologies simultanément. En parcourant l’état de l’art, nous avons com-
pris l’intérêt de deux notions importantes :

1. L’exploitation de dépendances entre les labels (pathologies),

2. L’impact de la sélection de variables dans ce domaine.

Au stade actuel, nous avons pu mettre en place une méthode d’ensemble à classifieurs
multi-labels en apprentissage supervisé [118], apportant des résultats très prometteurs
pour la suite des travaux, un thème de Doctorat est déjà en cours pour aborder ce sujet
de recherche.

– Adaptation de la méthode d’ensemble Forêt Rotationnelle dans le contexte d’apprentis-
sage semi-supervisé. Elle est reconnue dans la littérature, comme l’une des techniques
de génération d’ensemble d’arbres indépendamment la plus performante. Où la projec-
tion des données dans différents nouveaux espaces porte une amélioration simultanée
sur l’exactitude individuelle et la diversité au sein de l’ensemble. Notre intérêt se porte
plus sur la manière dont la diversité est conservée par l’application d’extraction de ca-
ractéristiques et la rotation des axes, et ainsi la précision est favorisée en gardant tous
les composants. Une première application a été réalisée par l’optimisation et l’adapta-
tion de la forêt rotationnelle aux données supervisées parkinsoniennes [291].

– Extrapoler le principe de l’approche Boosting [292] qui est par sa définition, une tech-
nique d’apprentissage qui vise à rendre plus performant un système d’apprentissage «
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faible ». Pour ce faire, le système d’apprentissage est entrainé successivement sur des
échantillons d’apprentissage sur-pondérant les exemples difficiles à apprendre. Dans le
cadre des données semi-supervisées, ce système de pondération pourra être appliqué
aux données nouvellement labellisées à faible confiance, permettant ainsi d’enrichir
d’avantage l’espace d’apprentissage et d’acquérir plus de précision.

– Dans les applications réelles actuelles, nous sommes confrontés devant une contrainte
plus grande que celle du flux de données partiellement labellisées, déséquilibrées ou
à multi-étiquettes. Les exigences futures du cadre médical sont des applications et
des traitements en "temps réel" avec la plus grande précision. Deux grands axes qui
laissent le domaine de la recherche ouvert pour une amélioration continue.

Productions scientifiques

De nombreuses contributions méthodologiques ont résulté de cette thèse, ces productions
sont parallèlement ou simultanément integrées à certaines grandes parties ou à certains
chapitres de la thèse. Plusieurs travaux en collaboration avec des collègues ont servi à
répondre à plusieurs réflexions directes et indirectes à la thèse.
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