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Résumé

Dans la classification supervisée traditionnelle, nous distinguons deux problématiques
souvent rencontrées : la classification mono-labels qui associe & chaque exemple de I’appren-
tissage une classe et la classification multi-classes ayant un méme but, mais a la différence
plusieurs classes sont possibles dans la sortie et chaque exemple est associé & une seule
classe.

Récemment, un nouvel axe de recherche a émergé qui attribue a chaque exemple de 'ap-
prentissage une ou plusieurs classes simultanément, il s’agit de la Classification Multi-
labels. Ce nouveau domaine a attiré 'attention de nombreux chercheurs.

Dans le domaine médical, ’application de la classification multi-labels s’avére trés in-
téressante puisque sur le terrain, les patients peuvent étre atteints de plusieurs pathologies
simultanément. Cette problématique nécessite des méthodes de la classification multi-labels
pour pouvoir la résoudre, puisque les méthodes de classification mono-labels se limitent &
affirmer ou infirmer la présence d’une seule pathologie chez un patient. Il existe deux fa-
milles de méthodes : les méthodes de transformation et d’adaptation.

Dans ce projet de fin d’études Master IBM nous présentons les notions de bases de ce
nouveau domaine, nous élaborons également une étude comparative entre deux algorithmes
trés intéressants appartenant a ces deux familles de méthodes en proposant des contribu-
tions se basant sur les méthodes d’ensembles par la création d’une méthode appelée Bagged
Mlknn ainsi que RAKEL Random Forest.

Mots clés : Classification multi-labels, méthodes de transformation, méthodes d’adap-
tation, méthodes d’ensembles, RAkEL, MLknn, RAKEL Random Forest, Bagged MLknn.
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Abstract

A large body of research in supervised learning deals with the analysis of single label
data, where training examples are associated with a single label, we also distinguish ano-
ther task called Multi-class classification where training examples may belong also to a
single label despite there exist various labels in output vector. However, training examples
in several application domains are often associated with a set of labels. Such data are called
multi-label.

Recently, the issue of learning from multi-label data has attracted significant attention
from a lot of researchers.

In the medical context, the application of multi label classification is very interesting
since patients can have several pathologies simultaneously. In order to deal to this pro-
blem, multi-label classification methods are required, since the single labels classification
methods are limited to affirm or deny the presence of only a single pathology in a patient.

In recent years, many different approaches have been developed to solving multi-label
learning problems, and are regrouped into two main categories : adaptation methods and
transformation methods.

In this work we present the basic concepts of this new field, we are developing a com-
parative study between two very interesting algorithms belonging to these two families of

methods called : Bagged Mlknn and RAKEL RF.

Keywords : Multi-label classification, transformation methods, adaptation methods,
Ensemble methods, RAKEL, MLknn, RAKEL Random Forest, Bagged MLknn.
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Introduction générale

Les systémes d’aide a la décision médicale (SADM) sont des applications informatiques
dont le but est de fournir aux cliniciens les informations décrivant la situation clinique d’'un
patient ainsi que les connaissances appropriées a cette situation, correctement filtrées et
présentées afin d’améliorer la qualité des soins et la santé des patients [1].

Les SADMs sont des outils permettant d’assister le praticien dans sa démarche de
diagnostic en fournissant une meilleure évaluation de ’état du patient. De plus, ils visent
4 diminuer 'incertitude sur la situation du patient.

Ces derniéres années, grace aux nouvelles technologies d’acquisition de données mé-
dicales et avec 'apparition de techniques avancées pour l'exploitation et le traitement de
ces données, plusieurs approches et algorithmes automatiques pour 'aide au diagnostic
médical sont apparus permettant ainsi de construire des classifieurs dits intelligents basés
sur des méthodes statistiques et probabilistes.

L’utilisation de ces classifieurs automatiques permet au praticien d’établir facilement
et rapidement le diagnostic de son patient, la réponse obtenue grace aux systémes automa-
tiques utilisant les méthodes classiques issues de U'intelligence artificielle dite (mono-label)
permet simplement de confirmer ou d’infirmer la présence d’une seule pathologie chez un
sujet.

Or en réalité, les patients peuvent étre atteints de plusieurs maladies simultanément,
nous illustrons cela par une situation trés souvent rencontrée par les praticiens; ’associa-
tion chez un méme patient d’hypertension, du diabéte, d’insuffisance rénale et d’accidents
cardio-vasculaires.

Selon I'équipe Médicale Hypertension Online |2] 'hypertension artérielle et le diabéte
constituent deux facteurs de risques cardiovasculaires, responsables d’atteintes des artéres.
Le risque cardiovasculaire est considérablement augmenté du fait de ’association de ces
deux pathologies. Justifiant que chacune doit étre diagnostiquer et prise en charge de fagon
vigoureuse [3]. La découverte de I'une incite a systématiquement rechercher 1'autre puisque
90% des diabétiques sont des hypertendus et 39% des diabétiques récemment diagnostiquée
sont déja hypertendus.

Les techniques classiques disponibles dans l'axe de recherche actuel ont pour but la
détection automatique des cas avec une seule pathologie. De ce fait, elles permettent de
confirmer la présence ou l'absence de pathologie mais ne permettent pas de détecter plu-
sieurs pathologies & la fois, alors que le cas de polypathologies pose une problématique
fréquente qui doit étre impérativement abordée et résolue.



INTRODUCTION GENERALE

En utilisant un systéme d’aide au diagnostic médical, le clinicien espére donner un
apercu complet sur I’état du patient, détecter une seule maladie en utilisant un systéme
automatique c’est intéressant ! mais diagnostiquer les différentes maladies (comme le dia-
béte, ’hypertension, probléme cardiovasculaire, insuffisance rénale) a la fois en utilisant un
méme systéme automatique et avec précision c’est le cas idéal! car un diagnostic précoce
de pathologies implique un traitement efficace et avec un minium de complications.

Les questions posées & ce niveau sont : comment peut-on résoudre ce probléme ¢ et quels
sont les nouvelles solutions pour cerner cette lacune des méthodes mono-label ?

Ce travail a pour objectif d’introduire cette problématique en détails, présenter un
nouvel axe de recherche qui est la classification multi-labels. Un sujet dont 'intérét a été
étudié dans différents domaines. Nous comptons aussi tester ces approches et apporter
notre contribution dans le domaine médical.

Ce projet de fin d’études s’articule en quarte chapitres comme suit :

Chapitre 1 présente les notions fondamentales de la classification multi-labels ainsi que
les différentes familles de méthodes de ce domaine.

Chapitre 2 concerne I'état de art et les différents travaux abordés dans la littérature.

Chapitre 3 présente en détails les approches proposées dans le but d’ améliorer deux
méthodes de classification multi-labels de la littérature.

Chapitre 4 concerne I'expérimentation, il présente dans la premiére partie : les banques
de données utilisées et les mesures d’évaluation. Dans la seconde partie expose, les expéri-
mentations réalisées, les résultats obtenus avec leurs interprétations et une étude compa-
rative entre les deux approches proposées .

En dernier lieu, une conclusion générale et des perspectives pour ce travail sont pré-
sentées.

INTRODUCTION GENERALE 2



Chapitre 1

La classification multi-labels

1 Contexte

Dans les problémes standards de la classification mono label, un exemple est caractérisé
par un ensemble d’attributs et est associé & un seul label ayant un sens unique, exemple :
patient malade ou non!

Malgré Defficacité de ces algorithmes d’apprentissages supervisés permettant de ré-
soudre plusieurs problémes, la complexité des problémes récents leurs constituent un han-
dicap. En effet, un objet est généralement assigné a plusieurs labels ayant des sémantiques
différentes. Citons par exemple les applicationss réelles suivantes |4], [5] :

— Catégorisation du texte : une page d’un journal ou une page web couvre plusieurs
sujets et peut étre libellée par plusieurs labels selon les thémes abordés : sports, annonces,
politique, art, actualités, santé ...

— Meédical : un patient peut avoir plusieurs pathologies simultanément.

— La génétique : un génome peut avoir plusieurs fonctions telles que : le métabolisme,
la transcription,la synthése de protéines ...

— Classification de scénes : une seule scéne a une multitude de labels par exemple :
montagne, mer, coucher du soleil, ciel. ..

— Classification de chansons : chaque morceau peut évoquer plusieurs émotions
simultanément [6].

Récemment, la question de l'apprentissage a partir de données multi-labels a attiré
I’attention de beaucoup de chercheurs, motivés par un nombre croissant de nouvelles ap-
plications et par son efficacité. Selon Tsoumakas et al. |7] ce type d’apprentissage a été
appliqué dans plusieurs domaines tels que :

I’annotation sémantique d’images et vidéos .
— La bio-informatique.

— La fouille de données sur le web.

— La recherche d’information ...



Chapitre 1 - La classification multi-labels

2 Notions fondamentales sur la classification multi-
labels

Dans la classification mono-label un exemple est associé & un seul label, si le nombre
de classes est égal a 2 la classification est appelée alors "classification binaire” et si le
nombre de classes est supérieur & 2, on parle alors de la "classification multi-classes”.

Par contre, si 'exemple est associé a plusieurs classes en méme temps la classification
est appelée "classification multi-labels”.

Il existe 2 types de problémes d’apprentissage multi-labels selon [§] :

1. Classification multi-labels : dont le but est de construire un modéle pour la
prédiction de labels et d’identifier une liste de labels pertinents.

2. Ordonnancement de labels (Ranking) : celui-ci construit un modéle d’appren-
tissage qui permet d’identifier une liste de labels classés par ordre de pertinence
parmi tous les labels possibles pour 'exemple d’entrée.

Ces deux problémes surgissent dans de nombreuses applications. Le probléme de la clas-
sification multi-labels est rencontré par exemple, dans la caractérisation d’une image
(qui peut a la fois contenir une ville, une montagne, une plage,. . . ), d’'une musique (qui
peut étre a la fois douce, calmante, enthousiasmante) ou d’un film (qui peut appartenir
a plusieurs genres). Le probléme d’ordonnancement est rencontré, par exemple dans la
recommandation d’articles selon les préférences des consommateurs.

2.1 Classification multi-labels vs. Classification multi-classes

Dans le cas de la classification multi-classes, chaque exemple est associé & seulement
une classe malgré l'existence de plusieurs classes dans la sortie (comme lillustre clairement

la figure .

{ Exemple i ]

Sortie:

Label 1
Banques de données multi labels _ . )
Label2 |«

Label 3
Label i <

XX X

FIGURE 1.1 — La sortie d’un exemple dans le cas de la classification multi-classes

Mais dans la classification multi-labels, un exemple peut étre associé a plusieurs labels
simultanément (figure [1.2))

2. NOTIONS FONDAMENTALES SUR LA CLASSIFICATION MULTI-LABELS 4



Chapitre 1 - La classification multi-labels

{ Exemple i ]

Sortie:

Label 1
Banques de données multi labels ﬁ R
Label 2

Label 3
Label i

A

A

A

A

FIGURE 1.2 — La sortie d’'un exemple dans le cas de la classification multi-labels

3 Les méthodes de la classification multi-labels

Les méthodes de la classification multi-labels se divisent en trois grandes familles selon
Madjarov & DragiKocev [§] :

— Les Méthodes d’adaptation : qui se basent sur I’adaptation directe des algorithmes
de la classification mono-label pour ’apprentissage multi-labels.

— Les méthodes de transformation : elles transforment le probléme d’apprentissage
multi-labels en plusieurs problémes de classification ou régression mono-label,

Exemple : utiliser plusieurs classifieurs chacun pour prédire un seul label et combiner les
résultats a la fin, dans ce cas on dit qu’on a appliqué une transformation du probléme de
la classification multi-labels en plusieurs classification binaires. Il existe aussi d’autres
types de transformation tels que la classification multi-classes.

Dans cette famille de méthodes "on adapte les données a I'algorithme par une transfor-
mation".

— Les méthodes d’ensembles : elles utilisent des ensembles de classifieurs issus de la
premiére ou la deuxiéme famille d’approches.

Dans la partie qui suit nous allons présenter briévement les méthodes les plus utilisées
dans la littérature dans chacune de ces 3 familles.

3.1 Les méthodes d’adaptation

Dans la littérature, certains auteurs ont proposé des méthodes adaptées a la classi-
fication multi-labels qui sont basées principalement sur des algorithmes d’apprentissages
connus comme : Support Vector Machine(SVM) , K Neaarest Neighbours (KNN), les arbres
de décision, réseaux de neurones . . .Nous citerons les approches adaptatives les plus connues
dans cette catégorie.

K plus proches voisins : 1’adaptation de cet algorithme pour les données multi-labels
est appelée MLKNN (multi-labels K Nearest Neighbours), I’algorithme qui a été proposé
dans [5,9]. Cet algorithme utilise le méme principe de base de KNN pour la recherche des
k plus proches voisins, la différence se constitue dans le fait d’utiliser le calcul de proba-
bilité de I’hypothése (prior probability) pour déterminer les labels d’un exemple de test

3. LES METHODES DE LA CLASSIFICATION MULTI-LABELS 5



Chapitre 1 - La classification multi-labels

(posterior probability).

MLKNN utilise I'inférence bayésienne qui est une méthode d’inférence permettant de
déduire la probabilité d’un événement & partir de celles d’autres événements déja évalués,
elle s’appuie principalement sur le théoréme de Bayes.

Arbres de décisions : Clare & king [10] ont adapté 'algorithme C4.5 aux données
multi-labels (ML -C4.5 ) en modifiant la formule de calcul d’entropie.

Entropie(D) = — Z(p(j*ZOQp(j) + q(j*logq(5)))
j=1

ou : p(;) =la fréquence relative de la classe ;
et ¢(;)=1 - p(;)

Réseaux de neurones : ont été aussi adaptés pour 'apprentissage des données multi-
labels [11,{12]. BP-MLL [12] est une adaptation du célébre algorithme "back-propagation”,
la modification faite se résume en l'introduction d’une nouvelle formule pour le calcul de
I’erreur qui prend en considération le cas multi-labels.

Support & Vaste Marges : Elisseeff and Weston [13]| ont proposé une approche
basée sur SVM pour 'ordonnancement de labels ‘Label Ranking’” appelé RankSVM pour
les données multi-labels.

3.2 Les méthodes de transformation

Ce type de méthodes transforme le probléme d’apprentissage multi-labels en un ou
plusieurs problémes d’apprentissages mono-label, pour 'adapter aux différents algorithmes
déja présents dans la classification supervisée mono-label. Citons les 3 célébres approches
de transformation :

Binary Relevance : Cette méthode [14] transforme le probléme d’apprentissage initial
en Q problémes de classification binaires (Q désignant le nombre de classes possibles).
Chaque classifieur binaire est utilisé pour séparer une classe des autres. La méthode BR a
I’avantage d’étre simple et peu cotteuse en termes de temps de calcul, mais son probléme
majeur réside dans le fait qu’elle ne tiennne pas compte des corrélations éventuelles entre
les classes comme le montre la figure [I.3]:
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Exemple de test

Label 1? Label 4 ?
Label2 ? Label 3 ?

Classifieur 2 [ Classifieur 3 ] [ Classifieur 4 ]

NO YES
YES YES

o

Prédiction finale:
Labels:{labell,label3,labeld }

FIGURE 1.3 — Exemple de classification par la méthode Binary Relevance

BR a été amélioré dans , I’approche proposée dans cet article se base sur 'utilisation
d’une chaine de classifieurs(CC), chaque classifieur permet la prédiction d’un label et prend
en considération la dépendance avec les autres labels. Cette méthode donne les mémes
résultats en terme de complexité algorithmique que le BR. Son principal avantage est le
fait qu’elle tienne compte des corrélations entre les labels, son inconvénient majeur est la
propagation de I'erreur tout au long de la chaine en cas d’erreur.

Label powerset (LP) : appartient & la méme catégorie , cette méthode a été
étudiée récemment par un ensemble de chercheurs [16-18|. Pour cette méthode, chaque
ensemble de labels existant dans I’ensemble d’apprentissage de taille N est considéré comme
une nouvelle classe. Le probléme d’apprentissage multi-labels est ensuite transformé en un
probléme de classification mono-label ot le nombre de classes est au plus égal 4 min(N,29)
avec  est le nombre de labels avant la transformation . Pour un nouvel exemple & classifier,
la classe (multi-labels) la plus probable est prédite. La méthode LP tienne compte des
corrélations entre les classes, mais elle souffre en général des problémes de complexité
algorithmique. La figure [I.4] explique ce principe.

exemples/

TLabel 1 Label 2 TLabel 3 TLabel 4
labels
Exemple 1 o 1 1 o
Exemple 2 1 o o o
Exemple 3 o 1 1 o
Exemple 4 1 o o 1
Transformation
prar LLP
exemples/ Nouvelles
labels classes
Exemple 1 0110
Exemple 2 1000
Exemple 3 0110
Exemple 4 1001

FIGURE 1.4 — Exemple de transformation par LP

La méthode LP souffre de 3 principaux problémes :
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— Plus le nombre de labels est élevé, la classe a prédire par LP est potentiellement
complexe. Pour résoudre cette lacune, Read [19] a proposé la méthode "pruned problem
transformation (PPT)" pour sélectionner seulement les labels transformés qui appa-
raissent souvent dans la phase d’apprentissage par rapport & un seuil défini par 'utili-
sateur.

— Dans la phase d’apprentissage, on ne trouve pas suffisamment d’exemples ayant la
méme combinaison de labels surtout pour un grand nombre de labels.

— La prédiction d’'un nouvel exemple de test est vraiment trés difficile surtout si
I’exemple en question a une combinaison de labels totalement différente des labels des
exemples de 'apprentissage.

Ranking by Pairwise Comparison : cette méthode [20] est utilisée dans le Ran-
king, son principe est le suivant :

Soit une banque d’apprentissage contenant : 4 exemples x(1), x(2), x(3), x(4), chaque
exemple est associé a 4 labels comme le montre la figure [3.5]

Exemples | L1 | L2 | L3 | L4 Y
X(1) 1/0/|0]1 {L1,L4}
X(2) o0 |1 1 {L3,L4}
X(3) 1/0(0]|O0 {L1}
X(4) o111 {L2,L3,L4}

FIGURE 1.5 — Exemple de banque d’apprentissage

La méthode Pairwise utilise L(L — 1)/2 classifieurs binaires chacun pour une paire de
labels( Ai, Aj),1 <i<j<L

Le principe de cette méthode est expliqué dans la figure chaque apprenant fait

I’apprentissage sur les exemples qui sont annotés par au moins un et un seul label du
label-set (mais pas les deux).
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[Exempl Y
es
X1) | {Li,L4}
X(2) {L3,L4}
X(3) {L1}
X@4) | {L2,13,L4}
N~ —
/// . \ ) I
e \ ~_ _
/,// N \\\\\ Exemples 3Vs4
S N\ ™
e \ ~_ X(1 faux
7 AN ~_ !
e AN ~__
// \\\ Exemples 2Vs4
e AN
Exemples 1Vs2 \\\ X(1) faux
X(1) vrai L X2 faux
y < Y
X(3) vrai Exemples 1Vs3 Exemples 1Vs4 Exemples 2Vs3
X(4) faux X(1) vrai X(2) faux X(2) faux
X(2) faux X@3) vrai
X@3) vrai X(4) faux
X(4) faux

A VS B: c’est a dire on cherche les exemples ayant le label A ou B mais pas les deux en méme temps .
Si A est présent dans les labels de I'exemple alors on attribut la valeur vrai,mais si c’est B qui est présent alors la
valeur attribuée est faux

FIGURE 1.6 — Principe du Ranking By Pairwise Comparison

Pour une nouvelle instance, tous les modéles sont évoqués dans la prédiction de labels,
et un ordonnancement de labels (Ranking )est obtenu par rapport a un vote donné par
chaque apprenant pour chaque label comme montré dans la figure

Nouvelle instance x’

A 4
1VSs2 1VSs3 1VS4 2VS3 2VS4 3Vs4
1 3 1 3 2 3
A4
Label Votes -~
L1 2 L3
L2 1 > Ranking L1
L2
L3 3 L4
L4 0 .

FIGURE 1.7 — Principe du Ranking By Pairwise Comparison(2)

3.3 Les méthodes d’ensembles

Les méthodes d’ensembles de transformations les plus connues sont :
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RAKEL (RAndom k-labELsets) : la méthode RAKEL [14] est I'une des améliora-
tions de la méthode LP qui apporte des solutions aux limites de LP cités précédemment.
Son principe de base est de générer des ensembles de classes aléatoires de tailles petites par
rapport au nombre total de classes (Q) et de faire Papprentissage du classifieur multi-labels
pour chaque ensemble aléatoire en utilisant la méthode LP. Les classes sont ensuite déter-
minées par une stratégie de vote en utilisant un seuil a déterminer. La méthode RAKEL a
une complexité inférieure a celle de la méthode LP.

ECC (Ensembles of Classifier chains) : cette méthode [15] a pour but de ré-
soudre le probléme de propagation de 'erreur dans une chaine de classifieur, qui est un
inconvénient majeur de la méthode Classifer chains (CC) (déja expliqué dans la méthode
de transformation Binary relevance) par 'utilisation de ‘m’ classifieurs chacun fait I’ap-
prentissage seul et génére une chaine aléatoire ; ’apprentissage de chaque classifieur se fait
sur un ensemble d’instances choisi aléatoirement avec remise (bagging Brieman [21]) et le
vote final sera déterminé par rapport & un seuil fixé par 'utilisateur.

Un exemple de méthodes d’ensembles d’adaptation est : PCTs (Ensembles of pre-
dictive clustering trees) par Kocev [22| a utilisé un ensemble de predictive clustering
tree (PCT) ou l'arbre est considéré comme une hiérarchie de clusters, le nceud principal
correspond & toutes les données et il est partitionné en sous clusters. Chaque PCT dans
I’ensemble fait une prédiction de labels et & la fin les résultats sont combinés en utilisant
un vote.

4 Motivations

La classification multi-labels est une extension de la classification traditionnelle dans
laquelle les classes ne sont pas mutuellement exclusives, chaque individu pouvant appar-
tenir a plusieurs classes simultanément. Ce type de classification est requis par un grand
nombre d’applications actuelles telles que la classification d’images et ’annotation de vi-
déos, la catégorisation du texte, I’aide au diagnostic médical .. ..

L’objectif de la classification multi-labels est de prédire les labels possibles pour une
instance donnée, certains chercheurs ont recours & un seul classifieur pour prédire les la-
bels parmi les méthodes de transformation ou d’adaptation comme par exemple MLKnn.
Cependant d’autres préférent utiliser plusieurs classifieurs a la fois pour prédire les labels
d’une instance donnée, en finalité ils font appel a un vote en choisissant un seuil pour
assigner les labels les plus adéquats a cette instance. Selon Chuan et al. [23]| cette 2éme
approche c’est & dire l'utilisation des méthodes d’ensembles est la plus performante car
elle a une possibilité de généralisation trés grande et son succés est liée a la diversité de la
banque d’apprentissage de chaque classifieur et & sa précision de classification.

La question qui se pose est pourquoi faire ¢, notre objectif est d’appliquer ces algo-
rithmes dans le cadre médical par I'utilisation d’un systéme d’aide au diagnostic médical
(SADM) qui détermine selon certains critéres les maladies associées simultanément a un
sujet. Cela dépend de la précision de classification et du temps de réponse qui doit étre
relativement court, surtout dans des cas ot le temps est crucial et la vie des personnes est
en jeu, citons un simple exemple le cas ott le SADM est utilisé dans le service des urgences,
le médecin espére connaitre de fagcon exhaustive I’état de santé de la personne en danger
en un temps trés réduit pour pouvoir agir efficacement.

4. MOTIVATIONS ].0
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5 Conclusion

Dans ce chapitre nous avons exposé les notions fondamentales de la classification multi-
labels, et les différentes familles de méthodes : méthodes de transformation, méthodes
d’adaptation et les méthodes d’ensembles, nous avons présenté aussi briévement ’'ob-
jectif de notre travail. Dans le chapitre 2, nous allons présenter I’état de ’art des méthodes
en classification multi-labels.

5. CONCLUSION ].1



Chapitre 2

Etat de I’art des approches de
classification multi-labels

1 Introduction

Ces derniéres années, différentes extensions du probléme de la classification classique
ont émergé, parmi lesquelles se trouvent les problémes de la classification multi-labels et
les problémes d’ordonnancement de labels (Ranking).

Pour la classification, une ou plusieurs classes sont associées simultanément & une ins-
tance. Dans le cas du probléme d’ordonnancement de labels, il s’agit d’apprendre pour
chaque instance x un ordre total sur I’ensemble de sortie.

A travers les nombreuses recherches effectuées ces derniéres années, nous distinguons
plusieurs approches proposées dans la littérature pour résoudre ce probléme. Dans ce cha-
pitre, notre travail consiste a présenter un ensemble de travaux réalisés récemment, a en
expliquer les principes de base, et aussi pour se situer parmi ces travaux afin de cerner les
difficultés potentielles de ce domaine ainsi que les voies de développement & éviter.

Dans la littérature, nous constatons que les approches proposées s’intéressent soit a
la classification multi-labels, soit & I’ordonnancement de labels (Ranking). Nous
distinguons dans la 1 ére famille trois types de méthodes : la méthode d’adaptation, la
méthode de transformation ou bien un ensemble de méthodes issu de la 1 ére ou de la 2 éme
famille. Sur cette répartition, ce chapitre a été réalisé en ajoutant aussi deux notions trés
importantes, il s’agit de la Corrélation (Dépendance) entre les labels et la Sélection
de variables et son impact sur les méthodes de classification multi-labels.

2 Travaux dans la classification multi-labels

Nous présentons dans cette partie un ensemble de travaux sur la classification multi-
labels. Tsoumakas & Kataki [16] sont les premiers a avoir fait une overview du domaine.
Ils expliquent aux chercheurs les notions de bases de ce nouveau domaine, les différentes
approches de bases ainsi que leurs inconvénients et avantages respectifs. De plus ils ex-
pliquent la différence entre des notions proches de la classification multi-labels qui sont
en réalité différentes telles que :multiple labels problem,multiple instance learning, Ranking,
hierarchical classification.
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Dans le méme contexte, nous trouvons d’autres travaux [|24}25] qui traitent en profon-
deur la problématique de la classification multi-labels. Ils présentent une étude comparative
entre les différents algorithmes proposés dans ce domaine ainsi que les mesures d’évalua-
tions et les banques de données les plus utilisées.

Egalement, Tsoumakas et al. [7], Zhang & Zhou [4] ainsi que Madjarov et al. |8], Malik
& Tarique [26] présentent les différentes approches en classification multi-labels. En premier
lieu, les auteurs nous présentent les notions et définitions de bases sur la problématique
des données multi-labels. En second lieu, ils présentent les travaux réalisés en deux grandes
familles : les algorithmes de transformation de problémes et les algorithmes d’adaptation.
Un autre volet qui est abordé concerne les données multi-labels & grandes dimensions et
I'implication des méthodes de réduction et d’extraction de données dans le domaine de la
classification multi-labels. D’autres aspects statistiques, sur la classification hiérarchique
ainsi que le ranking sont aussi abordés.

Dans tous ces travaux, les auteurs confirment la nécessité de I'exploitation des dépen-
dances entre les labels dans ce domaine et concluent que c’est la clé de réussite de la
classification multi-labels, et c’est pourquoi nous constatons ces derniéres années 1’émer-
gence de beaucoup de travaux destinés a résoudre cette problématique.

La classification multi-labels est devenue de plus en plus importante dans le domaine
de l'intelligence artificielle vu le nombre d’applications réelles proposées dans la littérature.
Dans cette approche, nous distinguons plusieurs familles d’algorithmes permettant d’attri-
buer un ensemble de labels simultanément & un exemple d’apprentissage. Dans cette partie
nous allons citer quelques travaux s’adressant & résoudre cette problématique.

2.1 Meéthodes d’adaptation

La premiére famille de méthode pour résoudre le probléme de la classification c’est les
méthodes d’adaptation, nous citons quelques-unes dans cette partie :

Dans [5], Zhang et al. présentent une adaptation de L’algorithme K plus proches voi-
sins (KNN) aux données multi-labels appelée MLknn(Multi-label K Nearest Neighbours).
Cet algorithme utilise le méme principe de base de KNN pour la recherche des k plus
proches voisins, la différence se constitue dans le fait d’utiliser le calcul de probabilités de
I’hypotheése (prior probability) pour déterminer les labels d’un exemple de test (posterior
probability).

Deux ans plus tard, Younes et al. proposent une nouvelle méthode pour la classification
multi-labels appelé DMl knn (Dependent Multi-Label k- Nearest Neighbor) [27], dérivée
de la méthode d’ensemble de transformation MLknn qui utilise les réseaux bayésiens.
Cette méthode modifie la version de base de MLknn et prend en considération les dépen-
dances entre les différents labels de la banque de données. Pour chaque instance, 1’algo-
rithme identifie les k plus proches voisins dans la banque d’exemples, et prend en considé-
ration les classes de ces voisins en utilisant un principe appelé MAP (global maximum a
posteriori) pour assigner un ensemble de labels & cette instance. A la différence de 1'algo-
rithme de base MLknn, cet algorithme prend en considération le nombre de tous les voisins
de 'exemple en question et non pas seulement le nombre des voisins ayant la méme classe
et utilise de ce fait, la matrice de dépendances pour définir les relations entre les différents
labels.
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Dans leur travail 28|, Zhang et al. présentent une nouvelle méthode MLNB (multi-
labels naives bayes ) qui est une adaptation des réseaux bayésiens classiques pour la classi-
fication multi-labels. Les mécanismes de sélection de variables sont présentés pour améliorer
cette méthode d’adaptation. La premiére étape consiste a utiliser la méthode d’analyse en
composantes principales (ACP) pour éliminer les attributs non significatifs et redondants.
La seconde partie consiste & utiliser les techniques de sélection de sous ensemble d’attri-
buts basés sur les algorithmes génétiques pour choisir le sous ensemble d’attributs le plus
approprié a la prédiction. Les expérimentations sur des données synthétiques et réels ont
montré des performances trés intéressantes pour cet algorithme d’adaptation multi-labels.

2.2 Meéthodes de transformation

La deuxiéme famille englobe les méthodes de transformations, nous présentons quelques
travaux qui portent sur les trois types de transformations : BR(Binary Relevance), LP (La-
bel powerset) et la méthode Pairwise, nous avons déja présenté dans le chapitrel le principe
de chaque approche et dans cette partie nous présenterons les améliorations proposées dans
différents travaux.

L’une des méthodes les plus basiques parmi une panoplie de méthodes de classification
multi-labels est Binary relevance, elle associe un classifieur binaire pour la prédiction de
chaque label mais son principal inconvénient est le fait qu’elle ne tienne pas compte des
corrélations entre les labels ce qui est un probléme.

Dans un premier temps, Read et al. dans [15] proposent une approche qui a résolu cette
lacune pour pouvoir bénéficier des avantages de BR : la facilité de traitement (complexité
algorithmique et temps d’exécution). Cet algorithme se base sur 'utilisation d’une chaine
de classifieurs, chaque classifieur permet la prédiction d’un label et prend en considération
la dépendance avec les autres labels, comme dans le cas de la méthode Binary Relevance
on construit [ classifieurs binaires. Mais afin d’intégrer d’éventuelles dépendances entre
les labels, le j éme classifieur utilise dans ses attributs d’entrée les prédictions des j — 1
classifieurs précédents.

Pareillement, Alvares-Cherman et al. [29] présentent aussi une amélioration de la méme
méthode par 'utilisation des arbres de décisions et les réseaux bayésien comme classifieurs
de base pour prendre en considération les dépendances entre les labels. L’approche proposée
dans ce papier a montré son efficacité surtout sur les banques de données non volumineuses.

Un autre type de transformation est le Label Powerset |7| qui transforme le probléme de
la classification multi-labels en un probléme de classification multi-classes. Cette approche
a été étudiée par différents auteurs afin de tirer profit de ses avantages et de I’améliorer,
nous citerons :

Tsoumakas et al. qui présentent dans [14,/18| la méthode Random k label-sets (RAkEL)
une amélioration du LP. Elle consiste & décomposer de maniére aléatoire ’ensemble de
labels en sous-ensembles et & construire par la suite un classifieur LP pour chacun. Pour
chaque label A7 une décision moyenne est calculée, la décision finale est positive pour un
label donné si la décision moyenne est plus grande qu’une valeur seuil ¢.

Par la suite, Sawsan et al. proposent dans [30] la méthode RAKEL évidentielle qui
utilise la méthode RAkEL conjointement avec la théorie des fonctions de croyances dans
le but de réduire la perte d’information causée par I'utilisation de la méthode RAkEL(du
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fait que l'apprentissage de classifieurs est effectué sur un sous-ensemble de labels) tout
en tenant compte des corrélations possibles entre les différentes classes. L’utilisation de la
théorie des fonctions de croyances rend possible I'association d’une fonction de masse a
chaque classifieur. Ces fonctions sont ensuite combinées par un opérateur adapté dans le
but de donner une décision finale sur ’appartenance d’un individu & un ensemble de labels .

Une autre nouvelle approche de transformation du probléme de classification multi-
labels appelée PPT (pruned problem transformation) a été proposée par Read [19]. Elle se
base sur le méme principe de RAkKFEL mais au lieu de choisir les sous ensemble de labels (k
label-sets) aléatoirement, PPT prend en considération les corrélations entre les différents
labels, un autre avantage est que 1’algorithme utilisé n’est pas complexe donc le traitement

est facile du coté temps d’exécution et complexité algorithmique surtout en utilisant le
SVM.

Hung et al. exposent dans [31] une méthode qui se base sur la transformation LP ayant
le méme principe que RAkFEL mais qui utilise aussi le processus d’apprentissage de la mé-
thode Adaboost |32].

Récemment, Gasse et al. [33] proposent une nouvelle approche hybride pour 'appren-
tissage structurel des réseaux bayésiens appelée : H2PC qui construit au départ la structure
du réseau bayésien et ensuite utilise « Bayesian-scoring greedy hill-climbing search » pour
orienter le graphe. En seconde partie de leurs travail, ils proposent d’appliquer cette nou-
velle approche aux données multi-labels et ils s’intéressent en particulier & la méthode
Label powerset qui tienne compte des dépendances entre les labels. L’utilisation de H2PC
permet de tracer graphiquement grice a la structure du réseau bayésien produite les dé-
pendances entre les labels ce qui est trés important pour plusieurs applications.

On distingue également d’autres travaux visant a améliorer un autre type de transfor-
mation appelé : Pairwise.

Les faiblesses de BR ont été résolués en utilisant I'apprentissage par Pairwise Prefe-
rences qui utilise pour chaque paire de labels un classifieur pour prédire un des deux labels
(voir détails chapitre 1). Mais cette méthode souffre d’une part du nombre quadratique de
classifieurs nécessaires pour chaque paire de labels surtout si le nombre de labels dans la
banque est élevé, d’autre part de sa complexité algorithmique.

Dans [34], une amélioration de la méthode pairwise comparison est présentée par la
combinaison entre la technique qui transforme le probleme de ‘Ranking’ en un probléme
de bipartition pour séparer entre les labels pertinents et non pertinents, par I'introduction
d’un label de calibration |35 avec 'approche "QWeighted voting". Cette derniére est des-
tiné en réalité a la classification multi-classes et qui a été adapté au probléme multi-labels.
Son role est d’arréter le calcul du ranking (’ordonnancement de labels) lorsque la bonne
séparation entre les 2 parties (labels pertients et non pertinents) est obtenue [36].

Meémement, Madjarov et al. présentent une méthode de classification multi-labels éf-
ficace appelé TSA (Two Stage Architecture) [37] avec 3 analyses d’implémentation diffé-
rentes : Two Stage Voting Method (7SVM ), Two Stage Classifier Chain Method (T.SCCM ),
Two Stage Pruned Classifier Chain Method (TSPCCM) pour résoudre les inconvénients
de la méthode Pairwise. Les résultats montrent que les méthodes proposées dans ce papier
surpassent plusieurs algorithmes de la littérature en terme d’exactitude et en terme de rapi-
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dité de calculs, méme par rapport aux méthodes Pairwise pour I’apprentissage multi-labels.

La majorité des algorithmes proposés dans I'état de 'art souffrent du probléme de
temps d’exécution qui est considérable et de la nécessité d’un grand espace de mémoire
afin qu’ils fonctionnent efficacement.

Dans ce contexte, Tsoumakas et al. proposent une nouvelle approche dans [38| pour
la classification multi-labels appelé HOMER (Hierarchy Of Multi-label classifiERs). Cette
approche a la particularité de classer les classifeurs multi-labels en une hiérarchie afin
d’optimiser le temps d’exécution et la consommation en espace mémoire, puisque ces 2
paramétres deviennent trés importants pour les banques avec un grand nombre de labels.
Dela, chaque classifieur apprend sur un ensemble réduit de labels avec une distribution
équilibrée d’exemples, ce qui permet d’avoir une amélioration dans les performances de
prédictions des labels, la distribution de labels dans la hiérarchie du noeud pére vers le
neeud enfant est faite grace a un nouveau algorithme qui a été également proposé dans ce
travail appelé : balanced kmeans qui utilise le principe de balanced clustering [39).

2.3 Meéthodes d’ensembles

Les méthodes d’ensembles utilisent un ensemble de classifieurs issu de la famille de
méthodes de transformation ou bien d’adaptation.

Chuan et al. dans 23] développent dans leur travail une méthode appelée EnML (Multi-
Label Ensemble Learning). Le but de cette méthode est de construire un ensemble de
classifieurs multi-labels qui apprend & partir de banques d’apprentissages diverses pour
augmenter la précision de classification. EnML permet de résoudre le probléme de diver-
sité et augmente le taux de précision en se basant sur les algorithmes évolutionnaires pour
optimiser chaque classifieur, dans 'objectif d’avoir les labels les plus optimaux & une ins-
tance donnée.

Kocev et al. traitent dans [40] et [22] la problématique de la prédiction de données

structurées en utilisant deux types d’ensembles pour la prédiction de différentes sorties
structurées de maniére locale et globale.
La méthode globale consiste a utiliser un seul modéle pour la prédiction de données struc-
turées et la méthode locale consiste a utiliser une collection de modéles. Chacune fait la
prédiction d’une partie de données structurées et la sortie finale c’est la combinaison de
leurs réponses. Les résultats montrent que l’ensemble d’arbres locaux et globaux donne des
résultats meilleurs que 'utilisation d’un seul modéle.

Dans la partie qui reste de ce travail, nous répondons & deux questions importantes :
Quel est Uimpact de Corrélations entre les labels dans la classification multi-labels ¢ et
Quels seront les performances d’un classifieur dans le cas d’une sélection de variables dans
ce domaine ?

Corrélations de labels dans la classification multi-labels

Ces derniéres années, la problématique de prendre en considération les corrélations
entre les labels dans la classification multi-labels pour améliorer les performances des mé-
thodes a été étudiée par beaucoup de chercheurs dans plusieurs travaux. Les algorithmes et
méthodes proposés ont pour but de définir des outils pour exploiter les dépendances entre
les labels qui est un point trés important pour une classification multi-labels plus correcte.
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Parmi lesquels nous citons quelques-uns.

Dans [41], Montanes et al. présentent une approche pour résoudre ce probléme, effica-
cité de cette approche se résume en 2 points essentiels : la capacité de 'utiliser et dans la
classification et dans le ranking, I’agrégation entre 2 modéles : I'un prend en considération
les corrélations entre les labels et ’autre non, ce qui rend le modéle trés performant.

Dans la méme idée, Tahir et al. [42] proposent 'utilisation des méthodes d’ensembles
hétérogeénes (c’est-a-dire utiliser plusieurs classifieurs de différents types d’algorithmes)
pour solutionner le probléme de corrélation de labels ainsi que les exemples d’apprentis-
sages déséquilibrés. Car on peut trouver un label avec plusieurs exemples d’apprentissages
alors que d’autres labels ont trés peu d’exemples et ¢a pose un probléme lors de 'apprentis-
sage). Les auteurs combinent ’ensemble de méthodes de la classification proposées dans la
littérature telles que (RAkKEL, MLknn, calibrated label ranking (CLR),ensemble classifier
chains (ECC), Instance Based Logistic Regression (IBLR)) pour former ce qu’on appelle
les méthodes d’ensembles hétérogénes, la méthode résultante est appelé : EML.

Dans la majorité de méthodes proposées dans ’état de 'art du domaine, ’exploita-
tion de labels se fait globalement c’est-a-dire elles considérent pour toutes les instances
d’apprentissage la méme relation de corrélations entre les labels. Par contre, ce n’est pas
toujours vrai car dans les applications réelles chaque instance est caractérisée par une
relation de dépendance différente. Par exemple dans le cadre médical chaque patient est
caractérisé par des labels reliés par une relation bien définie, donc on ne peut pas considérer
pour tous les patients une méme relation de dépendances.

Huang et al. traitent cette problématique [43| et proposent un algorithme appelé ML-
LOC (Multi-Label learning using Local Correlation) qui exploite les dépendances entre les
labels localement en utilisant une méthode qui regroupe les instances en plusieurs groupes.
Chaque groupe contient les instances qui partagent le méme sous ensemble de labels cor-
rélés et qui sera considéré comme un nouvel attribut lors de ’apprentissage. Les premiers
résultats sur des données multi-labels sont trés compétitifs par rapport aux algorithmes de
I’état de l'art.

Dans [44], Dembczynski et al. élaborent une étude sur ce probléme, contribuant ainsi
& une meilleure compréhension de ce domaine et mettent l'accent sur la présence de deux
types de dépendances qui sont les dépendances : Marginales et conditionnelles. Ils pré-
sentent trois scénarios dans lesquels 'exploitation de I'un de ces types peuvent améliorer
les performances des classifieurs.

Sélection de variables dans la classification multi-labels

Dans le processus du test pour déterminer les labels d’une instance, les approches de
classification multi-labels proposées dans la littérature se basent sur un méme ensemble
de variables pour tous les labels, mais cette stratégie peut échouer dans le cas d’un grand
nombre de labels qui nécessitent chacun un ensemble de variables spécifiques.

Sur la base de cette réflexion, Zhang propose dans [45], une approche s’appuyant sur
les caractéristiques spécifiques du label, I'algorithme proposé est appelé Lift.
Le principe de cet algorithme est de construire un ensemble spécifique d’attributs pour
chaque label en utilisant I’analyse par méthode de regroupement (clusters) pour ces exemples
négatifs et positifs, ainsi les variables spécifiques a chaque classe sont déterminées. Et puis
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appliquer le processus d’apprentissage et de test sur le résultat obtenu par cette analyse.
Cette approche a été testée sur 16 banques de données multi-labels et les résultats sont
meilleurs par rapport aux plus performantes méthodes de la classification multi-labels de
la littérature.

L’identification des sous-ensembles de variables aléatoires parmi des centaines de va-
riables non pertinentes ou redondantes est un théme trés important dans le domaine de la
reconnaissance de formes. Ce sujet a attiré I'attention de beaucoup de chercheurs récem-
ment et a été étudié dans [40,/46,47]. Car la classification en se basant sur un ensemble
de variables limité et contenant en plus des variables non pertinentes et redondantes rend
cette tache non performante [48] et dans le domaine de classification mono-label et dans
la classification multi-labels.

Dans ce méme contexte, Gharroudi et al. présentent dans [49] trois méthodes de sé-
lection de variables par approche enveloppe dans le cadre des exemples multi-labels, qui
sont basés sur les foréts aléatoires BRRF (Binary Relevance Random Forest), LPRF (La-
bel Powerset Random Forest), et PCTREF (Predictive Clustering Tree Random Forest).
Ces trois approches différent dans la facon de prendre en considération les dépendances
entre les labels dans le processus de sélection de variables. Les résultats montrent que les
foréts aléatoires donnent de bons résultats dans le cadre de sélection de variables pour les
données multi-labels.

3 Contributions

En s’inspirant des méthodes présentées dans ’état de ’art, nous proposons dans ce pro-
jet de fin d’études de Master, d’établir une étude comparative entre deux méthodes RAkEL
et MLknn appartenant respectivement aux deux familles de transformation et d’adapta-
tion. Elles sont connues par leurs capacités de classification trés élevées en un temps trés
réduit, deux critéres qui nous intéressent le plus dans le cadre médical.

Le choix de ces deux algorithmes de classification parmi plusieurs méthodes dans chaque
famille a été fait en prenant en considération : le but de notre travail qui est la classifi-
cation multi-labels, la complexité algorithmique, ainsi que leurs capacités de classification
reconnues dans la littérature. Les méthodes RAKEL et MLknn répondent & tous ces cri-
téres puisqu’elles ont des principes simples avec des capacités de classification trés grandes.

En effet, I'objectif de la classification multi-labels est de prédire les labels possibles
pour une instance donnée. Il y a certains chercheurs qui préférent utiliser un seul classi-
fieur pour prédire les labels parmi les méthodes de transformation ou d’adaptation comme
par exemple MLknn, et d’autres préférent utiliser plusieurs classifieurs a la fois pour prédire
les labels d’une instance donnée. En finalité, ils font appel & un vote en choisissant un seuil
pour assigner les labels les plus adéquats & cette instance.

Selon Chuan Shi et al. |23], cette 2éme approche c’est & dire ['utilisation des méthodes
d’ensembles est la plus performante car elle a une possibilité de généralisation trés grande
et son succeés est lié & la diversité de la banque d’apprentissage de chaque classifieur et
sa précision de classification. En plus, L’heuristique de ces méthodes est qu’en générant
beaucoup de prédicteurs, on explore grandement ’espace des solutions, et qu’en agrégeant
toutes les prédictions, on récupére un prédicteur qui rend compte de toute cette explora-
tion. Cette raison nous a orienté vers la proposition d’améliorer la méthode MLknn par
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I’application des méthodes d’ensembles qu’on nommera Bagged MLknn.

Pour la méthode RAEKEL, nous avons choisi cet algorithme parmi plusieurs algorithmes
d’ensembles de transformation pour plusieurs raisons. Premiérement, car il présente plu-
sieurs avantages et son principe est trés intéressant. C’est une amélioration d’un type de
transformation appelé Label powerset qui transforme le probléeme d’apprentissage multi-
labels en un probléme de classification multi-classes. Deuxiémement, RAkFEL appartient
aux méthodes d’ensembles qui présentent beaucoup d’avantages |16] (voir détails chapitre
3). De plus, selon Dietterich [50], plus les classifieurs dans les méthodes d’ensembles sont di-
vers, plus leurs performances sont meilleures. La méthode RAKEL répond & cette condition
et assure la diversité des classifieurs par le choix aléatoire de sous ensemble de labels(label-
sets).

Finalement, dans [14], les auteurs ont testé l'algorithme RAAEL en utilisant comme
prédicteurs les algorithmes suivants : SVM, C/.5, Naive Bayes, nous proposons dans ce
travail de tester les Foréts aléatoires (un cas particulier du Bagging) qui a montré son
efficacité et qui présente beaucoup d’avantages (voir chapitre 4).

Le tableau suivant résume les contributions qui vont étre expliquées en détails dans la
suite de ce travail :

Méthodes Algorithmes | Contributions

Transformation | RAKEL [14] | ¢ RAKEL avec Foréts aléatoires.

e Stratégie de vote : vote pondéré.
Adaptation MLknn [5] | e Création de Bagged MLknn.

e Stratégie de vote : vote pondéré.

TABLE 2.1 — Tableau explicatif des contributions de ce travail

4 Conclusion

Dans ce chapitre, nous avons présenté quelques travaux sur la classification multi-labels
qui est devenue un sujet d’actualité, et qui attire 'attention de beaucoup de chercheurs.
Nous avons également mis ’accent sur 'importance de deux notions qui sont : La corré-
lation entre les labels et la sélection de variables, deux critéres importants pour évaluer le
succés des méthodes de classification multi-labels.

La littérature du domaine de classification multi-labels, nous a permis de faire des
constatations que nous voudrions prendre en considération pour d’éventuelles améliora-
tions des méthodes proposées dans ce travail. Il s’agit de la méthode d’ensemble d’adapta-
tion Bagged MLknn ainsi que l'algorithme d’ensembles de transformation RAEKEL basé sur
les Foréts aléatoires. L’aspect théorique de nos approches sera présenté dans le chapitre
suivant.
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Chapitre 3

Principe des approches multi-labels
proposeées

1 Introduction

Actuellement de nombreux chercheurs s’interessent au domaine de la classifcation multi-
labels. Ces études sont réparties entre deux familles de méthodes : les méthodes de trans-
formation, les méthodes d’adaptation (voir chapitre 1).

Dans ce chapitre, notre objectif est de réaliser une comparaison entre deux méthodes
appartenant aux deux familles & savoir : RAKEL (Random k label-sets) qui applique une
transformation du probléme multi-labels en un probléme de classification multi-classes.
La seconde méthode qui s’appelle MLknn (Multi-labels K Nearest Neighbors) est une
adaptation de I'algorithme classique KNN aux données multi-labels. Ces deux méthodes
de classification multi-labels ont des principes simples mais trés efficaces. Elles ont prouvé
leurs performances dans de multiples applications multi-labels.

2 Propositions

Les méthodes RAKEL et MLknn présentent beaucoup d’avantages. Dans cette partie de
notre travail nous présentons en détail, leurs principes, leurs avantages et les raisons pour
lesquelles nous les avons choisies parmi plusieurs appartenant aux deux grandes familles
d’adaptation et de transformation.

Dans ce projet de fin d’études, nous proposons des modifications pour améliorer leurs
performances par :

1. l'application du Bagged MLknn pour améliorer les performances de l'algorithme
d’adaptation MLknn individuel.

2. T'utilisation des Foréts aléatoires comme méthode d’apprentissage pour la méthode
RAEKEL,.

3. l'amélioration des résultats de chaque méthode par remplacement du vote ordinaire
classique "vote majoritaire” par le vote pondéré. Ce choix est justifié par le fait que
le vote classique dépend du choix d’une majorité des classifieurs qui donnent une
méme classe pour une donnée, mais sans prendre en considération les performances
de chaque classifieur alors qu’ en réalité ils différent. Par contre le vote pondéré
sert & valider et pondérer ces classifieurs en prenant en considérations la capacité de
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classification de chacun individuellement dans ’opération du vote et cela nous donne
des résultats plus performants.

3 Ensemble de classifieurs kppv en classification multi-
labels (Bagged MLknn)

L’une des contributions proposées dans ce projet de fin d’études est la création d’'un
ensemble de classifieurs Bagged MLknn. Avant d’expliquer le principe de cette approche
proposée il est important de comprendre le principe des méthodes d’ensembles qui nous
permettent de réaliser cette tache.

3.1 Les méthodes d’ensembles

Les méthodes d’ensembles sont des méthodes permettant d’utiliser une collection de
prédicteurs et agréger I’ensemble de leurs prédictions.

Dans la classification, 'agrégation des classes fournies par les classifieurs peut se faire a
I’aide d’un vote tel que : le vote majoritaire. La Figure [3.1] expose un schéma représentatif
des méthodes d’ensembles.

Apprentissage de h1

Apprentissage de hz] .

Apprentissage de h3

H=combine(h1,h2,h3....... hi)

T
1
1
1

Echantillon v

d'apprentissage
Apprentissage de hi

FIGURE 3.1 — Schéma représentatif des méthodes d’ensembles

L’objectif de ces méthodes est de trouver un classifieur final qui soit meilleur que chacun
des classifieurs individuels [51]. La méthode d’ensemble est dite performante si la collection
de prédicteurs construite vérifie les deux conditions suivantes :

1. Chaque prédicteur individuel doit étre relativement bon.

2. Les prédicteurs individuels doivent étre différents les uns des autres.

L’utilisation des méthodes d’ensembles garantit :
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— La précision : les prédictions obtenues sont trés précises puisqu’ on combine la
réponse de plusieurs prédicteurs (méme faiblement efficaces).

— L’efficacité : un probléme complexe peut étre décomposé en de multiples sous pro-
blémes plus simples a résoudre (approche diviser pour Régner) [52].

3.2 Les types de méthodes d’ensembles

1l existe plusieurs types de méthodes d’ensembles, nous distinguons deux types les plus
émergents :

— Les méthodes d’ensembles hétérogénes : La réponse finale est obtenue en com-
binant les résultats des différents algorithmes sur un méme ensemble d’apprentissage.

— Les méthodes d’ensembles homogénes : Dans ce cas la réponse finale est obtenue
en combinant les résultats d’un méme algorithme sur un méme ensemble d’apprentissage.
Ces méthodes utilisent des stratégies adaptatives (Boosting) ou aléatoires (Bagging).

3.3 Bagging

Le Bagging est une méthode d’ensemble introduite par Breiman (1996) [21]. Le mot
Bagging est la contraction des mots Bootstrap et Aggregating.

Le Bagging repose sur la méthode Boostrap pour améliorer la prédiction d’un classi-
fieur, les observations vont étre tirées uniformément et avec remise pour créer de nouveaux
échantillons (Bootstraps) sur chacun desquels un classifieur est construit. Le classifieur
final est obtenu par un vote a la majorité parmi les classifieurs intermédiaires. L’idée ma-
jeure est donc d’obtenir divers classifieurs, basés sur de nombreux échantillons. L’un des
avantages du Bagging est la réduction de la variance quand les prédicteurs sont «instables».

Les étapes du Bagging selon Leo Breiman [21] sont présentées ci-dessous :

Algorithm 1 Les étapes du Bagging
Entrée : Ensemble d’apprentissage 'Sm/’
Générer k échantillons « indépendants »par tirage aléatoire avec remise dans
I’échantillon ' Sm/
pour Chaque échantillon faire
Apprendre un classifieur en utilisant le méme algorithme d’apprentissage
fin pour
Obtenir la prédiction finale pour un nouveau exemple par vote (simple) des clas-
sifieurs

H (x)=sign(}>,_, hi(z))
Sortie : Prédiction finale

La figurd3.2] ci-dessous illustre le processus du Bagging
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Echantilllon de
bootstrap1

Apprentissage
classifieur 1

Echantilllon de
bootstrap2

Apprentissage
classifieur 2

Echantilllon de
bootstrap3

Apprentissage
classifieur 3

Prédiction finale:
Vote parmi toutes les
prédictions

FIGURE 3.2 — Processus du Bagging

Bootstrapping

Selon Efron & Tibshiran , le Bootstrap est un principe de ré-échantillonnage statis-
tique traditionnellement utilisé pour ’estimation de grandeurs ou de propriétés statistiques.
L’idée du Bootstrap est d’utiliser plusieurs ensembles de données ré-échantillonnées & partir
de ’ensemble de données observé et ce a ’aide d’un tirage aléatoire avec remise.

A partir de cette définition, on peut tirer les conclusions suivantes :

— L’opération du tirage aléatoire avec remise d’un ensemble d’exemples permet d’ob-
tenir un Bootstrap.

— Le bootstrapping d’un ensemble d’apprentissage L produit un nouveau ensemble L;
qui présente en moyenne 1 — e! &~ 63% instances uniques différentes de L , donc ¢a

permet de créer plusieurs bag & partir d’'un ensemble d’apprentissage.

La figure représente des échantillons de bootstrap d’une banque de données :
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BAG 1 BAG 2 BAG 3
1 1 1
1 2 1
3 2 2
a 3 2
5 3 2
ooB 1 oOoB 2 oOOB 3
2 a 3
5 a
5

FIGURE 3.3 — Exemple de génération des échantillons bootstrap d’une banque de
données

Chaque classifieur élémentaire h(z) de l'ensemble sera entrainé sur un des 'L’ échan-
tillons bootstrap, de sorte qu’ils soient tous entrainés sur un ensemble d’apprentissage
différent.

La figure[3.4]illustre le procédé du Bagging appliqué a un ensemble d’arbres de décision.

Bagging : M
T{X1,%X2,X3,..ccceeeeeeeeeannne ,Xn} * Tirage aléatoire avec
remise de N’ données de
T.

Les Tk pour k=1....L, sont
les échantillons
bootstrap.

Le classifieur Hk est
entrainé avec Tk.
Aggrégation des
prédictions de L
classifieur pour la prise
de décision finale .

J

O 60 60
60 00 00

FIGURE 3.4 — schéma explicatif du processus du Bagging

— Les Mesures Out-Of-Bag : "En dehors du bootstrap" est I’ensemble des exemples
qui ne sont pas sélectionnés dans les échantillons bootstrap. Ce paramétre introduit par
la méthode bootstrap permet I’évaluation interne du classifieur qui peut étre utilisé par
exemple comme pondération dans le vote pondéré .

Les "Outs Of Bag" (OOBs) sont des mesures trés intéressantes pour faire ’évaluation
des données sans avoir recours a un ensemble de données de validation [55].
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— Agrégation : c’est la combinaison des résultats de chaque hypothése en utilisant un
vote.
Le Bagging peut se faire sur n’importe quel algorithme & savoir : SVM, KNN ....

3.4 Les k plus proches voisins en classification multi-labels
MLEknn

MLknn (multi-labels K Nearest Neighbors) est une méthode d’adaptation [5], c’est une
adaptation de 'algorithme KNN aux données multi-labels.

Supposons que nous voulons classer un exemple xz, 'approche classique Knn calcule
d’abord les différentes distances qui le sépare des autres exemples en utilisant dans le
cadre général "la distance Euclidienne".

Si nous fixons le nombre de k=10, Knn ne va garder que les exemples ayant les 10
distances les plus proches qui sont considérées comme ces 10 plus proches voisins.

Dans le cadre multi-labels, le MLknn rajoute & cette notion le fait que le label de
I’exemple x est un élément appartenant & ’ensemble de labels de ces K plus proches
voisins. Dans ’ensemble des voisins, I'algorithme calcule pour cet exemple la probabilité
d’avoir le label 'I’, et en utilisant un seuil I’algorithme peut décider si ce label est pertinent
ou pas. Ce processus est répété pour chaque label de cet ensemble.

MLknn utilise I'inférence bayésienne qui est une méthode d’inférence permettant de
déduire la probabilité d’un événement & partir de celles d’autres événements déja évalués.
Elle s’appuie principalement sur le théoréme de Bayes, et donc 1’algorithme calcule la pro-
babilité de I’hypothése (prior probability) pour déterminer les labels d'un exemple de test
(posterior probability).

Selon Zhang & Zhou [5], prior et posterior probabilités peuvent étre calculées directe-
ment & partir de la banque d’apprentissage en se basant sur la fréquence. C’est a dire, dans
I’ensemble des voisins de 'exemple on compte pour chaque label le nombre d’instances
ayant ce label (prior probability) et ceci nous permet de calculer par la suite posterior
probability (c’est-a-dire attribuer a ’exemple de test 'z’ le label 'l si la fréquence de label
de ces plus proches voisins est élevé ). La Figure illustre le schéma de ce processus.

L’ensemble des 4 plus
proches voisins de

l'exemple i
Exemple i labels Label 1 Label 2 Label 3 Label 4
Probabilité
Seuil=0.5 0.6 0.4 0.9 0.8
Labels finaux
pour 1 0 1 1
l'exemple i

FIGURE 3.5 — Exemple de classification en utilisant MLknn
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4 La méthode RAKFEL (Random k label-sets)

La méthode RAKEL est une méthode d’ensemble de transformation pour la classifi-

cation multi-labels [14,56]. Elle a 'avantage de transformer un probléme de classification
multi-labels en un probléme de classification multi-classes pour faciliter la prédiction des
labels.
RAKFEL considére k sous ensemble de labels L appelé (k labels-sets) pour 'apprentissage,
c’est & dire au lieu de faire 'apprentissage d’un seul classifieur sur tout ’ensemble de
données et faire la prédiction de tous les labels simultanément en se basant sur une trans-
formation de type classification multi-classes. La méthode RAKEL utilise un principe plus
simple qui se résume par les étapes suivantes :

— générer des ensembles de classes aléatoires (k label-sets) de tailles petites par rapport
au nombre total de classes.

— appliquer Papprentissage d'un LP (voir chapitre 1) sur chaque label-sets.

— prédiction finale : réaliser par un vote majoritaire de toutes les prédictions de chaque
LP.

La méthode RAKEL a certains avantages |14] :

— elle prend en considération la corrélation entre les labels, puisqu’elle utilise le principe
LP contrairement a la méthode BR (voir chapitre 1).

— elle a une complexité inférieure a celle de la méthode LP seule, puisqu’elle fait ’ap-
prentissage de plusieurs classifieurs chacun sur un ensemble de labels (label-sets) au lieu
de prendre en considération tous les labels en mémes temps.

Dans le papier |14, deux stratégies de construction des label-sets ont été proposées :

— RAKEL disjoint (RAkeLy), ou il n’y a pas de chevauchement entre les k label-sets
(c’est-a-dire chaque label-sets permet de prédire un ensemble de labels différent des
autres k label-sets).

— RAEKEL overlapping (RAkeL,) : dans ce cas les k label-sets se chevauchent, c’est-a-
dire on peut trouver un label répété dans 2 label-sets différents.

Tsoumakas et al. dans ce papier jugent que cette derniére stratégie est la meilleur car on
peut faire un vote entre les différentes prédictions de chaque classifieur et donc les résultats
seront meilleurs. Et c’est pour cette raison nous avons décidé d’étudier la méthode RAKEL
et plus particuliérement RAkEL overlapping.

4.1 L’algorithme RAKEL,

Les algorithmes suivants expliquent le processus d’apprentissage (Algorithme [2]) et de
classification (Algorithme [3)) de RAKEL,.
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Algorithm 2 Processus d’apprentissage de RAKFL,
Entrées : Ensemble de labels L de taille M, Ensemble d’apprentissage D, Taille de
label-set k,Nombre de modeles m < (), S Ensemble de labels
S« Lk
pour i = 1 to min(m, | L* |) faire
R; + sélectionner k label-sets aléatoirement de S';
Apprentissage des classsifieurs ‘LP’ h; a partir de D etR;;
fin pour
Sortie : Ensemble de label-sets R;avec les classifieurs h;

Algorithm 3 Processus de test de RAKEL,
Entrées : Ensemble de labels L de taille M, k label-sets R; construit dans la partie
apprentissage, les classifieurs h;, Nombre de modéles m, nouvelle instance z.
pour j =1 to M faire
Sum; < 0;
Votes; < 0;
pour i = 1 to m faire
pour tout Labels \; € R; faire
Sum; < Sum; + hi(x, \j) ;
Votes; < Votes; +1;
fin pour
pour j =1 to M faire
Average; < Sum;/Votes;;
si Average >0.5 alors
Result; <1
sinon
Result; < 0
finsi
fin pour
fin pour
fin pour
Sortie : Vecteur résultats Result

Dans cette méthode, trois parameétres sont & identifier :
— le nombre d’ensembles aléatoires ( i.e. nombre de classifieurs).
— la taille de ces ensembles.

— le seuil utilisé lors de 'application de la stratégie de vote.

La Figure illustre un schéma du processus de la méthode RAkFEL, d'un exemple &
K=3 (nombre de labels considéré=nombre de k label-sets=nombre de classifieurs=3).
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Banque de données

Labels

Label-set 1:
Individus avec 3 labels

A 4

Apprentissage
Classifieur 1

Label-set 2:

A 4

Individus avec 3 labels

Apprentissage
Classifieur 2

Choix de labels dans
chaque label-set
aléatoirement
Sans remise

Label-set 3:
Individus avec 3 labels

A4

/%

Apprentissage
Classifieur 3

Prédiction finale par vote majoritaire

FIGURE 3.6 — Schéma explicatif de 1'algorithme RAEFEL overlapping

Le choix de labels dans chaque labels-sets se fait aléatoirement sans remise (sans dou-
blons), mais les différents k label-sets peuvent se chevaucher.
Ci-dessous un exemple de classification par RAkEL Table :

Prédictions

Modéles Label-sets D VRV U VAR VIR VSR
hl {1, Ao N6 } 1 0 - - - 1
h2 {2, A\ } - 1 1 0 - -
h3 {A3, A5 N6 } - - 0 - 0 1
h4 {A2, A A5 } - 0 - 0 0 -
h5 {1, A5 } 1 - - 0 1 -
h6 {1, Ao A3 } 1 0 1 - - -
h7 {1, A6 } 0 - - 1 - 0

Vote moyen 3/4 1/4 2/3 1/4 1/3 2/3
Prédiction finale 1 0 1 0 0 1

TABLE 3.1 — Exemple de classification par RAkEL overlapping avec k=3, nombre
d’hypothéses=7 sur des données multi-labels ayant 6 labels

Nous avons exposé dans cette partie le principe de 'algorithme RAKFL ainsi que les
2 stratégies possibles pour le choix de k label-sets (RAkEL overlapping, RAKEL Disjoint).
Notre contribution porte sur Papplication d’'une méthode d’ensemble (un cas particulier
du Bagging), il s’agit des Foréts aléatoires.

4. LA METHODE RAKEL (RANDOM K LABEL-SETS)
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Dans [57], Jesse Read indique que le choix de I’algorithme pour résoudre le probléme
de la classification multi-labels dépend de la nature du probléme et précise 2 notions que
nous recherchons dans notre travail (la rapidité et l'efficacité), qui peuvent étre assurées
en utilisant un algorithme se basant sur les arbres de décisions. Nous utilisons donc les
Foreéts aléatoires dans la méthode RAKEL pour confirmer cette supposition. Nous testons
également le comportement de tel algorithme en changeant la stratégie d’agregation, pour
cela nous utilisons : le vote majoritaire et le vote pondéré.

4.2  Les foréts aléatoires (Random Forest)

Les foréts aléatoires est un cas particulier du Bagging, introduit par Breiman en
2001 [58], il utilise les arbres de décisions comme outils de classification. Brieman a pro-
posé cet algorithme afin d’améliorer le Bagging en ajoutant une seconde randomisation.
L’objectif est donc de rendre plus indépendants les arbres de 'agrégation en ajoutant du
hasard dans le choix des variables qui interviennent dans les modéles.

Une forét aléatoire est un ensemble d’arbres de décision binaires dans lequel a été in-
troduit de ’aléatoire. Soit 6; ...0ys des variables, une forét aléatoire est un ensemble de
classifeurs d;(z,6;),7 = 1... M, ou les classifeurs d; sont construits sur le méme modeéle
que les arbres binaires.

Le nouveau classifieur correspondant & la forét aléatoire est calculé en prenant la majorité
de votes de chacun des classifeurs d;,i =1...n

Une forét aléatoire génére un jeu d’arbres doublement perturbé car elle est construite
en générant :

— des sous-ensembles aléatoires de caractéristiques pour chaque arbre.
— des sous-ensembles aléatoires de données d’apprentissages pour chaque arbre (comme
dans la méthode Bagging).

Selon Breiman [58|, les Foréts aléatoires sont en général plus efficaces que les simples
arbres de décision.

De nombreux modéles de foréts aléatoires qui ont été créés correspondent & autant de
maniéres d’incorporer de l'aléatoire dans les arbres telles que :

— Tree Bagging |21] introduit de I’aléatoire dans I’échantillon initial sélectionnant
certains points plutét que d’autres et laisse grandir 'arbre jusqu’a ce que chaque nceud
comporte un unique élément.

— Random subspace |59| consiste a sélectionner a chaque nceud K variables de ma-
niére aléatoire et parmi celles-ci, a choisir celle qui minimise un certain critére.

— Random Forest-RI |58| consiste a mélanger le CART sans élagage, le Bagging et
le random subspace pour chaque arbre.

— Random Select Split |60| sélectionne les K meilleures séparations et en choisit
une parmi celles-ci de maniére aléatoire. La position de la coupure est également calculée
de maniére aléatoire.

Dans notre travail, nous nous intéressons aux F'oréts aléatoires de type Random Forest-
RI [58]. Selon Robin Genuer dans [52|, en pratique les Random Forests-RI améliorent les
performances du Bagging (voir la comparaison des méthodes sur des données de référence
dans Breiman (2001) [58]). L’explication heuristique de ces améliorations est due au fait

4. LA METHODE RAKEL (RANDOM K LABEL-SETS) 29



Chapitre 3 - Principe des approches multi-labels proposées

de rajouter ’aléatoire supplémentaire pour construire les arbres ce qui rend ces derniers
encore plus différents les uns des autres, sans pour autant dégrader de fagon significative
leurs performances individuelles et le prédicteur agrégé est alors meilleur. Dans la partie
qui suit nous allons expliqué en détail les notions fondamentales de ce type de Foréts
aléatoires ainsi que les avantages qu’il présente.

Algorithme des foréts aléatoires

La forét d’arbre de décision aléatoire est construite selon la procédure suivante [61] :

Algorithm 4 processus de construction des Foréts aléatoires

Entrée : Echantillon d’apprentissage :Z = (z1,v1) ... (@n, yn), x; décrit par p va-
riables explicatives, B : le nombre d’arbres formés dans la Foreét
pour b=1...B faire
Tirer un échantillon aléatoire z, avec remise parmi Z
Estimer un arbre sur z, avec randomisation des variables :
Pour la construction de chaque nceud de chaque arbre,tirer uniformément g
variables parmi p pour former la décision associée au nceud.
fin pour
Sortie : Foret aléatoire contenant B arbres

le shéma illustre le processus de RF introduit dans le pseudo code ({4))

Apprentisage CART

Apprentisage CART Apprentisage CART

Prédiction finale

FIGURE 3.7 — Schéma explicatif de I'algorithme férets aléatoires(Random Forest)

Paramétres de l’algorithme 1l existe deux principaux parameétres dans cette mé-
thode :

1. Le paramétre le plus important est le nombre de variables choisie aléatoirement a
chacun des nceuds des arbres. Il est nommé mitry [62]. Il peut varier de 1 a p (p :le
nombre de toutes les variables de la banque d’apprentissage) et posséde une valeur
par défaut /p : en classification.

2. Le deuxiéme paramétre est le nombre d’arbres de la forét, le choix le plus judicieux
de ce paramétre étant aprés plusieurs expérimentations.
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La prédiction finale par RF est obtenue grace & un opérateur de combinaison qui est le
vote majoritaire ot chaque arbre participe au vote de la classe la plus populaire pour une
donnée d’entrée x.

5 Conclusion

Dans ce chapitre nous avons présenté deux méthodes dédiées a la classification multi-
labels, ayant des principes différents puisqu’elles appartiennent aux deux familles de mé-
thodes d’adaptation et de transformation, il s’agit de RAKEL et MLknn.

Nous avons exposé le principe et les avantages de chacune ainsi que nos propositions
pour leurs optimisations et améliorations. Premiérement, par le développement d’une nou-
velle méthode qui est le Bagged M Lknn pour améliorer la méthode d’adaptation MLknn.
Deuxiémement, la mise en forme de RAKEL Random Forest, pour tester les perfor-
mances de la méthode RAKEL avec les Foréts aléatoires. Les détails de ces deux contribu-
tions seront présentés dans le chapitre suivant.
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Chapitre 4

Expérimentations et Résultats

1 Introduction

Dans les chapitres précédents, nous avons présenté briévement nos propositions afin
d’améliorer les performances de deux méthodes d’adaptation et de transformation respec-
tivement Mlknn et RAKEL, par la création d’'un Bagged Mlknn et RAKEL Random Forest.
Dans la derniére partie de ce travail, nous nous attelons aux expérimentations et interpré-
tations des résultats appliqués sur trois jeux de données multi-labels couramment utilisés
dans la littérature et qui sont : Yeast, Scene, et Genbase.

Le schéma ci dessous donne un bref apercu de ce que nous allons détailler par la
suite.

Contributions L
Cclassification Multi Labels)
v .2
Méthode de transformation Méthode d’adaptation
v v

Random k label-sets((RAKEL) K plus '::t::llisegv‘lllj(l::)s Multi-

v A4

Création d’une méthode
d’ensemble d’adaptation:Bagged

MLknn
Etude Comparative

FIGURE 4.1 — Plan de nos contributions dans ce projet de fin d’études

Tester les Forets aléatoires avec
RAKEL

(.
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2 Contributions

Tout au long de ce projet de fin d’études, 'objectif de notre travail était d’étudier les
algorithmes d’ensembles de classification pour les données multi-labels, en particulier com-
parer les 2 algorithmes MLknn et RAKEL appartenant aux deux familles d’adaptation et
de transformation respectivement. Les contributions que nous proposons dans cette partie
sont :

— L’application d’'un Bagged MLknn pour améliorer les performances de l'algorithme
d’adaptation MLknn individuel.

— L’utilisation des Foréts aléatoires comme méthode d’apprentissage pour la méthode
RAEKEL,.

— Amélioration des résultats de chaque méthode par remplacement du vote ordinaire
classique ” vote majoritaire ” par le vote pondéré.

2.1 Contribution 1 : (Bagged MLknn)

Initialement, le Bagging a été introduit avec comme regle de base, un arbre de décision.
Cependant, le schéma est trés général et peut étre appliqué a d’autres régles de bases : par
exemple, la régle du plus proche voisin.

Cette méthode du plus proche voisin "baggé" a été récemment étudiée par Biau &
Devroye (2010) dans 63|, dans un cadre de régression pour la classification mono-label.
Cet article établit la consistance de la méthode du plus proche voisin "baggé".

Cette étude illustre & merveille les bienfaits des méthodes d’ensembles : partant d’une
régle basique assez pauvre (la régle du plus proche voisin qui n’est pas consistante), le
Bagging la transforme en une régle aux trés bonnes propriétés asymptotiques (consistance
et vitesse optimale de convergence).

De plus, le Bagging présente beaucoup d’avantages |64] car il est :

— simple a mettre en place.

— s’adapte facilement a n’importe quelles méthodes d’apprentissage.

— permet de réduire 'impact du choix de ’ensemble d’apprentissage sur les résultats

de classification.

C’est pour ces raisons que dans cette contribution nous avons mis en oeuvre une ap-
proche Bagged MLknn. Selon [5], les résultats obtenus par application de cet algorithme
montre leur simplicité et leur facilité. De ce fait, I'utilisation de plusieurs MLknn simultané-
ment pour faire la prédiction de labels donne forcément une amélioration des performances
du classifieur individuel. De 14 est née I'idée d’utiliser un Bagged MLknn.

Le schéma [4.2] suivant présente le processus de création de Bagged MLknn :
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BDD Attributs Labels

individus

OooB1 OOB2

Apprentissage Apprentissage
MLKnn MLKnn

Shaci . e Vote majoritaire
Prédiction finale E Vote pomj:léré

FIGURE 4.2 — Processus de classification avec Bagged MLknn

2.2 Contribution 2 : (RAKEL avec RF)

Dans [14], les auteurs ont testé l'algorithme RAKEL en utilisant comme prédicteurs les
algorithmes comme : SVM, C4.5, Naive Bayes. La contribution de notre travail consiste a
remplacger ces 3 classifieurs par la méthode Random forest qui a montré son efficacité et
ses avantages.

Un des avantages des foréts aléatoires [52] est qu’elles sont trés performantes aussi bien
pour des problémes classiques (ot le nombre d’observations > nombre d’attributs) que
pour des problémes de grandes dimensions (ot le nombre d’observations <& nombre d’at-
tributs), elles sont donc trés utiles dans la classification multi-labels puisque généralement
les banques de données sont volumineuses.

La méthode Random forest permet d’améliorer la méthode RAKEL qui a le méme prin-
cipe que le Bagging puisqu’ elle utilise un ensemble de prédicteurs et la prédiction finale est
lagrégation de toutes les prédictions. Selon Brieman [58|, les Fooréts aléatoires améliorent
les performances du Bagging. L’explication heuristique de ces améliorations est dans le
fait de rajouter un aléa supplémentaire pour construire les arbres, ce qui rend ces derniers
encore plus différents les uns des autres; sans pour autant dégrader de fagon significative
leurs performances individuelles. Le prédicteur agrégé est alors meilleur.

La plupart des méthodes d’ensembles construisent une collection de prédicteurs qui
sont des versions perturbées d’une régle de base. La perturbation introduite doit alors réa-
liser un compromis entre deux situations :

— Une trop grande perturbation dégrade les prédicteurs individuels et le prédicteur
agrégé est alors mauvais.

— Une trop petite perturbation induit des prédicteurs individuels trop similaires entre
eux et le prédicteur agrégé n’apporte alors aucune amélioration.
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Les excellents résultats des Foréts aléatoires en pratique laissent penser qu’elles (avec

le paramétre mtry bien choisi) réalisent un bon compromis, en injectant la "bonne dose”
d’aléatoire.

Les schémas et ci-dessous expliquent le principe de RAKEL avec les Foréts

aléatoires pour deux arbres :

Etape 1 : génération de k label-sets aléatoirement sans remise.

FIGURE 4.3 — Schéma explicatif de I'algorithme RAKEL avec RF (Etape 1)

BDD Labels
T T ~ |Génération de k
// \\ label-sets
/ \ | laléatoirement sans
/ remise
Label-set 1 Label-set 2

Etape2 : Bagging selon les labels-sets généré dans I'étape 1.

00B1

Labels

selon le
label-sets1

FIGURE 4.4 — Schéma explicatif de I'algorithme RAKEL avec RF (Etape 2)

2. CONTRIBUTIONS

BDD
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individus

BAG 1:
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Apprentissage
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Prédiction finale

BAG 2:
Les individus avec
labels selon label-
set 2(voir étape 1)
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Apprentissage
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e Vote majoritaire
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3 Banques de données

Dans la littérature, il existe plusieurs banques de données multi-labels pour ’évaluation
des algorithmes de classification dans ce domaine. Dans ce travail et afin d’évaluer les
performances des approches proposées, nous avons choisi trois banques de données du
dépot Mulan |65] : Yeast, Scene, et Genbase pour comparer les résultats du Bagged MLknn
et RAKEL Random Forest avec MLknn [5| et RAKEL |14] respectivement. Le choix de ces
trois banques de données a été fait selon le nombre de labels contenu dans chacune d’elles :
Scene avec seulement 6 labels, la banque Yeast avec un nombre moyen de labels égale & 14
et la banque Genbase est la plus grande contenant 27 labels. De ce fait nous avons voulu
voir et tester le comportement de nos approches sur des banques de données qui différent
dans le nombre de labels.

3.1 La banque de données Yeast

Le jeu Yeast |10] contient des données concernant les analyses fonctionnelles des génes
chez la levure Saccharomyces cerevisiae. La banque d’apprentissage contient 2417 génes
décrits par 103 attributs et regroupés en 14 classes, le nombre moyen de chaque label pour
chaque géne est de 4.25. Cette banque constitue un outil d’évaluation trés important qui
a été étudié dans la littérature [66467].

3.2 La banque de données Scene

Les données Scene |68|, contiennent six catégories de scénes naturelles : Lever/coucher
du soleil, Plage/désert, Mer/Paysages maritimes, Montagnes, Verdure/Forét et Ville. Cette
banque de données contient 2407 images ot chaque image est décrite par 294 attributs, le
nombre de labels pour ce jeu de données est égale a 6.

3.3 La banque de données Genbase

Le jeu de données Genbase [69] comporte des données biologiques qui présentent des
analyses fonctionnelles de génes ol chaque instance est une protéine et les labels repré-
sentent les classes de chaque instance. Cette banque de données contient 662 exemples
avec 27 labels, et caractérisé par 1185 attributs sans compter la premiére colonne qui a
été supprimée de la banque car elle présente l'identificateur de chaque géne qui est inutile
pour la classification.

3.4 A quel point la banque de données est-elle multi-labels ?

C’est une question qui doit étre prise en considération dans le domaine de la classifica-
tion multi-labels, car dans certaines applications le nombre de labels pour chaque exemple
est petit par rapport au nombre total de labels L et dans d’autres banques il est trés grand
et cela influe sur les performances des méthodes de classification |7].

Pour bien étudier le contenu de la banque de données, des mesures statistiques sont
proposées dans la littérature :’Label Cardinality’, Label Density et label-sets Distinct, Di-
versity et qui sont définies comme suit :

Soit D I'ensemble de données multi-labels contenant | D | exemples d’apprentissages

tel que :(2;,Y;),i=1---|D|etj=1---| L |
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Cardinalité des labels :  Label cardinality (LC |7]) de D est utilisé pour quantifier le
nombre moyen de labels qui caractérise chaque exemple des données multi-labels lors de
I’apprentissage dans D.

Label-Cardinality=-2 "7, | Y; |
Densité des labels :  Label Density (LD |7]) de D prend en considération le nombre
de labels du domaine, c’est le nombre moyen de labels qui caractérise les exemples des

données multi-labels lors de 'apprentissage dans D divisé par le nombre de labels de toute
la banque L.

=

Label—Density:L Z:il ‘Ll

m

Diversité : C’est le nombre total de labels dans la banque.

Deux ensembles de données avec un méme «Label Cardinality» mais avec une grande
différence du «Label Density» cause un comportement différent du modeéle d’apprentissage
multi-labels.

Nombre de labels-sets différents dans la banque : Label-sets distinct |7], cal-
cule le nombre de combinaisons possibles de labels dans le jeu de données, c’est aussi un
critére trés important surtout pour certains algorithmes de transformation qui opérent
sur des label-sets. Et donc ¢a influe sur les performances de I'algorithme de classification,

citons par exemple 'algorithme appartenant a la famille de transformation : Random k
label-sets(RAKEL).

Le tableau ci-dessous présente les statistiques [65] des 3 banques de données utilisées
dans ce travail, a savoir : Yeast, Scene, Genbase

BDD Exemples ,A.ttrlbuts : Labels LD LC Distinct
Numérique Discret
Yeast 2417 103 0 14 0.30 4.23 198
Scene 2407 294 0 6 0.17 1.07 15
Genbase 662 0 1185 27 0.05 1.25 32

TABLE 4.1 — Quelques statistques sur les banques de données

D’apreés les statistiques dans le tableau 4.1| , nous constatons que la banque Yeast
est plus dense (LD=0.30) que les banques Genbase(0.05) et Scene(0.17) et méme plus
diverse avec 4 labels pour chaque exemple en moyenne contrairement aux banques Scene
et Genbase qui ont en moyenne 1.5 label pour chaque exemple.

4 Mesures d’évaluations

L’évaluation d’un systéme d’apprentissage multi-labels se différencie de celle d’'un sys-
téme d’apprentissage mono-label, pour cela plusieurs critéres existent. La figure résume
les différentes mesures utilisées dans la littérature [8].
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Mesures d’évaluation :

T

Bipartition Ranking

T

Label based

Exemple based

FIGURE 4.5 — Mesures d’évaluation pour les données multi-labels

Dans ce travail, nous nous intéressons en particulier & la famille Bipartitions based
puisque nous sommes dans le cadre de la classification. Dans cette famille de mesures
d’évaluations, nous distinguons 2 groupes :

Exemple based

Les mesures d’évaluation sont calculées en considérant les exemples d’apprentissages,
ces mesures calculent les performances obtenues pour chaque exemple avec tous les labels
et a la fin une moyenne de tous les résultats est calculée (Figure |4.6)).

Indrvids Labels prédits Incidus Labels désires
[labels [labels
Resultat 1
Resultat 2
indivi indivi Resultat 3

Resultat finale = moyenne(resultat 1,...,resultat n)

FIGURE 4.6 — schéma explicatif du principe d’évaluation ‘Exemple based’

Label based

Calcule les performances obtenues pour chaque label séparément avec tous les exemples
et fait une moyenne des résultats retrouvés pour tous les labels (Figure .
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Individus / Labels prédits
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FIGURE 4.7 — schéma explicatif du principe d’évaluation ‘Label based’

Selon Min-Ling Zhang , le choix de la famille de mesures d’évaluation se fait en consi-
dérant le but de 'apprentissage, il est préférable d’utiliser Label based dans les domaines
d’applications tels que : la recherche d’information, et Ezample based pour le domaine de
la classification.

Dans ce travail, puisque nous nous intéressons au domaine de la classification multi-
labels, nous avons choisis 4 mesures appartenant au 1¢ groupe et qui sont : Accuracy,
Fmesure, Subset Accuracy et Hamming Loss.

Etant donné un ensemble de test S= (z1,Y1), ..., (xa, Yar) et un classifieur H. Soient
Y; = H(z;) I'ensemble de labels prédits pour x; et Y; le vrai ensemble de labels associés a
x;. Nous donnons ci-dessous les définitions de quelques métriques d’évaluation utilisées :

4.1 Accuracy

Cette métrique mesure le degré de similarité entre I’ensemble de classes prédit et ’en-
semble de labels désiré [16].

1 M Y0
ACCUI‘&CY—M Zi:l m

4.2 Mesure F

La mesure F correspond a une moyenne harmonique de deux autres métriques : la
précision et le rappel [16].

M 2Y;nYj|
=1 |y;|+]Yi

1
mesure F=47 3"

4. MESURES D’EVALUATIONS 39



Chapitre 4 - Expérimentations et Résultats

4.3 Subset Accuracy

est une mesure trés stricte qui considére la classification correcte si tous les labels
prédits par le classifieur sont corrects [§].

Subset Accuracy=; M (Y =] Y5)

4.4 Mesure du Cout de Hamming

Cette métrique évalue combien de fois une paire exemple-classe est mal classée, plus
cette métrique est faible plus les résultats sont bons. Les performances sont dites parfaites
lorsque la valeur est nulle [16].

~ . M %
Codait du Hamming =47 >i2, (| ¥; |A] Y; |)
ou A est la différence symétrique entre les deux ensembles(les vrais labels et les labels
prédits ).

5 Résultats et Discussions

5.1 Les k plus proches voisins multi-labels mono classifieur
(MLknn simple)

Dans cette partie, nous évaluons l'algorithme MLknn |5] sur les trois banques : Gen-
base, Scene et Yeast en appliquant 10 validations croisées. Nous varions le nombre de &
plus proches voisins k=4, 6, 8, 10 et 12 en gardant la méme valeur par défaut du paramétre
smoothing = 1. Les résultats réalisés sont calculés par les mesures d’évaluations : Accuracy,
Subset Accuracy, Fmesure, Hamming Loss.

De la variation des différents k, nous remarquons que ce paramétre 'k’ n’influe pas
de maniére significative sur les performances de 'algorithme MLknn. Cette constatation
réaffirme les résultats de Zhang & Zhou dans leurs article [5], pour cela nous présentons
dans le tableau pour chaque banque, les résultats obtenus avec une seule valeur de
k = 4 (les valeurs aprés +désignent des valeurs de variances).

Genbase Yeast Scene
Accuracy 4, 8+£0.1502 | 30, 2 £0, 4271 | 17, 87£0, 2706
Subset Accuracy 0 0 0
Fmesure 9, 16 +0.5003 | 46, 38 £0.5958 | 30, 32 +0, 5612
Hamming Loss | 95 +1, 50E-05 | 70 £4, 27E-05 | 82 +2, 71E-05

TABLE 4.2 — Résultats obtenus par MLknn sur les trois banques de données

Nous constatons du tableau[d.2] que les résultats sont de faibles performances, la mesure
Subset Accuracy est égale a zéro pour toutes les banques. Cette mesure est la mesure la
plus stricte car elle s’incrémente "si et seulement si tous les labels pour une instance sont
bien classés", les valeurs égales & zéro de cette mesure peuvent s’expliquer par le fait que
le voisinage d’une instance donnée déterminé par cet algorithme n’est pas le plus approprié.

La méme remarque pour les valeurs de la mesure Accuracy et Fmesure qui réalisent
des résultats médiocres puisqu’ils ne dépassent méme pas 50% de bonne reconnaissance,
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ceci est plus constaté pour la banque Genbase qui a de trés faibles valeurs de la mesure
Accuracy et Fmesure.

Pour la mesure Hamming Loss nous remarquons que les valeurs sont trés élevées ce qui
indique une grande perte d’information.

Afin d’améliorer ces performances, nous avons mis en ceuvre une nouvelle approche
appelée Bagged MLknn, qui utilise plusieurs classifieurs de type MLknn. Chacun fait la
prédiction de labels pour un exemple séparément et la prédiction finale consiste a combiner
les résultats de tous les classifieurs selon une stratégie : par vote majoritaire ou pondéré.

5.2 Ensemble de k plus proches voisins en classification multi-
labels (Bagged MLknn)

Application avec la banque Genbase

Les résultats d’application du classifieur Bagged MLknn sur la banque Genbase sont
représentés dans la figure [£.3] et [£:4] Notons que la mesure Hamming Loss est égale a zéro
méme en augmentant le nombre de classifieurs (MLknn).

La mesure Accuracy Majoritaire et Ponderé pourla banque . L
genbase Les mesures Fmesure, Subset Accuracy Majoritaire et Pondéré

99,72 pour la banque genbase
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Figure 4.3 — Résultats de la mesure Ac- Figure 4.4 — Résultats des mesures Fme-
curacy Majoritaire et Pondéré pour la  sure et Subset Accuracy Majoritaire et
banque Genbase Pondéré pour la banque Genbase

En comparant les résultats de la premiére partie (MLknn simple) pour la banque Gen-
base avec ces résultats obtenus en utilisant Bagged MLknn, nous constatons une grande
amélioration. La mesure Accuracy dans la premiére partie était de 4.8% seulement alors
que dans cette partie nous avons atteint les 99.64 % en utilisant 100 arbres (voir la figure
4.3|) par vote majoritaire. Notre proposition d’utilisation du vote pondéré a la place du vote
majoritaire a donné de bons résultats puisque nous observons clairement cette amélioration
dans la méme figure, la méme remarque a été notée pour les mesures Fmesure et Subset
accuracy ou le vote pondéré améliore grandement les performances avec le vote majoritaire.

Dans la figure [£.4] nous apprécions les résultats obtenus pour les 2 mesures Fmesure
etSubset Accuracy, dont les résultats dans la premiére partie étaient trés faibles et méme
égales a zéro pour la mesure Subset Accuracy. Cependant, grace & Bagged MLknn nous
avons pu atteindre pour cette mesure un taux de 93% par I'agrégation pondérée ce qui in-
dique que 93% des exemples de la banque ont été simultanément bien classés par rapport
a tous les labels ce qui est trés intéressant.
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Concernant la mesure Hamming Loss nous remarquons une large amélioration. Les
valeurs par application de MLknn simple étaient trés élevées cela implique une grande
perte d’information, alors que par application de Bagged MLknn les mesures de Hamming
Loss étaient égales & zéro et c’est le cas idéale pour une telle mesure.

Application avec la banque Yeast

La figure [4.5 représente les résultats obtenus pour la mesure Accuracy et Fmesure sur
la banque Yeast, et la figure représente les résultats obtenus pour Hamming Loss et
Subset Accuracy.

Les mesures Accuracy et Fmesure Majoritaire et Pondéré pour la

Les mesures Subset Accuracy,Hamming loss Majoritaire et
banque Yeast

Pondéré pour la banque Yeast
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Figure 4.5 — Résultats des mesures Accu- Figure 4.6 — Résultats des mesures Ham-
racy et Fmesure Majoritaire et Pondéré  ming Loss et Subset Accuracy Majoritaire
pour la banque Yeast et Pondéré pour la banque Yeast

Nous remarquons une amélioration pour toutes les mesures par rapport aux résultats
obtenus avec MLknn simple (tableau . Dans la figure nous observons clairement
que le taux de la mesure Accuracy qui était avant de 30% (voir tableau a augmenté
considérablement jusqu’ & 80% en utilisant le vote pondéré, méme chose pour Fmesure qui
est passé de 46% a environ 65% ce qui indique un bon compromis entre les deux mesures
de précision et de rappel.

Concernant les deux mesures Subset Accuracy et Hamming Loss notons également une
grande amélioration. Pour la mesure Subset Accuracy passant d’une valeur égale & zéro a
un taux de 19% par le vote pondéré, ceci nous confirme que les capacités du classifieur
MLknn ont été améliorées par la création du Multi classifieurs MLknn (Bagged MLknn).
Quant a la mesure Hamming Loss nous remarquons qu’il y’a une diminution de 70% (voir
tableafd.2) )a 19% (par vote pondéré) chose qui est trés importante puisque des valeurs
faibles de Hamming Loss indiquent une bonne classification et le nombre de paires de labels
mal classés est réduit.

Nous distinguons également que dans tous les cas de mesures, la statégie de vote que nous
avons proposé (vote pondéré) donne de meilleurs résultats et améliore ceux réalisés par le
vote majoritaire.

Application avec la banque Scene

Finalement, nous discuttons les résultats pour la banque Scene. La figure [4.7] et la
figure [4.8 représentent les taux obtenus par rapport a toutes les mesures d’évaluations.

5. RESULTATS ET DISCUSSIONS 42



Chapitre 4 - Expérimentations et Résultats

La mesure Accuracy Majoritaire et Pondéré pourla banque Les mesures Fmesure, Hamming loss et Subset Accuracy pour la banque Scene
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Figure 4.7 — Résultats des mesures Ac- Figure 4.8 — Résultats des mesures Ham-

curacy Majoritaire et Pondéré pour la  ming Loss, Subset Accuracy et Fmesure

banque Scene Majoritaire et Pondéré pour la banque
Scene

Dans la figure [I.7] la courbe qui représente la mesure Accuracy par vote pondéré est
nettement plus représentative et plus lisse que celle du vote majoritaire. Le taux d’ Accuracy
réalisé grace a la méthode Bagged MLknn proposée améliore les résultats de MLknn (voir
tableau en passant de 17 % a 88 % de bonne reonnaissance.

Il est clairement constaté dans la figure [4.8] une large élévation des valeurs de Subset
Accuracy qui a atteint grace a la méthode Bagged MLknn les 46% aprés qu’elles étaient
des valeurs égales a zero en utilisant MLknn simple (voir tableau . Meéme chose pour
les deux mesures :Fmesure(en passant de 30% a 45%) et pour le Hamming Lossmnous
remarquons une baisse trés représentative de 82% a 12% ce qui implique une faible perte
d’information (voir tableau [4.2)).

Discussions

D’apreés les résultats présentés sur les trois banques, nous pouvons apprécier l'effica-
cité de 'algorithme proposé qui représente une amélioration de la méthode d’adaptation
MLknn.

Ces performances s’expliquent par le fait d’utiliser une méthode d’ensemble ( Bagged MLknn)
qui garantie deux notions importantes :

— La précision : les prédictions obtenues sont trés précises puisque on combine la ré-

ponse de plusieurs prédicteurs (méme individuelement faible (puisque nous avons déja
vu qu'un mono classifieur MLknn est non efficace).

— L’efficacité : un probléme complexe peut étre décomposé en de multiples sous pro-
blémes plus simples & résoudre (approche diviser pour Régner)

5.3 La méthode RAKEL RF (Random k label-set Random fo-
rest)

Dans cette partie, nous présentons les résultats d’évaluation de ’algorithme de trans-
formation RAKEL Random Forest avec vote majoritaire et pondéré pour les trois banques
de données : Yeast, Genbase et Scene en utilisant 10 validations croisées. Nous avons varié
le nombre d’arbres dans la foret(M) ainsi que le nombre de k label-sets selon le nombre de
labels total dans chaque banque, sachant que les banques dont nous disposons contiennent
un nombre de labels : Grand pour la banque Genbase, Moyen pour la banque Yeast et
Petit pour la banque Scene.
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Finalement, nous évaluons ces résultats en utilisant les mémes mesures d’évaluation
que la partie Mlknn : Accuracy, Subset Accuracy, Fmesure et Hamming Loss.

Résultats avec la banque Yeast

Accuracy Majoritaire et Pondéré pour différentes valeurs de k pour la banque Yeast

Subset Accuracy Majoritaire et Pondéré Pour differentes valeurs de k pour la
banque Yeast
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Figure 4.9 — Résultats des mesures Ac- Figure 4.10 — Résultats de Subset Ac-
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Figure 4.11 — Résultats de Fmesure obte-  Figure 4.12 — Résultats de Hamming Loss
nus par RAKEL RF pour la banque Yeast obtenus par RAKEL RF pour la banque
Yeast

Discussions et Interprétations

La figure (4.9) représente le taux d’Accuracy pour la banque Yeast en variant le nombre
de k label-sets. L’utilisation de la méthode d’ensembles Random Forest comme classifieur
de base pour RAKEL a donné des résultats satisfaisants, le meilleur taux de classification
obtenu est d’environ 80% mnous remarquons dans la figure que ce taux est atteint pour
différentes valeurs de k labels-sets mais difféeremment. Dans le cas de k=12 et k=9 ce taux
est obtenu en utilisant un nombre d’arbres réduits de 6M /5 et 7M /5 respectivement.

Comme premiére observation, plus le nombre de k label-sets augmente et s’approche
du nombre réel de labels qui est égal & 14 pour la banque Yeast plus le taux de classifica-
tion augmente. Ce taux peut étre également atteint avec utilisation d’un nombre plus faible
de k label-sets mais dans ce cas de figure I'utilisation d’un grand nombre d’arbres est requis.

De ce fait, nous pouvons conclure que le nombre d’arbres peut rattraper la précision
perdue en utilisant un nombre de k label-sets minimal. Un autre cas qui affirme cette
constatation est le fait d’utiliser un nombre de k label-sets trés petit k=3, pour avoir un
bon taux de classification nous avons varié le nombre d’arbres de M /5 jusqu’au 120 et c’est
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I'un des avantages des méthodes d’ensembles puisque nous combinons la réponse de plu-
sieurs prédicteurs (méme faiblement efficaces), les prédictions obtenues sont trés précises.

En comparant les résultats obtenus par vote pondéré et majoritaire, nous pouvons ap-
précier une nette amélioration des résultats par vote pondéré, mais seulement dans le cas
d’un nombre minimal de k label-sets et avec utilisation d’un nombre faible d’arbres dans
la Forét aléatoire. Dans le cas des valeurs petites de k label-sets et de nombres d’arbres,
les prédicteurs ne donnent pas de meilleurs résultats. Il en ressort donc logiquement que
combiner les prédictions de chaque arbre en utilisant le vote majoritaire- ot chaque arbre
participe au vote de la classe la plus populaire ne donne pas de bons résultats.

Par contre, dans le cas du vote pondéré méme avec utilisation d’un nombre réduit de
k label-sets et de nombre d’arbres, la combinaison des prédictions qui sont pondérées par
les performances locales de chaque arbre permet d’avoir un classifieur trés performant.

Pour des valeurs de k labels-sets élevées, le vote majoritaire donne presque les mémes
résultats que le vote pondéré. Car pour un grand nombre de labels dans chaque labels-sets
les classiffieurs deviennent trés puissants méme en utilisant un nombre réduit d’arbres
dans la Forét. De ce fait, combiner leurs prédictions par vote majoritaire donne de bons
résultats équivalents & ceux du vote pondéré.

Dans les figures (4.10] , nous confirmons les remarques citées ci-dessus concer-
nant la relation entre le nombre de k label-sets et le nombre d’arbres. Puisque nous ob-

servons la méme chose pour les mesures :Subset Accuracy, Fmesure et Hamming Loss, si
le nombre de k label-sets est réduit, nous devons alors utiliser un grand nombre d’arbres
pour avoir de bonnes performances. Dans le cas contraire, un nombre réduit d’arbres est
suffisant pour atteindre une bonne reconnaissance.

Pour choisir entre ces 2 alternatives, nous pouvons évoquer le temps de calculs né-

. s e s , )
cessaires pour chacune. L’utilisation d’un grand nombre de k label-sets avec peu d’arbres
nécessite un temps réduit d’apprentissage et de test, contrairement au deuxiéme cas, ot
I'utilisation d’un nombre élevé d’arbres pour rattrapper la précision perdue a cause de
I'utilisation d’un nombre faible de k& labels-sets nécessite un temps de calculs considérable.

Résultats avec la banque Scene

Les résultats d’évaluation de la méthode RAKEL RF sur le jeu de données Scene sont
présentés dans les figures ci-dessous. Nous utilisons des valeurs de k label-sets égales a :3,
4, 5. Ce choix a été fait en respectant le nombre de labels dans la banque qui est de 6
labels.
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nus par RAKEL RF pour la banque Scene  obtenus par RAKEL RF pour la banque
Scene

Discussions et Interprétations

Dans la figure nous remarquons que le meilleur taux de classification obtenu est
de 88% avec une stabilisation de cette valeur a partir d’'un nombre d’arbres égal & 40. Pour
cette banque, les différentes valeurs de k donnent presque les mémes performances et cela
peut étre expliqué par le fait que les trois valeurs de k label-sets sont proches (k=3, 4, 5)
et méme trés proches du nombre total de labels dans cette banque.

Concernant la mesure Subset Accuracy (voir figure , nous pouvons observer que
pour des valeurs élevées de k label-sets avec un nombre réduit d’arbres, nous obtenons de
meilleurs résultats. En augmentant ce nombre nous obtenons une certaine stabilité de cette
mesure d’évaluation, une valeur de 40% de cette mesure indique que le classifieur RAKEL
RF est performant, puisque cela signifie que 40% des exemples ont été bien classés par
rapport a tous les labels simultanément.

Dans les figures , nous confirmons les remarques précédentes sur I'impact
de la variation du nombre de k label-sets sur les performances de classifieur. Puisque nous
obtenons presque les mémes résultats de Fmesure (dans la figure ) pour les différentes
valeurs de k méme en augmentant le nombre d’arbres. Ces résultats sont trés interessants,
car la convergence de toutes les courbes vers une méme valeur de 54% de Fmesure indique
que le classifieur est relativement précis, puisque cette mesure c’est une moyenne harmo-
nique entre la précision et le rappel.

Dans le cadre applicatif de la banque Scene, les 2 stratégies de votes testées (vote ma-
joritaire et pondéré) donnent presque les mémes résultats ce qui confirme efficacité des
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classifieurs individuels, vue que la combinaison de leurs réponses nous a permis d’obtenir
de bons résultats soit par vote majoritaire ou pondéré.

Finalement, pour la mesure Hamming Loss (voir la figure |4.15]) il y a une convergence
de toutes les courbes vers une valeur minimale de 12%, ce qui indique d’une part que le
classifieur est stable et d’autre part une faible perte d’information.

Résultats avec la banque Genbase

Dans cette derniére partie nous présentons les résultats obtenus par application de
I’algorithme d’ensembles de transformation RAKEL RF sur la banque de données Genbase.

Les figures suivantes illustrent ces résultats :

Accuracy Majoritaire et Pondéré pour différentes valeurs de k
pour la banque genbase
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Figure 4.17 — Résultats de la mesure Ac-
curacy obtenus par RAKEL RF pour la
banque Genbase

Fmesure Majoritaire et Pondéré pour toutes les valeurs de k pour la
banque genbase
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Figure 4.19 — Résultats de Fmesure obte-
nus par RAKEL RF pour la banque Gen-
base

Subset Accuracy Majoritaire et Pondéré pour les différentes
valeurs de k pour la banque genbase
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Figure 4.18 — Résultats de Subset Ac-
curacy obtenus par RAKEL RF pour la
banque Genbase

Hamming Loss Majoritaire et Pondéré pour différentes valeurs de k pour la
base genbase
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Figure 4.20 — Résultats de Hamming Loss
obtenus par RAKFEL RF pour la banque
Genbase

La figure [4.17) représente les taux de classification obtenus en variant le nombre de k
label-sets ainsi que le nombre d’arbres.

Nous observons que les valeurs de la mesure Accuracy tournent autour des 95% de
bonne classification et cela pour toutes les valeurs de k label-sets avec les deux stratégies
de votes, cela signifie que le classifieur est performant et stable. Nous remarquons aussi qu’
avec la valeur la plus élevée de k label-sets(k=12) et a partir d’'un nombre d’arbres=5M/5,
le classifieur commence a se stabiliser. Alors que pour les autres valeurs de k, la stabilité
est atteinte en utilisant un nombre élevé d’arbres. La méme conclusion obtenue avec les
autres banques de données est émise encore une fois.
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En résumé, pour avoir de bonnes performances, on doit toujours garder un compromis
entre le nombre d’arbres et le nombre de k label-sets, car c’est vrai que I’augmentation du
nombre d’arbres améliore les performances du classifieur méme dans le cas d’utilisation
d’un nombre faible de k. Mais, trouver une valeur de k£ permettant d’avoir un classifieur
performant avec peu d’arbres est vraiment trés intéressant, puisque ¢a nécessite un temps
de calcul minimal.

Pour les mesures Subset Accuracy et Fmesure(voir les figures (4.18) [4.19)), les meilleurs
résultats sont obtenus en utilisant une valeur faible de k label-sets (k=3), mais en aug-
mentant cette valeur les taux obtenus régressent et tendent vers une valeur nulle.

Cette régression des performances de 'algorithme Rakel RF peut étre expliqué par le
fait que nous utilisons d’une part les Foréts aléatoires(RF') qui sont doublement pertur-
bées et d’autre part, la méthode RAKEL qui utilise elle méme de I’aléa dans la phase de la
création de k label-sets.

Dans RF nous utilisons de I’aléatoire dans la phase du Bagging(voir chapitre3) ainsi
que dans la phase de la création des arbres dans la Forét par le choix aléatoire de variables
(le parametre mtry [58]).

La banque de données Genbase qui est & notre disposition contient un grand nombre
de variables (égale & 1185 (voir le tableau [4.1))). Dans 'algorithme RF la valeur mtry est
obtenue en calculant la racine du nombre de variables dans la banque de données [5§].

Pour la banque Genbase, cette valeur est trés élevée impliquant une injection d’une
grande perturbation, ce qui cause une dégradation des performances des prédicteurs in-
dividuels et le prédicteur agrégé est alors mauvais. Ceci explique les résultats médiocres
par 'application en plus d’une valeur élevée de k label-sets (c’est a dire une autre forte
perturbation).

Dans la figure nous constatons que les résultats par rapport a la mesure Hamming
Loss sont compétitifs, puisque nous avons obtenu pour presque toutes les différentes valeurs
de k des valeurs minimales ce qui indique que le nombre de paires exemples-labels mal
classées est faible.

5.4 Bagged MLknn Vs. RAKEL RF

Dans cette partie nous élaborons une comparaison entre nos deux contributions pré-
sentées dans ce chapitre qui sont Bagged MLknn et RAKEL RF.

En comparant les résultats obtenus par l'application de ces deux méthodes sur les
mémes banques de données : Yeast, Scene et Genbase, nous notons qu’ils sont trés proches
et trés compétitifs mais 'algorithme d’ensemble d’adaptation Bagged MLknn est moins
complexe que RAKEL RF vu qu’ il utilise I’aléatoire seulement dans la phase du Boots-
trapping. Alors que dans le 2éme algorithme nous combinons la méthode RF qui est déja
doublement perturbée puisqu’elle utilise de ’aléatoire dans la phase du Bagging et dans le
choix de variables qui interviennent dans le modéle, avec la méthode RAKFEL qui utilise a
son tour de l'aléatoire dans le choix de k label-sets.

Cette complexité pose un probléme seulement pour les banques volumineuses avec un grand
nombre de variables, mais un bon choix de paramétres de cet algorithme permet de tirer
profit de ses avantages.
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Cette étude nous a permis d’aboutir aux conclusions suivantes sur les propriétés de
chaque approche :

Pour Bagged MLknn

— La variation du nombre de k plus proches voisins n’influe pas de maniére significative
sur les performances du classifieur et donne presque les mémes résultats pour différentes
valeurs de k.

— L’utilisation des méthodes d’ensembles par la création d’'un Bagged MLknn a donné
des résultats compétitifs & ceux obtenus par k plus proches voisins multi-labels simple( MLknn
simple [5]).

— Les résultats obtenus en appliquant le vote pondéré améliore ceux obtenus par vote
majoritaire.

— La méthode Bagged MLknn garantit deux notions importantes la précision et 1’ef-
ficacité grace a l'utilisation des méthodes d’ensembles.

Pour RAKEL RF

— Pour avoir de bons résultats il faut toujours garder un compromis entre le nombre
d’arbres et le nombre de k label-sets.

— Pour les banques volumineuses avec un nombre élevé de variables telle que Genbase,
il vaut mieux utiliser de faibles valeurs de k label-sets avec un nombre approprié d’arbres.

— Le paramétre Distinct (voir tableau joue un role majeur dans cet algorithme,
il représente le nombre de label-sets différents dans la banque et il intervient beau-
coup plus dans le calcul de la mesure Subset Accuracy. En effet, un nombre faible de
ce paramétre (comme dans la banque Scene et Genbase) implique que nous avons suffi-
samment d’exemples d’apprentissages pour pouvoir prédire les différentes combinaisons
de labels (Subset Accruacy élevé) mais dans le cas contraire nous aurons un nombre
faible d’exemples d’apprentissages pour chaque combinaison de labels. En conséquence,
la prédiction sera faible (comme par exemple dans le cas de Yeast, les valeurs de Subset
Accuracy sont faibles car cette banque posséde un nombre élevé de Distinct).

6 Conclusion

Dans ce chapitre nous avons présenté les résultats d’expérimentations de deux nouveaux
algorithmes : Bagged MLknn et RAKEL RF, appliqués sur des données d’évaluation cou-
ramment utilisées dans la littérature et évalués grace aux différentes mesures d’évaluation
qui sont :Accuracy, Subset Accuracy, Fmesure et Hamming Loss.

Les résultats obtenus indiquent une trés bonne performance des deux méthodes. Nous
avons également élaboré une étude comparative entre ces deux approches, en mettant
I’accent sur les paramétres qu’il faut prendre en considération et I'impact de la nature de
données utilisées sur le comportement des deux algorithmes Bagged MLknn et RAKEL RF.
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Conclusion générale & perspectives

Nous nous sommes intéressés dans ce projet de fin d’études au domaine de la classifica-
tion multi-labels, afin de tirer profit de ses avantages et d’appliquer les algorithmes existants
pour résoudre la problématique de poly pathologies chez les patients. Cette problématique
est affirmée par les praticiens, vu que sur le terrain les patients peuvent étre atteints de
plusieurs pathologies simultanément.

Sur la base de cette problématique, 'idée est née de réaliser un systéme d’aide au
diagnostic médical qui permet de faciliter cette démarche de diagnostic. Le domaine de la
classification multi-labels est le mieux placé pour traiter la faisabilité de cette proposition.

Afin d’atteindre cet objectif, nous avons tout d’abord étudié les approches et les notions
fondamentales de ce domaine, ainsi que ’état de I’art et les différentes approches proposées
pour solutionner ce probléme. Cela nous a permis de détecter les difficultés potentielles et
les voies de développement prometteuses de ce domaine.

Dans la littérature, nous distinguons deux principales familles de méthodes pour ré-
soudre le probléme de la classification multi-labels ,les méthodes d’adaptation et les mé-
thodes de transformation. Dans ce travail nous avons étudié deux algorithmes trés intéres-
sants appelés : MLknn (Multi Label k nearest neighbours) et RALEL (Random k label-sets)
qui appartiennent respectivement a ces deux familles. Nous avons également proposé deux
nouvelles approches, 'une basée sur les méthodes d’ensembles appelées Bagged MLknn,
Pautre est 'application de la méthode RAKEL avec les Foréts aléatoires. Les résultats
obtenus par les deux contributions sont trés prometteurs.

Ce travail de fin d’études, nous ouvre plusieurs portes et pistes pour la continuité de
ce travail. De ce fait, plusieurs aspects sont a prendre en considération :

— Un premier point qu’ il serait intéressant de traiter, est ’étude en détail de la pro-
blématique de la classification multi-labels dans le domaine médical, et 'analyse de cette
problématique avec des experts du domaine afin de se repérer dans ce vaste domaine,
et donc tester les algorithmes les plus appropriés parmi une panoplie de méthodes exis-
tantes.

— En parcourant I’état de I’art, nous avons compris 'intéret de deux notions impor-
tantes : L’exploitation de dépendances entre les labels et 'impact de la sélection de
variables dans ce domaine.

Récemment, la problématique d’exploitation de dépendances localement a été proposé
dans [43] par Huang & Zhou, nous nous sommes intéressés a cette vision puisque chaque
patient est caractérisé par une relation différente de dépendance entre les labels (pa-
thologies), cette relation de corrélation différe d’un sujet & un autre donc exploiter les
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dépendances localement est trés bénéfique.

— Dans le passé récent, la majorité de méthodes dédiées & cette tdche ont traité ce
probléme globalement, c’est-a-dire en considérant pour toutes les instances d’appren-
tissages la méme relation de corrélation entre les labels alors que ce n’est pas toujours
vrai car dans les applications réelles chaque instance est caractérisée par une relation de
dépendance différente.

— Une sélection de variables étant a envisager, car dans le processus du test, pour
déterminer les labels d’une instance, les approches de classification multi-labels proposées
dans la littérature se basent sur un méme ensemble de variables pour tous les labels.
Mais cette stratégie peut échouer dans le cas d’un grand nombre de labels qui nécessite
chacun un ensemble de variables spécifiques. Sur la base de cette réflexion, Min-Ling
Zhang propose dans [45], une approche qui s’appuie sur les caractéristiques spécifiques
du label.
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Annexe : Interface Graphique

L’application réalisé permet de tester les algorithmes proposés dans notre Projet de fin
d’études de Master IBM. Il s’agit des deux algorithmes appelé : Bagged MLknn et Rakel
Random Forest.

— Bagged MLknn est une méthode d’ensemble d’adaptation.

— Rakel RF est une méthode d’ensemble de transformation qui utilise un type de

transformation du probléme multi-labels en un probléme multi-classes.

Application | Quitter ~

Commencer I

Information sur I'application |

Universté Abou Bekr Belkaid Tlemcen
Faculté de Technoclogie
Filiere: Génie Bioméedical
Spécialité:Informatique biomédicale

Projet de fin d'études sur :
La classification Multi labels pour les données medicales

Présenté par: Encadré par:
Douibi khalida Settouti nesma
El Habib Daho Mostafa
Annee Universitaire 2014/2015

FIGURE 1 — Fenétre principale

La fenétre Information sur ’application : Cette fenétre donne une bréve descrip-
tion sur 'application. Comme montré ci-dessous dans la ﬁgure

Informations sur I'application

Cette application permet de tester les algorithmes
propases

dans notre Projet de fin d'études de Master IBM_ 1l

s'agit de deux nouveaux algarithmes appelé
‘Bagged MLknn et Rakel Random Farest.
Bagged MLknn est une méthode d'ensembles
d'adaptation.
Rakel RF est une méthode d'ensembles de
transformation qui utilise
un type de transformation du probléme multi-labels en
un probléme multi-classes.

Retour

FIGURE 2 — Fenétre informations sur 'application
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La fenétre Chargement de la banque de données

Chargement de La banque

—— Statistiques sur la banque

Charger la banque: Parcourir... 1 Nombres d'exemples:
Nombres d'attributs: =
Nombres Labels:
Veuillez choisir votre algorithme: Label Cardinality:

Label Density:

2 Algorithme d'adaptation ~ TEEEEED

Retour

FIGURE 3 — Fenétre chargement de la banque

1. C’est pour choisir la banque de données pour le test.
2. Pour choisir le type d’algorithme a appliquer.
3. Des champs pour afficher les informations sur la banque de données chargée.

Dans la partie qui suit, nous présentons un exemple d’application avec la banque de
données Genbase :

Chargement de La banque

— Statistiques sur la banque
Charger la banque: MNombres d'exemples: 662
Mombres dattributs: 1185
MNombres Labels: 27
Veuillez choisir votre algorithme: Label Cardinality: 0.05
Label Density: 1.25
Algorithme d'adaptation Distinet label-sets 32

Retour

FIGURE 4 — Fenétre chargement de la banque Genbase

Partie 1 : Choix Algorithme d’Adaptation :

Chargement de La banqgue

Statistiques sur la banque

Charae il FEERL Mombres dexemples: 662
MNombres d'attributs: 1185
MNombres Labels: 27
Veuillez choisir votre algorithume: Label Cardinality- 0.05
Label Density- 125
Algorithme d'adaptation  ~ DmiEasE 32
Algorithme d'adaptation

Algarithme de Transformation Retour

FIGURE 5 — Fenétre choix algorithme d’adaptation
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— Algorithmes d'adaptation

() MLknn simple
1
() Bagged MLknn

Stratégie de vote - \/ote majoritaire

Choisir un algorithme d'adaptation :

Résultats
Accuracy

Subset Accuracy
F mesure

Hamming Loss

2 v

Lancer le Test

FIGURE 6 — Fenétre Algorihmes d’adaptation

1. Permet de choisir le type d’algorithme d’adaptation (MLknn simple ou Bagged

Mlknn).
2. Pour choisir la stratégie du vote.
3. Lancer le test.

4. Permet d’afficher les résultats du

Dans le cas du choix de MLknn simple(voir les figures :

— Algorithmes d'adaptation

test

Adaptation

Stratégie de vote -

Yeuillez lancer le test directment, |e choix du vote n'est pas acceéssible
car L' algonthme MLERn simple n'est pas une méthode d'ensembles

| Lancer le Test | |

Retour

FIGURE 7 — Fenétre Algorithme d’adaptation(MLknn simple)
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<] Adaptation = =
— Algorithmes d'adaptalg
F=f = 47138
Choisir un algt}rlth rézultatz claculés avec zucces |
’
(@) MLknn simple 9.00322
) Bagged MLknn Hamming Loss 95.2862
Stratégie de vote :
Lancer le Test Retour

FIGURE 8 — Fenétre Résultats de l'algorithme d’adaptation (MLknn simple) sur
Genbase

Dans le cas du choix de Bagged MLknn avec vote majoritaire :

— Algorithmes d'adaptation

Reésultats
Choisir un algorithme d'adaptation : Accuracy 2RI
Subset Accuracy 92.4242
2 MLknn simple F mesure 85122
(@) Bagged MLknn Hamming Loss 0.448934

Stratégie de vote : “vote majoritaire o

Retour

FIGURE 9 — Fenétre Reésultats de 'algorithme d’adaptation (Bagged MLknn Ma-
joritaire) sur Genbase

Dans le cas du choix de Bagged MLknn avec vote Pondéré :

— Algorithmes d'adaptation

Résultats
Choisir un algorithme d'adaptation : Accuracy SelEe
Subset Accuracy 52.4242
1 MLEnn simple F mesure 956522
e Bagged MLknn Hamming Loss 0.392817

Stratégie de vote - Vote pondére -

Retour

FIGURE 10 — Fenétre Résultats de 'algorithme d’adaptation (Bagged MLknn Pon-
déré) sur Genbase
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Partie 2 : Tester ’algorithme de transformation sur la banque de données
Genbase

Chargement de La banque

— Statistiques sur la banque

ShzrgEr M ST e SEERIT Mombres dexemples: 662
MNombres d'attributs: 1185
MNombres Labels: 27
Veuillez choisir votre algorithime: Label Cardinality: 0.05
Label Density: 1.25
Algorithme d'adaptation  ~ Emms el 32
Algorithme d'adaptation |

Algorithme de Transformation Retour

FIGURE 11 — Fenétre choix algorihme de transformation

Dans le cas sur choix de Rakel Random Forest avec vote majoritaire :

—Algorithme de Tansformation Rakel Random Forest:
—Résultats

Accuracy

Stratégie devote:  \vVote Majoritare Subset Accuracy
Fmesure
Hamming Loss

FIGURE 12 — Fenétre Résultats de 'algorithme de transformation(RAKEL RF Ma-
joritaire) sur Genbase

Dans le cas sur choix de Rakel Random Forest avec vote Pondéré :

—Algorithme de Tansformation Rakel Random Forest:

—Résultats
Accuracy 960718
_ 7.57576
Stratégie de vote ©  vgte Ponderé v Subset Accuracy
Fmesure BT
Hamming Loss 392317

FIGURE 13 — Fenétre Résultats de I’algorithme de transformation(RAKEL RF Pon-
déré ) sur Genbase
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